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ΠΕΡΙΛΗΨΗ 

 

Σε αυτή τη διατριβή µελετήθηκε η εφαρµογή πολυπαραµετρικών τεχνικών σε µεγάλες 

βάσεις δεδοµένων ταξινόµησης, µε σκοπό τη θεωρητική τους παρουσίαση, τη σύγκριση αυτών 

και την εξαγωγή συµπερασµάτων, σχετικά µε το πεδίο εφαρµογής τους και το χειρισµό τους, τις 

δυνατότητες και τους περιορισµούς τους. 

Χρησιµοποιήθηκαν µη επιβλεπόµενες τεχνικές όπως Principal Components Analysis/Fa-

ctor Analysis (PCA/FA) και Cluster Analysis (CA) αλλά και επιβλεπόµενες όπως Discriminant 

Analysis (DA), Classification Trees (CT) και Artificial Neural Networks (ANN). Ιδιαίτερη 

έµφαση δόθηκε στις τεχνικές CT και ANN (µελετήθηκαν τρεις µέθοδοι και αρχιτεκτονικές 

αντίστοιχα για καθεµιά από αυτές). Ερευνήθηκαν τα πλεονεκτήµατα, µειονεκτήµατα και 

ιδιαιτερότητες τους και βελτιστοποιήθηκαν τα µοντέλα ταξινόµησης των τεχνικών. Όλες οι 

τεχνικές συγκρίθηκαν µεταξύ τους, µε κριτήριο τα αποτελέσµατα τους (της ορθής ταξινόµησης 

των δειγµάτων) σε τρεις βάσεις δεδοµένων οι οποίες αφορούσαν τους προσδιορισµούς α) 

µετάλλων-µεταλλοειδών στους τρεις ταµιευτήρες που χρησιµοποιούνται για την ύδρευση της 

πρωτεύουσας (Υλίκη, Μόρνο και Μαραθώνα), β) µετάλλων-µεταλλοειδών και ανόργανων στοι-

χείων σε θαλάσσια δείγµατα ιζηµάτων από µεγάλες ιχθυοκαλλιέργειες της χώρας, γ) σπανίων 

γαιών σε δείγµατα ελαιολάδων από διάφορες περιοχές. 

Η DA αν και είναι παραµετρική τεχνική µε πολλούς περιορισµούς στην εφαρµογή της, 

ανταποκρίθηκε στις ανάγκες των προβληµάτων και παρείχε πάντα µια πρώτη άποψη για το 

πρόβληµα (δυνατότητα ή όχι γραµµικού διαχωρισµού των οµάδων µε βάση το Canonical plot 

της ανάλυσης και αρχική αξιολόγηση των µεταβλητών). Τα ποσοστά ορθής ταξινόµησης που 

παρείχε ήταν αρκετές φορές συγκρίσιµα µε των πιο προηγµένων τεχνικών. Τα CT µε 3 

διαφορετικές µεθόδους και αρκετή ευελίξία (παρείχαν πολλές παραµέτρους προς δοκιµή και 

βελτιστοποίηση), επέτυχαν υψηλά ποσοστά ταξινόµησης µε λίγες ή πολλές µεταβλητές (περισ-

σότερες συνήθως των ANN), κατασκευάζοντας επαναλήψιµα µοντέλα µε δυνατότητες γενί-

κευσης. Τα ANN αποδείχθηκαν ιδιαίτερα ευέλικτη τεχνική, µε δυνατότητες αποτελεσµατικής 

αξιολόγησης των µεταβλητών και εφαρµογής τους σε απλές αλλά και πολυπλοκότερες βάσεις 

προσεγγίζοντας γραµµικές και µη γραµµικές συναρτήσεις. Κατασκευάστηκαν ανθεκτικά και 

ευέλικτα µοντέλα. Μειονέκτηµά τους αποτέλεσαν ωστόσο, τα φαινόµενα υπερ-προσαρµογής 

που παρουσιάζουν και χρειάστηκαν προσεκτικοί χειρισµοί για την αποφυγή τους. 

Έτσι, τα διαθέσιµα δείγµατα διαχωρίστηκαν σε τρεις οµάδες: χρησιµοποιήθηκαν εκτός 

της συνήθους οµάδας εκπαίδευσης, επιπλέον οµάδες επικύρωσης και ελέγχου. Με τον τρόπο 

αυτό, έγινε άµεση ταυτοποίηση των φαινοµένων υπερ-προσαρµογής (ώστε να διακόπτεται αυτό-

µατα η εκπαίδευση του µοντέλου),  αλλά και δοκιµή των µοντέλων σε νέα, “’αγνωστα” δείγµα-



 

τα, ώστε να ελέγχεται η δυνατότητα γενίκευσης αυτών. Ο διαχωρισµός σε οµάδες έγινε είτε 

τυχαία (όπως επιτάσσει η σύγχρονη βιβλιογραφία), είτε µε βάση της προκατεργασίας µε DA 

(µέθοδος που δεν έχει χρησιµοποιηθεί ποτέ στο παρελθόν). Επιπλέον, έγινε προσπάθεια 

εφαρµογής όσο το δυνατόν απλούστερων δοµών µε λίγες παραµέτρους (µεταβλητές, βάρη) αλλά 

και λειτουργικές µονάδες επεξεργασίας (νευρώνες).     
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ABSTRACT 

 

This thesis investigated the implementation of multivariate techniques in large 

classification data bases, targeting their theoretical presentation, comparison and inference, 

regarding their application field, handling, potentialities and restrictions.    

Unsupervised techniques like Principal Components Analysis/Factor Analysis (PCA/FA) 

and Cluster Analysis (CA) and supervised ones like Discriminant Analysis (DA), Classification 

Trees (CTs) and Artificial Neural Networks (ANNs) were used. Emphasis was placed on the 

techniques of CTs and ANNs (three methods and architectures are studied respectively for each 

one of them). The advantages, disadvantages and their particularities were exploited and the 

classification models were optimized.  All the techniques were compared to each other in terms 

of their results (the percentages of samples correctly classified) in three data bases, that 

concerned the determinations of a) metals-metalloids in the three reservoirs that are used for the 

water supply of Athens (Iliki, Mornos and Marathon), b) metals-metalloids and nutrients in 

marine sediments from big aquacultures of the country, c) rare earth elements (REE) in olive oil 

samples from different regions. 

Although DA is a parametric multivariate technique, with many restrictions in its 

implementation, responded to the needs of all the problems and always provided an initial 

evaluation for that (capability of linear or not linear discrimination on the basis of the Canonical 

plot of the analysis and initial evaluation of the variables). The percentages of the correct 

classification it provided, were frequently compared to that of the most sophisticated techniques. 

CTs with 3 different methods and enough flexibility (they provided many parameters for trials 

and optimization), resulted in high percentages with the use of few or more variables (usually 

more than ANNs), constructing reproducible models with generalization. ANNs were proved to 

be a particularly flexible technique, with potentialities of efficient variables’ evaluation and 

implementation in simple but also complicated data bases, approximating linear and non-linear 

functions. Robust and flexible models were constructed. However, over-training phenomena 

seemed to plague ANN and careful handling was needed for their avoidance.  

The available samples were split in three sets: except the usual training one, validation 

ant test sets were used. In this way, an immediate identification of these phenomena was 

achieved (so that training was automatically interrupted), and moreover, a test of the models in 

new “unknown” samples was carried out, so that generalization potentialities were checked. 

Samples sets were split randomly (as modern bibliography dictates), or were based on DA pre-

treatment (a method that has never been used in the past). Moreover, the simplest structures were 

used: with few parameters (variables, weights) and operating processing units (neurons). 
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ΚΕΦ. 1 ΠΟΛΥΠΑΡΑΜΕΤΡΙΚΕΣ ΣΤΑΤΙΣΤΙΚΕΣ  ΤΕΧΝΙΚΕΣ 

1.1. ΕΙΣΑΓΩΓΗ 

 
Σχεδόν σε όλα τα επίπεδα της ανθρώπινης προσπάθειας, αλλά και ειδικότερα στην 

επιστήµη, έχουν γίνει τα τελευταία χρόνια δραµατικές αλλαγές. Έτσι, από την ιστορία της 

επιστήµης είναι φανερό, ότι λίγες δεκαετίες πριν, το κύριο πρόβληµα των επιστηµόνων ήταν 

πως να αποκτήσουν δεδοµένα [1]. Οι µετρήσεις απαιτούσαν πολύ χρόνο, οι µέθοδοι δεν είχαν 

µεγάλη ευαισθησία, οι τεχνικές ήταν πανάκριβες, ενώ ήταν διαρκώς απαραίτητη η συνεχής 

παρουσία ενός πεπειραµένου αναλυτή. Οι επιστήµονες έπρεπε να πραγµατοποιήσουν µια 

καθόλου ευχάριστη εργασία ρουτίνας, µόνο και µόνο για να αποκτήσουν κάποια ελάχιστα 

αποτελέσµατα.  

Στις µέρες µας, η αλµατώδης τεχνολογική ανάπτυξη και ειδικότερα στον τοµέα της 

ενόργανης ανάλυσης, οδηγεί στη συλλογή πολλών δεδοµένων (αναλυτικών παραµέτρων) για 

ένα µόλις δείγµα. Ο κλάδος της εφαρµοσµένης στατιστικής που έχει ως αντικείµενο µελέτης 

την ανάλυση τέτοιων δεδοµένων, ονοµάζεται Πολυπαραµετρική ανάλυση [2]. Το κύριο 

πρόβληµα λοιπόν σήµερα, δεν είναι η συλλογή αποτελεσµάτων, αλλά το πως θα απαλλαγούµε 

από τα περισσότερα από αυτά! Αυτό συµβαίνει γιατί δυστυχώς, µόνο µια µικρή ποσότητα από 

τα παραγόµενα δεδοµένα σχετίζονται µε το πρόβληµα. Η πολύτιµη πληροφορία που οι επιστή-

µονες ψάχνουν, µπορεί να εξαχθεί δύσκολα από το πλήθος των αποτελεσµάτων που τόσο 

εύκολα αποκτώνται σήµερα. Η Χηµειοµετρία είναι ο κλάδος αυτός της επιστήµης και της 

τεχνολογίας, που εκµαιεύει όλων των ειδών τις χρήσιµες πληροφορίες από πολυπαραµετρικά 

δεδοµένα, µε τη βοήθεια στατιστικών και µαθηµατικών µεθόδων. Οι χηµειοµετρικές µέθοδοι 

είναι απαραίτητες για την επίλυση πολλών επιστηµονικών και πρακτικών προβληµάτων σε 

πεδία όπως η χηµεία, η προστασία του περιβάλλοντος, η ιατρική, η βιολογία, οι δικανικές 

επιστήµες, η βιοµηχανία κ.α. [3]. Έτσι, τα όρια του ανθρώπου σήµερα, εξαρτώνται όχι µόνο 

από τις ικανότητές του σε ότι βλέπει ή ακούει, ή την εφαρµοσµένη τεχνολογία (αναλυτική 

οργανολογία) αλλά και την αποτελεσµατικότητα των χηµειοµετρικών µεθόδων. Ειδικότερα, 

υπάρχει ένα διαρκώς αυξανόµενο ενδιαφέρον για την εφαρµογή της χηµειοµετρίας στη χηµεία, 

γιατί µπορεί και λύνει προβλήµατα που απαιτούν πολύπλοκους υπολογισµούς και βοηθά στην 

πλήρη ερµηνεία δεδοµένων, αντικειµένων, διαδικασιών και φαινοµένων. Υπάρχουν δηλαδή 

δεδοµένα, αντικείµενα, διαδικασίες και φαινόµενα που περιέχουν “κρυφές” πληροφορίες, όχι 

άµεσα προσιτές. Η πρόσβαση σε αυτές τις πληροφορίες εξαρτάται συνεχώς αυξανόµενα, από 

τις χηµειοµετρικές µεθόδους, µε τις οποίες µπορεί να γίνει αξιόπιστα η ερµηνεία της 

µετρούµενης πληροφορίας [3].     
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Στην εργασία αυτή, θα ασχοληθούµε αποκλειστικά µε προβλήµατα οµαδοποίη-

σης/ταξινόµησης και εποµένως η ανάλυση που ακολουθεί (θεωρητική και πειραµατική), αφορά 

εκτός αν αναφέρεται διαφορετικά, µόνο τέτοιου είδους περιπτώσεις. 

 

 

1.2. ΣΥΝ∆ΥΑΣΜΟΣ ΜΕΤΑΒΛΗΤΩΝ 

1.2.1. Συνδιακύµανση (Covariance) 

 
Κατά την εφαρµογή των πολυπαραµετρικών στατιστικών τεχνικών, είναι σηµαντικό, οι 

µετρούµενες παράµετροι (µεταβλητές), να µην εξετάζονται ξεχωριστά, αλλά να συνδυάζονται 

ώστε να παρέχουν και να περιγράφουν όσο το δυνατό ένα πλήρες σύστηµα. Μεταβλητές που 

δεν αλληλεπιδρούν µε άλλες, θεωρούνται στατιστικά ανεξάρτητες, δηλαδή αλλαγές που συµ-

βαίνουν σε µια µεταβλητή δεν µπορούν να επηρεάσουν ή να προβλέψουν αλλαγές σε κάποια 

άλλη µεταβλητή. Ωστόσο ορισµένες φορές, οι µεταβλητές δεν είναι ανεξάρτητες και απαιτείται 

η εκτίµηση της αλληλεπίδρασής τους ώστε να ερµηνευτούν τα δεδοµένα και να χαρα-

κτηριστούν τα δείγµατα. Η έκταση της αλληλεπίδρασης µεταξύ δυο µεταβλητών j, k εκτιµάται 

µε τον υπολογισµό της συνδιακύµανσης (covariance) σε αντιδιαστολή µε τη διακύµανση ή 

διασπορά (variance) που περιγράφει τη µεταβολή και διασπορά µίας µεταβλητής. Η 

συνδιακύµανση s2 ή COV (j,k) δίνεται από τη σχέση (1.1): 

                             COV (j,k) = 
1N

x 2
d

−
∑  = 

1N

)xx)(xx( kikjij

N

1i

−

−−∑
=                  (1.1) 

όπου: xd = xi - x , για κάθε δείγµα i και κάθε j ή k µεταβλητή, 

          xij = η τιµή που αντιστοιχεί στο i δείγµα της j µεταβλητής,   

          xik = η τιµή που αντιστοιχεί στο i δείγµα της k µεταβλητής, και  

          N = ο συνολικός αριθµός δειγµάτων. 

Η συνδιακύµανση δίνει ουσιαστικά τη διαφορά της κάθε µεταβλητής από το µέσο όρο 

της σε σχέση µε κάποια άλλη. Η µέτρηση αυτή γίνεται πάντα µεταξύ δύο µεταβλητών. Αν 

υπολογιστεί η συνδιακύµανση µεταξύ µιας µεταβλητής και του εαυτού της, θα βρεθεί η 

διακύµανση αυτής. Έτσι, αν έχουµε δεδοµένα τριών (3) µεταβλητών (ή διαστάσεων) x, y, z, θα 

πρέπει να υπολογίσουµε τη συνδιακύµανση µεταξύ των x και y, y και z, z και x. Με αυτόν τον 

τρόπο, δηµιουργείται πάντα ένας πίνακας δεδοµένων (στην περίπτωσή µας 3×3) που 

ονοµάζεται πίνακας διακυµάνσεων-συνδιακυµάνσεων (variance-covariance) των µεταβλητών 

(βλ. § 2.2). Οι τιµές της διαγωνίου εδώ, αντιστοιχούν στις διακυµάνσεις των µεταβλητών, ενώ ο 

πίνακας είναι συµµετρικός ως προς τη διαγώνιο (COV (x, y) = COV (y, x)).  
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Η ακριβής τιµή της συνδιακύµανσης δεν έχει τόση σηµασία όσο το πρόσηµο αυτής. Αν 

αυτό είναι θετικό, σηµαίνει ότι οι µεταβλητές αυξάνονται συγχρόνως, ενώ αν αυτό είναι αρνη-

τικό, όταν µια µεταβλητή αυξάνεται, η άλλη µειώνεται. Αν η τιµή της συνδιακύµανσης είναι 

µηδέν (0), σηµαίνει ότι οι δυο µεταβλητές είναι ανεξάρτητες [4]. 

 

1.2.2. Γραµµικοί συνδυασµοί µεταβλητών 

 
Η ερµηνεία πολλών πολυπαραµετρικών προβληµάτων µπορεί να απλοποιηθεί λαµβά-

νοντας υπόψη όχι µόνο τις αρχικές µεταβλητές, αλλά επίσης και ένα γραµµικό συνδυασµό 

αυτών. Έτσι δηµιουργούνται συνδυασµοί των αρχικών µεταβλητών κατάλληλα “ζυγισµένων”, 

ανάλογα µε την κρισιµότητα της καθεµιάς από αυτές. Οποιαδήποτε µέθοδος και να χρησιµο-

ποιηθεί γι’ αυτό, ο σκοπός είναι να µειωθεί ο αριθµός των µεταβλητών και να ληφθεί µια 

βελτιωµένη αναπαράσταση των αρχικών δεδοµένων. 

∆ιαφορετικοί γραµµικοί συνδυασµοί των αρχικών παραµέτρων µπορούν να προκύψουν 

ανάλογα µε τη φύση του προβλήµατος που αντιµετωπίζεται. Έτσι: 

� Ο γραµµικός συνδυασµός ο οποίος “αναδεικνύει” τη µέγιστη διαφοροποίηση µεταξύ 

των οµάδων των δεδοµένων (σχ 1.1 (α)), είναι κατάλληλος στην επιβλεπόµενη 

(supervised) αναγνώριση σχηµατοµορφής ή προτύπων (pattern recognition). Ο 

παραπάνω προβληµατισµός θέτει τα θεµέλια για τη Γραµµική ∆ιαχωριστική Ανάλυση 

(Linear Discriminant Analysis, LDA, βλ. § 2.1). 

�  Ο γραµµικός συνδυασµός ο οποίος “αναδεικνύει” τη µέγιστη διακύµανση (σχ 1.1 (β)), 

είναι κατάλληλος όταν ζητείται η µείωση των διαστάσεων του προβλήµατος. Ο παραπά-

νω προβληµατισµός θέτει τα θεµέλια για την Ανάλυση Κυρίων Συνιστωσών (Principal 

Components Analysis, PCA, βλ. § 2.2), η οποία εκπροσωπεί τη µη επιβλεπόµενη 

(unsupervised) αναγνώριση σχηµατοµορφής ή προτύπων (pattern recognition). 

Η διάκριση µεταξύ επιβλεπόµενων και µη επιβλεπόµενων τεχνικών γίνεται παρακάτω 

(§ 1.3), αλλά παράλληλα αποκαλύπτεται και µέσα από την περιγραφή της θεωρίας των 

αναφερόµενων στατιστικών πολυπαραµετρικών τεχνικών. Γενικά, στις επιβλεπόµενες τεχνικές, 

είναι εκ των προτέρων γνωστές οι οµάδες ταξινόµησης και στη διάρκεια της ανάλυσης, 

αξιολογείται ο βαθµός επιτυχίας της εύρεσης των οµάδων αυτών µε τη χρήση των οµάδων 

εκπαίδευσης ή εκµάθησης και ελέγχου (§ 2.1.1). Στις µη επιβλεπόµενες τεχνικές, η 

ταξινόµηση γίνεται µε τη βοήθεια δειγµάτων (αντικειµένων) για τα οποία δεν είναι εκ των προ-

τέρων γνωστή η οµάδα που ανήκουν. 

Επιβλεπόµενες και µη τεχνικές χρησιµοποιούνται παράλληλα και συγκριτικά. Ο συνδυ-

ασµός επιβλεπόµενων και µη επιβλεπόµενων τεχνικών στην ίδια βάση δεδοµένων µπορεί να 
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δώσει πρόσθετες πληροφορίες για τη δοµή των δεδοµένων αυτών, να αποκαλύψει την ύπαρξη 

κρυφών συσχετίσεων, να χαρακτηρίσει οµάδες δειγµάτων και να βοηθήσει στην εύρεση 

µαθηµατικών µοντέλων µε ικανότητες πρόβλεψης ή οµαδοποίησης [5]. Ωστόσο γενικά, οι 

τεχνικές επιβλεπόµενης ταξινόµησης θεωρούνται ότι επιδεικνύουν ανθεκτικότητα και 

επιτυγχάνουν ακριβέστερα αποτελέσµατα σε σχέση µε τις µη επιβλεπόµενες τεχνικές [6]. 

 

 

 

 

 

 

 

 

 

 

(α) (β) 

Σχήµα 1.1: Παραδείγµατα όπου η PCA (PC στο σχήµα) και η DA (LDF στο σχήµα) είναι 

ακριβώς ίδιες (α) ή ορθογώνιες (β)(βλ. επίσης § 2.1.1, 2.2). 

 

 

1.3. ΕΠΙΒΛΕΠΟΜΕΝΕΣ ΚΑΙ ΜΗ ΕΠΙΒΛΕΠΟΜΕΝΕΣ ΤΕΧΝΙΚΕΣ 

ΑΝΑΓΝΩΡΙΣΗΣ ΠΡΟΤΥΠΩΝ 

 
Όπως ήδη αναφέρθηκε, η πορεία µιας ταξινόµησης µπορεί να γίνει µε επιβλεπόµενο ή 

µη επιβλεπόµενο τρόπο.  

Στη διάρκεια µιας µη επιβλεπόµενης τεχνικής, το σύστηµα εφοδιάζεται µε τα δεδοµένα 

και αφήνεται ή όχι να “κατασταλάξει” σε µια σταθερή κατάσταση (σχ. 1.2) [1]. ∆οµικό χαρα-

κτηριστικό των µη επιβλεπόµενων τεχνικών είναι η βελτιστοποίηση, η οποία χρησιµοποιείται 

για την αξιολόγηση του αποτελέσµατος στο τέλος κάθε περιόδου ή κύκλου. Αυτή αφορά 

κάποιο γενικότερο κριτήριο, όπως την ελαχιστοποίηση της απόστασης µεταξύ των αντικει-

µένων ή την επίτευξη ορισµένου αριθµού περιόδων.  

Η εκπαίδευση λοιπόν στις µη επιβλεπόµενες τεχνικές είναι βασικά µια διαδικασία βελτι-

στοποίησης. Παράδειγµα αποτελεί η µέθοδος της Ανάλυσης κατά Συστάδες (Cluster analysis, 

CA, βλ. § 2.4), όπου δύο είναι τα βασικά κριτήρια: η απόσταση ανάµεσα στα αντικείµενα και η 

Χ2 

Χ1 

PC , LDF 

Χ2 

Χ1 

PC 

LDF 
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απόσταση ανάµεσα στις συστάδες των αντικειµένων. Το τελικό αποτέλεσµα οφείλει να είναι 

έκπληξη ή τουλάχιστον να είναι ανεξάρτητο από τις προσδοκίες µας!   

 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 1.2: Μη επιβλεπόµενη τεχνική εκπαίδευσης [1] 

 

Ωστόσο, στην περίπτωση που υπάρχουν κάποια αντικείµενα των οποίων η απόκριση 

είναι γνωστή, σχηµατίζονται “ζεύγη” δεδοµένων (εισερχόµενα και στόχοι-οµάδες για την περί-

πτωση της ταξινόµησης). Εδώ, ο σκοπός των επιβλεπόµενων τεχνικών είναι η δηµιουργία 

µοντέλων, που θα συνδυάσει σωστά τα εισερχόµενα µε τους στόχους (σχ. 1.3). Κατά µια 

έννοια οι στόχοι δεν συµµετέχουν στη διαδικασία εκπαίδευσης: απλά εξυπηρετούν ως κριτήριο 

για το πόσο καλά έχει “εκπαιδευτεί” το σύστηµα.  

 

 

 

 

 

 

 

 

 

 

 

 
Σχήµα 1.3: Επιβλεπόµενη τεχνική εκπαίδευσης [1] 
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Κατά την εφαρµογή µιας επιβλεπόµενης τεχνικής εκπαίδευσης, πρέπει να διαχωρίσουµε 

δυο περιπτώσεις, οι οποίες διαφέρουν µεταξύ τους στον τρόπο που οι στόχοι συνδυάζονται µε 

τα εισερχόµενα, δηλαδή: 

� αν υπάρχουν εγγενείς συσχετίσεις µεταξύ αυτών ή  

� αν συσχετίζονται αυθαίρετα. 

Παράδειγµα αυθαίρετης συσχέτισης, αποτελεί  ο αριθµός δύο µε το σύµβολο 2 ή 10 (δε-

καδικό ή  δυαδικό σύστηµα αρίθµησης αντίστοιχα). Η χηµική δοµή ωστόσο, και το IR φάσµα 

των ενώσεων έχουν εγγενή συγγένεια, εφόσον η δοµή “προκαλεί” το φάσµα. Σε αυτή τη δεύ-

τερη περίπτωση, είναι φανερό ότι µπορεί να γίνει “γενίκευση” του µοντέλου και να προ-

βλεφθούν οι αποκρίσεις για αντικείµενα διαφορετικά από αυτά που χρησιµοποιήθηκαν κατά 

την εκπαίδευση [1]. 
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ΚΕΦ. 2 ΚΛΑΣΙΚΕΣ ΜΕΘΟ∆ΟΙ 

2.1. ∆ΙΑΧΩΡΙΣΤΙΚΗ ΑΝΑΛΥΣΗ (DISCRIMINANT ANALYSIS) 

2.1.1. Αξιολόγηση µεταβλητών 

 
Η πιο δηµοφιλής παραµετρική (δηλ. για κανονικές κατανοµές) µέθοδος για την 

επιβλεπόµενη αναγνώριση σχηµατοµορφής ή προτύπων (supervised pattern recognition) είναι η 

Γραµµική ∆ιαχωριστική Ανάλυση (Linear Discriminant analysis, LDA ή DA). Στην DA 

µπορούµε να διακρίνουµε δυο διαφορετικούς στόχους: την εύρεση των γραµµικών 

συναρτήσεων (discriminate predictive analysis, βλ. παρακάτω) και την αξιολόγηση των 

συναρτήσεων αυτών, ώστε να ταξινοµήσουµε τρέχοντα και µελλοντικά δείγµατα (discriminate 

classification analysis, § 2.1.2) [7]. 

Στη διάρκεια της πρώτης, επιχειρείται να καθοριστούν οι µεταβλητές, που διαχωρίζουν 

δύο ή παραπάνω φυσικές οµάδες δειγµάτων. Ο σκοπός εδώ δηλαδή, είναι να βρεθούν οι µετα-

βλητές αυτές που είναι κρίσιµες στην ταξινόµηση των δειγµάτων σε γνωστές (τουλάχιστον 

αρχικά) εκ των προτέρων οµάδες. 

Έτσι, η ∆ιαχωριστική Ανάλυση, χρησιµοποιώντας µια αρχική οµάδα εκπαίδευσης ή 

εκµάθησης (“training” ή “learning set”), αναζητά τις γραµµικές διαχωριστικές συναρτήσεις 

(Linear Discriminant Functions (L)DFs ή Canonical Functions (roots), σχήµα 1.1), Y οι οποίες 

είναι γραµµικός συνδυασµός των αρχικών µεταβλητών Χ1, Χ2 ….Χp κ.λπ.: 

                                             Υ = a1Χ1 + a2X2 + …..apXp  (+ C)          (2.1) 

όπου C (όταν υπάρχει) η διαχωριστική σταθερά. 

Οι συντελεστές a1, a2, ……, ap είναι τέτοιοι ώστε να επιτυγχάνεται ο µέγιστος διαχωρισµός 

µεταξύ των οµάδων και αναλογικά οι µεγαλύτεροι από αυτούς (βλ. παρακάτω) αντιστοιχούν 

στις µεταβλητές που συνεισφέρουν περισσότερο στο διαχωρισµό των οµάδων. Έτσι η Υ 

επιτυγχάνει καλύτερο διαχωρισµό απ’ ότι οι αρχικές Χ1, Χ2….Xp κ.λπ. [8]. Οι συντελεστές 

αυτοί αποτελούν τα βάρη που εκφράζουν το βαθµό που κάθε ανεξάρτητη µεταβλητή Χ 

συνεισφέρει στο διαχωρισµό των οµάδων [9]. Το Υ για κάθε δείγµα είναι το σκορ (score), 

δηλαδή ένας αριθµός  που χρησιµοποιείται για την πρόβλεψη της οµάδας που ανήκει [9]. 

Η συγκεκριµένη σχέση 2.1 εµπεριέχει τους συντελεστές a1, a2, ……, ap στους οποίους 

δεν έχει γίνει κάποια κανονικοποίηση (unstandardized Canonical discriminant function 

coefficients). ∆εν µπορεί λοιπόν να γίνει σύγκριση ανάµεσά τους, αν οι συντελεστές δεν κανο-

νικοποιηθούν (standardized Canonical discriminant function coefficients). Οι τελευταίοι είναι 

χρήσιµοι όταν έχουµε ανεξάρτητες µεταβλητές διαφορετικής κλίµακας και δίνουν µια ένδειξη 

της συνεισφοράς της κάθε µεταβλητής στη διαχωριστική συνάρτηση [10]. Στην περίπτωση 

αυτή, δεν θα υπάρχει διαχωριστική σταθερά C [9, 11].   
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Προκειµένου να ταυτοποιηθούν οι µεταβλητές που βοηθούν στη διαφοροποίηση των 

οµάδων, κάποιος µπορεί ακόµα να ελέγξει τους συντελεστές δοµής ή διαχωριστικές φορτί-

σεις (structure coefficients/discriminant loadings) όπως ονοµάζονται εναλλακτικά. Αυτοί δείχ-

νουν τη σχέση ανάµεσα σε µια ανεξάρτητη αρχική µεταβλητή και τη νέα LDF και µπορούν να 

χρησιµοποιηθούν για να αξιολογήσουµε πόσο σηµαντική είναι κάθε µεταβλητή για τη κατά-

σκευή της διαχωριστικής συνάρτησης [10]. Όσο µεγαλύτερες είναι αυτές οι τιµές, τόσο καλύ-

τερη η διαχωριστική ικανότητα της µεταβλητής [9, 11]. Οι συντελεστές δοµής δεν επηρεάζο-

νται από τη συνδιακύµανση των αρχικών µεταβλητών (βλ. παρακάτω § 2.1.3) και εποµένως 

είναι ασφαλέστεροι για την εξαγωγή συµπερασµάτων που αφορούν την κρισιµότητα τους [12]. 

Αναλυτικότερα, οι LDF είναι γραµµικοί συνδυασµοί των αρχικών µεταβλητών που 

επιτυγχάνουν να µεγιστοποιήσουν την παράµετρο  F-ratio. Η F-ratio παράµετρος ορίζεται ως ο 

λόγος των διακυµάνσεων ανάµεσα στις οµάδες (between groups) και στην ίδια οµάδα (within 

group). Οι µεταβλητές µε τα υψηλότερα F-ratios έχουν την καλύτερη διαχωριστική ικανότητα 

[13, 14].  

Η παράµετρος F-ratio δείχνει για κάθε µεταβλητή τη στατιστική σηµασία της στο δια-

χωρισµό των οµάδων, δηλαδή την έκταση που αυτή συνεισφέρει στην πρόβλεψη των σωστών 

οµάδων και συνδέεται µε τις παραµέτρους Wilks’ lambda/model (Λ) και Partial lambda, µε 

βάση την παρακάτω σχέση:  

           F-ratio = 
Λ

Λ−1
 = 

1G

GpN

−

−−
× 

lambdapartial

lambdapartial1−
             (2.2) 

όπου: G ο αριθµός των οµάδων, Ν o αριθµός των δειγµάτων, και p ο αριθµός των µεταβλητών.  

Η παράµετρος Λ του µοντέλου δίνεται από τη σχέση: 

                                       Λ = 
∑
∑

−

−
2

ig

2
gig

)YY(

)YY(
 = 

total

within
                          (2.3) 

όπου: Υ τα σκορ  (βλ. σχέση 2.1) και ειδικότερα, Yig το σκορ του δείγµατος i που ανήκει στην 

οµάδα g, gY  το µέσο σκορ των δειγµάτων της οµάδας g και Y  το µέσο σκορ όλων των δειγµά-

των [9]. Η παράµετρος αυτή χρησιµοποιείται για να ελέγξει την κρισιµότητα µιας LDF ως 

σύνολο (πόσο καλά µια διαχωριστική συνάρτηση διαχωρίζει τα δείγµατα σε οµάδες). Όσο 

µικρότερο είναι το Λ, τόσο σηµαντικότερη η διαχωριστική συνάρτηση. Σηµαντικό Λ σηµαίνει 

ότι κάποιος µπορεί να απορρίψει τη µηδενική υπόθεση ότι δυο ή περισσότερες οµάδες έχουν τις 

ίδιες µέσες τιµές σκορ, οπότε το µοντέλο µπορεί να τις διαχωρίσει [15, 16]. Ισούται µε το 

κλάσµα της συνολικής διακύµανσης των σκορ που δεν ερµηνεύεται από τις διαφορές ανάµεσα 

στις οµάδες [12]. Θα αναφερθούµε σε αυτήν και παρακάτω (§ 2.1.3). 
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Η παράµετρος Partial lambda παίρνει µεγαλύτερες τιµές για τις µεταβλητές µε τη χειρότερη 

διαχωριστική ικανότητα. Συνδέεται µε την παράµετρο Wilks’ lambda/variable ή U statistic [16] 

(περισσότερες λεπτοµέρειες αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής,  

ΚΕΦ. 1, Θ).  

Στην περίπτωση ύπαρξης µόνο δυο οµάδων δειγµάτων, η DA κατασκευάζει µία µόνο 

γραµµική συνάρτηση, ενώ στην περίπτωση 3 οµάδων, θα µπορούσαµε να θεωρήσουµε: 

1. µία γραµµική διαχωριστική συνάρτηση που να διαχωρίζει την οµάδα 1 από τις 2 και 3 

µαζί και  

2. µία άλλη συνάρτηση για το διαχωρισµό των οµάδων 2 και 3 µεταξύ τους. 

Η  πρώτη από τις συναρτήσεις αυτές επιτυγχάνει τον καλύτερο συνολικά διαχωρισµό των 

οµάδων, η δεύτερη τον επόµενο κ.ο.κ. Οι συναρτήσεις αυτές είναι ανεξάρτητες και ορθογώνιες, 

δηλαδή η συνεισφορά τους στο διαχωρισµό δεν αλληλεπικαλύπτεται. Ο µέγιστος αριθµός των 

LDF που υπολογίζονται ισούται µε τον αριθµό των οµάδων µείον ένα ή τον αριθµό των 

µεταβλητών της ανάλυσης (όποιο είναι µικρότερο, βλ. § 3.2.1) [17]. 

Η DA µπορεί να επιτύχει την εύρεση των πιο κρίσιµων µεταβλητών µε τη βοήθεια 3 

(τριών) προσεγγίσεων: 

� Την κλασική προσέγγιση (standard) που χρησιµοποιεί όλες τις µεταβλητές αξιολο-

γώντας ωστόσο την καθεµιά, µε βάση στατιστικά µεγέθη που έχουν ήδη καθοριστεί 

στην αρχή της ανάλυσης (F εισόδου/αποκλεισµού ή F to enter/remove) και συγκρί-

νονται µε τις τιµές F που προκύπτουν από τις µεταβλητές.  

� Την εµπρόσθια βηµατική ή κλιµακωτή προσέγγιση (forward stepwise, FW), η οποία 

“χτίζει” το µοντέλο βήµα-βήµα. Σε κάθε βήµα, ανασκοπούνται οι µεταβλητές και 

αποφασίζεται ποια συνεισφέρει περισσότερο στο διαχωρισµό µεταξύ των οµάδων, ώστε 

να παραµείνει για το επόµενο βήµα [17].  

� Την αναδροµική βηµατική προσέγγιση (backward stepwise, BW), περιλαµβάνει 

αρχικά στο µοντέλο όλες τις µεταβλητές, και σε κάθε βήµα αποκλείει τη µεταβλητή που 

συνεισφέρει λιγότερο στην επιτυχηµένη πρόβλεψη των οµάδων. Έτσι σε µια επιτυ-

χηµένη ανάλυση, τελικά διατηρούνται οι “κρίσιµες” µεταβλητές, δηλαδή αυτές που 

συνεισφέρουν περισσότερο στο διαχωρισµό [17]. 

Στις βηµατικές προσεγγίσεις οι µεταβλητές εισέρχονται στο µοντέλο όταν η αντίστοιχη 

τιµή F είναι µεγαλύτερη από την τιµή F εισόδου που καθορίζεται από το χρήστη. Μεταβλητές 

επίσης που έχουν τιµή του F µικρότερη από το καθορισµένο F αποκλεισµού, αποµακρύνονται 

από το µοντέλο. Η τιµή του F εισόδου είναι πάντα µεγαλύτερη της τιµής του F αποκλεισµού. 

Αν στην τεχνική FW, θέλουµε να χρησιµοποιηθούν όλες οι µεταβλητές, η τιµή του F εισόδου 

πρέπει να είναι πολύ µικρή (πχ 0,0001) και η τιµή του F αποκλεισµού 0. Αν στην τεχνική BW, 
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θέλουµε να αποµακρύνουµε όλες οι µεταβλητές, η τιµή του F εισόδου πρέπει να είναι πολύ 

µεγάλη (πχ 9999) και η τιµή του F αποκλεισµού οριακά µικρότερη (πχ 9998) [17].  

 

2.1.2. Οµαδοποίηση - Ταξινόµηση 

 
Η DA χρησιµοποιείται ακόµα για την πρόβλεψη της οµάδας αντικειµένων (δειγµάτων). 

Ο σκοπός εδώ, είναι να βρεθούν οι κανόνες εκείνοι που θα µπορούν στο µέλλον να κατατάξουν 

“άγνωστα” δείγµατα στις οµάδες τους χρησιµοποιώντας όµως τις µετρηθείσες παραµέτρους.  

Το πρώτο βήµα είναι να ξεκινήσουµε µε µια οµάδα αντικειµένων των οποίων η 

κατάταξη είναι γνωστή, όπως για παράδειγµα δείγµατα νερού γνωστής προέλευσης. Αυτή η 

αρχική οµάδα ονοµάζεται οµάδα εκπαίδευσης. Ο σκοπός είναι να χρησιµοποιηθούν αυτά τα 

αντικείµενα, ώστε να βρεθεί ο κανόνας (συνάρτηση) που να κατατάσσει και τα άγνωστα 

αντικείµενα (π.χ. άγνωστης προέλευσης δείγµατα νερού) στην οµάδα που ανήκουν.  

H DA τώρα υπολογίζει αυτόµατα τις συναρτήσεις ταξινόµησης (Fisher’s Classification 

Functions). Οι συναρτήσεις αυτές δεν πρέπει να συγχέονται µε τις γραµµικές διαχωριστικές 

συναρτήσεις (LDF, § 2.1.1). Οι συναρτήσεις ταξινόµησης χρησιµοποιούνται για τον καθορισµό 

της οµάδας που ανήκει ένα δείγµα. Είναι τόσες, όσες και οι αντίστοιχες οµάδες. Κάθε τέτοια 

συνάρτηση µας επιτρέπει τον υπολογισµό των σκορ για κάθε οµάδα, µε βάση τη σχέση: 

                          Si =  ci + wi1Χ1 + wi2Χ2 + ….. wipΧp                       (2.4) 

Στη σχέση αυτή, ο δείκτης i δηλώνει την αντίστοιχη οµάδα, ci είναι η σταθερά για την i 

οµάδα, wij (j = 1…..p) είναι το βάρος για την j µεταβλητή και Xj η παρατηρούµενη τιµή της 

ίδιας µεταβλητής στο συγκεκριµένο δείγµα. Si είναι το τελικό υπολογιζόµενο αποτέλεσµα (ή 

Fisher’s score). Μπορούµε να χρησιµοποιήσουµε τις συναρτήσεις ταξινόµησης για τον άµεσο 

υπολογισµό της οµάδας που ανήκει ένα άγνωστο δείγµα: το µεγαλύτερο αποτέλεσµα δηλώνει 

την οµάδα του δείγµατος [17]. Τα µεγαλύτερα βάρη (συντελεστές) wij αντιστοιχούν στις µετα-

βλητές που συνεισφέρουν περισσότερο στο διαχωρισµό της κάθε οµάδας.  

Κάθε νέο αντικείµενο ταξινοµείται µε βάση την απόστασή του (Ευκλείδεια, § 2.4.2 [18] 

ή Mahalanobis [16]) από το κεντροειδές (centroid) δηλαδή τη µέση τιµή των σκορ των LDF 

κάθε οµάδας. Οι οµάδες αυτές ήδη προβάλλονται σε έναν υποχώρο που καθορίζεται από τις 

LDF.   

 

2.1.3. Αξιολόγηση - Επικύρωση 

 
Έχοντας βρει τους κανόνες κατάταξης, υπάρχουν διάφορες µέθοδοι [2] για τον έλεγχο 

της αποτελεσµατικότητας των κανόνων αυτών (επικύρωσης του µοντέλου): 
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� µε τη χρήση της ίδιας της οµάδας εκπαίδευσης, 

� µε τη χρήση µιας οµάδας ανεξάρτητων δειγµάτων που δεν συµπεριλαµβάνονται στην 

αρχική οµάδα εκπαίδευσης, 

� µε την “εξαιρουµένου ενός” µέθοδο (leave-one-out method), όπου κάθε φορά χρησι-

µοποιούνται όλα εκτός από ένα δείγµα ώστε να βρεθούν οι κανόνες ταξινόµησης και το 

δείγµα αυτό χρησιµοποιείται για τον έλεγχο των κανόνων (βλ. επίσης § 3.1.2, 4.4.2). Αν 

τα αποτελέσµατα της επικύρωσης αυτής είναι ικανοποιητικά, τότε µπορεί να χρησι-

µοποιηθεί το αρχικό µοντέλο για την ταξινόµηση νέων οµάδων [11].  

Η πρώτη µέθοδος (µε τη χρήση της ίδιας οµάδας εκπαίδευσης), παρουσιάζει όπως είναι 

φυσικό, προβλήµατα γενίκευσης, εφόσον τα µοντέλα αξιολογούνται από δείγµατα που 

χρησιµοποιήθηκαν στην κατασκευή τους (βλ. για το ίδιο πρόβληµα στα ∆έντρα Ταξινόµησης 

αλλά και στα Νευρωνικά δίκτυα § 3.1.2, 4.3.1). 

Επιπλέον, στατιστικές δοκιµές όπως ο έλεγχος των παραµέτρων Press’s Q Statistic και 

Wilks’ lambda/model που αναφέρθηκε παραπάνω (§ 2.1.1) µπορούν να χρησιµοποιηθούν για 

την αξιολόγηση των µοντέλων [11, 19]. Ο τύπος που περιγράφει το πρώτο είναι: 

                                       Q = 
)1g(N

)ngN( 2

−−

−
                                    (2.5) 

όπου: Ν ο συνολικός αριθµός των δειγµάτων, n ο αριθµός των δειγµάτων που ταξινοµήθηκε 

σωστά, και g ο αριθµός των οµάδων. Το στατιστικό Q ακολουθεί κατανοµή χ2 (chi-square 

distribution, µε βαθµούς ελευθερίας df = 1 και µηδενική υπόθεση H0: το µοντέλο δεν έχει 

ικανότητα πρόβλεψης µεγαλύτερη από την τυχαία ταξινόµηση/the model hit ratio is no better 

than chance) [9, 11]. Στο παράρτηµα της διατριβής αυτής (  ΚΕΦ. 2, Θ) αναφέρονται και 

άλλες στατιστικές δοκιµές για τον έλεγχο της τυχαίας συσχέτισης (“chance correlation”). 

Έλεγχοι για την καταλληλότητα των µοντέλων που σχετίζονται µε το δεύτερο (Wilks’ 

lambda/model) είναι επίσης: 

1. οι ιδιοτιµές λ (eigenvalues, § 2.2), 

2. ο Canonical correlation coefficient RC. 

Οι ιδιοτιµές των LDF ή χαρακτηριστικές ρίζες (characteristic roots) αφορούν την κρισιµότητα 

των διαχωριστικών συναρτήσεων LDF. Υπάρχει µία ιδιοτιµή για κάθε LDF [16]. Όσο 

µεγαλύτερη είναι η ιδιοτιµή, τόσο καλύτερη είναι η ερµηνευτική ικανότητα των διαχωριστικών 

συναρτήσεων [9]. Οι ιδιοτιµές είναι χρήσιµες ως δείκτες µέτρησης της διασποράς 

(διακύµανσης) των κεντροειδών στον αντίστοιχο πολυµεταβλητό χώρο [10]. Για πρόβληµα δυο 

οµάδων, η γραµµική διαχωριστική συνάρτηση είναι µόνο µία, η οποία και ερµηνεύει το σύνολο 

της διακύµανσης [11, 16]. Αν υπάρχουν παραπάνω LDF, η πρώτη θα είναι η πιο σηµαντική µε 

τη µεγαλύτερη ιδιοτιµή, η δεύτερη η αµέσως σηµαντικότερη κ.ο.κ. Οι ιδιοτιµές έχουν ιδιαίτερη 
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σηµασία γιατί αντανακλούν το ποσοστό της διακύµανσης που ερµηνεύεται στην εξαρτηµένη 

µεταβλητή. Έτσι, η σχέση των ιδιοτιµών δείχνει τη σχετική διαχωριστική ικανότητα των LDF. 

Αν για παράδειγµα, δυο ιδιοτιµές έχουν µια αναλογία ίση µε 1,4, αυτό σηµαίνει ότι η πρώτη 

LDF ερµηνεύει 40 % παραπάνω από την between-group διακύµανση σε σχέση µε τη δεύτερη 

[16]. 

Ο Canonical correlation coefficiet Rc (ή eta η), συνδέεται µε την ιδιοτιµή λ µε βάση τη σχέση: 

                                                     Rc = 
λ+

λ

1
                                        (2.6) 

και αποδίδει τη σχέση ανάµεσα στα σκορ και τις οµάδες [10, 11, 16].  Όταν Rc=0, δεν υπάρχει 

καµιά σχέση ανάµεσα στην LDF και τις οµάδες. Όταν Rc=1, όλη η µεταβλητότητα των σκορ, 

µπορεί να περιγραφεί από την LDF. Για δυο οµάδες, ο συντελεστής Rc απεικονίζεται µε την 

Pearsonian συσχέτιση (§ 2.2, σχέση 2.8) ανάµεσα την LDF και την ανεξάρτητη µεταβλητή 

[16]. 

Η παράµετρος Wilk’s lambda/model (Λ) που αναφέρθηκε παραπάνω (§ 2.1.1) δίνεται τώρα από 

τη σχέση: 

                                                   Λ = (1- Rc
2) = 

λ+1
1

                            (2.7) 

και ακολουθεί κατανοµή χ2 (chi-square distribution, µε βαθµούς ελευθερίας df = p-1, όπου p ο 

αριθµός των µεταβλητών και µηδενική υπόθεση H0 που αφορά των ισότητα των σκορ των οµά-

δων) [9]. Η τιµή 0 δείχνει πως υπάρχει σηµαντική διαφορά ανάµεσα στα κεντροειδή των διαφο-

ρετικών οµάδων [11]. 

Μειονέκτηµα για την DΑ είναι ότι βασίζεται στην εκ των προτέρων γνώση για κανονική 

κατανοµή των δεδοµένων [6, 9, 11, 16, 20 - 22]. Ωστόσο στην αναλυτική χηµεία, δεν ευσταθεί 

πάντα ο ισχυρισµός µιας πολυπαραµετρικής κανονικής κατανοµής. Παρόλα αυτά, αποκλίσεις 

από την κανονικότητα, εφόσον αυτές προκαλούνται από ασυµµετρία στην κατανοµή και όχι 

από έκτροπες τιµές (outliers), δεν φαίνεται να είναι “µοιραίες” [9]. Το τελευταίο γίνεται 

αποδεκτό, όταν υπάρχουν τουλάχιστον 20 δείγµατα στη µικρότερη οµάδα και οι ανεξάρτητες 

µεταβλητές είναι λιγότερες από έξι (6) [16]. 

Στις περιπτώσεις µη κανονικής κατανοµής, µπορούν επίσης να γίνουν µετασχηµατισµοί 

(αλλαγές κλίµακας § 4.4.4) ώστε αυτή να επιτευχθεί.  

Μια δεύτερη παραδοχή για την DA, είναι ότι προϋποθέτει ότι οι διακυµάνσεις/συν-

διακυµάνσεις των µεταβλητών ανάµεσα στις οµάδες είναι οµοιογενείς [9, 11, 16, 17, 20 - 23]. 

Άνισες διακυµάνσεις/συνδιακυµάνσεις προκαλούν την ταξινόµηση των δειγµάτων στις οµάδες 

µε τη µεγαλύτερη συνδιακύµανση [11, 21]. Συγκεκριµένα, η διακύµανση της κάθε ανεξάρτητης 

µεταβλητής πρέπει να είναι παρόµοια στις διάφορες οµάδες (οµοσκεδαστικότητα/homo-
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scedasticity). ∆ηλαδή, οι ανεξάρτητες µεταβλητές µεταξύ τους µπορεί να έχουν (και θα έχουν 

διαφορετικές διακυµάνσεις), αλλά οι οµάδες που σχηµατίζονται πρέπει να έχουν παρόµοιες 

διακυµάνσεις για κάθε µεταβλητή.  Η DA είναι ευαίσθητη σε ανοµοιογένεια διακυµάνσεων, 

όταν το µέγεθος του δείγµατος είναι µικρό και οι οµάδες πολύ άνισες. Η απουσία οµοιότητας 

στις διακυµάνσεις µπορεί να ελεγχθεί µε τις γραφικές παραστάσεις (scatterplots) των µετα-

βλητών.  

Επιπλέον, απαιτείται οµοιότητα των συνδιακυµάνσεων ανάµεσα σε δυο ανεξάρτητες 

µεταβλητές στις διάφορες οµάδες. Έτσι, κάθε οµάδα πρέπει να έχει παρόµοιο πίνακα συσχε-

τίσεων ή διακυµάνσεων (covariance/correlation matrix) [16, 20]. Ο έλεγχος στη βιβλιογραφία 

γίνεται συνήθως µε τη δοκιµή Box’s M (Box’s M test). Εδώ, η µηδενική υπόθεση H0 αφορά 

την ισότητα των διακυµάνεσων/συνδιακυµάνσεων των οµάδων [9, 16, 17]. Μικρές αποκλίσεις 

δεν κρίνονται σηµαντικές [17]. Οι οµάδες εξάλλου θεωρούνται ότι περιέχουν τουλάχιστον 

προσεγγιστικά τον ίδιο αριθµό δειγµάτων. ∆ιαφορετικά, υπάρχουν επιπτώσεις στον υπολογισµό 

των LDF και στην ταξινόµηση των δειγµάτων [19].  

Όταν το µέγεθος του δείγµατος είναι µεγάλο, ακόµα και µικρές διαφορές στις 

διακυµάνσεις/συνδιακυµάνσεις φαίνονται σηµαντικές στη δοκιµή Box's M. Στην περίπτωση 

αυτή, ο ερευνητής πρέπει να ελέγχει τους φυσικούς λογάριθµους των οριζουσών των πινάκων 

συνδιακύµανσης (log determinants). Αν είναι παρόµοιοι, τότε το αποτέλεσµα του Box's M 

αγνοείται [16].  

Επιπλέον, οι µεταβλητές για την DA πρέπει να είναι ανεξάρτητες (µη-συσχετιζόµενες) 

µεταξύ τους [9, 11, 21]. ∆ιαφορετικά, οι συντελεστές των ανεξάρτητων µεταβλητών (βλ. 2.1.2, 

σχέση 2.4) είναι δύσκολο να ερµηνευτούν [21]. Επίσης, αν οι ανεξάρτητες µεταβλητές 

συσχετίζονται, οι standardized Canonical discriminant function coefficients (§ 2.1.1) δεν 

απεικονίζουν αξιόπιστα τη σχετική κρισιµότητα των µεταβλητών. Ο έλεγχος γίνεται µε το 

συντελεστή συσχέτισης (§ 2.2, σχέση 2.8) ή µε τη χρήση του συνδυασµένου πίνακα 

διακυµάνσεων ("pooled within-groups correlation matrix”).  

Εδώ θα πρέπει να αναφερθεί ότι η DA θεωρείται γενικά ανθεκτική στην παραβίαση 

όλων των παραπάνω παραδοχών. Όσο µεγαλύτερο είναι δε το δείγµα, τόσο πιο ανθεκτική είναι 

η ανάλυση [20]. Γενικά επίσης στη βιβλιογραφία, δεν ερευνώνται οι παραδοχές που απαι-

τούνται από την εφαρµογή της DA, ενώ τα αποτελέσµατα είναι ικανοποιητικά [22, 24]. 

Η DA επικεντρώνεται στην εύρεση των καλύτερων γραµµικών ορίων µεταξύ των 

οµάδων· ο στόχος είναι η διαφοροποίηση των οµάδων, αλλά το αποτέλεσµα δεν είναι πάντα το 

καλύτερο. Αυτό συµβαίνει γιατί η γραµµική διαφοροποίηση των οµάδων δεν είναι πάντα 

δυνατή, αλλά αντίθετα µερικά προβλήµατα µπορούν να λυθούν µόνο µε τη δηµιουργία νέων µη 

γραµµικών ορίων [25]. Επιπλέον, στις µεθόδους αυτές (discrimination-oriented), είναι 
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απαραίτητη η ταξινόµηση των δειγµάτων σε µια από τις δοθείσες τάξεις [25, 26]. Έτσι όταν για 

παράδειγµα θέλουµε να  ταξινοµήσουµε κάποιες ποικιλίες δειγµάτων λαδιού ή κρασιού ανά-

λογα µε την προέλευσή τους, όπου απαιτείται ταξινόµηση των δειγµάτων σε δυο ή τρεις 

γνωστές κατηγορίες (από Καλαµάτα ή Κρήτη), κάποιος θα έπρεπε οπωσδήποτε να κατατάξει 

σε αυτές και ένα δείγµα που προέρχεται πχ από την Αττική. Επίσης, τα περισσότερα 

προβλήµατα ταξινόµησης δεν είναι τόσο απλά: έτσι συχνά απαιτείται η γνώση του βαθµού της 

πιθανότητας που κάποιο δείγµα ανήκει σε µια συγκεκριµένη οµάδα. Αυτό συµβαίνει για 

παράδειγµα, στα κλινικά προβλήµατα ταξινόµησης [25]. 

Παραλλαγή της LDA είναι η ∆ευτεροβάθµια ∆ιαχωριστική Ανάλυση (Quadratic 

Discriminant analysis,  QDA), όπου η συνάρτηση κατάταξης, είναι δευτεροβάθµια και όχι 

γραµµική. 

 

 

2.2. ΑΝΑΛΥΣΗ ΚΥΡΙΩΝ ΣΥΝΙΣΤΩΣΩΝ (PRINCIPAL COMPONENTS ANALYSIS) 

 
Ένα πρόβληµα µε τα πολυπαραµετρικά δεδοµένα είναι ότι λόγω του τεράστιου όγκου 

τους, είναι πολύ δύσκολο να αναγνωρίσουµε σε αυτά πρότυπα και συσχετίσεις [8]. Για παρά-

δειγµα, ένα φάσµα χαρακτηρίζεται από µερικές εκατοντάδες µετρήσεις απορρόφησης, οπότε ο 

πρωταρχικός σκοπός είναι η µείωση των δεδοµένων. Αυτός είναι και ο κύριος στόχος της 

Ανάλυσης Κυρίων Συνιστωσών (Principal Components Analysis, PCA). Η PCA είναι µια 

µέθοδος η οποία έχει σκοπό να δηµιουργήσει γραµµικούς συνδυασµούς των αρχικών 

µεταβλητών έτσι ώστε οι γραµµικοί αυτοί συνδυασµοί να είναι ανεξάρτητοι µεταξύ τους αλλά 

να περιέχουν όσο γίνεται µεγαλύτερο µέρος της διακύµανσης των αρχικών µεταβλητών [10]. Η 

PCA δεν είναι χρήσιµη όταν οι µεταβλητές είναι µη συσχετιζόµενες [7, 8, 10]. Έτσι, αν στην 

ανάλυση χρησιµοποιήσουµε ανεξάρτητες µεταβλητές, αυτές θα ταυτιστούν µε κάποια συνιστώ-

σα και εποµένως ακυρώνεται η συνολική διαδικασία [10]. Χρησιµοποιείται σε πολύπαρα-

µετρικά δεδοµένα για τρεις βασικούς λόγους [2]: 

� Αποκαλύπτει εκείνες τις µεταβλητές ή κάποιο συνδυασµό των µεταβλητών που 

“περιγράφουν” κάποια πρωταρχική και εσωτερική δοµή των δεδοµένων και που µπορεί 

ίσως να απεικονίζεται σε χηµικούς ή φυσικοχηµικούς όρους. Η µέθοδος µας επιτρέπει 

να αναγνωρίσουµε τις συνιστώσες παρατηρώντας ποιες από τις αρχικές µεταβλητές 

έχουν µεγάλη επίδραση σε αυτές. Αυτό είναι πολύ χρήσιµο σε κάποιες επιστήµες καθώς 

µας επιτρέπουν να ποσοτικοποιήσουµε µη µετρήσιµες ποσότητες, όπως η ευφυΐα, η 

ικανότητα ενός µπασκετµπολίστα, η εµπορευσιµότητα ενός προϊόντος κλπ αφηρηµένες 
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έννοιες. Επιπλέον, µπορούµε να εξετάσουµε τις συσχετίσεις ανάµεσα στις µεταβλητές 

και να διαπιστώσουµε πόσο οι µεταβλητές συσχετίζονται ή όχι. 

� Περιλαµβάνει µετατροπή και ίσως περιστροφή των αρχικών n-αξόνων που ο καθένας 

αναπαριστούσε µια µεταβλητή, σε νέους άξονες. Η µετατροπή αυτή γίνεται έτσι, ώστε 

οι νέοι άξονες που προκύπτουν να είναι “ορθογώνιοι”, δηλαδή οι νέες µεταβλητές να 

είναι µη συσχετιζόµενες. Οι νέες p-µεταβλητές είναι πολύ λιγότερες των n αρχικών. 

� Μειώνει τον αρχικό αριθµό των µεταβλητών, χρησιµοποιώντας κάποιο συνδυασµό 

αυτών. Σε µερικές εφαρµογές αυτό είναι ζωτικής σηµασίας. Για παράδειγµα σε µια 

τεράστια βάση δεδοµένων αντί να χρησιµοποιήσουµε όλες τις µεταβλητές µπορούµε να 

χρησιµοποιήσουµε µόνο κάποιον αριθµό κυρίων συνιστωσών. Σίγουρα χάνουµε κάποιο 

µέρος της πληροφορίας αλλά το κέρδος σε χώρο αλλά και ταχύτητα επεξεργασίας 

µπορεί να είναι τεράστιο. Από την άλλη πλευρά πολλές φορές συµβαίνει να έχουµε 

λίγες παρατηρήσεις αλλά πολλές µεταβλητές. 

Αρχικά ενδιαφερόµαστε για γραµµικούς συνδυασµούς των αρχικών µεταβλητών που 

απεικονίζουν τη µέγιστη διακύµανση και τους κανονικοποιηµένους συντελεστές, ώστε να 

διατηρείται η αρχική κλίµακα αυτών. Αυτός ο πρώτος γραµµικός συνδυασµός (άξονας) είναι 

γνωστός ως πρώτο βασικό συστατικό ή κυρία συνιστώσα (first principal component). Μετά 

τον καθορισµό αυτού, αναζητείται ο δεύτερος που είναι επίσης κανονικοποιηµένος γραµµικός 

συνδυασµός των αρχικών n-µεταβλητών, απεικονίζει τη µέγιστη από την αποµένουσα διακύ-

µανση και είναι ορθογώνιος (ανεξάρτητος) ως προς τον πρώτο. Η πορεία συνεχίζεται ώσπου 

να υπολογιστούν όλες οι βασικές συνιστώσες. Οι νέες µεταβλητές (Principal Components ή 

PCs) προκύπτουν πολλαπλασιάζοντας τις αρχικές µεταβλητές µε τα φορτίσεις (loadings). 

Επειδή δε είναι ιεραρχικά οργανωµένες (αρχίζοντας από τη συνιστώσα που περιγράφει τη 

µέγιστη διακύµανση), η τελική απεικόνιση των δεδοµένων παρέχει περισσότερες πληροφορίες 

από την αρχική µε τον ίδιο αριθµό µεταβλητών [27].  

H PCA σε αντιδιαστολή µε την DA (§ 2.1), αποσκοπεί στη µεγιστοποίηση της διακύ-

µανσης µεταξύ των αντικειµένων και όχι στη µεγιστοποίηση του λόγου των µεταξύ των τάξεων 

(between) και εντός των τάξεων (within class) διακυµάνσεων (σχ. 1.1) [28]. 

Αρχικά n = p, αλλά τελικά  επιλέγονται µερικές από τις κύριες συνιστώσες (PCs), συνή-

θως οι δυο ή τρεις πρώτες προς παραπέρα επεξεργασία και ερµηνεία. Στην πράξη µπορούµε να 

θεωρήσουµε την PCA ως µια περιστροφή των αξόνων έτσι, ώστε η PC1 να απεικονίζει την 

κατεύθυνση της µέγιστης διακύµανσης, η PC2 την επόµενη κ.ο.κ. Συνήθως όµως µόνο οι PC1 

και PC2 απεικονίζουν σε µόνο δυο διαστάσεις τα αρχικά δεδοµένα, ώστε να επιτυγχάνεται 

τελικά µείωση των αρχικών n-διαστάσεων [8] (σχ. 2.1). 
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Σχήµα 2.1: (α) ∆ιάγραµµα που εξηγεί τις δυο βασικές συνιστώσες PC1 και PC2 για τις δυο 

µεταβλητές Χ1 και Χ2. (β) Σηµεία στους άξονες: τα γαλάζια δηλώνουν τα αρχικά σηµεία και τα 

λευκά τις προβολές τους στους άξονες. 

 

Το πρώτο βήµα για την PCA είναι η εύρεση ενός αρχικού συµµετρικού πίνακα δεδο-

µένων: διακυµάνσεων/συνδιακυµάνσεων (variance/covariance ή covariance matrix) ή συσχε-

τίσεων (correlation matrix) των µεταβλητών [1, 25]. Οι πίνακες αυτοί περιέχουν αντίστοιχα τις 

διακυµάνσεις/συνδιακυµάνσεις (§ 1.2.1, σχέση 1.1), ή τον γνωστό συντελεστή συσχέτισης 

Pearson (correlation coefficient) µεταξύ δύο µεταβλητών x, y:  

        συντελεστής Pearson = 
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Η επιλογή του πίνακα που τελικά θα χρησιµοποιήσουµε, εξαρτάται από τον σκοπό της 

ανάλυσης, αλλά και τα αρχικά µας δεδοµένα (  ΚΕΦ. 1, Θ).  

Το δεύτερο βήµα για την PCA, είναι η εξαγωγή των ιδιοανυσµάτων (eigenvectors) που 

ειδικά στην περίπτωση αυτή αποτελούν τις συνιστώσες (components). Τα ιδιοανύσµατα ενός 

τετραγωνικού πίνακα δίνουν πληροφορίες για τα δεδοµένα αυτού. Απεικονίζουν τη συσχέτιση 

των δεδοµένων του πίνακα και µάλιστα εµπεριέχουν την πληροφορία αυτή κατά σειρά 

αύξουσας ιδιοτιµής (eigenvalue): το ιδιοάνυσµα µε τη µεγαλύτερη ιδιοτιµή παρέχει περισ-

σότερη πληροφορία κ.ο.κ.  
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Περισσότερες λεπτοµέρειες που αφορούν τα ιδιοανύσµατα (σχήµατα και θεωρία που σχετίζεται 

µε αυτά, υπάρχουν στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 1, Θ).  

Σε κάθε βασική συνιστώσα υπάρχει η ιδιοτιµή, η οποία και δίνει το ποσοστό της 

συνολικής διακύµανσης που ερµηνεύεται από την κάθε βασική συνιστώσα, καθώς και τον 

αριθµό των αρχικών µεταβλητών που “περιέχει” κάθε κύρια συνιστώσα ή παράγοντας. 

Τα δυο βασικά εργαλεία απεικόνισης για την PCA, είναι τα διαγράµµατα φορτίσεων 

και συντεταγµένων (loading και score-plots). Το διάγραµµα φορτίσεων χρησιµοποιεί ως 

άξονες οποιεσδήποτε δυο (συνήθως τις πρώτες) από τις βασικές συνιστώσες και κάθε σηµείο 

του απεικονίζει τις αρχικές µεταβλητές. Έτσι αναδεικνύεται η συσχέτιση παλαιών και νέων 

µεταβλητών και οι φορτίσεις των πρώτων που περιέχονται στις δεύτερες. Το διάγραµµα 

συντεταγµένων χρησιµοποιεί επίσης ως άξονες οποιεσδήποτε δυο (συνήθως τις πρώτες) από τις 

βασικές συνιστώσες και κάθε σηµείο του (που αναπαριστά τώρα το δείγµα), απεικονίζεται 

κοντά στα περισσότερο µε αυτό συσχετιζόµενα. Έτσι µε τη χρήση των PC1 & PC2 (που 

απεικονίζουν το µέγιστο της συνολικής διακύµανσης) διαφαίνονται συνήθως οι αρχικές οµάδες 

δειγµατοληψίας, αφού το συνολικό ποσοστό της ερµηνευόµενης διακύµανσης είναι προφανώς 

αρκετό για την απεικόνιση της αρχικής δοµής.  

Tο πιο σηµαντικό όµως βήµα της ανάλυσης το οποίο δυστυχώς δεν έχει εύκολη και 

κοινώς αποδεκτή απάντηση είναι η απόφαση για το πόσες συνιστώσες θα αξιοποιηθούν τελικά. 

Eπιλέγοντας προφανώς λιγότερες κύριες συνιστώσες από όσες αρχικές µεταβλητές, χάνουµε 

πληροφορία. Αυτό είναι το κόστος, για το κέρδος µας να µειώσουµε τις διαστάσεις του προβλή-

µατος. Ωστόσο, συνήθως ενδιαφερόµαστε για το µικρότερο δυνατό αριθµό συνιστωσών [10]. 

Στη βιβλιογραφία υπάρχουν πολλά κριτήρια για την επιλογή του βέλτιστου αριθµού των συνι-

στωσών, τα οποία αναφέρονται µε λεπτοµέρειες στο ηλεκτρονικό παράρτηµα της διατριβής, 

 ΚΕΦ. 1, Θ).  

Αναλυτικά παραδείγµατα κατανόησης της PCA, αναφέρονται επίσης στο ηλεκτρονικό 

παράρτηµα της διατριβής,  ΚΕΦ. 1, Θ). 

 

 

2.3. ΑΝΑΛΥΣΗ ΠΑΡΑΓΟΝΤΩΝ (FACTOR ANALYSIS) 

    
Η PCA είναι σήµερα η πιο ευρέως χρησιµοποιούµενη τεχνική για την εξαγωγή νέων 

µεταβλητών από ένα αρχικό πίνακα δεδοµένων [1, 25]. Μια άλλη τεχνική σχετιζόµενη µε την 

PCA είναι η Ανάλυση Παραγόντων (Factor Analysis, FA). Η FA είναι η ανάλυση που γίνεται 

µε σκοπό τη µείωση των αρχικών n µεταβλητών σε συγκεκριµένο αριθµό p λιγότερων 

γραµµικών συνδυασµών ή παραγόντων (factors). Έτσι επιλέγεται p < n µε την προϋπόθεση ότι 
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τα νέα δεδοµένα θα ερµηνεύουν καλύτερα την αρχική κατάσταση. Αν και η PCA είναι µια 

τεχνική µείωσης των αρχικών διαστάσεων (µεταβλητών) σε ένα µικρότερο αριθµό συνι-

στωσών, οι οποίες “ευθύνονται” για τη µέγιστη διακύµανση, δεν “υποδηλώνουν” την ύπαρξη 

ενός προκαλούντος (αιτιολογικού) µοντέλου. Αντίθετα, η FA προϋποθέτει ότι η συνδια-

κύµανση των µεταβλητών ερµηνεύεται µε τη βοήθεια κάποιων παραγόντων που ασκούν 

αιτιολογική επίδραση στις µεταβλητές αυτές [29]. 

Το καθοριστικό σηµείο διαχωρισµού ανάµεσα στις δυο τεχνικές, είναι ότι στην PCA 

θεωρούµε ότι όλη η διακύµανση µπορεί να χρησιµοποιηθεί (ερµηνευτεί) στην ανάλυση, ενώ 

στην FA χρησιµοποιούµε µόνο τη διακύµανση που είναι κοινή και µπορεί να ερµηνευτεί σε 

σχέση µε την διακύµανση των άλλων αντικειµένων. Ωστόσο στην πράξη, οι δυο τεχνικές 

χρησιµοποιούνται αλληλένδετα και η εφαρµογή της FA στα πολυπαραµετρικά δεδοµένα (µέσω 

των στατιστικών πακέτων) χωρίς περιστροφή των αξόνων δίνει τα ίδια αποτελέσµατα µε την 

PCA. Θεωρητικά, η PCA συνήθως χρησιµοποιείται ως µέθοδος µείωσης δεδοµένων 

(µεταβλητών), ενώ η FA προτιµάται για την ερµηνεία και ανίχνευση δοµών [17]. 

Έτσι, παρόλο που οι στατιστικολόγοι δεν διαχωρίζουν την PCA από την FA, για την 

αναλυτική χηµεία ίσως και για άλλες επιστήµες [30], οι παράγοντες έχουν µια φυσική σηµασία, 

ενώ οι PCs είναι απλά θεωρητικές [31]. Το πέρασµα από την PCA στην FA γίνεται συνήθως µε 

περιστροφή ή µετασχηµατισµό, ώστε οι παράγοντες να αποκτήσουν φυσική σηµασία. Το 

βασικό κίνητρο για την περιστροφή είναι να επιτύχουµε µια απλούστερη και θεωρητικά 

σηµαντικότερη ερµηνεία των παραγόντων που προκύπτουν [25]. Ο αριθµός των παραγόντων 

που θα επιλεγεί εδώ, εξαρτάται τόσο από το ποσοστό της διακύµανσης που ερµηνεύεται (όσο 

υψηλότερο, τόσο καλύτερα), όσο και από την κατανόηση του µοντέλου που προκύπτει [29]. 

Παραδείγµατα δείχνουν ότι όταν υπάρχουν πάνω από δυο παράγοντες, η οποιαδήποτε ερµηνεία 

αυτών είναι αδύνατη και απαιτείται απαραίτητα περιστροφή.  

Άλλος ένας λόγος για την περιστροφή των παραγόντων είναι ότι στην περίπτωση µη 

περιστροφής, µε την αφαίρεση κάποιας µεταβλητής οι φορτίσεις µπορεί να αλλάξουν δραστικά, 

κάτι το οποίο δεν συµβαίνει συνήθως µετά από περιστροφή των αξόνων. 

Οι κύριοι λόγοι για τους οποίους γίνεται περιστροφή αξόνων είναι για να επιτύχουµε: 

� πολλές µεταβλητές να έχουν µικρές φορτίσεις (loadings) σε ένα συγκεκριµένο παρά-

γοντα: µε αυτόν τον τρόπο ο παράγοντας είναι χαρακτηριστικός για τις άλλες µετα-

βλητές, 

� λίγες µεταβλητές να έχουν υψηλές φορτίσεις σε αρκετούς παράγοντες. 

Μια εκτίµηση για το πόσο καλά µπορεί να δουλεύει ένα µοντέλο FA, παίρνουµε από τις 

συµµετοχικότητες [32] (communalities) των µεταβλητών (  ΚΕΦ. 1, Θ).  
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2.4. ΑΝΑΛΥΣΗ ΚΑΤΑ ΣΥΣΤΑ∆ΕΣ (CLUSTER ANALYSIS) 

2.4.1. Αλγόριθµοι συσταδοποίησης (clustering algorithms) 

 
Αν και η PCA, µπορεί να αποκαλύψει οµάδες αντικειµένων, δεν αποδεικνύεται πάντα 

επιτυχής για το σκοπό αυτό [8]. Αντίθετα, η συσταδοποίηση ή οµαδοποίηση (clustering) είναι 

µια µη επιβλεπόµενη (unsupervised) µέθοδος (§ 1.3) που “αποκαλύπτει” τις εσωτερικές 

διαφορές ή απλά υπογραµµίζει στοιχεία στη συµπεριφορά των δεδοµένων χωρίς εκ των 

προτέρων κάποια παραδοχή γι’ αυτά, έτσι ώστε να επιτευχθεί οµαδοποίηση των αντικειµένων 

µε βάση τη “γειτονία” ή την οµοιότητα [17].  

Η συσταδοποίηση επιχειρεί να οργανώσει µη χαρακτηρισµένες παρατηρήσεις (µετα-

βλητές, δείγµατα, θέσεις) σε συστάδες (clusters), ώστε τελικά αυτά που ανήκουν στην ίδια 

οµάδα να είναι “πιο όµοια” από εκείνα που δεν ανήκουν [33]. ∆ηλαδή οι παρατηρήσεις µέσα σε 

µια οµάδα, πρέπει να είναι όσο το δυνατό πιο οµοιογενείς, ενώ οι παρατηρήσεις διαφορετικών 

οµάδων να διαφέρουν όσο το δυνατό περισσότερο [10]. Υπάρχουν διάφορες τεχνικές συστα-

δοποίησης και έτσι η θεωρία που αναπτύσσεται γύρω από αυτές δεν µπορεί να είναι ενιαία. 

Στη σαφή συσταδοποίηση (“crisp clustering”) για παράδειγµα, ένα δείγµα ανήκει µόνο 

σε µία οµάδα. Στην ασαφή συσταδοποίηση (“fuzzy clustering”), ένα αντικείµενο µπορεί και 

κατατάσσεται σε µια οµάδα, ανάλογα µε το βαθµό που υποδεικνύει µια συγκεκριµένη 

συνάρτηση. Εδώ ελέγχεται διεξοδικά σε πιο βαθµό ένα αντικείµενο “ταιριάζει” στην 

επιλεγόµενη οµάδα και όχι σε κάποιες άλλες. Στην κατηγορία αυτή συµπεριλαµβάνονται 

µέθοδοι που όχι µόνο “ψάχνουν” για οµοιότητες µεταξύ των αντικειµένων, αλλά παρέχουν 

πληροφορίες σχετικά µε τη σχέση κάθε αντικειµένου µε κάθε οµάδα [17, 33, 34]. 

∆ύο είναι οι πιο δηµοφιλείς αλγόριθµοι συσταδοποίησης: ιεραρχικοί (hierarchical) και 

µεριστικοί (partitional). 

Η πρώτη κατηγορία διακρίνεται σε [33, 34, 35]: 

1. Αθροιστικούς (agglomerative ή bottom-up), όπου κάθε δείγµα είναι µια ξεχωριστή 

οµάδα και προοδευτικά συγχωνεύεται σε άλλες οµάδες µε βάση µια µετρική απόσταση. 

Η οµαδοποίηση σταµατά όταν όλα τα δείγµατα ενσωµατωθούν σε µία οµάδα. Οι µέθο-

δοι αυτές ακολουθούν µια εκ των κάτω προς τα άνω (bottom-up) συγχώνευση. Στην 

κατηγορία αυτή, ανήκει η ανάλυση κατά συστάδες (Cluster Analysis, CA) που θα 

δούµε σε άλλη παράγραφο (§ 2.4.2).  

2. ∆ιαιρετικούς (divisive ή top-down), όπου ακολουθείται η αντίστροφη τεχνική. Οι 

αλγόριθµοι αυτοί αρχίζουν µε µια οµάδα που περιέχει όλα τα δείγµατα και προοδευτικά 

χωρίζεται σε άλλες µικρότερες, ώσπου κάθε δείγµα να αποτελεί µία οµάδα, ή ότι είναι 

επιθυµητό. Οι µέθοδοι αυτές ακολουθούν µια top-down κατάτµηση. 
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Οι ιεραρχικοί αλγόριθµοι είναι πιο αποτελεσµατικοί από τους µεριστικούς στη διαχεί-

ριση “θορύβου” (άσχετης πληροφορίας) και έκτροπων τιµών. Ωστόσο εδώ, όταν γίνει ο διαχω-

ρισµός µιας οµάδας, δεν µπορεί να αναθεωρηθεί ή να ανακληθεί [10, 33].  

Οι µεριστικοί αλγόριθµοι προϋποθέτουν κάποιες παραδοχές για τα δεδοµένα, όπως για 

παράδειγµα την αναζήτηση σφαιρικών οµάδων [34]. Οι µεριστικοί αλγόριθµοι διαφέρουν από 

τους ιεραρχικούς, στο ότι κατά τη διάρκεια της εξέλιξής τους, τα δείγµατα ενδέχεται να αλλά-

ξουν οµάδα (επανατοποθέτηση/relocation). Παραδέχονται δηλαδή τη δυνατότητα σφάλµατος 

κατά την κατάτµηση των οµάδων. ∆εν αντιπροσωπεύουν πάντα ιεραρχικές σχέσεις µεταξύ των 

δεδοµένων και ψάχνουν για την καλύτερη λύση που ελαχιστοποιεί την προκαθορισµένη 

απόσταση. Πραγµατοποιούν περισσότερα από ένα πέρασµα (iteration) από τα δεδοµένα και 

έτσι αποζηµιώνουν µε το αποτέλεσµα την τυχόν κακή αρχική εκτίµηση [33]. 

Τυπικός αντιπρόσωπος των αλγορίθµων αυτών, είναι η µέθοδος της Συσταδοποίησης 

Κ-µέσων σηµείων (Κ-means clustering) η οποία µε τη βοήθεια ενός αλγορίθµου θα δηµιουρ-

γήσει ακριβώς Κ συστάδες. Η µέθοδος αυτή βασίζεται στην ταξινόµηση κάθε αντικειµένου µε 

βάση τα κοντινότερα αντικείµενα. Υπολογίζεται η απόσταση του διανύσµατος (που περιέχει 

όλες τις µεταβλητές), ανάµεσα στο κάθε δείγµα και το κεντροειδές (βλ. παρακάτω) καθεµιάς 

από τις K συστάδες. Έπειτα η µικρότερη απόσταση καθορίζει την οµάδα που θα ανήκει το 

“νέο” δείγµα [17]. Ο αριθµός των συστάδων είναι συνήθως προκαθορισµένος, αλλά µπορεί να 

προκύπτει µέσω κάποιας συνάρτησης σφάλµατος που πρέπει να ελαχιστοποιηθεί: 

                                      Ε = 
2C

1k Qx k

∑ ∑
= ∈

− kkkkCCCCxxxx                               (2.9) 

όπου, C είναι ο αριθµός των οµάδων, Ck είναι το κεντροειδές της οµάδας k και x είναι ένα 

δείγµα εκ του συνόλου Qk που ανήκει στην οµάδα C.  

Οποιαδήποτε τυχαία σηµεία µπορούν να επιλεγούν αρχικά ως τα Κ κεντροειδή. Τελικά, 

ο αλγόριθµος Κ-means θα κάνει τόσες επαναλήψεις τεσσάρων βηµάτων, όσες χρειάζεται 

ώσπου να εκπληρωθεί το κριτήριο προς τη σύγκλιση, όπως φαίνονται στο σχήµα 2.2 [36]. 

• Βήµα 1ο: Καθορισµός του αριθµού Κ των οµάδων και των αρχικών σηµείων ή κεντρο-

ειδών Κ (εύρεση Κ συντεταγµένων) τυχαία ή συστηµατικά. 

• Βήµα 2ο: Υπολογισµός των αποστάσεων των υπολοίπων σηµείων από τα κεντροειδή Κ. 

• Βήµα 3ο: Τα υπόλοιπα σηµεία “αποδίδονται” στις αρχικές οµάδες µε βάση την ελάχιστη 

απόστασή τους από τα κεντροειδή. Μετά την ταξινόµηση, υπολογίζονται εκ νέου τα 

κεντροειδή σηµεία των οµάδων.  
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• Βήµα 4ο: Επανάληψη του βήµατος 3, µέχρι σταθεροποίηση του συστήµατος: δηλαδή η 

ταξινόµηση των δειγµάτων να µην αλλάζει και η συνολική απόσταση να παραµένει 

σταθερή (ή να µειώνεται) [36]. 

 
 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 2.2: Ο K-means αλγόριθµος [36]. 

 

Περισσότερες λεπτοµέρειες αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής, 

(  ΚΕΦ. 1, Θ). 

 

2.4.2. Ιεραρχική Ανάλυση κατά συστάδες (Hierarchical Cluster Analysis) 

 
Τυπικός αντιπρόσωπος των ιεραρχικών αθροιστικών µεθόδων συσταδοποίησης είναι η 

ανάλυση κατά συστάδες (Cluster Analysis, CA). 

Όπως και στην PCA, στην τεχνική των ιεραρχικών CA µεθόδων, οι οµάδες δεν είναι εκ 

των προτέρων γνωστές και δεν γίνεται καµιά παραδοχή για την κατανοµή των µεταβλητών. 

Η CA ελέγχει τις αποστάσεις µεταξύ δυο αντικειµένων στο n-διάστατο χώρο, λαµβάνοντας 

υπόψη όλες τις συντεταγµένες (x1, x2,……xn) και  (y1, y2,……yn) αυτών. Συνήθως χρησι-

µοποιείται η Ευκλείδεια απόσταση που δίνεται από τη σχέση 2.11 ή το τετράγωνο αυτής [35]: 

                       d = 22
22

2
11 )(..................)()( nn yxyxyx −++−+−                 (2.10) 
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Στη σχέση αυτή, οι συντεταγµένες (x1, x2,………xn) και  (y1, y2,………yn) είναι για παρά-

δειγµα, οι µετρηθείσες παράµετροι (τιµές των µεταβλητών) κάθε σηµείου. Έτσι αν υπάρχουν 3 

µεταβλητές, σχηµατίζεται ένας τρισδιάστατος χώρος και η Ευκλείδεια απόσταση σε αυτήν την 

περίπτωση θα είναι το ίδιο σαν να µετρείται η απόσταση µεταξύ των σηµείων µε χάρακα [17]. 

Έτσι, σχηµατίζονται διαδοχικές συστάδες, αρχίζοντας µε τα πιο όµοια ζεύγη αντικειµένων και 

σχηµατίζοντας υψηλότερη διαβάθµιση, βήµα-βήµα. Αποτέλεσµα είναι η δηµιουργία µιας δοµής 

σε σχήµα δέντρου, το δενδρόγραµµα. 

Το δενδρόγραµµα δεν περιγράφει µια µοναδική οµαδοποίηση [34]. Αντίθετα διαφο-

ρετικές οµαδοποιήσεις επιτυγχάνονται “κόβοντας” το δέντρο σε διάφορα ύψη (  ΚΕΦ. 1, 

Θ). Γι’ αυτό έχουν καθοριστεί κάποια κριτήρια (βλ. παρακάτω).  

Συνήθως, οι θέσεις δειγµατοληψίας θεωρούνται ως τα αντικείµενα προς οµαδοποίηση, 

το καθένα από τα οποία καθορίζεται από µια οµάδα µεταβλητών (παραµέτρων). Ωστόσο, είναι 

επίσης πιθανό, να αναζητούνται σχέσεις µεταξύ των µεταβλητών, οι οποίες γίνονται τώρα τα 

αντικείµενα προς ταξινόµηση. Τα στάδια που ακολουθούνται είναι τα εξής [37]:  

1. Προεπεξεργασία των αρχικών δεδοµένων (συνήθως τυποποίηση, βλ. § 4.4.4), ώστε να 

αποφθεχθεί η επίδραση του διαφορετικού εύρους (διακύµανσης) των χηµικών διαστά-

σεων (µετρήσεων)). 

2. Καθορισµός της απόστασης ανάµεσα στα αντικείµενα προς οµαδοποίηση, µε την εφαρ-

µογή κάποιου µέτρου σύγκρισης όπως η Ευκλείδεια απόσταση (ή το τετράγωνο αυτής), 

ή ο συντελεστής συσχέτισης. 

3. Υπολογισµού αποστάσεων µεταξύ των αντικειµένων µε τη χρήση κατάλληλου 

αλγορίθµου που καθορίζει τον τρόπο σύνδεσης των οµάδων (  ΚΕΦ. 1, Θ). 

Αναφέρονται χαρακτηριστικά: η απλή σύνδεση (Single linkage), η Πλήρης σύνδεση 

(Complete linkage) ή η µέθοδος Ward (Ward’s method) [38]. 

4. Αναπαράσταση των αποτελεσµάτων σαν δενδρόγραµµα. 

5. Καθορισµός της σηµαντικότητας της οµαδοποίησης µε βάση για παράδειγµα τα 

κριτήρια 1/3 Dmax ή 2/3 Dmax (Sneath index, βλ. § 5.3.3). 

6. Ερµηνεία των αποτελεσµάτων για θέσεις και µεταβλητές.  

Τα µειονεκτήµατα της CA είναι ότι απαιτεί πολύ χρόνο και υπολογιστική ισχύ για µεγά-

λες βάσεις δεδοµένων. Επιπλέον, οι οµάδες που σχηµατίζονται σε αρχικά βήµατα δεν µπορούν 

να επανεξεταστούν. Γενικά δηµιουργούνται αρκετές οµάδες µε πολλές παρατηρήσεις, ενώ 

κάποιες παρατηρήσεις µπορεί να συνιστούν από µόνες τους µία οµάδα [10].  

Ο σηµαντικότερος δείκτης που χρησιµοποιείται για τη αξιολόγηση των µεθόδων 

συσταδοποίησης είναι ο Davies-Bouldin (DB) δείκτης (  ΚΕΦ. 1, Θ). 
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ΚΕΦ. 3 ∆ΕΝΤΡΑ ΤΑΞΙΝΟΜΗΣΗΣ (CLASSIFICATION TREES) 

3.1. ΕΙΣΑΓΩΓΗ 

3.1.1. Γενικά χαρακτηριστικά 

 
Η µη-παραµετρική τεχνική των ∆έντρων Ταξινόµησης (Classification trees, CT) περι-

γράφεται σε ξεχωριστό κεφάλαιο, γιατί δεν ανήκει στις “παραδοσιακές” µεθόδους ταξινό-

µησης. Η µέθοδος αποσκοπεί στην ταξινόµηση αντικειµένων µε τη βοήθεια µιας σειράς 

µεταβλητών οι οποίες µπορούν να ελέγχονται µία-µία κάθε φορά [17]. Ένα δέντρο ταξινόµησης 

είναι δηλαδή ένας κανόνας που θεσπίζεται για τη σωστή ταξινόµηση αντικειµένων σε τάξεις, µε 

βάση τις τιµές (παραµέτρους) που τα προσδιορίζουν. Ο σκοπός είναι να προβλεφθούν ή να 

ερµηνευτούν κατηγορίες µε τη χρήση των πιο χρήσιµων από µια σειρά ανεξάρτητων µετα-

βλητών [39]. Παραδοχές που αφορούν την κατανοµή των δεδοµένων ή το επίπεδο των τιµών σε 

αυτές είναι λιγότερο αυστηρές. Τα δεδοµένα που περιγράφουν το πραγµατικό αρχικό σύστηµα, 

αναπαρίστανται από ένα πίνακα που χρησιµοποιείται ως µια αρχική οµάδα εκπαίδευσης για 

την κατασκευή και εκπαίδευση του δέντρου ταξινόµησης [39, 40].  

Αναλυτικότερα, η τεχνική των ∆έντρων Ταξινόµησης αποτελεί µια διαδικασία πολυ-

σταδιακών αποφάσεων. Αντί να χρησιµοποιείται µια οµάδα µεταβλητών στη λήψη µιας από-

φασης, αξιοποιούνται διαφορετικές υπο-οµάδες αυτών σε κάθε επίπεδο του δέντρου. Ένα 

δέντρο µπορεί να θεωρηθεί ως µια πολύπλοκη διαδικασία που διευκολύνει τη λήψη µιας από-

φασης, υποβαθµίζοντας τη σε µια σειρά απλούστερων αποφάσεων σε κάθε κόµβο (node) του 

δέντρου. Τα δυαδικά (binary) δέντρα διαµοιράζουν µε επιτυχία το χώρο σε δυο τµήµατα. Στην 

περίπτωση αυτή, η διαίρεση (split) γίνεται µε υπερ-επίπεδα παράλληλα στους άξονες συντε-

ταγµένων. Ένα δέντρο δεν είναι µοναδικό για µια συγκεκριµένη διαίρεση. Μπορεί επίσης να 

υπάρχουν πολλά δέντρα ακόµα και µε 100 % επιτυχία. Οι αποφάσεις σε κάθε κόµβο µπορεί να 

µην καθορίζονται από απλά µία και µόνο µεταβλητή σε κάποιο επίπεδο ή κατώφλι δράσης 

(threshold), αλλά και να περιλαµβάνουν γραµµικό ή µη συνδυασµό πολλών µεταβλητών [41].   

Το δέντρο κατασκευάζεται µε τη χρήση µιας αρχικής οµάδας εκπαίδευσης, όπου κάθε 

οµάδα (κάθε δείγµα σε αυτήν), έχει µια ταυτότητα ήδη γνωστή (επιβλεπόµενη αναγνώριση 

προτύπων) [39]. Κάθε διαχωρισµός αντιπροσωπεύεται από ένα κόµβο (node ή leaf). Οι τεχνικές 

των CT, κατασκευάζουν το δέντρο από κάτω προς τα πάνω, αρχίζοντας από τη ρίζα και 

καταλήγοντας στα φύλλα, επιτυγχάνοντας το διαχωρισµό του χώρου. Τα ∆έντρα Ταξινόµησης 

περιλαµβάνουν γενικά τρία στάδια: 

1. Επιλογή του κανόνα διαχωρισµού για κάθε κόµβο. Αυτό σηµαίνει ότι καθορίζονται οι 

µεταβλητές και το κατώφλι, που µπορούν θα χρησιµοποιηθούν στο διαχωρισµό. 
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2. Καθορισµός των τερµατικών κόµβων. Αυτό σηµαίνει ότι σε κάθε κόµβο, πρέπει να 

αποφασίσουµε αν θα συνεχιστεί ο διαχωρισµός, ή αυτός θα καθοριστεί ως τερµατικός 

µε την “επικόλληση” κάποιας ετικέτας. Αν αυτός διαχωριστεί επιπλέον, µέχρι που κάθε 

κόµβος να περιέχει µία “καθαρόαιµη” τάξη, θα καταλήξουµε σε ένα µεγάλο δέντρο που 

υπερ-προσαρµόζεται στα δεδοµένα εκπαίδευσης και έχει µικρή ακρίβεια σε νέα δείγ-

µατα. Είναι γνωστό το παράδειγµα του τζογαδόρου στις ιπποδροµίες, που κατασκεύασε 

ένα τεράστιο δέντρο µε πολλούς κόµβους και περίµενε µάταια ότι θα πλούτιζε στον 

επόµενο αγώνα. Εναλλακτικά, οι λιγότεροι µη “καθαρόαιµοι” κόµβοι που περιέχουν 

δείγµατα από µικτές οµάδες, οδηγούν σε µειωµένη ακρίβεια. Η διασταυρούµενη αξιο-

λόγηση (βλ. παρακάτω), χρησιµοποιείται συνήθως για το επιλεκτικό “κλάδεµα” 

(“pruning”) του δέντρου µε αποδεκτό σφάλµα.      

3. “Επικόλληση” ετικετών ή επισήµανση (“labeling”) δηλαδή χαρακτηρισµός των τερ-

µατικών κόµβων [41].    

Ένα απλό παράδειγµα κατανόησης των CT και εφαρµογές τους, αναφέρονται στο 

ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 1, Θ). 

 

3.1.2. Αξιολόγηση  - Επικύρωση 

 
Τα ∆έντρα Ταξινόµησης έχουν χρησιµοποιηθεί σε ένα εύρος προβληµάτων µέχρι 

σήµερα. Στα πλεονεκτήµατα τους συµπεριλαµβάνεται το γεγονός ότι µπορούν αποτελεσµατικά 

να ταξινοµήσουν νέα δείγµατα αποδεικνύοντας καλή “γενίκευση” σε πλήθος προβληµάτων, µε 

τη βοήθεια µιας σειράς διαφορετικών µεθόδων που περιγράφονται παρακάτω. Μειονεκτήµατα 

αποτελούν: 

1. Η δυσκολία σχεδίασης του βέλτιστου δέντρου, έτσι ώστε να αποφεύγονται τελικά, 

µεγάλα δέντρα µε µικρή ακρίβεια πρόβλεψης. Το κλάδεµα του δέντρου [26, 40] έχει 

αποδειχθεί ο σηµαντικότερος µηχανισµός για την παρεµπόδιση της υπερ-προσαρµογής, 

δηλαδή της φτωχής γενίκευσης σε νέα δείγµατα (βλ. για το ίδιο πρόβληµα στα 

Νευρωνικά ∆ίκτυα, § 4.3.1). Ένα απλό δέντρο γίνεται ευκολότερα κατανοητό, και 

παρουσιάζει µεγαλύτερη ακρίβεια σε νέα δεδοµένα (που δεν συµµετείχαν στην 

κατασκευή του µοντέλου). Ένα δέντρο που εµφανίζει φαινόµενα υπερ-προσαρµογής 

ταξινοµεί τέλεια τα δεδοµένα της οµάδας εκπαίδευσης, αλλά κάνει σηµαντικά λάθη 

στην οµάδα ελέγχου για την οποία υπάρχει πραγµατική ανάγκη πρόβλεψης [42]. Το 

κλάδεµα µπορεί να ενεργοποιηθεί κατά τη διάρκεια της κατασκευής του δέντρου (pre-

pruning) ή µετά την ολοκλήρωσή του (post-pruning). Στην πραγµατικότητα, ένας 

προκαθορισµένος ελάχιστος αριθµός δειγµάτων στα “κλαδιά” του δέντρου αποτελεί το 
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σύνηθες pre-pruning, ενώ κάποιο προκαθορισµένο επίπεδο ακρίβειας (confidence 

accuracy level) λειτουργεί ως post-pruning [41]. Ο Kim [43] εξάλλου, χρησιµοποιεί το 

κριτήριο ενός προκαθορισµένου αριθµού δειγµάτων παρόντων στον αρχικό κόµβο, για 

να ερευνηθεί η διαδικασία του split ως  pre-pruning. 

2. Πολλές τεχνικές δεν είναι προσαρµόσιµες. Αυτό σηµαίνει ότι γενικά χρησιµοποιείται 

κάποια σταθερή οµάδα εκπαίδευσης, ενώ για την εισαγωγή νέων δεδοµένων απαιτείται 

ανακατασκευή του δέντρου [41]. 

3. Η ακρίβεια των CT φαίνεται γενικά να επηρεάζεται αρκετά (περισσότερο από ότι τα 

Νευρωνικά ∆ίκτυα, § 4.4.1) από την παρουσία θορύβου στα δεδοµένα [44].  

Η αξιολόγηση του αποτελέσµατος µπορεί να επιτευχθεί µε τη χρήση µιας σειράς 

µεθόδων, όπως και στις κλασικές τεχνικές (βλ. § 2.1.3 για την DA), όπως για παράδειγµα: 

� Τη διασταυρούµενη αξιολόγηση µε χρήση οµάδας ελέγχου (test sample cross-

validation), όπου µε τη βοήθεια µιας νέας, (βλ. § 4.4.2) οµάδας δειγµάτων, αξιολογείται 

ο βαθµός επιτυχίας του “δέντρου”  που έχει σχηµατιστεί από την οµάδα εκπαίδευσης. 

� Την v-πλάσια διασταυρούµενη αξιολόγηση (v-fold cross-validation, CV), όπου δηµι-

ουργούνται v υπο-οµάδες δειγµάτων, από τις οποίες κάθε φορά οι v-1 χρησιµοποιούνται 

ως οµάδα εκπαίδευσης και µία ως οµάδα ελέγχου. 

� Τη σφαιρική διασταυρούµενη αξιολόγηση (global cross-validation, GCV), όπου η ανά-

λυση επαναλαµβάνεται εξ΄ολοκλήρου v φορές, ενώ κάθε φορά παραµένουν εκτός v 

δείγµατα που ελέγχονται ως οµάδα ελέγχου όταν τα υπόλοιπα χρησιµοποιούνται ως 

οµάδα εκπαίδευσης.  

Υπάρχουν πολλές µέθοδοι διαχωρισµού, που µπορούν να χρησιµοποιηθούν στη τεχνική 

των CT. Στις επόµενες παραγράφους εξετάζονται αναλυτικότερα τρεις από αυτές, ενώ 

παράλληλα συγκρίνονται µεταξύ τους µέσα από τη θεωρία τους αλλά και την πειραµατική 

εφαρµογή τους (ΚΕΦ. 5-7). 

 

 

3.2. CT ΜΕΘΟ∆ΟΙ  

3.2.1. Μέθοδος των γραµµικών συνδυασµών (Discriminant-based linear combination 

method, LCM) 

 
Η µέθοδος των γραµµικών συνδυασµών (Discriminant-based linear combination 

method, LCM), ταξινοµεί τα αντικείµενα µε βάση γραµµικούς συνδυασµούς που σχηµατίζει µε 

τις αρχικές συνεχείς µεταβλητές. Τα δέντρα ταξινόµησης που βασίζονται στην παραπάνω 

τεχνική, είναι συνήθως µικρότερα και ακριβέστερα από τα δέντρα που σχηµατίζονται από 
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“µονοπαραµετρικές” τεχνικές (δηλαδή CT τεχνικές που χρησιµοποιούν µία µεταβλητή για τον 

κάθε διαχωρισµό). Η LCM είναι παρόµοια µε την παραδοσιακή DA, αλλά δεν υπάρχει περιο-

ρισµός στον αριθµό των γραµµικών διαχωριστικών συναρτήσεων LDF που δηµιουργούνται. 

Αντίθετα  στην DA (βλ. § 2.1.1), ο αριθµός των LDF είναι ο µικρότερος αριθµός από τον 

αριθµό των µεταβλητών ή των οµάδων ταξινόµησης µείον ένα [17, 27]. Έτσι αν για 

παράδειγµα, θελήσουµε να ταξινοµήσουµε 4 κατηγορίες µεταλλικών νοµισµάτων αξίας 2€, 1€, 

50 και 20 λεπτών, µόνο µε τη βοήθεια δυο µεταβλητών (διάµετρος και ύψος νοµίσµατος), η 

κλασική DA, θα εξάγει 2 µόνο LDF. Η LCM ωστόσο, θα µπορούσε να εξάγει πολλές LDF, 

πραγµατοποιώντας πολλούς διαχωρισµούς ακόµα και σε περιπτώσεις πολλών µεταβλητών και 

δυο µόνο κατηγοριών. Εξαιτίας της περιοδικότητας αυτής (επαναξιολόγηση και επανα-

ξιοποίηση των δεδοµένων σε κάθε διαχωρισµό), η LCM αξιοποιεί όλη την παρέχουσα 

πληροφορία και δεν αφήνει ανεκµετάλλευτα δεδοµένα, σε αντίθεση µε την DA. Συνολικά, τα 

πλεονεκτήµατα της µεθόδου αυτής είναι: 

1. κατασκευή µικρών δέντρων µε υψηλή ακρίβεια, 

2. απεριόριστοι γραµµικοί συνδυασµοί και 

3. αξιοποίηση της συνολικής πληροφορίας που παρέχεται από τα δεδοµένα, λόγω του 

περιοδικού χαρακτήρα της τεχνικής [17]. 

 

3.2.2. Μονοπαραµετρική ∆ιαχωριστική µέθοδος (Discriminant-based univariate method, 

Classic CT) 

 
H Μονοπαραµετρική ∆ιαχωριστική µέθοδος (Discriminant-based univariate method, 

Classic CT), µπορεί να θεωρηθεί ως µια ειδική περίπτωση της προηγούµενης µεθόδου, αν 

θεωρήσουµε µηδενικούς όλους τους συντελεστές για όλες τις µεταβλητές, εκτός από µίας. 

Έτσι, η ταξινόµηση που επιτυγχάνεται είναι κάθε φορά “δυαδική”, µε τη χρήση όµως µίας µόνο 

µεταβλητής [17]. 

Το πρώτο βήµα είναι να καθοριστεί ο καλύτερος τερµατικός κόµβος που θα διαχωριστεί 

από το υπόλοιπο δέντρο και στη συνέχεια ποια µεταβλητή θα υλοποιήσει το διαχωρισµό. Σε 

κάθε τερµατικό κόµβο, υπολογίζονται µε τη µέθοδο ANOVA (για συνεχείς µεταβλητές) τα p-

επίπεδα σηµαντικότητας που αφορούν τη σχέση µεταξύ των τιµών των µεταβλητών που 

παίρνουν µέρος στο διαχωρισµό και τη δυνατότητα να ανήκει ένα δείγµα στην οµάδα του. Η 

µεταβλητή µε το µικρότερο p-επίπεδο επιλέγεται να διαχωρίσει τον αντίστοιχο κόµβο. 

Το επόµενο βήµα αφορά τον καθορισµό του επιπέδου στο διαχωρισµό. Εδώ χρησιµο-

ποιούνται διάφοροι αλγόριθµοι, αλλά στην περίπτωση των συνεχών µεταβλητών, προτιµάται η 
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µέθοδος Συσταδοποίησης Κ-µέσων σηµείων (Κ-means clustering) (βλ. § 2.4.1). Σε κάθε 

δυαδικό διαχωρισµό που πραγµατοποιείται στην περίπτωση των CT, Κ = 2.  

Η προκατάληψη ή προδιάθεση ή πόλωση (bias) στη µέθοδο των Classic CT, σε σχέση 

µε τη µονοπαραµετρική µέθοδο της ∆ιεξοδικής Σάρωσης που θα δούµε παρακάτω (βλ. § 

3.2.3), είναι µειωµένη [17].   

 

3.2.3. Μονοπαραµετρική µέθοδος της ∆ιεξοδικής Σάρωσης (CART-style Exhaustive 

search method for univariate splits, CART) 

 
Στη µονοπαραµετρική µέθοδο της ∆ιεξοδικής Σάρωσης για ∆έντρα Ταξινόµησης και 

Συσχέτισης (Classification and Regression Trees-style Exhaustive search method for univariate 

splits, CART), εξετάζονται όλοι οι δυνατοί συνδυασµοί διαχωρισµών, για κάθε µεταβλητή και 

σε κάθε κόµβο, ώστε να βρεθεί ο καλύτερος. Για παράδειγµα, για συνεχείς µεταβλητές µε k 

διακριτά επίπεδα, θα υπάρχουν k-1 βήµατα µεταξύ των k επιπέδων. Έτσι είναι φανερό, ότι όταν 

υπάρχει µεγάλος αριθµός µεταβλητών και µάλιστα σε πολλά επίπεδα, ο αριθµός των πιθανών 

διαχωρισµών που πρέπει να εξεταστεί γίνεται πολύ µεγάλος. Έτσι, αυτή η µέθοδος δείχνει 

προκατάληψη ως προς τις µεταβλητές µε περισσότερα επίπεδα και χρειάζεται περισσότερη ώρα 

για υπολογισµούς. Ωστόσο, εγγυάται τους καλύτερους διαχωρισµούς και την καλύτερη 

ταξινόµηση. Η CART µέθοδος αξιολογεί όλες τις µεταβλητές για να καθοριστούν τελικά αυτές 

που δηµιουργούν τους καλύτερους διαχωρισµούς, δηλαδή εκείνους µε τις πιο “καθαρόαιµες” 

τάξεις στους κόµβους µε τη βοήθεια του δείκτη Gini [45] (  ΚΕΦ. 1, Θ). Η µέθοδος Gini 

θεωρείται καλύτερη από τη µέθοδο του δείκτη εντροπίας [42] η οποία αυξάνεται µε την αύξηση 

της ανοµοιογένειας σε ένα κόµβο (§ 5.3.8) [28, 46]. ∆ηλαδή η εντροπία φτάνει στην ελάχιστη 

τιµή της, όταν υπάρχει η µέγιστη δυνατή οµοιοµορφία σε µια τάξη αντικειµένων [46]. Η CART 

µέθοδος παρουσιάζει ανοχή σε ελλιπή δεδοµένα και θεωρείται ότι µπορεί να λειτουργήσει 

αποτελεσµατικά ακόµα και σε περιπτώσεις όπου η έλλειψη των δεδοµένων φτάνει σε ποσοστό 

µέχρι και 5 % [42].   

Συνοψίζοντας, τα πλεονεκτήµατα των µονοπαραµετρικών CT µεθόδων είναι: 

1. κατασκευή δέντρων µε πολύ καλή ακρίβεια, 

2.   δυνατότητα κατασκευής µικρών δέντρων µε επιλογή των σωστών παραµέτρων και 

3. άµεση αξιολόγηση της κρισιµότητας των µεταβλητών, λόγω και του µονοπαραµετρικού 

χαρακτήρα των τεχνικών. 
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ΚΕΦ. 4 ΝΕΥΡΩΝΙΚΑ ∆ΙΚΤΥΑ (ARTIFICIAL NEURAL NETWORKS, 

ANN) 

4.1. ΕΙΣΑΓΩΓΗ 

4.1.1. Προέλευση 

 
Η δεύτερη λέξη “neural” του όρου Νευρωνικά ∆ίκτυα (Artificial Neural Networks, 

ANN), δείχνει µια ξεκάθαρη σχέση µε το νευρώνα ή νευρικό κύτταρο. Γίνεται µια συσχέτιση 

µε το τµήµα εκείνο του ανθρώπινου σώµατος που θεωρείται το πιο θαυµαστό στο ανθρώπινο 

είδος: τον εγκέφαλο. Ωστόσο, η έµφαση στον όρο “neural networks”, δεν πρέπει να δοθεί στο 

επίθετο “νευρωνικός” (“neural”), αλλά στο ουσιαστικό “δίκτυο” (“networks”) [1]. Η 

δικτύωση (networking) είναι από τα πιο σηµαντικά στην οργάνωση οποιουδήποτε σχήµατος: 

από τη διεύθυνση µιας τράπεζας µέχρι το χειρισµό επιστηµονικών δεδοµένων. Στα κεφάλαια 

λοιπόν που ακολουθούν, οι λέξεις “δικτύωση”/“δίκτυα” σηµαίνουν µια σειρά µικρών µονάδων 

(τους νευρώνες) οι οποίες πραγµατοποιούν το ίδιο “πακέτο” λειτουργιών όλη την ώρα. 

Ωστόσο, όπως θα αναλυθεί και παρακάτω, το τελικό αποτέλεσµα δεν οφείλεται τόσο σε αυτές 

τις λειτουργίες, αλλά στον τρόπο που αυτές οι µικρές µονάδες “συνδέονται” µεταξύ τους και 

αλλάζουν τις εσωτερικές τους παραµέτρους, ώστε να προσαρµόζουν το κάθε ατοµικό 

εξερχόµενο σε ένα συνολικό εξωτερικό έλεγχο ή ανταγωνισµό µεταξύ των νευρώνων.   

Αποσπάσµατα από τη θεωρία που ακολουθεί δηµοσιεύτηκαν πρόσφατα σε σχετικές 

εργασίες [47, 48].  

Υποθέτοντας λοιπόν σωστά εξαρχής, η ανάπτυξη των Νευρωνικών ∆ικτύων έχει την 

απαρχή της στα βιολογικά νευρωνικά δίκτυα, τα οποία και προσπάθησαν οι πρώτοι ερευνητές 

να µιµηθούν. Ο ανθρώπινος εγκέφαλος αποτελείται βασικά από ένα µεγάλο αριθµό νευρώνων 

(περίπου 1010) συνδεδεµένων µεταξύ τους (αντιστοιχούν µερικές χιλιάδες συνδέσεις σε κάθε 

νευρώνα, αν και ο αριθµός αυτός, γενικά ποικίλει). Κάθε νευρώνας είναι ένα εξειδικευµένο 

κύτταρο που µπορεί να διαβιβάσει ένα ηλεκτροχηµικό σήµα. Ο νευρώνας αποτελείται από µια 

διακλαδισµένη δοµή εισόδου (input), τους δενδρίτες (dendrites), ένα κύριο κυτταρικό σώµα 

(cell body) και από µια διακλαδισµένη δοµή εξόδου (output), τους νευροάξονες (axon, σχήµα 

4.1) [17]. Οι δενδρίτες εξαιτίας της εκτεταµένης διακλάδωσης, καταλαµβάνουν µια αρκετά 

µεγάλη περιοχή (µέχρι 0,25 mm2). Οι νευροάξονες του ενός κυττάρου συνδέονται µε τους 

δενδρίτες του άλλου, µέσω των συνάψεων (synapse): πάνω από 40 % της επιφάνειας ενός 

νευρώνα καλύπτεται από τις συνάψεις [1]. Οι νευρώνες ως κύτταρα πιστεύεται ότι δεν πολλα-

πλασιάζονται και δεν αναπαράγονται, ενώ αντίθετα, καθόλη τη διάρκεια της ζωής ενός οργανι-

σµού οι συνάψεις βρίσκονται σε µια δυναµική ισορροπία, δηµιουργούνται καινούργιες και 
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καταστρέφονται παλιές. Η δηµιουργία των νέων συνάψεων γίνεται όταν ο εγκέφαλος αποκτά 

περισσότερες εµπειρίες από το περιβάλλον, µαθαίνει, αναγνωρίζει, κατανοεί [49]. 

‘Όταν ένας νευρώνας ενεργοποιείται, “πυροδοτεί” ένα ηλεκτροχηµικό σήµα κατά µήκος 

του νευροάξονα. Αυτό το σήµα “διασχίζει” τη σύναψη προς το επόµενο κύτταρο, το οποίο 

µπορεί επίσης να “πυροδοτηθεί”. Ένας νευρώνας πυροδοτείται µόνο όταν το σήµα που φτάσει 

από τους δενδρίτες του υπερβαίνει ένα ορισµένο επίπεδο: το κατώφλι πυροδότησης (firing 

threshold) [17]. Ενδιάµεσες καταστάσεις δεν υπάρχουν. Κατά κάποιο τρόπο δηλαδή, ο βιο-

λογικός νευρώνας είναι ένα δυαδικό στοιχείο [49]. 

 

 
Σχήµα 4.1: Ο νευρώνας [50]  

 

Η διάδοση των σηµάτων από τους δενδρίτες µέχρι το νευροάξονα γίνεται ηλεκτρικά, 

δηλαδή µε τη µεταφορά ιόντων. Ωστόσο, η διάδοση αυτή κατά µήκος των συνάψεων γίνεται 

µε χηµικές ουσίες. Το ηλεκτρικό σήµα ελευθερώνει στον άξονα µια χηµική ουσία, ένα νευρο-

διαβιβαστή, η οποία αποθηκεύεται σε κυψελίδες στην προσυναπτική µεµβράνη. Ο νευροδιαβι-

βαστής διασχίζει το “κενό” των συνάψεων (σχ. 4.2) και εισέρχεται στους δενδρίτες του επόµε-

νου νευρώνα [1].  

Η σύναψη µπορεί να ελευθερώσει το νευροδιαβιαβαστή προς µία µόνο κατεύθυνση και 

έτσι δρα ως πύλη ελέγχου. Αυτό είναι πολύ σηµαντικό για τη µεταβίβαση της πληροφορίας και 

βρίσκει αντιστοιχία στα ANN. Στο δενδρίτη, ο νευροδιαβιβαστής δηµιουργεί ένα νέο ηλεκτρικό 

σήµα, το οποίο περνά κατά µήκος του δεύτερου νευρώνα. Τα σήµατα που παράγονται στους 

νευρώνες, ανεξάρτητα από το κύτταρο ή τον οργανισµό είναι παρόµοια µεταξύ τους [1, 49, 51]. 

Ωστόσο, η ένταση των σηµάτων που παράγονται, µπορεί να διαφέρει, εξαρτώµενη από την 

ένταση του ερεθίσµατος [1].  

δενδρίτης  

κύριο κυτταρικό σώµα 
              νευροάξονας 

σύναψη 
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Σχήµα 4.2: Σχηµατική αναπαράσταση των συνάψεων [1] 

 

Το τελευταίο αυτό συµπέρασµα είναι πολύ βασικό για την κατανόηση των ANN. Είναι 

φανερό, ότι η οµοιότητα των σηµάτων υποδηλώνει ότι η αληθινή λειτουργία του εγκεφάλου 

δεν βασίζεται τόσο στο ρόλο ενός µόνο νευρικού κυττάρου, όσο στο σύνολο αυτών, δηλαδή 

τον τρόπο που αυτά συνδέονται µεταξύ τους [1, 51].  

Οι συνάψεις µέσω των οποίων σήµατα γειτονικών κυττάρων εισέρχονται στο συγκε-

κριµένο κύτταρο, αντιπροσωπεύουν φράγµατα που διαµορφώνουν/προσαρµόζουν το σήµα που 

φτάνει σε αυτές. Το µέγεθος της αλλαγής που υφίσταται στο σήµα εξαρτάται από τη 

συναπτική ισχύ (synaptic strength), η οποία συνεχώς αλλάζει και προσαρµόζεται (όπως τα 

βάρη των ANN [52] που θα δούµε παρακάτω, § 4.1.2). Είναι γνωστό το πείραµα του Pavlov 

(πείραµα Pavlovian), όπου το χτύπηµα ενός κουδουνιού αποτελούσε το ειδοποιητήριο σήµα για 

ένα σκύλο ως προς το γεύµα που θα ακολουθούσε. Έτσι κάθε φορά που ο σκύλος άκουγε το 

κουδούνι, οι σιελογόνοι αδένες του, δηµιουργούσαν έντονη ροή σάλιου, ως αποτέλεσµα της 

ενδυνάµωσης των συνάψεων µεταξύ αυτών και του κατάλληλου τµήµατος του ακουστικού 

πόρου [17]. Έτσι, ο σκύλος έµαθε σύντοµα πώς συνδέονται το χτύπηµα του κουδουνιού µε το 

φαγητό. Στα ANN η συναπτική ισχύς αποτελεί το βάρος της σύνδεσης που θα δούµε αµέσως 

παρακάτω (σχ. 4.3). Χωρίς να υπεισέλθουµε παραπάνω στη φυσική και χηµεία των µεµβρανών, 

µπορούµε τα πούµε ότι η συναπτική ισχύς καθορίζει την “ποσότητα” του σήµατος που 

εισέρχεται στο κυτταρικό σώµα διαµέσου των δενδριτών. Γρήγορες αλλαγές/προσαρµογές στη 

συναπτική ισχύ θεωρούνται ζωτικής σηµασίας για την ορθή και αποτελεσµατική αλλαγή του 

εγκεφάλου. Η προσαρµογή της συναπτικής ισχύος σε ένα συγκεκριµένο πρόβληµα θεωρείται η 

ουσία της εκπαίδευσης [1]. Η έννοια αυτή εξάλλου εµπεριέχει τα δυο βασικά χαρακτηριστικά 

που µιµήθηκαν τα ANN από τα αντίστοιχα βιολογικά: ανοχή στο λάθος (“fault tolerance”) και 

ικανότητα για εκπαίδευση (“capacity to learn”).  Πιο συγκεκριµένα, αν και δεν µπορούµε να 

προσδιορίσουµε ένα γενικό ποσοστό ανοχής σφάλµατος των νευρωνικών δικτύων, η 

µεγαλύτερη δυνατή ανοχή είναι της τάξης του 10–15 % [49]. 

 

νευροάξονας 

(νευροδιαβιβαστής) 

(δενδρίτης) 

(ηλεκτρικό σήµα) 

 σύναψη 
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Σχήµα 4.3: Σχηµατική αναπαράσταση των συνάψεων [1] 

 

Ένας βιολογικός νευρώνας µπορεί να “πυροδοτηθεί” ξανά µετά από 10−3 s (= 1 ms). 

Εφόσον λοιπόν, ο χρόνος αντίδρασης των περισσότερων σπονδυλωτών είναι 10−1 s, υποθέτου-

µε ότι οποιαδήποτε αντίδραση εκδηλώνεται σε λιγότερο από 100 “επαναλήψεις πυροδότησης” 

(“firing times”). Αυτό ονοµάζεται “το παράδοξο των εκατό βηµάτων” (“hundred steps para-

doxon”). Το εντυπωσιακό συµπέρασµα που καταλήγουµε από τα παραπάνω, είναι ότι ο εγκέ-

φαλος µπορεί να διαχειριστεί έναν ισχυρότατο αλγόριθµο επεξεργασίας σηµάτων που µπορεί 

να διεκπεραιώσει και τις πιο δύσκολες αποστολές σε λιγότερα από 100 βήµατα [1]! 

   

4.1.2. Τα βασικά: νευρώνες και βάρη  

 
Η ανάπτυξη των ANN βασίστηκε στην αρχική ιδέα του Rosenblatt [53], ο οποίος 

εισήγαγε την έννοια της πρωταρχικής µονάδας του Λειτουργικoύ Νευρωνικού ∆ικτύου ή 

Στοιχειώδη Αισθητήρα (perceptron) [49]. To τελευταίο δίνει εξερχόµενα δυαδικά: 0/+1 

(binary outputs) ή δίπολα: −1/+1 (bipolar outputs) κατά άλλους ερευνητές, ανάλογα µε τους 

“ζυγισµένους” γραµµικούς συνδυασµούς των εισερχοµένων µεταβλητών (inputs).  

Η δοµή του perceptron είναι πολύ απλή: υπάρχει ένας αριθµός εισερχοµένων δεδοµένων 

(x1, x2, ….xn), ένας αριθµός βαρών (weights, w1, w2, …..wn), µια προκατάληψη (bias, b) και 

ένα εξερχόµενο σήµα (σχ. 4.4(α)) [54]. Εναλλακτικά µπορεί να χρησιµοποιηθεί ένα κατώφλι 

(threshold, θ) η έννοια του οποίου θα αναλυθεί παρακάτω (σχ. 4.7(α) και § 4.1.4, 4.2.1, 4.3.4). 

Η προκατάληψη θεωρείται επίσης βάρος (εναλλακτικά µπορεί να συµβολίζεται µε w0) µιας 

εισερχόµενης µεταβλητής που η τιµή της είναι ίση µε τη µονάδα (x0 = 1). Με τη χρήση της, 

προστίθεται στο σύστηµα ένας παραπάνω βαθµός ελευθερίας (παρέχει στην έξοδο µια βάση 

δραστηριότητας) και αυξάνεται η ευελιξία του δικτύου (βλ. § 4.2.1). 

σήµα µε ένταση s 
εισέρχεται από 
γειτονικό νευρώνα 

σύναψη µε 
συναπτική ισχύ w 

σήµα p που εισέρχεται στον 
νευρώνα µετά το πέρασµα 
από τη σύναψη 
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(α) 

 
(β) 

Σχήµα 4.4: Το perceptron (α) σε σχέση µε το Multi-layers perceptron Network (β) [54] 

 

Για κάθε εισερχόµενη µεταβλητή xi, εφαρµόζεται ένα βάρος wi το οποίο πολ-

λαπλασιάζεται µε την τιµή αυτής και υπολογίζεται τελικά (µε την προσθήκη της προκατάληψης 

b), το άθροισµα Σ: 

Σ = ∑ +
n

i

ii bwx                             (4.1) 

Η παραπάνω σχέση ορίζει µερικώς την έννοια του νευρώνα ή µονάδας ενός δικτύου 

(neuron ή processing unit ή element). Η συνάρτηση ενεργοποίησης ή µεταφοράς, την οποία θα 

δούµε παρακάτω (βλ. § 4.3.4) αποτελεί τη δεύτερη σχέση που συµπληρώνει τον ορισµό του 

νευρώνα. Ως νευρώνας λοιπόν, ορίζεται µια µονάδα η οποία επεξεργάζεται εισερχόµενα δεδο-

µένα, ώστε να παραχθούν µε τη βοήθεια βαρών και ειδικών συναρτήσεων ένα ή περισσότερα 

εξερχόµενα. Ο νευρώνας συνολικά: 

1. µετασχηµατίζει τα εισερχόµενα σήµατα σε εξερχόµενο σήµα, χρησιµοποιώντας βάρη 

και µια συνάρτηση ενεργοποίησης, 

2. µεταδίδει το σήµα στον επόµενο νευρώνα (σχ. 4.4(α)), 

3. µεταδίδει το υπολογιζόµενο σφάλµα που λαµβάνει από τον επόµενο νευρώνα, στoν 

προηγούµενο (βλ. delta-rule, § 4.3.6). 

Η παρουσία των βαρών στην παραπάνω σχέση είναι πολύ σηµαντική, καθώς ανάλογα 

και µε τη δοµή του δικτύου, τα βάρη καθορίζουν τη διάδοση του σήµατος µέσα σε αυτό. Είναι 

πραγµατικοί αριθµοί που καθορίζουν την ισχύ κάθε σύνδεσης ανάµεσα σε δυο νευρώνες. 

Κάθε σήµα που µεταφέρεται µεταξύ των συνδέσεων πολλαπλασιάζεται µε το αντίστοιχο βάρος 

της σύνδεσης. Τα βάρη προσαρµόζονται και βελτιστοποιούνται. Τα βάρη µπορούν να είναι 

θετικά ή αρνητικά (δρουν λοιπόν διεγερτικά αλλά και ανασταλτικά). Γενικά, συνιστώνται 

χαµηλές τιµές γι’ αυτά (−1 έως +1, βλ. § 4.3.4). Καθορίζουν ουσιαστικά τη σχέση µεταξύ των 

εισερχόµενων δεδοµένων και της ή των εξερχόµενων σηµάτων ή πληροφοριών. Έτσι, µπορεί 

 

νευρώνας οutput 
(εξερχόµενο 
σήµα) 
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να θεωρηθεί ότι περιέχουν µια συνολική γνώση του δικτύου και αποτελούν τη “µνήµη” 

ολόκληρου του συστήµατος [55]. 

Η έννοια της παραµετρικής συνάρτησης που αντιπροσωπεύουν οι νευρώνες, γίνεται 

φανερή µε τα βάρη wi, τα οποία εδώ συνδέονται άµεσα µε τα εισερχόµενα δεδοµένα (βλ. σχέση 

(4.1)) [56]. (Η σχέση αυτή όπως θα δούµε παρακάτω, αφορά εκτός του perceptron, και τη 

δηµοφιλέστερη τεχνική ΑΝΝ: τα perceptrons πολλαπλών στιβάδων ή Πολυστιβαδικά Νευρω-

νικά ∆ίκτυα (Multi-layer perceptrons, MLP), βλ. σχήµα 4.4(β) και § 4.1.4, 4.3.3).  

 

 

(α) 
 

(β) 

Σχήµα 4.5: Αλλάζοντας το αρχικό διάνυσµα W
initial

 (α) προς µια καλύτερη θέση: το W
t+1 

είναι καλύτερο από το W
t
 (β) γιατί ταξινοµεί λάθος µόνο δυο αντικείµενα, σε σχέση µε τα 

πέντε του W
t
.  Το τελικό διάνυσµα W

final
 θα ταξινοµεί  όλα τα αντικείµενα από τις δυο 

κατηγορίες εκτός από δύο (ένα µαύρο και έναν άδειο κύκλο) [1].  

 

Η αρχική επιλογή των βαρών γίνεται συνήθως τυχαία [57, 58], ξεκινώντας από µια 

(προφανώς κακή) εικασία αρχική Winitial (σχ. 4.5(α)). (Τα βάρη W σηµειώνονται εδώ µε έντονη 

γραφή γιατί αφορούν διανύσµατα και όχι µονόµετρα µεγέθη). Το αρχικό βάρος Winitial
 βελτιώ-

νεται διαρκώς αναδροµικά. Αυτό σηµαίνει ότι το κάθε φορά το επόµενο βάρος Wt+1
, προκύπτει 

από το προηγούµενο Wt (σχ. 4.5(β)) [1]. Σπανίως αναφέρονται στη βιβλιογραφία και άλλοι 

τρόποι εκτός της τυχαίας επιλογής των βαρών (βλ. § 4.3.10). Η διαµόρφωση των κατάλληλων 

βαρών πραγµατοποιείται στη διάρκεια της εκπαίδευσης (ή “εκµάθησης”), µε τη βοήθεια του 

“κανόνα εκπαίδευσης” (“learning rule”). Η εκπαίδευση, βλ. § 4.3.1)  του δικτύου είναι το 

σηµαντικότερο στάδιο στην ανάπτυξη των ANN [51]. 
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4.1.3. Εν αρχή: η έννοια του perceptron 

 
Το perceptron µπόρεσε εύκολα να ανταπεξέλθει στα κλασικά προβλήµατα των συναρ-

τήσεων της λογική διάζευξης (OR) και  λογική σύζευξης (AND) (πίνακας 4.1). Με την προϋ-

πόθεση ότι τα τρία από τα τέσσερα σηµεία ((0, 0), (0,1), (1,0) και (1,1)) ανήκουν στην ίδια οµά-

δα, το πρόβληµα επιλύεται γραµµικά. Ο διαχωρισµός των δεδοµένων, επιτυγχάνεται γραµµικά 

σε πολλά τέτοιου είδους προβλήµατα, µε κατάλληλη επιλογή των βαρών και της προκα-

τάληψης. Στην περίπτωση µάλιστα που έχουµε δύο εισερχόµενες µεταβλητές, τότε ο διαχωρι-

σµός γίνεται από µια ευθεία γραµµή. Αν το πρόβληµά µας είχε τρεις εισερχόµενες µεταβλητές, 

τότε ο διαχωρισµός θα γινόταν από ένα επίπεδο που θα έτεµνε τον τρισδιάστατο χώρο [49]. 

 

Πίνακας 4.1: ∆ιανύσµατα εκπαίδευσης x για τις 3 συναρτήσεις: δίνονται και οι δυο 

περιπτώσεις: δυαδικά 0 /+1 (ή δίπολα −1/+1) 

Θεωρητική απόκριση, output d(x) 

Εισερχόµενο διάνυσµα (x1, x2) συνάρτηση 
λογικής 

διάζευξης, OR 

συνάρτηση 
λογικής 

σύζευξης, AND 

συνάρτηση 
αποκλειστικής 

διάζευξης, XOR 

(0, 0) (−1, −1) 0 (−1) 0 (−1) 0 (−1) 

(0, 1) (−1, 1) 1 0 (−1) 1 

(1, 0) (1, −1) 1 0 (−1) 1 

(1, 1) 1 1 0 (−1) 

 

Ο επιβλεπόµενος κανόνας εκπαίδευσης του perceptron περιγράφεται ως εξής [59]: 

1. Αρχίζουµε µε τυχαία βάρη (wi) και προκατάληψη (b). 

2. Επιλέγουµε ένα εισερχόµενο δείγµα (διάνυσµα) x (xi) από την οµάδα εκπαίδευσης και 

υπολογίζουµε την απόκριση y.  

3. Αν y ≠ d(x), όπου d(x) η θεωρητική απόκριση του x, αλλάζουµε όλα τα βάρη wi, ώστε 

∆wi = d(x)xi και: 

0 αν η απόκριση του perceptron είναι η σωστή 

                                     d(x) στην αντίθετη περίπτωση 

4. Επιστρέφουµε στο 2ο βήµα. 

Έτσι, οι σχέσεις που ορίζουν το perceptron του πίνακα 4.1 για δίπολα εισερχόµενα είναι: 
  

                       Σ = ∑ +
n

i

ii bwx    και    y = F (Σ) =   

∆b = 

 (4.2) 
 1 αν Σ > 0 
 

 −1 αν Σ ≤ 0 
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Ένα απλό παράδειγµα κατανόησης του perceptron αναφέρεται στο ηλεκτρονικό 

παράρτηµα της διατριβής (  ΚΕΦ. 2, Θ). 

                                                               

4.1.4. Η επέκταση: Πολυστιβαδικά Νευρωνικά ∆ίκτυα ή Perceptrons Πολλαπλών 

Στιβάδων (Multi-layers perceptron, MLP) 

 
Ωστόσο, το perceptron είχε περιορισµένες δυνατότητες: η λύση του προβλήµατος της 

κλασικής XOR συνάρτησης (exclusive OR ή αποκλειστικής διάζευξης: ή το ένα ή το άλλο, όχι 

όµως και τα δύο), (πίνακας 4.1), δεν ήταν δυνατή. Στην XOR συνάρτηση, όταν οι τιµές των δυο 

µεταβλητών είναι ίδιες, τα δείγµατα ανήκουν στην πρώτη οµάδα (αποτέλεσµα 0 ή −1), ενώ αν 

είναι διαφορετικές στη δεύτερη οµάδα (αποτέλεσµα 1, πίνακας 4.1 και σχ. 4.6) [55].  

 

 

Σχήµα 4.6: Αναπαράσταση της XOR συνάρτησης [55]  

 

Το µοντέλο της µονής στιβάδας του perceptron (input-output), δεν µπορούσε να διαχω-

ρίσει τα δεδοµένα αυτά µε µία µόνο γραµµή. Η λύση δίνεται µε µια “ενδιάµεση”, “κρυφή” 

(hidden) στιβάδα (layer) µε επιπλέον µονάδες ή νευρώνες (σχ. 4.4(β), 4.7(α)) [51]. Η νέα 

στιβάδα ονοµάζεται κρυφή γιατί δεν µπορούµε (άµεσα τουλάχιστον) να δούµε το εξερχόµενο 

από αυτήν [60] ή επειδή δεν συνδέεται άµεσα µε τον εξωτερικό “ορατό” κόσµο [58]. Στην 

πραγµατικότητα η ενδιάµεση στιβάδα δηµιουργεί την εσωτερική αναπαράσταση των σηµάτων 

εισόδου, αλλά δεν “βλέπει” κατευθείαν ούτε την είσοδο ούτε την έξοδο του δικτύου αλλά 

µόνον το εσωτερικό του [49]. 
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(α) 

 

(β) 

 

(γ) 

Σχήµα 4.7: (α) Η δοµή του δικτύου που λύνει το κλασσικό XOR πρόβληµα. (β) Οι δυο γραµµές, 

όπως αυτές καθορίζονται από τις ενδιάµεσες µονάδες. (γ) Αναπαράσταση των δειγµάτων, όπως 

αυτά καθορίζονται από τις ενδιάµεσες µονάδες hu1 και hu2 [51]. 

 

Όταν αναφέρουµε τη λέξη στιβάδα, εννοούµε µια οµάδα νευρώνων, οι οποίοι έχουν 

όλοι τον ίδιο αριθµό βαρών και όλοι λαµβάνουν ταυτόχρονα το ίδιο πολυδιάστατο εισερχόµενο 

σήµα. Ο παραπάνω ορισµός αναφέρεται στην “ενεργή στιβάδα”, ώστε να γίνει διαφοροποίηση 

από την εισερχόµενη για παράδειγµα στιβάδα, η οποία είναι ανενεργή (σχ. 4.7(α)): δεν περιέχει 

βάρη ή συνάρτηση ενεργοποίησης (§ 4.2.1, 4.3.4) και συµβάλλει απλώς στη διανοµή των σηµά-

των, χωρίς να τα διαµορφώνει [1] ή να κάνει υπολογισµούς [59, 60]. Η εισερχόµενη στιβάδα 

θεωρείται ότι δεν συµµετέχει στην καταµέτρηση των στιβάδων ενός δικτύου τουλάχιστον στα 

“εµπροσθοτροφοδοτούµενα” δίκτυα (§ 4.2.1) [1]. Ωστόσο, συχνά καταµετράται στη 

βιβλιογραφία [59, 61 - 63], καθώς δεν υπάρχει µια γενικά αποδεκτή άποψη.  

Με τη χρήση της ενδιάµεσης στιβάδας, το πρόβληµα διαχωρίζεται σε τρία διαφορετικά 

προβλήµατα, τα οποία λύνονται µε απλές γραµµές (σχ. 4.7(β)). Συγκεκριµένα, οι δυο οµάδες 

των δειγµάτων (Α: (0,1) και (1,0) και Β: (0,0) και (1,1)), δεν µπορούν να διαχωριστούν µε µία 

απλή γραµµή. Όταν όµως αξιοποιηθούν τα εξερχόµενα από την ενδιάµεση στιβάδα (µονάδες 

µη ενεργή 
στιβάδα 

(κρυφή (ενδιάµεση) µονάδα 1) 

(κρυφή (ενδιάµεση) µονάδα 2) 

(εξερχόµενη µονάδα) 
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hu1 και hu2), οι οµάδες αυτές, διαχωρίζονται απλά µε µια τρίτη γραµµή (σχ. 4.7(γ)). Παρακάτω 

περιγράφεται αναλυτικά η πορεία λύσης του XOR προβλήµατος [51]. 

Η συνάρτηση που χρησιµοποιείται στις δυο ενδιάµεσες µονάδες (σχ. 4.7(α)), αλλά και 

στην εξερχόµενη είναι η δυαδική βηµατική (binary step) (βλ. § 4.3.4) του τύπου:  

   1 αν x ≥ θ 

                                              f (x) =                                                 (4.3)   

    0 αν x < θ 

όπου θ (κατώφλι) = 0,5 / 1,5 και 0,5 αντίστοιχα για τις τρεις µονάδες. 

Αναφέρουµε τώρα ένα παράδειγµα υπολογισµού για το πρώτο διάνυσµα (0,0): 

Εισερχόµενο στην πρώτη ενδιάµεση µονάδα (hu1): 0 ×  1 + 0 ×  1 = 0 < 0,5 

Εξερχόµενο από την πρώτη ενδιάµεση µονάδα (hu1), µετά την εφαρµογή της 

συνάρτησης: 0 

Εισερχόµενο στη δεύτερη ενδιάµεση µονάδα (hu2): 0 ×  1 + 0 ×  1 = 0 < 1,5 

Εξερχόµενο από τη δεύτερη ενδιάµεση µονάδα (hu2), µετά την εφαρµογή της 

συνάρτησης: 0 

Εισερχόµενο στην τελική µονάδα: 0 ×  1 + 0 ×  (-1) = 0 < 0,5 

Εξερχόµενο από την τελική, µετά την εφαρµογή της συνάρτησης: 0. 

Τα αποτελέσµατα για τα υπόλοιπα διανύσµατα φαίνονται στον πίνακα 4.2. 

 

Πίνακας 4.2: Ενδιάµεσα και τελικά αποτελέσµατα για τα δυαδικά διανύσµατα εκπαίδευσης x 

της XOR συνάρτησης 

Εισερχόµενο 
διάνυσµα 

input (x1, x2) 

Εισερχόµενο 
στην πρώτη 
ενδιάµεση 

µονάδα (hu1) 

Εξερχόµενο 
από την 
πρώτη 

ενδιάµεση 
µονάδα (hu1) 

Εισερχόµενο 
στη δεύτερη 
ενδιάµεση 

µονάδα (hu2) 

Εξερχόµενο 
από τη 

δεύτερη 
ενδιάµεση 

µονάδα (hu2) 

Τελικό 
εξερχόµενο 

(0, 0) 0 0 0 0 0 

(0, 1) 1 1 1 0 1 

(1, 0) 1 1 1 0 1 

(1, 1) 2 1 2 1 0 

 
Τα δείγµατα της οµάδας Α (0,1) και (1,0), δίνουν στην ενδιάµεση στιβάδα το ίδιο 

αποτέλεσµα (hu1 = 1 και hu2 = 0, πίνακας 4.2 και σχ. 4.7(γ)), ενώ της οµάδας Β (0,0) και (1,1) 

εξακολουθούν να δίνουν διαφορετικά αποτελέσµατα [51]. Έτσι τα αρχικά τέσσερα (4) σηµεία 
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γίνονται τρία (3) και µία απλή γραµµή, αρκεί για να τα διαχωρίσει. Οι υπολογισµοί πραγµα-

τοποιούνται στην ενδιάµεση και εξωτερική στιβάδα [64]. 

Στο παρακάτω σχήµα (4.8) φαίνονται οι δυνατότητες που προσφέρουν οι πολυπλοκό-

τερες ANN αρχιτεκτονικές αρχίζοντας από καµιά µέχρι δυο ενδιάµεσες στιβάδες. Το µοντέλο 

δύο στιβάδων µπορεί να ξεχωρίσει σηµεία που περιλαµβάνονται σε ανοιχτές ή κλειστές κυρτές 

περιοχές [49]. Παραπάνω ενδιάµεσες στιβάδες φαίνονται να “χαράσσουν” πιο πολύπλοκα όρια. 

Με απαρχή λοιπόν το ΧΟR πρόβληµα, αναπτύχθηκαν προοδευτικά τα MLP: η προσθή-

κη των ενδιάµεσων στιβάδων έδρασε καταλυτικά και µπόρεσε να δοθεί λύση σε ένα πλήθος 

προβληµάτων µε τη βοήθεια των ANN. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

(α) (β) (γ) 

Σχήµα 4.8: ∆υνατότητες των MLP: (α) Η αρχιτεκτονική χωρίς καµιά ενδιάµεση στιβάδα 

“χαράσσει” γραµµικά όρια. (β) Η ενδιάµεση στιβάδα ενώνει τις γραµµές. (γ) Οι δυο ενδιάµεσες 

στιβάδες “χαράσσουν” πολύπλοκα όρια [65]. 

 

   

4.2. ΓΕΝΙΚΗ ΠΕΡΙΓΡΑΦΗ ΤΩΝ ANN  

4.2.1. Βασικά χαρακτηριστικά 

 
Τα  Νευρωνικά ∆ίκτυα λαµβάνουν ένα αριθµό εισερχοµένων δεδοµένων στις µονάδες 

επεξεργασίας (νευρώνες), οι οποίες είναι ικανές να επικοινωνήσουν µεταξύ τους µε την 

αποστολή µηνυµάτων διαµέσου “ζυγισµένων” συνδέσεων.  
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Όλα τα “τοπολογικά” στοιχεία ενός δικτύου συνιστούν την “αρχιτεκτονική” του 

(architecture ή design): 

1. ο αριθµός των εισερχόµενων δεδοµένων και εξερχόµενων σηµάτων, 

2. ο αριθµός των στιβάδων, 

3. ο αριθµός των νευρώνων σε κάθε στιβάδα, 

4. ο αριθµός των βαρών σε κάθε νευρώνα, 

5. ο τρόπος που οι νευρώνες συνδέονται µεταξύ τους µέσα στην ίδια στιβάδα, ή µεταξύ 

των στιβάδων (µπορεί για παράδειγµα, µερικοί νευρώνες να συνδέονται µε άλλους 

µεθεπόµενης στιβάδας, ή κάποιοι νευρώνες να µην λαµβάνουν καθόλου κάποια σήµατα 

(σχ. 4.9)), 

6. ποιοι νευρώνες συµµετέχουν στη διόρθωση των βαρών [1]. 

 

 

Σχήµα 4.9: Απεικόνιση ενός δικτύου δυο ενδιάµεσων στιβάδων, µε κάποιους νευρώνες να 

“προσπερνιόνται” και το σήµα να “στοχεύει” στην αµέσως επόµενη στιβάδα [1]. 

 

Η κυριότερη διάκριση µεταξύ των διαφόρων τύπων Νευρωνικών ∆ικτύων αφορά 

ακριβώς τη µορφή των συνδέσεων µεταξύ των νευρώνων. Έτσι πρωταρχικά διακρίνουµε: 

1. Εµπροσθοτροφοδοτούµενα δίκτυα (Feed-forward) (σχ. 4.8), όπου η ροή των δεδο-

µένων γίνεται αυστηρά από την πρώτη προς την τελευταία στιβάδα. Ενδιάµεσες, πολλα-

πλές ή όχι στιβάδες, µπορεί να συνυπάρχουν, αλλά οποιαδήποτε ανάδραση (feedback), 

στις συνδέσεις, είναι απαγορευτική. Αυτό σηµαίνει ότι δεν υπάρχουν συνδέσεις από τα 

εξερχόµενα προς τα εισερχόµενα, ή µεταξύ µονάδων της ίδιας στιβάδας [59, 66, 67]. Η 

πληροφορία που “διαδίδεται” από τα εισερχόµενα προς τα εξερχόµενα, διαµορφώνεται 

µε βάση τα βάρη των συνδέσεων. Τα εισερχόµενα δεν πραγµατοποιούν κανένα υπολογι-

σµό, αλλά “κατανέµουν” την πληροφορία στους επόµενους νευρώνες [1, 17, 59, 68]. 

εισερχόµενα 

1η ενδιάµεση 
στιβάδα 

2η ενδιάµεση 
στιβάδα 

εξερχόµενα 
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Τα πιο συνήθη από τα εµπροσθοτροφοδοτούµενα δίκτυα είναι τα πλήρως συνδεδεµένα 

(fully connected), όπου όλοι οι νευρώνες της πρώτης στιβάδας συνδέονται µε όλους 

τους νευρώνες της επόµενης στιβάδας. Ωστόσο, υπάρχει η δυνατότητα της µερικής 

σύνδεσης εντός των δικτύων, ή της έµµεσης σύνδεσης του νευρώνα µιας στιβάδας µε 

κάποιο νευρώνα της µεθεπόµενης [69]. 

2. Αναδροµικά δίκτυα (Recurrent), τα οποία περιέχουν και συνδέσεις ανατροφοδότησης 

(feedback,  ΚΕΦ. 2, Θ).    

Τα γνωρίσµατα των ANN, στα οποία πρέπει να δοθεί εξ’ αρχής έµφαση είναι (σχ. 4.9): 

1. Μια οµάδα µονάδων επεξεργασίας (νευρώνες)  

2. Μια οµάδα εισερχόµενων δειγµάτων µε τη µορφή διανύσµατος ((x1, x2, …….xi), βλ. 

παρακάτω).  

3. Συνδέσεις για κάθε µονάδα (κάθε σύνδεση καθορίζεται από βάρη wij µεταξύ των 

εισερχοµένων µονάδων i και των εξερχοµένων ή επόµενων µονάδων/νευρώνων j). 

4. Ένα εξωτερικό εισερχόµενο b (προκατάληψη) για κάθε µονάδα. 

5. Εξερχόµενα δεδοµένα yj, ένα για κάθε µονάδα επεξεργασίας. 

6. Ένα κανόνα “διάδοσης ή εισόδου”, ο οποίος καθορίζει (αποφασίζει/διαχωρίζει) τα 

πραγµατικά εισερχόµενα δεδοµένα Σ από τα εξωτερικά εισερχόµενα δεδοµέ-

να/ερεθίσµατα xi. Ο κανόνας διάδοσης υπολογίζει την τιµή ενεργοποίησης (“activation 

value”), η οποία είναι αυτή που θα εισέλθει στον επόµενο νευρώνα (αφού προστεθούν 

τα γινόµενα βαρών και εισερχόµενων τιµών και αφαιρεθεί τυχόν υπάρχον κατώφλι 

ενεργοποίησης). 

7. Μια συνάρτηση “ενεργοποίησης” f (συνήθως σιγµοειδή, για τις ενδιάµεσες στιβάδες ή 

γραµµική για την εξωτερική [57, 70]), η οποία καθορίζει τη σχέση ανάµεσα στο 

άθροισµα των εισερχοµένων: Σ = ∑ +
n

i

ii bwx και το εξερχόµενο yj της κάθε µονάδας. 

8. Μια µέθοδο (αλγόριθµο) για τη διαρκή ενηµέρωση του µοντέλου και αξιολόγηση της 

πληροφορίας [59]. 

Το σχήµα 4.10 απεικονίζει τα όσα περιγράφηκαν παραπάνω για το νευρώνα ενός ΑΝΝ.  

Όλα τα εισερχόµενα δείγµατα πρέπει να “παρουσιάζονται” στο δίκτυο µε την ίδια µορφή, 

δηλαδή ως διανύσµατα µε διαστάσεις ίσες µε τον αριθµό των µεταβλητών που τα χαρακτη-

ρίζουν (πχ  για το δείγµα Χn: Χ1n,  Χ2n, ……..Χin). Η κάθε µεταβλητή µπορεί και συνήθως έτσι 

γίνεται, να “αντιπροσωπεύεται” από τον ίδιο εισερχόµενο νευρώνα (εντοπισµένη αντιπρο-

σώπευση, localized representation) όπως για παράδειγµα στα MLP (§ 4.1.4), στα δίκτυα RBF (§ 

4.3.12) και στα δίκτυα Kohonen (§ 4.3.13). Ωστόσο, υφίσταται και η εναλλακτική της παρου-

σίασης µιας µεταβλητής σε περισσότερους νευρώνες (distributed representation) [52], όπως για 
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παράδειγµα σε εργασία του Aoyama et al. [71], όπου 6 εισερχόµενες µονάδες αντιπροσω-

πεύουν τις 6 µεταβλητές και άλλες 6 τα τετράγωνα τους. 

 

 
Σχήµα 4.10: Απεικόνιση των βασικών χαρακτηριστικών ενός feed-forward ΑΝΝ.  

 

Η προκατάληψη της κάθε µονάδας, παρέχει ένα σταθερό όρο στο άθροισµα των βαρών, 

γεγονός που αυξάνει την ευελιξία και προσαρµοστικότητα του δικτύου [1]. Έτσι, διατίθεται 

ένας επιπλέον βαθµός ελευθερίας όταν γίνεται προσπάθεια ελαχιστοποίησης του σφάλµατος 

µεταξύ πραγµατικής και θεωρητικής τιµής των εξερχόµενων. Η χρήση της προκατάληψης b, 

στην εξίσωση του αθροίσµατος των εισερχοµένων, είναι ανάλογη µε την τοµή επί της αρχής 

(intercept) στη γραµµική συσχέτιση [72]. Επιπλέον, αποφεύγεται η λήψη των ίδιων σηµάτων 

από τους επόµενους νευρώνες όταν τα εισερχόµενα αθροίσµατα είναι µηδέν (0) [58]. Ωστόσο, 

χρειάζεται να γίνει ένας διαχωρισµός της προκατάληψης σε σχέση µε το κατώφλι (threshold) 

που εναλλακτικά χρησιµοποιείται. Το τελευταίο αφορά τον τύπο των συναρτήσεων ενεργο-

ποίησης που χρησιµοποιούνται (συναρτήσεις κατωφλίου ή threshold functions, βλ. § 4.3.4) και 

έχει σταθερή, µη προσαρµόσιµη τιµή σε αντίθεση µε το προκατάληψη [73]. Η προκατάληψη 

“εκπαιδεύεται”, δηλαδή η τιµή της βελτιστοποιείται µαζί µε των υπολοίπων βαρών κατά τη 

διάρκεια της εκπαίδευσης του δικτύου (βλ. § 4.3.1).     

Η βασική ιδέα του αλγορίθµου, είναι ότι τα σφάλµατα που προκύπτουν (διαφορές 

δηλαδή µεταξύ πραγµατικής και θεωρητικής απόκρισης), “διαδίδονται” (κατανέµονται) προς τα 

πίσω κατά µήκος των µονάδων (νευρώνων) των ενδιάµεσων (κρυφών) στιβάδων. Αυτός είναι ο 

σηµαντικότερος και ευρύτερα χρησιµοποιούµενος αλγόριθµος (back-propagation, BP κανόνας 

εκπαίδευσης ή αλγόριθµος) που θα δούµε παρακάτω (§ 4.3.9). 

 

b 
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4.2.2. Νευρωνικά ∆ίκτυα Ταξινόµησης  

 
Τα  Νευρωνικά ∆ίκτυα χρησιµοποιούνται σήµερα σε πολλές επιστήµες (ιατρική, 

µηχανική, φυσική, χηµεία) για ένα πλήθος εφαρµογών (συσχέτιση, µοντελισµός,  ταξινόµηση - 

οµαδοποίηση, δηµιουργία χρονοσειρών). Στην παρούσα εργασία ωστόσο, θα εξεταστούν µόνο 

δεδοµένα οµαδοποίησης/ταξινόµησης (clustering/classification) και τελικά η δυνατότητα 

κατασκευής µοντέλων. Η ταξινόµηση ορίζεται ως η απόδοση ενός δείγµατος, σε µια κατηγορία 

ανάλογα µε τις τιµές κάποιων δεικτών (µεταβλητών) που µετρούνται σε αυτό [56]. Ο µοντε-

λισµός εξάλλου, παρότι τυπικά απαιτεί αριθµητικό αποτέλεσµα, δεν φαίνεται να διαφορο-

ποιείται ουσιαστικά από την ταξινόµηση. Τα όρια ανάµεσα στις δυο πορείες δεν είναι αδιαπέ-

ραστα [1]: έτσι αν αντί της κατηγορίας των δειγµάτων µπορούµε να αποκοµίσουµε αριθµητική 

τιµή για κάποια ιδιότητα αυτών, το µοντέλο γίνεται άµεσα αριθµητικό. 

Σε ένα πρόβληµα ταξινόµησης το επιθυµητό αποτέλεσµα είναι “ονοµαστικό” (nominal), 

δηλαδή µια µεταβλητή κατηγοροποίησης. Για να µετατραπούν ωστόσο, τα αριθµητικά 

αποτελέσµατα σε ονοµαστικό αποτέλεσµα, χρησιµοποιούνται συναρτήσεις (post-processing), 

που συγκρίνουν τις εξερχόµενες τιµές στις εξωτερικές µονάδες (νευρώνες) µε κάποια κατώφλια 

ταξινόµησης (classification thresholds) και έτσι καθορίζουν την οµάδα [17].  

Σε ένα πρόβληµα δυο οµάδων/επιπέδων (δυαδική ταξινόµηση, binary ή two-state 

classification), η εξωτερική µονάδα είναι µοναδική (αν και αναφέρονται περιπτώσεις µε δυο 

εξωτερικές µονάδες, χωρίς να υπάρξει ιδιαίτερο όφελος, [1]), µε ένα υψηλό εξερχόµενο (τιµή 

απόκρισης) για τη µια οµάδα και ένα χαµηλό για την άλλη. Μια µεταβλητή δυο οµάδων εύκολα 

µετατρέπεται σε αριθµητική (πχ Υλίκη = 0, Μόρνος = 1). 

 Όσον αφορά τα κατώφλια ταξινόµησης, υπάρχουν δυο εναλλακτικές για ένα ερευνητή 

[17]: 

1. Να τεθούν αρχικά δυο κατώφλια ταξινόµησης: αποδοχής (accept) και απόρριψης 

(reject). Αν η εξερχόµενη τιµή είναι µεγαλύτερη από το κατώφλι αποδοχής, το σηµείο 

(δείγµα) αποδίδεται στη δεύτερη οµάδα. Αν η εξερχόµενη τιµή είναι µικρότερη από το 

κατώφλι απόρριψης, το σηµείο (δείγµα) αποδίδεται στην πρώτη οµάδα. Αν η εξερχό-

µενη τιµή κυµαίνεται µεταξύ των δυο κατωφλιών, η πρόβλεψη είναι: “άγνωστο” (µη 

αναγνωρίσιµο), υπονοώντας ότι η ταξινόµηση είναι αµφίβολη (doubt classification) και 

το συγκεκριµένο σηµείο βρίσκεται σε περιοχή που οι δυο οµάδες αλληλεπικαλύπτονται. 

2. Να δοθεί µία µόνο τιµή για το κατώφλι ταξινόµησης, µε την έννοια ότι τα δυο κατώφλια 

(αποδοχής και απόρριψης) ισούται. Τότε δεν υπάρχει περίπτωση άγνωστων δειγµάτων. 

Με την αλλαγή του κατωφλίου αυτού εξάλλου (δοκιµές διαφόρων τιµών), µπορεί να 

επιτευχθεί η βέλτιστη ταξινόµηση µε το µικρότερο σφάλµα (misclassification error). 
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Στην περίπτωση αυτή, γίνεται προσπάθεια εξισορρόπησης της ευαισθησίας και εξειδί-

κευσης στις δυο οµάδες (βλ. § 4.4.2, 6.3.4). 

Η συνήθης διαµόρφωση για τα κατώφλια ταξινόµησης είναι: αποδοχής = 0,95 και  

απόρριψης = 0,05 (εναλλακτική 1) ή αποδοχής = απόρριψης = 0,5 (εναλλακτική 2). Αυτό 

σηµαίνει 95 % στάθµη εµπιστοσύνης για την αποδοχή µιας τιµής για την πρώτη περίπτωση και 

κανένα αµφίβολο δείγµα για τη δεύτερη. Και στις δυο περιπτώσεις ωστόσο, είναι φανερό ότι 

χρησιµοποιείται συνάρτηση µε εξερχόµενο στο εύρος 0 – 1 (βλ. § 4.3.4) [17].     

Σε ένα πρόβληµα πολλών οµάδων/επιπέδων (many-state classification), υπάρχουν 

συνήθως τόσες εξωτερικές µονάδες, όσες και οι αρχικές οµάδες. Περίπτωση µίας εξωτερικής 

µονάδας για ένα πρόβληµα n (n > 2) οµάδων έχει αναφερθεί [74], αλλά το δίκτυο τότε φαίνεται 

να υστερεί καθώς ένα εύρος αποκρίσεων από 0 ως 1 πρέπει να διαιρεθεί σε τόσα διαστήµατα 

(n) όσα και οι οµάδες. Τα διαστήµατα αυτά είναι διαδοχικά µε αποτέλεσµα δυο οµάδες που 

αντιπροσωπεύονται από διαδοχικά διαστήµατα να θεωρούνται “πιο όµοιες” από δυο άλλες που 

αντιπροσωπεύονται από τυχαία διαστήµατα. Η παραδοχή αυτή δεν ευσταθεί και δεν 

δικαιολογείται για πραγµατικές εφαρµογές [74]. 

Στην περίπτωση των πολλών εξωτερικών µονάδων, το εισερχόµενο δείγµα αποδίδεται 

στη µονάδα (άρα και οµάδα) µε τη µεγαλύτερη απόκριση [17]. Η απόκριση αυτή µπορεί να 

ερµηνευτεί και ως την πιθανότητα να ανήκει το δείγµα στη συγκεκριµένη οµάδα. Εξάλλου, 

“ένα δείγµα πρέπει να αποδίδεται στην οµάδα για την οποία παρουσιάζει τη µέγιστη 

πιθανότητα” (posterior probability, Bayes’ rule) [14]. Αν εναλλακτικά τεθούν κατώφλια 

ταξινόµησης, το νέο δείγµα επίσης αποδίδεται στην οµάδα µε τη µεγαλύτερη απόκριση, αλλά 

τώρα υπάρχει περίπτωση αµφίβολης ταξινόµησης. Οι µεταβλητές πολλών οµάδων 

διαχειρίζονται δυσκολότερα από τις αντίστοιχες των δυο οµάδων. Θα µπορούσαν να 

αναπαρίστανται αριθµητικά (πχ Υλίκη = 0, Μόρνος = 1 και Μαραθώνας = 2), αλλά αυτό 

υποδηλώνει έµµεσα ότι ο Μόρνος κυµαίνεται κατά κάποιο τρόπο µεταξύ Υλίκης και Μαρα-

θώνα (βλ. παραπάνω). Καλύτερη προσέγγιση είναι η κωδικοποίηση τύπου ένα-από-Ν (one-

of-N encoding ή distributed representation) [1, 17, 58]. Με αυτό τον τρόπο, µία ονοµαστική 

µεταβλητή αντιπροσωπεύεται από ένα σύνολο αριθµητικών µεταβλητών. Ο αριθµός των 

µεταβλητών αυτών ισούται µε τον αριθµό των αντίστοιχων οµάδων (πχ Υλίκη = (1, 0, 0), 

Μόρνος = (0, 1, 0) και Μαραθώνας = (0, 0, 1)). Έτσι, κατά τη διάρκεια της εκπαίδευσης µία 

από τις εξωτερικές µονάδες είναι ΟΝ και οι άλλες OFF [17] ή  αλλιώς µία εξωτερική µονάδα 

δίνει εξερχόµενο σήµα 1 (ή κοντά σε αυτό) και οι υπόλοιπες 0 (ή κοντά σε αυτό) [74]. 

Η ικανότητα ενός µοντέλου στην ταξινόµηση δειγµάτων µπορεί να αξιολογηθεί µε 

διαφορετικούς τρόπους: 
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1. Με την ικανότητα αναγνώρισης (recognition ability), δηλαδή το ποσοστό των δειγµά-

των της οµάδας εκπαίδευσης (βλ. § 4.3.1), που ταξινοµούνται σωστά στο στάδιο της 

δηµιουργίας του µοντέλου. 

2. Με την ικανότητα πρόβλεψης (prediction ability), δηλαδή το ποσοστό των δειγµάτων 

της ανεξάρτητης οµάδας ελέγχου (βλ. § 4.3.1), που ταξινοµούνται σωστά από το µοντέ-

λο. 

3. Με την ικανότητα ταξινόµησης (classification ability), δηλαδή το ποσοστό των 

δειγµάτων των οµάδων εκπαίδευσης και ελέγχου, που ταξινοµούνται σωστά από το 

µοντέλο [26]. 

Τέλος η ικανότητα των δικτύων ταξινόµησης φαίνεται να επηρεάζεται από τον αριθµό 

των δειγµάτων σε κάθε οµάδα, µε τους ερευνητές να επιζητούν ίσο αριθµό δειγµάτων σε κάθε 

οµάδα για αυξηµένη ακρίβεια [75]. 

 

 

4.3. ΘΕΩΡΙΑ 

4.3.1. “Εκπαιδεύοντας” τα Νευρωνικά ∆ίκτυα 

 
Η χρήση των ANN, υπονοεί άµεσα ότι υπάρχει µια σχέση µεταξύ των εισερχοµένων και 

εξερχοµένων, της οποίας η φύση τουλάχιστον είναι γνωστή. Αυτή η σχέση αποκαλύπτεται κατά 

τη διάρκεια µιας πορείας που είναι γνωστή ως “εκπαίδευση” ή “εκµάθηση” και είναι ανάλογη 

µε την εκτίµηση των παραµέτρων στις παραδοσιακές στατιστικές τεχνικές [76].  

Οι πολυπαραµετρικές αυτές τεχνικές (§ 1.3), όπως και τα ANN, χωρίζονται σε δυο 

βασικές κατηγορίες: στις επιβλεπόµενες τεχνικές (supervised) και τις µη επιβλεπόµενες 

(unsupervised) [17].  

Στις επιβλεπόµενες τεχνικές ΑΝΝ, υπάρχει ή ανάγκη ενός “δασκάλου” ο οποίος 

χρησιµοποιεί µια οµάδα παραδειγµάτων/δειγµάτων (cases ή pattern ή objects), για την “εκπαί-

δευση” του νέου µοντέλου. Η οµάδα αυτή (εκπαίδευσης ή εκµάθησης), περιέχει εισερχόµενα 

δεδοµένα συνδυασµένα µε τις εξερχόµενες αποκρίσεις (outputs), έτσι ώστε να “χτιστεί” µια 

σχέση µεταξύ τους. Οι εξερχόµενες αποκρίσεις είναι ήδη γνωστές από την αρχή και τα Νευρω-

νικά ∆ίκτυα υπολογίζουν και διαµορφώνουν κατάλληλα τα βάρη, στη διάρκεια µιας σειράς 

κύκλων ή “εποχών”/“περιόδων”/“προσπαθειών” (epochs ή iterations), ώστε οι θεωρητικές 

και οι υπολογιζόµενες αποκρίσεις να είναι όσον το δυνατό πλησιέστερες [52, 77, 78]. Αυτό 

σηµαίνει ότι το σφάλµα πρόβλεψης στην οµάδα εκπαίδευσης ελαχιστοποιείται µε την κατάλ-

ληλη διαµόρφωση των βαρών. Αν το µοντέλο εκπαιδεύεται σωστά, θεωρείται ότι “γνωρίζει” 

πλέον τη σχέση µεταξύ εισερχοµένων και εξερχοµένων και µπορεί να προβλέψει τις εξερ-



    

 76 

χόµενες αποκρίσεις για άγνωστα δείγµατα (µε δεδοµένα τα εισερχόµενα), µε τη βοήθεια µιας 

άγνωστης για µας συνάρτησης. Το πρόβληµα βέβαια είναι ότι κατά τη διάρκεια της εκπαί-

δευσης, δεν ελαχιστοποιείται το σφάλµα που πραγµατικά µας ενδιαφέρει, δηλαδή στην άγνω-

στη οµάδα δειγµάτων αλλά στην οµάδα εκπαίδευσης [17]. 

Στις µη επιβλεπόµενες τεχνικές, το µοντέλο “εφοδιάζεται” µε µια οµάδα δειγµάτων, και 

το σύστηµα αφήνεται να “κατασταλάξει” ή όχι, χωρίς τη γνώση (ή την καλύτερα τη χρήση της 

γνώσης) επιθυµητού εξερχοµένου [77] ή κάποιων εγγενών ιδιοτήτων [79]. ∆ηλαδή, στη µη 

επιβλεπόµενη εκπαίδευση η γνώση της οµάδας δεν χρησιµοποιείται στην εκπαίδευση του 

µοντέλου ή τη διόρθωση των βαρών [52]. Το µοντέλο πειραµατίζεται στο να µάθει τη δοµή 

των δεδοµένων, αναγνωρίζοντας συστάδες (clusters) σε αυτά (βλ. για παράδειγµα τα δίκτυα 

Kohonen, § 4.3.13). 

Τόσο ένα επιβλεπόµενο όσο και ένα µη επιβλεπόµενο µοντέλο µε πολλά βάρη (εισερ-

χόµενες µεταβλητές ή/και ενδιάµεσες µονάδες ή στιβάδες), περισσότερα από όσα είναι 

αναγκαία στην πραγµατικότητα, ή διαφορετικά µε µικρό λόγο αριθµού δειγµάτων εκπαίδευσης 

και βαρών [76, 80, 81] “χτίζει” µια πολύπλοκη συνάρτηση και είναι επιρρεπές στην υπερ-

προσαρµογή (over-fitting ή over-learning ή “over-training” ή “over-specificity”). Έτσι το 

µοντέλο µπορεί να “αποµνηµονεύσει” την οµάδα εκπαίδευσης και σαν αποτέλεσµα να είναι 

λιγότερο ικανό να γενικεύσει σε άλλα ζεύγη εισερχοµένων - εξερχοµένων [17].  

Το πρόβληµα µπορεί να περιγραφεί µε τη βοήθεια µιας πολυωνυµικής συνάρτησης. Για 

µια δεδοµένη οµάδα δειγµάτων, µπορεί να χρειαστούµε µια πολυωνυµική καµπύλη (µοντέλο) 

για να ερµηνεύσουµε ή να προσοµοιάσουµε τα δεδοµένα. Προφανώς επίσης, υπάρχει θόρυβος 

στα δεδοµένα και έτσι δεν περιµένουµε απαραίτητα η βέλτιστη καµπύλη να “περάσει” από όλα 

τα σηµεία. Ένα µικρότερης δύναµης πολυώνυµο, µπορεί να µην είναι εξίσου ευέλικτο για να 

περάσει από όλα τα σηµεία, ενώ αντίθετα, ένα µεγαλύτερης δύναµης είναι στην 

πραγµατικότητα τόσο ευέλικτο ή προσαρµοστικό, ώστε “προσεγγίζει” ακριβώς τα σηµεία, 

υιοθετώντας ένα τόσο παράδοξο σχήµα, το οποίο µπορεί τελικά να µη σχετίζεται µε την 

πραγµατική συνάρτηση που περιγράφει τη σχέση των δεδοµένων  [17] (  ΚΕΦ. 2, Θ).    

Το φαινόµενο της υπερ-προσαρµογής µπορεί να ερµηνευτεί ως µια συνέπεια του 

“πλεονασµού παραµέτρων” (parameters redundancy), δηλαδή το σύστηµα έχει πολύ 

περισσότερες παραµέτρους, από όσες χρειάζεται για τη λύση του προβλήµατος. Αυτό για ένα 

πολυώνυµο σηµαίνει ότι έχει πολλούς όρους: έτσι προσαρµόζεται ακριβώς στα δεδοµένα, αντί 

να οµαλοποιεί τις ταλαντώσεις που προέρχονται από το θόρυβο αυτών [1]. Για παράδειγµα, 

υποθέτουµε ότι προσαρµόζουµε πέντε σηµεία (κόκκινους κύκλους στο σχήµα  4.11(β)) στο 

µοντέλο του 4-βάθµιου πολυωνύµου ax4+bx3+cx2+dx +e, αντί της ευθείας ax+b (σχ. 4.11(α)). 



    

 77 

Παρόλο που η τελευταία δεν µπορεί να περάσει από όλα τα σηµεία αυτά, ωστόσο είναι πιθανόν 

να κάνει καλύτερη πρόβλεψη για τα νέα σηµεία [82]. 

 

 
                         (α)                                                                        (β) 

Σχήµα 4.11: Στην κατασκευή του µοντέλου, οι περισσότερες παράµετροι δεν σηµαίνουν πάντα 

καλύτερα αποτελέσµατα. Η καµπύλη των πέντε  σταθερών (a, b, c, d, e) προσαρµόζεται 

ακριβώς στα αρχικά δεδοµένα (κόκκινοι κύκλοι) (β) καλύτερα από τη γραµµική συνάρτηση (α), 

αλλά η “πρόβλεψη” των νέων σηµείων θα είναι χειρότερη [82].  

 

Τα ANN έχουν ακριβώς το ίδιο πρόβληµα: ένα δίκτυο µε περισσότερα βάρη, µπορεί να 

περιγράψει µια πολύπλοκη συνάρτηση (επιπλέον και κάθε άσχετη πληροφορία που 

εµπεριέχεται στα δεδοµένα, αλλά και θόρυβο [76, 83, 84]), και είναι επιρρεπές στην υπερ-

προσαρµογή. Η επιλογή είναι ανάµεσα σε ένα επαρκή αριθµών ελεύθερων παραµέτρων 

(βαρών) ικανών να αντιπροσωπεύσουν τη συνάρτηση και ένα µεγάλο αριθµό ελεύθερων παρα-

µέτρων που µπορεί να οδηγήσουν σε υπερ-προσαρµογή [76]. Αυτό συµβαίνει γιατί τότε τα 

δείγµατα εκπαίδευσης είναι πολύ λίγα για να “εκπαιδεύσουν” επαρκώς, το µεγάλο αριθµό 

βαρών ή ενδιάµεσων µονάδων [51]. Πραγµατικά, ο λόγος του αριθµού των δειγµάτων εκπαί-

δευσης και των βαρών φαίνεται να παίζει πολύ σηµαντικό ρόλο στη δηµιουργία ή όχι 

φαινοµένων υπερ-προσαρµογής. Έτσι, πολλοί συγγραφείς (βλ. παρακάτω) ζητούν τα δείγµατα 

εκπαίδευσης να είναι τουλάχιστον περισσότερα από τον αριθµό των βαρών, ενώ όταν ο αριθµός 

των δειγµάτων, είναι τουλάχιστον 30 φορές µεγαλύτερος, δεν φαίνεται να υφίστανται 

ανάλογα φαινόµενα [76]. Αντίθετα, οι Fernandes και Lona [85] αµφισβητούν έντονα τον 

παραπάνω κανόνα δηλώνοντας ότι µόνο για τις κλασικές παραδοσιακές µεθόδους απαιτείται ο 

αριθµός των δειγµάτων εκπαίδευσης να είναι µεγαλύτερος του αριθµού των βαρών. Έτσι, συνι-

στούν τη χρήση τόσων δειγµάτων εκπαίδευσης ώστε ο αριθµός τους να ισούται µε το 20πλάσιο 



    

 78 

του γινοµένου εισερχοµένων και εξερχοµένων. Για µεγαλύτερο αριθµό δειγµάτων, η απόδοση 

του δικτύου αποσταθεροποιείται (“insensitive to too many data”). Χωρίζουν δε τα µοντέλα 

ANN σε τρεις οµάδες ανάλογα µε την αναλογία των αριθµών εισερχοµένων και εξερχοµένων 

και προτείνουν πρακτικούς κανόνες για τον αριθµό των ενδιάµεσων στιβάδων και νευρώνων 

(  ΚΕΦ. 2, Θ). Από την άλλη µεριά, οι Zupan και Gasteiger [1] συµβουλεύουν τη χρήση 

άλλων τεχνικών όταν δεν υπάρχουν αρκετά δεδοµένα προς εκπαίδευση του µοντέλου, ενώ ο 

Kim [43] αποδεικνύει πειραµατικά την καλύτερη απόδοση των ANN ειδικά στην περίπτωση 

πολυπλοκότερων προβληµάτων (περισσότερα δείγµατα, οµάδες ταξινόµησης, ανεξάρτητες 

µεταβλητές συνεχείς και κατηγοροποίησης). Στην πραγµατικότητα, ακόµα και ένα γραµµικό 

µοντέλο µπορεί να οδηγηθεί στην υπερ-προσαρµογή σε ένα χώρο πολλών διαστάσεων [86]. 

Στην περίπτωση των λίγων δειγµάτων εκπαίδευσης, το µικρότερο σφάλµα πρόβλεψης που 

παρατηρείται µπορεί να οφείλεται στην υπερ-προσαρµογή και όχι στην εύρεση του καλύτερου 

µοντέλου. Η δυνατότητά του για “γενίκευση” (generalization) είναι περιορισµένη, µε 

αποτέλεσµα να µην µπορεί να ανταποκριθεί σε νέα δείγµατα, εκτός της οµάδας εκπαίδευσης. 

Αντίθετα, ένα δίκτυο µε λιγότερα βάρη, µπορεί να µην είναι ικανό να περιγράψει την 

υπάρχουσα συνάρτηση. Για παράδειγµα, ένα δίκτυο µε µηδενικές ενδιάµεσες στιβάδες µπορεί 

απλά να απεικονίσει µια γραµµική συνάρτηση (βλ. επίσης σχ. 4.8, § 4.1.4).  

Συµπερασµατικά λοιπόν, φαινόµενα υπερ-προσαρµογής εµφανίζονται συχνά σε δίκτυα 

µε λίγα δείγµατα. Ωστόσο, δίκτυα µε µεγάλη οµάδα εκπαίδευσης είναι επίσης επιρρεπή σε 

φαινόµενα υπερ-προσαρµογής όταν οι µεταβλητές είναι επίσης πολλές και η πραγµατική 

συνάρτηση πολύπλοκη [87]. 

Οι µέθοδοι που εφαρµόζονται για την αποφυγή φαινοµένων υπερ-προσαρµογής στα 

ANN µοντέλα περιγράφονται συνολικά µε τον όρο “οµαλοποίηση” (“regularization” [17, 86]. 

Ο σκοπός εδώ είναι τα δεδοµένα να λαµβάνονται λιγότερο υπόψη από το µοντέλο (µικρότερη 

διακύµανση, βλ. παρακάτω και § 4.3.16). Περισσότερες λεπτοµέρειες για τις µεθόδους οµαλο-

ποίησης, αναφέρονται στο παράρτηµα της διατριβής, (  ΚΕΦ. 2, Θ). Εδώ θα αναφερθεί 

παρακάτω, µόνο η “µέθοδος του πρώιµου τερµατισµού” (“early stopping method”), που 

αποτελεί την πιο δηµοφιλή και επιπλέον χρησιµοποιείται στην παρούσα εργασία.  

Γενικότερα, συγγραφείς και ερευνητές ανά τον κόσµο, ενθαρρύνουν τη χρήση 

λιγότερων βαρών, νευρώνων (µονάδων) ή µεταβλητών για την αποφυγή προβληµάτων υπερ-

προσαρµογής και συνεπώς καλύτερα αποτελέσµατα στα νέα άγνωστα δείγµατα  [1, 17, 26, 57, 

76, 86, 88 - 94]. Οι “συµπαγείς δοµές ” (compact ή simple) θεωρούνται σαφώς ότι 

πλεονεκτούν σε σχέση µε τις πολυπλοκότερες [1, 17, 92 - 94]. Υπάρχουν αλγόριθµοι οι οποίοι 

µετά το τέλος της εκπαίδευσης “κόβουν” τους νευρώνες µε πολύ µικρά βάρη (σε αντιδιαστολή 

µε τα µεγάλα βάρη που αναφέρθηκαν παραπάνω), ή νευρώνες που έχουν παρόµοιες ή σχεδόν 
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σταθερές εξερχόµενες τιµές, καθώς η συνεισφορά τους στο επίπεδο του επόµενου νευρώνα 

είναι µάλλον ελάχιστη, ώστε τελικά η δοµή του δικτύου να γίνει πιο συµπαγής [17, 52, 95]. 

Γενικά επίσης, προτείνονται µέθοδοι για την αποτελεσµατική µείωση των µεταβλητών (βλ. § 

4.4.3 και  ΚΕΦ. 2, Θ).  

Σε πολλές από τις βιβλιογραφικές προσεγγίσεις, διαφαίνεται η σχέση ανάµεσα στην 

πολυπλοκότητα του µοντέλου και τα συνολικά διαθέσιµα δείγµατα. Έτσι, ο Grzesiak et al. [96] 

κάνει αναφορές σε µελέτες που θέλουν τον αριθµό των δειγµάτων εκπαίδευσης nt να δίνεται 

από τις σχέσεις: h×v ≤ nt ≤ 2×wn×(1+logN) ή nt = 2v όπου h ο αριθµός των µονάδων της 

ενδιάµεσης στιβάδας, Ν, wn οι συνολικοί αριθµοί µονάδων και βαρών αντίστοιχα και v ο 

αριθµός των µεταβλητών. Ένα γραφικό παράδειγµα για δυαδική ταξινόµηση φαίνεται στο 

σχήµα 4.12 [97]. 

 

 
Σχήµα 4.12: Συσχέτιση ανάµεσα στην πολυπλοκότητα του µοντέλου και τον αριθµό των 

δειγµάτων [97]. 

 

Στο σχήµα αυτό φαίνονται οι δυο οµάδες δειγµάτων και τα προτεινόµενα όρια µεταξύ 

αυτών. Τα πραγµατικά όρια φαίνονται στο σχήµα 4.12(α), τα οποία αρχικά είναι άγνωστα. Ο 

έλεγχος της πολυπλοκότητας είναι βασικός για την αποφυγή φαινοµένων υπερ-προσαρµογής 

(σχ. 4.12(β)) ή αντιστρόφως την κατασκευή υπερ-απλουστευµένων µοντέλων (σχ. 4.12(γ)). 

Μια καλή προσαρµογή, ακριβής για τη βάση των δειγµάτων που διατίθεται, φαίνεται στο 

(α) (β) (γ) 

(δ) (ε) (στ)
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σχήµα 4.12(δ). Με λιγότερα δείγµατα, ο έλεγχος της πολυπλοκότητας θα µπορούσε να είναι 

παραπλανητικός (σχ. 4.12(ε)), ενώ αντίθετα µια απλή λύση θα ήταν πιο ακριβής ((σχ. 4.12(στ)). 

Το τελευταίο εξηγείται από το γεγονός ότι για περισσότερα δείγµατα, είναι ασφαλέστερο να 

αναζητούνται πολυπλοκότερα µοντέλα, αλλά και αντίστροφα, αν τα όριο µεταξύ των οµάδων 

είναι πράγµατι πολύπλοκα, δεν είναι δυνατό να βρεθεί ασφαλές µοντέλο χωρίς πολλά δείγµατα 

[97].  

Μια γενικότερη προσέγγιση επιχειρεί ο Stathakis [92], ο οποίος διευκρινίζει επιπλέον το 

καθεστώς της µίας µόνο ενδιάµεσης στιβάδας όπως έχει αυτό επικρατήσει. Σύµφωνα λοιπόν 

µε τον Hecht-Nielsen [98], οποιαδήποτε συνεχής συνάρτηση µπορεί να προσεγγιστεί από ANN 

µε µία ενδιάµεση στιβάδα και 2×v+1 µονάδες. Eσφαλµένα ωστόσο, θεωρήθηκε πανάκεια η λύ-

ση της µίας στιβάδας µε τον αντίστοιχο αριθµό µονάδων, καθώς ο Hecht-Nielsen αναφερόταν 

σε µια πιο πολύπλοκη συνάρτηση σε σχέση µε τη συνήθη σιγµοειδή που χρησιµοποιείται ως 

συνάρτηση ενεργοποίησης (§ 4.3.4). ∆υο ενδιάµεσες στιβάδες ωστόσο, είναι ικανές να εξισορ-

ροπήσουν τη διαφορά που προκύπτει από τη χρήση απλούστερων συναρτήσεων µε µικρότερο 

µάλιστα αριθµό µονάδων και µεγαλύτερη ευελιξία [76, 92]. Έτσι, προτείνονται λύσεις όπως η 

χρήση µίας στιβάδας µε σιγµοειδή συνάρτηση και µεγάλο αριθµό µονάδων [6], ίσο για 

παράδειγµα µε τον αριθµό των δειγµάτων εκπαίδευσης nt, ή εναλλακτικά δυο στιβάδων µε 

αριθµό µονάδων tn)2m( ×+ +2 )2m/(n t +  και m )2m/(n t + για την πρώτη και δεύτερη 

στιβάδα αντίστοιχα, όπου m ο αριθµός των εξωτερικών νευρώνων. Ωστόσο όπως αναφέρθηκε 

παραπάνω, εξαιτίας φαινοµένων υπερ-προσαρµογής, οι παραπάνω σχέσεις αφορούν το µέγιστο 

προτεινόµενο αριθµό στιβάδων και όχι την πραγµατική λύση [92]. Το ίδιο εξάλλου υποστήριζε 

και ο Hornik et al. [99], δυο δεκαετίες νωρίτερα αποδεικνύοντας ότι “οι MPL δοµές µπορούν 

µε τη χρήση µιας οποιασδήποτε squash συνάρτησης ενεργοποίησης να προσεγγίσουν ουσια-

στικά οποιαδήποτε συνάρτηση µε τον επιθυµητό βαθµό ακρίβειας, εφόσον υπάρχουν αρκετές 

διαθέσιµες ενδιάµεσες µονάδες. Αυτό σηµαίνει ότι τα MLP µοντέλα είναι “καθολικοί 

εκτιµητές” (universal approximators) [85, 80, 99]. Αποτυχία στην εφαρµογή τους µπορεί µόνο 

να αποδοθεί στον ανεπαρκή αριθµό ενδιάµεσων οµάδων ή στην παρουσία λογικών και όχι 

νοµοτελειακών (µαθηµατικών) σχέσεων µεταξύ των δεδοµένων” [99]. 

Η καλύτερη κάθε φορά λύση φαίνεται τελικά ότι εξαρτάται από το ίδιο το πρόβληµα και 

οι παραπάνω κανόνες δεν εξασφαλίζουν τη βέλτιστη πάντα τοπολογία. Γενικότερα, η βέλτιστη 

γεωµετρία δείχνει να είναι συνυφασµένη µε τα µικρότερα δίκτυα που µπορούν να “συλλάβουν” 

τη σχέση ανάµεσα στα δείγµατα της οµάδας εκπαίδευσης. Οι δοκιµές κυρίως (“trial and error” 

[1, 20, 49, 63, 69, 84, 85]) αλλά και σχετικά προσφάτως αναπτυχθέντες αλγόριθµοι φαίνεται 

γενικά να επιτυγχάνουν καλές λύσεις  [76, 80, 92]. 
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Μια γενικότερη επίσης αποδεκτή λύση στο πρόβληµα της υπερ-προσαρµογής των 

δικτύων, είναι η χρήση µιας άλλης ανεξάρτητης οµάδας δειγµάτων, της οµάδας επικύρωσης 

(“selection” ή “validation” ή “calibration” ή “control” ή “monitoring” ή “over-fitting test” ή 

“evaluation” ή “internal” sample set). Έτσι, κάποια δείγµατα δεν χρησιµοποιούνται στην 

οµάδα εκπαίδευσης, αλλά “φυλάσσονται” για ένα ανεξάρτητο έλεγχο του µοντέλου (εποµένως 

δεν υπάρχει “διασταύρωση” (“crossing”), όπως στις συνήθεις µεθόδους επικύρωσης (βλ. § 

4.4.2). Η επιλογή των δυο οµάδων δειγµάτων πρέπει να είναι αντικειµενική, καθώς έχει µεγάλη 

επίδραση στη συνολική απόδοση του δικτύου και την ικανότητα γενίκευσης [76, 100] (βλ. 

παρακάτω). Αρχικά τουλάχιστον και όσο η εκπαίδευση του µοντέλου συνεχίζεται, το σφάλµα 

πρόβλεψης µειώνεται για την οµάδα εκπαίδευσης, αλλά και την οµάδα επικύρωσης (σχ. 

4.13(α)). Ωστόσο, αν το σφάλµα στη δεύτερη οµάδα σταµατήσει να µειώνεται ή/και αντίθετα 

αρχίζει να αυξάνεται, αποδεικνύεται η υπερ-προσαρµογή του µοντέλου (σχ. 4.13(β)) [51, 76]. 

Τότε, συνίσταται η µείωση των ενδιάµεσων στιβάδων ή των µονάδων αυτών, καθώς το µοντέλο 

φαίνεται να είναι πιο πολύπλοκο από όσο υπαγορεύει η συνάρτηση συσχέτισης των εισερ-

χόµενων/εξερχοµένων δεδοµένων. Αντίθετα, αν το δίκτυο δεν είναι ικανό να απεικονίσει τη 

συνάρτηση αυτή, το σφάλµα πρόβλεψης δεν θα µειωθεί σε καµιά από τις δυο οµάδες δειγµάτων 

σε ικανοποιητικό επίπεδο και δεν πρόκειται προφανώς να συµβεί υπερ-προσαρµογή. Η παρα-

πάνω µέθοδος σύγκρισης των σφαλµάτων πρόβλεψης των οµάδων εκπαίδευσης και επικύ-

ρωσης, η οποία και οδηγεί στην παύση της εκπαίδευσης, ονοµάζεται “µέθοδος του πρώιµου 

τερµατισµού” (“early stopping method”) [86, 101].  

Τέλος, το δίκτυο ελέγχεται ως προς την ακρίβεια του, από µια νέα (τρίτη) οµάδα δειγµά-

των: της οµάδας ελέγχου (“test” ή “unknown” sample set). Τα δείγµατα αυτά είναι τελείως 

ανεξάρτητα και δεν συµµετέχουν στη διαµόρφωση των παραµέτρων του δικτύου. Εξάλλου, θα 

ήταν τελείως άδικο να ελεγχθεί το µοντέλο µε µια οµάδα δειγµάτων (την οµάδα επικύρωσης)  

για την οποία τερµατίστηκε η εκπαίδευση µε βάση το σφάλµα που µετρήθηκε σε αυτήν. Η 

εκτίµηση της ακρίβειας θα ήταν εντελώς µεροληπτική [102, 103].   

Το σχήµα 4.13(γ) απεικονίζει τη µορφή ενός “παραλυµένου” δικτύου (paralyzed ή 

premature saturated) (βλ. § 4.3.9). Αυτό σηµαίνει, ότι η µείωση του σφάλµατος πρόβλεψης για 

τις οµάδες εκπαίδευσης και επικύρωσης σταµατά πολύ νωρίς, ώστε αυτό να είναι πολύ υψηλό 

για να γίνει αποδεκτό.  

Το σχήµα 4.13(δ) απεικονίζει τη συµπεριφορά του δικτύου, όταν οι οµάδες εκπαίδευσης 

και επικύρωσης αντιπροσωπεύουν διαφορετικά δείγµατα, ή όταν υπάρχουν έκτροπες τιµές στην 

οµάδα επικύρωσης και όχι στην οµάδα εκπαίδευσης (βλ. παρακάτω) [51]. Η ύπαρξη σηµα-

ντικών εκτρόπων τιµών στην οµάδα εκπαίδευσης εξάλλου, µπορεί να “συµπιέσει” τα υπόλοιπα 

δείγµατα σε ένα πολύ στενό εύρος τιµών και να δυσκολέψει την εκπαίδευση του δικτύου [58].  



    

 82 

 

 

 

 

 

 

 

 

 

 

(α) (β) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

(γ) (δ) 

Σχήµα 4.13: (α) Ιδανική απεικόνιση δικτύου MLP. Η µαύρη γραµµή αναπαριστά το σφάλµα στην 

οµάδα εκπαίδευσης, ενώ η διακεκοµµένη στην οµάδα επικύρωσης. (β) Υπερ-προσαρµογή δικτύου. 

(γ) “Παραλυµένο” δίκτυο. (δ) ∆ίκτυο όπου οι οµάδες εκπαίδευσης και επικύρωσης περιέχουν 

διαφορετικά δείγµατα ή η οµάδα επικύρωσης περιέχει έκτροπες τιµές [51]. 

 

Ανακεφαλαιώνοντας τα παραπάνω, στις επιβλεπόµενες και µη ANN τεχνικές, χρησιµο-

ποιούνται και πρέπει να γίνεται έτσι 3 οµάδες δειγµάτων: 

1. η οµάδα εκπαίδευσης που περιέχει την οµάδα των “πρότυπων” δειγµάτων, 

2. η οµάδα επικύρωσης που καθορίζει το τέλος της εκπαίδευσης [89] και χρησιµοποιείται 

στη βελτιστοποίηση των παραµέτρων [26] και την αξιολόγηση του µοντέλου στα 

διάφορα στάδια της εκπαίδευσης [76] και  

3. η οµάδα ελέγχου που ελέγχει την επιτευχθείσα ικανότητα πρόβλεψης (§ 4.2.2) [89]. 

 

4.3.2. Επιλογή και σύνθεση των οµάδων 

 
“Η επιλογή του σωστού µεγέθους και των σωστών παραδειγµάτων για την οµάδα 

εκπαίδευσης, πρέπει να είναι η πιο προσεκτικά σχεδιασµένη προκατεργασία των ANN” [52].  
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Το µέγεθος της οµάδας εκπαίδευσης είναι πολύ σηµαντικό (§ 4.3.10) για την 

αποτελεσµατική εκπαίδευση του δικτύου. Μικρό µέγεθος στην οµάδα εκπαίδευσης καθιστά το 

δίκτυο ανεπαρκές να αναγνωρίσει τις οµάδες και τα “σύνορα” αυτών, ενώ αντίθετα, ένα µεγάλο 

δίκτυο οδηγεί σε φαινόµενα υπερ-προσαρµογής και αυξάνει τον υπολογιστικό χρόνο. Γενικά, ο 

αριθµός των δειγµάτων εκπαίδευσης πρέπει να αντανακλά την πολυπλοκότητα των οµάδων 

ταξινόµησης [6]. Μερικοί συγγραφείς επιλέγουν τις οµάδες εκπαίδευσης (εδώ µπορεί να 

συµπεριλαµβάνεται και η οµάδα επικύρωσης) και ελέγχου µε βάση κανόνες όπως 90 % (vs 

10%), 80 % (vs 20%) ή 70 % (vs 30%) [69]. Ανάλογα ο αριθµός των βαρών µπορεί να 

κυµαίνεται από µισό εκατοµµύριο µέχρι και λιγότερα από 100, γεγονός που επίσης αντανακλά 

την πολυπλοκότητα του προβλήµατος και όχι τελικά την ποιότητα των αποτελεσµάτων [52].  

Ο Palani et al. [91] υποστηρίζει ότι η οµάδα επικύρωσης πρέπει να είναι να κυµαίνεται 

σε ποσοστό 10 – 40 % της οµάδας εκπαίδευσης, η Gramatica θεωρεί ότι τουλάχιστον 20 % των 

δειγµάτων πρέπει να χρησιµοποιείται για την οµάδα ελέγχου, χωρίς να αποκλείει και ανατροπή 

των αναλογιών για συγκεκριµένες εφαρµογές (QSAR, Quantitative Structure Activity Relation-

ships) [104], ενώ ο Zupan et al. [74] υποστηρίζει ότι οι οµάδες εκπαίδευσης και ελέγχου πρέπει 

να έχουν το ίδιο µέγεθος, ή η δεύτερη να είναι ελαφρά µεγαλύτερη (στην πράξη το εφαρµόζει 

και ο ίδιος χρησιµοποιώντας πολύ µικρές οµάδες εκπαίδευσης: 20-25 % του συνόλου των 

δειγµάτων [79]). Τέλος ο García-González et al. [105] χρησιµοποιεί την αναλογία 50/25 και 25 

% αντίστοιχα για τις οµάδες εκπαίδευσης, επικύρωσης και ελέγχου. 

Επιπλέον, η κατανοµή των δειγµάτων στις τρεις κατηγορίες δειγµάτων είναι πολύ 

κρίσιµη στην ανάπτυξη των ANN. Πρέπει να γίνεται µε τρόπο αντικειµενικό, καθώς έχει 

σηµαντική επίδραση στην απόδοση του δικτύου [1, 6, 17, 69, 102, 104]. Έτσι, το δίκτυο που 

µαθαίνει από την οµάδα εκπαίδευσης, θα έχει φτωχή “γενίκευση” αν η οµάδα αυτή δεν είναι 

αντιπροσωπευτική όλων των δειγµάτων [100], ενώ θα δείχνει προκατάληψη προς την περιοχή 

που συγκεντρώνονται τα περισσότερα δείγµατα [80, 85]. Έτσι, η οµάδα εκπαίδευσης όχι απλά 

πρέπει να καλύπτει ένα µεγάλο εύρος τιµών, αλλά και να περιέχει όσον το δυνατό διαφορετικές 

τιµές στις µεταβλητές που την ορίζουν [85]. Μια καλή επιλογή της οµάδας εκπαίδευσης πρέπει 

να καλύπτει τυπικά αλλά και απρόσµενα σενάρια [106]. Ένα δίκτυο εκπαιδευµένο σε 900 

“καλές” και 100 “κακές” περιπτώσεις θα δείξει προκατάληψη στις αποφάσεις υπερ των καλών 

περιπτώσεων, αφού έτσι θα µειώσει προφανώς το σφάλµα του. Αν ωστόσο, η κατανοµή των 

καλών και κακών στον πραγµατικό πληθυσµό είναι διαφορετική, οι αποφάσεις του µοντέλου θα 

είναι επίσης λανθασµένες. Ένα καλό παράδειγµα είναι η διάγνωση µιας ασθένειας. Ας 

υποθέσουµε ότι το 90 % των ασθενών που εξετάζονται είναι υγιείς. Το δίκτυο εκπαιδεύεται µε 

ένα ανάλογο δείγµα, αλλά χρησιµοποιείται για ένα ειδικό δείγµα ασθενών µε πιθανότητες της 

ασθένειας 50/50. Το µοντέλο τότε, θα αποτύχει να αναγνωρίσει την ασθένεια σε κάποιους 
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ασθενείς. Αν αντίθετα, το δίκτυο εκπαιδευτεί στην ειδική αυτή οµάδα ασθενών και δοκιµαστεί 

σε συνήθη πληθυσµό, το µοντέλο θα “κατασκευάσει” ασθενείς [17]. Για τον ίδιο λόγο ο Zupan 

et al. [74] προτείνει να υπάρχει οµοιογένεια (ίσος αριθµός δειγµάτων από κάθε οµάδα) στα 

δείγµατα εκπαίδευσης, ενώ οι Grzesiak et al. [96] και ο García-González et al. [105] να υφί-

σταται η ίδια αναλογία των οµάδων στα δείγµατα εκπαίδευσης και ελέγχου. Επίσης, οι Balabin 

και Lomakina [107] επιλέγουν συνειδητά τα δείγµατα µε τις µικρότερες ή µεγαλύτερες τιµές 

εισερχοµένων ως οµάδα εκπαίδευσης ώστε να αποκλείσουν την πιθανότητα συµπερασµατικής 

εξαγωγής µε προεκβολή  (extrapolation).  

Η δυνατότητα για προεκβολή αποδεικνύεται γενικά επικίνδυνη στην περίπτωση των 

ANN (βλ. § 4.3.10) [17, 51, 52, 76, 77]. Πράγµατι στην περίπτωση αυτή, όταν το µοντέλο 

αναπόφευκτα κάποια στιγµή “αντιµετωπίσει” τα εξωτερικά δείγµατα ελέγχου µε απαιτήσεις για 

καλή απόδοση, θα αποτύχει [100]. Έτσι αρκετές φορές, απαιτείται µια οργανωµένη επιλογή 

των τριών οµάδων, που να διασφαλίζει την κατανοµή των αντικειµένων στο χώρο των δειγµά-

των και όχι µια αυθαίρετη, τυχαία “ανάθεση” καθηκόντων [100, 108]. Σχετικά, οι Fernandes 

και Lona µάλιστα [85], αναφέρουν ότι η οµάδα ελέγχου θα πρέπει να οριοθετείται στο 85 µε 95 

% της οµάδας εκπαίδευσης για καλύτερα αποτελέσµατα (σχ. 4.14). 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 4.14: Εύρος της οµάδας εκπαίδευσης [85]. 

 

Για αυτόν το σκοπό, µπορεί επίσης να χρησιµοποιηθεί ο αλγόριθµος Kennard-Stone 

(K-S), σύµφωνα µε τον οποίο, τα δείγµατα της οµάδας εκπαίδευσης, επιλέγονται µε βάση το 

κριτήριο της ενδο-δειγµατικής απόστασης (inter-distance criterion,  ΚΕΦ. 2, Θ). Τα 

δείγµατα εκπαίδευσης που επιλέγονται από τον K-S αλγόριθµο, “σαρώνουν” όλο το χώρο έτσι 

ώστε, το δείγµα ελέγχου που θα δοκιµαστεί να υφίσταται ουσιαστικά παρεµβολή (inter-
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polation) και να πέφτει στην περιοχή εφαρµογής του αντίστοιχου µοντέλου (applicability 

domain, AD) [61, 104, 109]. Ωστόσο, µε την εφαρµογή του K-S αλγόριθµου, µπορεί να 

παρατηρηθεί το φαινόµενο του µεγαλύτερου σφάλµατος για την οµάδα εκπαίδευσης, παρά για 

την άγνωστη οµάδα ελέγχου (recognition ability vs prediction ability, βλ. § 4.2.2, 7.3.5). Αυτό 

συµβαίνει, γιατί καθώς ο αλγόριθµος ερευνά για τα πιο “αποµακρυσµένα” στο χώρο των 

δεδοµένων δείγµατα για την οµάδα εκπαίδευσης, τα εναποµείναντα δείγµατα ελέγχου χαρα-

κτηρίζονται από τη µέγιστη οµοιοµορφία. Έτσι, τα δείγµατα αυτά ανήκουν σε ένα υπο-χώρο 

του χώρου εκπαίδευσης και µπορούν να προβλεφθούν µε µεγάλη ακρίβεια. Αντίθετα, η τυχαία 

επιλογή των δειγµάτων εκπαίδευσης (random selection, R-S) θα οδηγούσε ίσως σε “κοντινά” 

µεταξύ τους δείγµατα για την οµάδα αυτή και σε άγνωστα δείγµατα εκτός του εύρους εκπαί-

δευσης. Το αποτέλεσµα θα ήταν η φτωχή ικανότητα πρόβλεψης [110, 111], καθώς η τυχαία 

επιλογή δειγµάτων δεν εγγυάται την αντιπροσωπευτική επιλογή αυτών. Έτσι, δεν εξασφαλί-

ζεται ότι τα όρια των εξωτερικών δειγµάτων ελέγχου θα περιλαµβάνονται στα όρια της βαθµο-

νόµησης του µοντέλου. Ωστόσο η τυχαία επιλογή δειγµάτων, υιοθετείται συχνά από τους 

ερευνητές γιατί αποτελεί την πιο απλή λύση. Μια υποοµάδα δειγµάτων τυχαία επιλεγµένη από 

µια µεγαλύτερη βάση δεδοµένων ακολουθεί τη στατιστική κατανοµή ολόκληρου του δείγµατος 

[111]. 

Ο αλγόριθµος SPXY (Sampling set Partioning based on joint x-y distances) αποτελεί 

µια βελτιωµένη εναλλακτική του K-S αλγόριθµου, καθώς λαµβάνει υπόψη του τις αποστάσεις 

στις ανεξάρτητες x, αλλά και την εξαρτηµένη y µεταβλητή (  ΚΕΦ. 2, Θ).  

Οι Zupan και Gasteiger [1] εφαρµόζουν πειραµατικό σχεδιασµό (experimental design) 

για να επιλέξουν την καλύτερη οµάδα εκπαίδευσης σε µια εφαρµογή για την πρόβλεψη της 

πολικότητας των δεσµών µε τη χρήση νευρωνικών δικτύων. Για τις τέσσερις µεταβλητές ένας 

τέτοιος σχεδιασµός τριών επιπέδων (χαµηλή πολικότητα, µέτρια, υψηλή) απαιτεί 34 = 81 

δεδοµένα, τα οποία επιλέγονται προσεχτικά από τη διαθέσιµη οµάδα εκπαίδευσης. 

Άλλοι τρόποι εύρεσης για την εύρεση της αντιπροσωπευτικότερης οµάδας δειγµάτων 

της οµάδας εκπαίδευσης αλλά και την επιλογή των δυο άλλων οµάδων αναφέρονται και αλλού 

(  ΚΕΦ. 2, Θ). Οι πιο πολλές ωστόσο µέθοδοι αντιπροσωπευτικής επιλογής δειγµάτων για 

την εκπαίδευση και έλεγχο των µοντέλων, επικεντρώνονται στη συνεχή και τυχαία επανα-

δειγµατοληψία (“resampling”) της αρχικής οµάδας µε τεχνικές όπως η Monte Carlo, 

bootstrapping και cross-validation (§ 4.3.16, 4.4.2) [17, 86].   
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4.3.3. Τεχνικές ANN 

 
Η αρχιτεκτονική των ΑΝN περιλαµβάνει όπως ήδη αναφέρθηκε, την εισερχόµενη 

στιβάδα, τις ενδιάµεσες στιβάδες (αν υπάρχει είναι συνήθως µόνο µία) και την εξερχόµενη. 

Στις ενδιάµεσες και εξερχόµενες στιβάδες, περιλαµβάνονται νευρώνες που επεξεργάζονται τα 

εισερχόµενα (από τους νευρώνες των προηγούµενων στιβάδων) αποτελέσµατα µε τη βοήθεια 

βαρών και συναρτήσεων ενεργοποίησης. 

Ανάλογα µε τον τύπο της συνάρτησης που χρησιµοποιείται (βλ. § 4.3.4), τα δίκτυα 

διαφοροποιούνται σηµαντικά και εποµένως το χαρακτηριστικό αυτό ορίζει ουσιαστικά την 

ANN τεχνική: 

1. Γραµµικά δίκτυα (linear): η συνάρτηση ενεργοποίησης είναι γραµµική. Η ικανότητα 

µοντελισµού και προσέγγισης της πραγµατικής συνάρτησης είναι µειωµένη. Ωστόσο 

εδώ, είναι δυνατό να προσδιοριστεί το µοντέλο εκείνο που πραγµατικά µηδενίζει το 

σφάλµα (βλ. παρακάτω). Συγκρινόµενα δε, µε παραδοσιακές γραµµικές τεχνικές, τα 

Γραµµικά Νευρωνικά ∆ίκτυα είναι ελεύθερα παραδοχών και περιορισµών (§ 4.4.1) και 

παρέχουν τη δυνατότητα αναπαράστασης µέσω των καµπυλών ROC σε δυαδικά 

προβλήµατα (§ 6.3.4) [112]. 

2. Πολυστιβαδικά Νευρωνικά ∆ίκτυα (Multi-layer perceptron, MLP): έχει επικρατήσει 

να ονοµάζονται τα δίκτυα µε συναρτήσεις σιγµοειδείς ή υπερβολές. Εδώ, το τίµηµα για 

την πραγµατικά µεγάλη ικανότητα µοντελισµού είναι ότι ενώ µπορούµε να ελατ-

τώσουµε το σφάλµα προσδιορίζοντας το βέλτιστο µοντέλο, ποτέ δεν είµαστε σίγουροι 

ότι αυτό δεν µπορεί να γίνει ακόµα µικρότερο.  

3. ∆ίκτυα Ακτινικής Βάσης δίκτυα (Radial Basis Function, RBF): η συνάρτηση ενεργο-

ποίησης είναι Γκαουσιανή (Gaussian). 

Οι αλγόριθµοι που χρησιµοποιούνται στα παραπάνω δίκτυα, ελαχιστοποιούν το 

σφάλµα, δηλαδή τη διαφορά ανάµεσα στη θεωρητική τιµή και την υπολογιζόµενη από το 

δίκτυο απόκριση (εξερχόµενο σήµα) σε µια σειρά περιόδων µε συνεχείς κυκλικούς υπολο-

γισµούς. Έτσι µπορούµε να φανταστούµε µια επιφάνεια σφάλµατος (βλ. § 4.3.5), στην οποία 

κινούµαστε επιζητώντας το ολικό ελάχιστο. Οι περίοδοι τερµατίζονται όταν εκπληρωθούν οι 

προδιαγραµµένες από την αρχή συνθήκες (βλ. κανόνες τερµατισµού § 4.3.7). Παράλληλα αξιο-

λογούνται οι εισερχόµενες µεταβλητές και απορρίπτονται δεδοµένα που θα µπορούσαν να 

οδηγήσουν σε υπερ-προσαρµογή του δικτύου. 

Στις παραγράφους που ακολουθούν, εξετάζονται αναλυτικά όλα τα χαρακτηριστικά των 

ANN αλλά ειδικότερα των MLP. 
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4.3.4. Συναρτήσεις ενεργοποίησης 

 
Ποικιλία συναρτήσεων µπορούν να χρησιµοποιηθούν ως συναρτήσεις ενεργοποίησης 

σε ενδιάµεσες ή την εξωτερική στιβάδα των Νευρωνικών ∆ικτύων. Οι συναρτήσεις αυτές 

πρέπει έχουν παράγωγο που να ορίζεται σε µια ευρεία περιοχή [51] δηλαδή να είναι 

παραγωγίσιµες (differentiable) και επιπλέον συνεχείς, φραγµένες, αύξουσες [6, 65, 73, 113]. 

Ουσιαστικά, η συνάρτηση ενεργοποίησης είναι ο κανόνας µετασχηµατισµού των “ζυγισµένων” 

εισερχοµένων σε εξερχόµενα και εισάγει παράλληλα τη µη-γραµµικότητα στο δίκτυο [113].  

Επιγραµµατικά θα αναφέρουµε µερικές µόνο συνήθεις (γραµµικές ή µη) συναρτήσεις 

ενεργοποίησης [73]. Περισσότερες λεπτοµέρειες είναι διαθέσιµες στο ηλεκτρονικό παράρτηµα 

της διατριβής (  ΚΕΦ. 2, Θ). 

1. Ταυτοτική συνάρτηση  (Identity function): 

                                                      f (x) = x                                       (4.4) 

2. ∆υαδική βηµατική συνάρτηση ή συνάρτηση κατωφλίου θ (binary step function ή thres-

hold function (σχ. 4.15): 

   1 αν x ≥ θ 

                                                                          0 αν x < θ 

 Η συνάρτηση αυτή µπορεί να πάρει µόνο δυο τιµές: 0 ή 1. Η σηµαντική παράµετρος 

είναι το κατώφλι θ. Το εξερχόµενο της συνάρτησης εξαρτάται από αυτό, δηλαδή η τιµή 

του θ καθορίζει αν ο νευρώνας θα ενεργοποιηθεί ή όχι. Η δυαδική βηµατική συνάρτηση 

δίνει καθορισµένες σαφείς απαντήσεις: ναι ή όχι. Έτσι, χρησιµοποιείται σε τελικά 

στάδια (final outputs), όταν απαιτούνται ξεκάθαρες απαντήσεις [1].  

 

 

Σχήµα 4.15: ∆υαδική βηµατική συνάρτηση [1]. 

 

Εναλλακτική της παραπάνω συνάρτησης αποτελεί η συνάρτηση λογική κατωφλίου 

(threshold logic) [52]: 

                                    f(x) = max [0, min(x, 1)]                   (4.5β)   

η οποία τελικά φαίνεται να παίρνει τρεις τιµές: 0, x, 1. 

x 

f(x) 

(4.5α) f(x) = 
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3. ∆υαδική σιγµοειδής συνάρτηση (binary sigmoid function) 

                                                  f(x) = 
θ)x(e1

1
+β−+

                          (4.6) 

4. Γκαουσιανή συνάρτηση (Gaussian function) 

                                               f(x) =  
π2

1
 ∫

=

−=

−
zt

zt

t dte
2

 [1]                  (4.7)  

Η σιγµοειδής συνάρτηση (σχέση 4.6) είναι η πιο σηµαντική για τα MLP δίκτυα. 

Πλεονεκτεί έναντι των πολυωνυµικών συναρτήσεων όταν τα δεδοµένα περιέχουν θόρυβο ή 

υποκρύπτονται µη γραµµικές σχέσεις [76]. Λειτουργεί ακριβώς το αντίθετο από τη δυαδική βη-

µατική (ναι/όχι ή αληθώς/ψευδώς) συνάρτηση που είδαµε παραπάνω (σχέση 4.5α). H 

σιγµοειδής συνάρτηση µπορεί να “συντηρήσει” όλες τις ενδιάµεσες καταστάσεις µεταξύ των 

ακραίων “yes/no” ή “true/false”. Αποτελεί ίσως ένα συνδετικό κρίκο µεταξύ των ANN και των 

“ασαφών” (fuzzy) µεθόδων (§ 2.4.1). Η τιµή της περιορίζεται πάντοτε στο διάστηµα 0 <f(x)< 1, 

για οποιαδήποτε τιµή της εισερχόµενης τιµής x. Αυτό είναι πολύ σηµαντικό, διότι έτσι είµαστε 

βέβαιοι ότι δεν θα υπάρχουν περιπτώσεις που η έξοδος παίρνει µεγάλες τιµές ή αποκτά άπειρη 

τιµή [49]. 

Επιπλέον, η πρώτη παράγωγος της σιγµοειδούς συνάρτησης στις “επίπεδες” περιοχές 

είναι µηδέν (0) (σχ. 4.16), γεγονός πολύ σηµαντικό, όπως θα φανεί παρακάτω, όταν εξετάζουµε 

τις περιοχές όπου τα µοντέλα µαθαίνουν “ευκολότερα” (βλ. § 4.3.10).  

 

 

Σχήµα 4.16: Η παράγωγος της σιγµοειδούς συνάρτησης [1]. 

 

f(x) 

f΄(x) 
x 

x 
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Εδώ θα πρέπει επίσης να τονιστεί ότι οι υψηλές τιµές βαρών µπορούν εύκολα να 

µετατρέψουν τη σιγµοειδή συνάρτηση σε δυαδική βηµατική ενώ αντίθετα µικρές τιµές 

αυτών, ενθαρρύνουν το δίκτυο να “αποκρίνεται” διαρκώς [1]. Το πρόβληµα των υψηλών 

τιµών βαρών αλλά και της υψηλής τιµής των εισερχοµένων (x) στη σιγµοειδή συνάρτηση, 

γίνεται αµέσως κατανοητό από τη µορφή της συνάρτησης αυτής. Βοηθητικά παραδείγµατα για 

την κατανόηση του παραπάνω αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής (  

ΚΕΦ. 2, Θ). 

Στο σχήµα 4.17(α) δίνεται επίσης, η επιφάνεια απόκρισης (µε χρήση σιγµοειδούς 

συνάρτησης) ενός νευρώνα σε ένα MLP δίκτυο µε δυο εισερχόµενες µεταβλητές. Το σχήµα 

4.17(β) αποδίδει σε δυο διαστάσεις το ίδιο φαινόµενο. Η αλλαγή των βαρών και του κατωφλίου 

οδηγεί σε αντίστοιχη προσαρµογή της επιφάνειας αυτής [17, 52].  

 

 

 

 

(α) 
 

(β) 

Σχήµα 4.17: (α) Επιφάνεια απόκρισης για µία µονάδα και δυο εισερχόµενες µεταβλητές ενός 

MLP δικτύου [17]. (β) Η επίδραση των τιµών των βαρών w (κάτω δεξιά διαγράµµατα) και 

του κατωφλίου θ (πάνω δεξιά διαγράµµατα). Τα βάρη w αλλάζουν την κλίση της συνάρτησης 

ενεργοποίησης, ενώ η παράµετρος θ την “µετακινεί” αριστερά ή δεξιά [52].  

 

Μια µεγάλη κλίση αντανακλά µεγάλες τιµές βαρών και εποµένως “ισοπέδωση” της 

σιγµοειδούς συνάρτησης (βλ. παρακάτω). Με ανάλογο τρόπο, η απαρχή της επιφάνειας 

απόκρισης εξαρτάται από το κατώφλι της συνάρτησης [17, 52]. (Η σύγκριση µε δυο απλά 

διώνυµα µπορεί να βοηθήσει στην κατανόηση του παραπάνω. Τα διώνυµα 3x + 2 και 3x + 5, 

έχουν την ίδια κλίση (= 3) που εξαρτάται από το “βάρος” (= 3) του x. Αντίθετα, οι απαρχές 

τους (τοµές στον άξονα y) είναι διαφορετικές και εξαρτώνται από το κατώφλι (= 2 και 5)). 

Η συνάρτηση ενεργοποίησης παίζει γενικά δυο σηµαντικούς ρόλους στη διάδοση του 

σήµατος: “συµπιέζει” τις εξερχόµενες τιµές στο εύρος µεταξύ 0 – 1, ώστε να µην πάρουν πολύ 

αλλάζοντας το 
κατώφλι θ 

αλλάζοντας 
τα βάρη w 

σιγµοειδής 
συνάρτηση 

Συνάρτηση 
κατωφλίου 
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υψηλές τιµές και επιπλέον επιτυγχάνουν τα µη γραµµικά µοντέλα που είναι και το κύριο 

πλεονέκτηµα των ANN [51]. Για την εξωτερική στιβάδα, προτιµάται γενικά η σιγµοειδής 

συνάρτηση σε προβλήµατα ταξινόµησης (εξαιτίας της “συµπίεσης” τιµών που αναφέρθηκε), 

ενώ στις συσχετίσεις ή χρονοσειρές συνίσταται συνεχείς συναρτήσεις [69, 76]. Έτσι, µπορεί να 

επιτευχθεί και προεκβολή όπου είναι ασφαλής και αναγκαία [76]. Εδώ η “συµπίεση” όχι µόνο 

δεν είναι απαραίτητη, αλλά πολλές φορές είναι και επιζήµια. Για την ενδιάµεση στιβάδα, 

συνίσταται η σιγµοειδής συνάρτηση και τα δυο είδη προβληµάτων. Η παράµετρος β στη σχέση 

4.6 συνήθως παραλείπεται (β=1), καθώς αυτή καθορίζει την κλίση της συνάρτησης, η οποία 

ρυθµίζεται επαγωγικά από τα βάρη. Οµοίως συνήθως θ = 0. 

Στο σχήµα 4.18, φαίνεται ότι υπάρχουν πέντε διαφορετικές περιοχές για τη συνάρτηση 

αυτή [51]: 

1. Σ (εισερχόµενο άθροισµα δικτύου) < Α: η απόκριση προσεγγίζει το µηδέν (0), 

2. Α ≤ Σ < Β: η απόκριση είναι µη γραµµική, κυρτή, 

3. Β ≤ Σ < C: η απόκριση είναι σχεδόν γραµµική,  

4. C ≤ Σ < D: η απόκριση είναι µη γραµµική, κοίλη, 

5. Σ  ≥ D: η απόκριση είναι µέγιστη και προσεγγίζει το 1. 

Η περιοχή από A ως D (2 – 4) συνιστά τη δυναµική περιοχή. Οι περιοχές 2 και 4 είναι οι πιο 

σηµαντικές και συνιστούν τη µεγαλύτερη διαφορά ως προς την κλασική γραµµική 

συνάρτηση του perceptron: είναι υπεύθυνες για τη µη γραµµική συµπεριφορά των µοντέλων 

ANN [1, 51].  

 

 
Σχήµα 4.18: ∆ιαφορετικές περιοχές απόκρισης για τη σιγµοειδή συνάρτηση [51]. 

 

F(Σ) 

Σ 
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4.3.5. Επιφάνεια σφάλµατος  

 
Μια βασική έννοια για τα ANN, είναι η επιφάνεια σφάλµατος (error surface). Τα Ν 

βάρη (συµπεριλαµβανοµένου και της προκατάληψης), θεωρούνται διαστάσεις σε ένα χώρο Ν+1 

διαστάσεων. Η τελευταία διάσταση, είναι το σφάλµα του δικτύου. Για κάθε λύση που δίνεται, 

πρέπει να υπολογίζεται σε κάθε περίοδο το σφάλµα ώστε να βρεθεί τελικά το ελάχιστο σε 

αυτήν την επιφάνεια. Η µέθοδος που συχνά χρησιµοποιείται γι’ αυτό το σκοπό, είναι η µέθοδος 

της πιο απότοµης κατάβασης (steepest–descent minimization method). Εδώ χρησιµοποιείται 

το βαθµωτό διάνυσµα (gradient vector) της επιφάνειας σφάλµατος. Το διάνυσµα αυτό έχει την 

κατεύθυνση της πιο απότοµης κατάβασης και καθώς κινούµαστε κατά µήκος αυτού, ελατ-

τώνουµε το σφάλµα [17, 114]. Μια σειρά τέτοιων κινήσεων (µε πιο αργά βήµατα καθώς 

πλησιάζουµε προς το τέλος), θα καταλήξει τελικά στο ελάχιστο [17]. 

Η επιφάνεια σφάλµατος µπορεί να περιέχει λόφους και κοιλάδες. Εξαιτίας δε της 

απότοµης κατάβασης, το δίκτυο µπορεί να παγιδευτεί σε κάποιο τοπικό ελάχιστο, ενώ ένα 

ακόµα µεγαλύτερο ελάχιστο υπάρχει λίγο παρακάτω. Μέθοδοι πιθανοτήτων (probabilistic 

methods), µπορούν να βοηθήσουν ώστε ν’ αποφθεχθεί µια τέτοια παγίδα, αλλά γενικά 

αποδεικνύονται εξαιρετικά αργές. Μια άλλη δυνατότητα είναι να αυξηθεί ο αριθµός των 

µονάδων της ενδιάµεσης στιβάδας. Έτσι αυξάνονται οι διαστάσεις της επιφάνειας σφάλµατος 

και η πιθανότητα παγίδευσης σε τοπικό ελάχιστο γίνεται µικρότερη. Ωστόσο, φαίνεται ότι 

υπάρχει ένα ανώτατο όριο το οποίο όταν ξεπεραστεί,  το σύστηµα φαίνεται να παγιδεύεται πάλι 

σε τοπικά ελάχιστα [59].  

 

4.3.6. Κανόνας ∆έλτα (Delta-rule) 

 

Ο κανόνας ∆έλτα (Delta-rule) είναι ένας κανόνας εκπαίδευσης για Νευρωνικά ∆ίκτυα 

απλής στιβάδας (single-layer neural networks), χωρίς δηλαδή ενδιάµεση στιβάδα. Αποτελεί τη 

βάση του πιο βασικού αλγόριθµου (back-propagation, BP) που αναφέρεται παρακάτω (§ 4.3.9), 

και περιγράφεται µε λεπτοµέρειες στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 2, 

Θ). Γενικά, ο κανόνας ∆έλτα πρεσβεύει τη βελτίωση του διανύσµατος w του βάρους µε τη 

διόρθωση ∆w να είναι ανάλογη µιας παραµέτρου δ (η οποία είναι ανάλογη του σφάλµατος), και 

του εισερχόµενου διανύσµατος x για το οποίο λήφθηκε η λανθασµένη απάντηση [1]. Οι 

διορθώσεις λοιπόν των βαρών είναι τοπικές, µε την έννοια ότι η αλλαγή στο βάρος wj 

“ελέγχεται” από το εισερχόµενο xj που “διατρέχει” ολόκληρη τη σύνδεση και το σφάλµα δq 

στον εξερχόµενο νευρώνα y [65]: 

                                   ∆qwj = nδqxj             µε     δq = dq – yq                           (4.8) 
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όπου ο εκθέτης q (=1,……N) αναφέρεται στο δείγµα q από ολόκληρο το πλέγµα των δειγ-

µάτων, ο δείκτης j στην αντίστοιχη µεταβλητή, yq και dq αντίστοιχα το εξερχόµενο και η θεω-

ρητική απόκριση (σχ. 4.19) και n>0 ο ρυθµός εκπαίδευσης (learning rate). 
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Σχήµα 4.19: ∆ίκτυο απλής στιβάδας µε βάρη wj 

 

Έτσι, ο κανόνας ∆έλτα διαµορφώνει τα βάρη, ελέγχοντας τα πραγµατικά και θεωρητικά 

εξερχόµενα του δικτύου. Επιπλέον, µπορεί να εφαρµοστεί σε συνεχή ή δυαδικά εισερχόµενα 

και εξερχόµενα δεδοµένα [59]. 

Ο ρυθµός εκπαίδευσης (σχέση 4.8 καθορίζει σε ποιο βαθµό θα διορθωθούν τα βάρη [1, 

69, 86, 115] και καθορίζει ουσιαστικά το βήµα (µαζί µε µια σειρά άλλων παραµέτρων, όπως 

την ορµή (βλ. § 4.3.9), το χρόνο της περιόδου και τη συνάρτηση ενεργοποίησης) που γίνεται 

στο χώρο των βαρών [76]. Μικρές τιµές αυτού εξαναγκάζουν το µοντέλο σε αργή σύγκλιση, 

ενώ υπάρχει κίνδυνος παγίδευσης αυτού σε τοπικά ελάχιστα [69, 76, 116]. Αντίθετα σε περί-

πτωση υψηλών τιµών, το σύστηµα µπορεί να είναι ασταθές και να ταλαντώνεται (βλ. § 4.3.9) 

[51, 69, 76, 84, 86, 116]. Αρκετές φορές συνίσταται µεταβαλλόµενος ρυθµός εκπαίδευσης, µε 

την τιµή αυτού να προσαρµόζεται κατά τη διάρκεια της εκπαίδευσης ανάλογα µε το αν το 

σφάλµα αυξάνεται ή ελαττώνεται (βλ. § 4.3.11) [76, 117]. Αναφέρονται δε συναρτήσεις που 

καθορίζουν τη µεταβολή του ρυθµού εκπαίδευσης [118] (  ΚΕΦ. 2, Θ). Οι τιµές του 

κυµαίνονται µεταξύ 0,5 - 1 για τις σιγµοειδείς συναρτήσεις και 0,001 - 0,1 για τις γραµµικές 

[51].  

Η “µεταδοτική” λειτουργία του κανόνα ∆έλτα θα επαληθευτεί στη γενικευµένη µορφή 

του, κατά την περιγραφή του αλγορίθµου BP (βλ. § 4.3.9). Ο αλγόριθµος αυτός χρησιµο-

ποιείται ευρύτατα στα ANN και  θεωρείται ως µια γενίκευση του κανόνα ∆έλτα για µη γραµ-

µικές συναρτήσεις ενεργοποίησης σε Νευρωνικά ∆ίκτυα πολλαπλών στιβάδων [59]. 

 

y d 

wo(b) 

w1 

wj 

wn 
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4.3.7. Κανόνες τερµατισµού / εκτίµησης και σύγκρισης µοντέλων 

 
Η εκπαίδευση των MLP αλλά και άλλων τύπων δικτύων, ανεξάρτητα του αλγορίθµου 

που χρησιµοποιείται, έχει ανάγκη από κάποιον κανόνα τερµατισµού (έλεγχο µιας συνάρτησης 

σφάλµατος) που να “σφραγίζει” τον τερµατισµό της διαδικασίας, ανάλογο µε το µηχανισµό του 

“κλαδέµατος” που περιγράφηκε για τα CT (§ 3.1.2). Οι κανόνες αυτοί χρησιµοποιούνται συγ-

κριτικά και για την αξιολόγηση µοντέλων της ίδιας ή διαφορετικών τεχνικών. 

Το εξερχόµενο σήµα συγκρίνεται µε την επιθυµητή απόκριση, ώστε να υπολογιστεί το 

σφάλµα. Συνήθως παρακολουθούνται διάφοροι παράµετροι σφάλµατος µε γενική απαίτηση την 

ελάχιστη τιµή αυτών. Παρακάτω αναφέρονται µερικές από αυτές:  

1. Το Μέσο Τετράγωνο Σφάλµα (Mean Square Error, MSE) που ισούται µε το άθροισµα 

των τετραγώνων των διαφορών ανάµεσα στο εξερχόµενο σήµα y και τη θεωρητική από-

κριση d για κάθε δείγµα και νευρώνα στην εξωτερική στιβάδα. Για κάθε δείγµα ισχύει: 

                                          MSE = 
K

1
 ∑
=

−
K

1k

2
kk )dy(                           (4.9) 

όπου Κ είναι ο αριθµός των νευρώνων στην εξωτερική στιβάδα [66, 90] ή των όρων 

σφάλµατος [69]. 

Το MSE είναι η πιο συχνά χρησιµοποιούµενη συνάρτηση τερµατισµού. Ωστόσο, αµφι-

σβητείται η αξία της, όταν χρειάζεται να συγκρίνουµε δίκτυα διαφορετικών δεδοµένων. 

Επιπλέον, αγνοεί τη σηµαντική πληροφορία του αριθµού των βαρών. Αυτό σηµαίνει ότι 

καθώς ο αριθµός των εκτιµούµενων παραµέτρων µεγαλώνει, ο αριθµός των βαθµών 

ελευθερίας µικραίνει και αυξάνεται η πιθανότητα υπερ-προσαρµογής του δικτύου. Ένα 

βελτιωµένο MSE θα περιελάµβανε στον παρονοµαστή τους βαθµούς ελευθερίας, δη-

λαδή το συνολικό αριθµό των παρατηρήσεων αφού αφαιρεθούν ο αριθµός των βαρών 

και οι προκαταλήψεις του δικτύου [69].  

2. Η τετραγωνική ρίζα της µέσης τιµής των τετραγώνων των σφαλµάτων (Root Mean 

Squared Error, RMS ή RMSE) είναι λιγότερο κατανοητό από την απόδοση (βλ. 

παρακάτω), αλλά αφορά την παράµετρο που πραγµατικά ελαχιστοποιείται κατά τη 

διάρκεια της εκπαίδευσης. Αφορά το RMS των σφαλµάτων του δικτύου, όπου το κάθε 

σφάλµα (για κάθε δείγµα), υπολογίζεται µε βάση τη θεωρητική και την πραγµατική 

απόκριση [17, 61, 75, 115]:          

                                         RMS = 
P

)dy(
P

1p

2
pp∑

=

−

                           (4.10) 
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όπου P ο αριθµός των δειγµάτων (στην οµάδα εκπαίδευσης ή επικύρωσης). Γενικά, το 

RMS θα πρέπει να ελέγχεται για όλες τις οµάδες δειγµάτων (εκπαίδευσης, επικύρωσης 

και ελέγχου, § 4.3.1), καθώς παρόµοιες τιµές δηλώνουν καλή ικανότητα πρόβλεψης 

αλλά και γενίκευσης του µοντέλου [104].  

Εδώ πρέπει να σηµειωθεί, ότι στις παραπάνω δυο παραµέτρους, αν απλά αλλάξουµε την 

κλίµακα των δεδοµένων, τα µεγέθη του σφάλµατος µπορεί δείχνουν να ελαττώνονται, 

χωρίς την πραγµατικότητα να ισχύει αυτό [119]. Επίσης, αρκετές φορές στη βιβλιο-

γραφία παρατηρείται σύγχυση των δυο παραπάνω µεγεθών µε το MSE να αναφέρεται 

ως το τετράγωνο του RMS [75].  

3. Ο συντελεστής συσχέτισης (correlation coefficient) µεταξύ των θεωρητικών και 

πραγµατικών αποκρίσεων (βλ. επίσης, § 2.2, σχέση 2.8), λύνει το πρόβληµα αυτό. Ο 

συντελεστής αυτός κινείται στο διάστηµα [-1, 1] και περιγράφει τη συνδιακύµανση ή 

όχι των δυο µεγεθών [119].  

4. Η Απόδοση του ∆ικτύου (Performance [17] ή Non-error rate [120] ή Correctness rate 

[119]) που µπορεί να αφορά χωριστά (Training/Selection/Test performance) την κάθε 

οµάδα δειγµάτων  και εξαρτάται από τον τύπο των εξερχόµενων µεταβλητών. Αν αυτές 

είναι συνεχείς (δηλαδή αναφερόµαστε σε δίκτυα συσχέτισης, regression networks), η 

απόδοση µετράται ως ο Λόγος των Τυπικών Αποκλίσεων (Standard Deviation Ratio) 

των αντίστοιχων τυπικών αποκλίσεων των προβλεπόµενων τιµών και των πραγµατικών 

τιµών των οµάδων (εκπαίδευσης/επικύρωσης). Ένας τέτοιος λόγος µικρότερος από 1, 

δείχνει ότι το µοντέλο κάνει απλά µια καλή εκτίµηση των δεδοµένων. Στην πράξη, τιµές 

ίσες µε 0,1 ή µικρότερες αντιπροσωπεύουν πολύ καλή “regression performance”.  

Αν πρόκειται για µεταβλητές κατηγοροποίησης (categorical), η απόδοση (ακρίβεια ή 

ικανότητα) υπολογίζεται ως το ποσοστό των σωστά ταξινοµηµένων δειγµάτων. Αυτή η 

προσέγγιση δεν λαµβάνει υπόψη τις αµφίβολες περιπτώσεις και έτσι ένα δίκτυο µε 

συντηρητικά επίπεδα αποδοχής (thresholds ή confidence limits) µπορεί να παρουσιάζει 

χαµηλή φαινοµενικά απόδοση [17].  

5. Το σφάλµα Kohonen είναι η απόσταση ανάµεσα στο εισερχόµενα διάνυσµα (input) και 

τον κοντινότερο από τους νευρώνες του δικτύου Kohonen (βλ. § 4.3.13). Χρησιµο-

ποιείται µόνο στα δίκτυα Kohonen [17]. 

Εκτός από τα παραπάνω κριτήρια τερµατισµού, διάφοροι άλλοι δείκτες σύγκρισης των 

µοντέλων χρησιµοποιούνται από τους ερευνητές, όπως για παράδειγµα, ο αριθµός των 

περιόδων [121], άλλοι συντελεστές συσχέτισης εκτός του Pearson µεταξύ των προβλεπόµενων 

και πραγµατικών τιµών [93, 122], ή η κανονική κατανοµή του σφάλµατος (error residuals) 
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[123]. Περισσότερες λεπτοµέρειες αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής 

(  ΚΕΦ. 2, Θ). 

 

4.3.8. Ανάλυση ευαισθησίας 

 
Κατά την ανάλυση ευαισθησίας (sensitivity analysis) γίνεται “εκτίµηση” της ευαι-

σθησίας που έχουν τα εξερχόµενα στις αλλαγές των εισερχοµένων (µεταβλητών). Εδώ ακριβώς 

οφείλεται και το όνοµά της [124]. 

Όταν πραγµατοποιείται στα δίκτυα MLP, κατατάσσει τις µεταβλητές σε σχέση µε το 

βαθµό της υποβάθµισης στην απόδοση του µοντέλου, στην περίπτωση που µια µεταβλητή 

αφαιρείται από αυτό. Καθορίζει έτσι, τη σχετική επίδραση της κάθε µεταβλητής στο εξερ-

χόµενο αποτέλεσµα  [58, 67]. Ωστόσο, επειδή οι µεταβλητές δεν είναι ανεξάρτητες αλλά 

υφίστανται αλληλεξαρτήσεις, µια απλή τιµή κατάταξης που αποδίδεται σε αυτές µέσα από 

την ανάλυση ευαισθησίας, δεν µπορεί να αντανακλά πλήρως τη σύνθετη εσωτερική δοµή του 

δικτύου [96, 115]. Έτσι, χρειάζεται προσοχή στην εξαγωγή αποτελεσµάτων που αφορούν στην 

κρισιµότητα ή όχι των µεταβλητών.  

Για παράδειγµα, στην περίπτωση που δυο µεταβλητές “µεταφέρουν” την ίδια πληρο-

φορία (είναι δηλαδή συσχετιζόµενες σε υψηλό βαθµό), µπορεί να συµβαίνει κάτι από τα παρα-

κάτω: 

� το µοντέλο MLP εξαρτάται αποκλειστικά από τη µία από τις δυο µεταβλητές, ή 

� το µοντέλο MLP εξαρτάται από κάποιο αυθαίρετο συνδυασµό των παραπάνω δυο 

µεταβλητών. 

Αν κάποια από τις δυο µεταβλητές αφαιρεθεί, το µοντέλο εξακολουθεί να ανταποκρίνεται 

επαρκώς, εφόσον η άλλη µεταβλητή παρέχει ακόµα την κρίσιµη πληροφορία. Έτσι η ανάλυση 

ευαισθησίας θα προσδίδει στις δυο συγκεκριµένες µεταβλητές χαµηλή τιµή κρισιµότητας. 

Αντίθετα, µία µόνο µεταβλητή µεταφέρουσα µάλλον ασήµαντη πληροφορία, µπορεί να 

αποκοµίσει υψηλότερη τιµή από τις δυο προαναφερθείσες που αµοιβαία µεταφέρουν πιο 

κρίσιµη πληροφορία, µε την αφορµή ότι είναι η µόνη διαθέσιµη για αυτό το σκοπό.  

Επιπλέον, σε κάποιες περιπτώσεις, η ανάλυση ευαισθησίας θεωρεί ότι οι µεταβλητές 

είναι αλληλεξαρτώµενες µεγάλης σηµασίας, µόνο επειδή χρησιµοποιούνται στο µοντέλο ως 

σύνολο. ∆ιαφορετικά, θα ήταν µηδενικής σηµασίας, γιατί η πληροφορία που µεταφέρουν είναι 

µη αναγνωρίσιµη. Η βασική παράµετρος στην ανάλυση ευαισθησίας είναι το ποσοστό (ratio) 

του σφάλµατος. Αυτό είναι µεγάλο, όταν το µοντέλο είναι ευαίσθητο σε µια µεταβλητή µε τη 

λογική ότι αν αυτή αφαιρεθεί, η υποβάθµιση στην απόδοση του µοντέλου είναι µεγάλη. Όταν 
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το ποσοστό είναι 1 ή µικρότερο, αφαιρώντας τη συγκεκριµένη µεταβλητή δεν υπάρχει καµιά 

επίδραση στην απόδοση του µοντέλου, αντίθετα µπορεί αυτή να βελτιωθεί [20, 115].     

 

4.3.9. Ο back-propagation αλγόριθµος  

 
Από την εφαρµογή της απλής συνάρτησης XOR (§ 4.1.3, 4.1.4), έγινε φανερό, ότι στις 

περισσότερες των περιπτώσεων χρειάζονται Νευρωνικά ∆ίκτυα πολλαπλών στιβάδων για να 

προσεγγιστούν γενικότερες συσχετίσεις. Έτσι απαιτούνται αλγόριθµοι εκπαίδευσης για πιο 

πολύπλοκα ANN [60]. 

O κανονικός αλγόριθµος ή αλγόριθµος οπισθοδιάδοσης (BP, back-propagation), 

δηµοσιεύτηκε πρώτα από τον Rumelhart [125] και αποτελεί µια γενίκευση του κανόνα ∆έλτα 

που περιγράφηκε παραπάνω (§ 4.3.6). Κάθε φορά που ένα δείγµα εισάγεται στο δίκτυο, τιµές 

(διαµέσου των βαρών, της προκατάληψης και της συνάρτησης ενεργοποίησης), “φτάνουν” στις 

εξωτερικές µονάδες. Υπολογίζονται οι τετραγωνισµένες διαφορές ανάµεσα στις ευρισκόµενες 

και τις θεωρητικές τιµές και αν αυτές είναι διαφορετικές από το µηδέν, η µέθοδος πρέπει να 

είναι “αµείλικτη” στη διόρθωση των βαρών [59]. Η καινοτοµία ωστόσο που εισάγεται εδώ 

είναι ότι µπορούµε να επιφέρουµε τις κατάλληλες µεταβολές στα βάρη και στις ενδιάµεσες 

στιβάδες, εκεί δηλαδή που δεν υπάρχει στόχος και άρα δεν µπορεί να χρησιµοποιηθεί µια απλή 

τεχνική, όπως ο κανόνας ∆έλτα (§ 4.3.6) [49]. 

Έτσι, ο αλγόριθµος BP περιλαµβάνει δυο φάσεις: 

1. Εµπρόσθια (Forward phase, FW): µε τη µετάδοση του σήµατος από τα εισερχόµενα 

προς τα εξερχόµενα και   

2. Αναδροµική (Backward phase, BW): µε τη µετάδοση του σφάλµατος (διά της διόρ-

θωσης των βαρών), ξεκινώντας από τα εξερχόµενα προς τα εισερχόµενα. 

Η διόρθωση ενός βάρους είναι ανάλογη του όρου σφάλµατος δ που “διαπραγµατεύ-

εται” δεδοµένα της µονάδας που λαµβάνει το σήµα αλλά και της µονάδας από την οποία φεύ-

γει το σήµα. ∆ηλαδή, η διόρθωση ∆wjk του βάρους wjk που αντιστοιχεί στη σύνδεση της ενδιά-

µεσης µονάδας j και της εξωτερικής k (σχ. 4.20) για την παρατήρηση (δείγµα) q (µίας από το 

συνολικό πλέγµα των δειγµάτων), δίνεται από τη σχέση (βλ. επίσης κανόνα ∆έλτα, § 4.3.6): 

                                       ∆wjk 
 = nδk

q yj
q                              (4.11) 

όπου n>0 είναι ο ρυθµός εκπαίδευσης (learning rate) και yj
q το εξερχόµενο από την ενδιάµεση 

µονάδα j προς την εξωτερική k. 
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Σχήµα 4.20: Μονάδες διαδοχικών στιβάδων δικτύου µε τα αντίστοιχα βάρη w και 

εξερχόµενα y για το εισερχόµενο δείγµα q. 

 

Ξεκινώντας από την παραπάνω σχέση και µε την προϋπόθεση ότι η συνάρτηση f που 

εφαρµόζεται στην ενδιάµεση και εξωτερική στιβάδα είναι σιγµοειδής, µε µια σειρά βασικών 

πράξεων ( ΚΕΦ. 2, Θ), καταλήγουµε στη σχέση (4.12) που περιγράφει τις διορθώσεις ∆wij 

που γίνονται στα βάρη ανάµεσα στην εισερχόµενη στιβάδα και την ενδιάµεση: 

                                   ∆wij (t) = nδj
q yi

q + a ∆wij (t-1)           (4.12) 

όπου ∆wij είναι η “ενηµέρωση” ή διόρθωση που γίνεται στα βάρη ανάµεσα στη µονάδα j της 

ενδιάµεσης στιβάδας και τη µονάδα i της αρχικής στιβάδας και yi η απόκριση (εξερχόµενο) της 

µονάδας i της εισερχόµενης στιβάδας προς την ενδιάµεση j. Επιπλέον, n>0 είναι ο ρυθµός 

εκπαίδευσης και a η ορµή (momentum, βλ. παρακάτω). Οι όροι t και t-1, αναφέρονται όπως 

και στον κανόνα ∆έλτα, στην παρούσα και την προηγούµενη περίοδο [126].  

Ο όρος σφάλµατος δj
q για την παρατήρηση q και τη µονάδα (νευρώνα) j της ενδιάµεσης 

στιβάδας είναι: 

                                                δj
q = yj

q (1-yj
q) ∑

=

δ
K

1k
jk

q
k w                 (4.13)  

όπου wjk το βάρος της σύνδεσης µεταξύ των µονάδων j και k, yj η απόκριση (εξερχόµενο) της 

µονάδας j της ενδιάµεσης στιβάδας προς τον εξωτερικό νευρώνα k και Κ το σύνολο των 

εξωτερικών νευρώνων [59]. 
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Σχήµα 4.21: Σχηµατική αναπαράσταση της διόρθωσης των βαρών µε τη βοήθεια του back-

propagation αλγορίθµου [1]. 

 

Έτσι το τελικό σφάλµα από την εξωτερική στιβάδα, “διαδίδεται” στην ενδιάµεση 

“κρυφή” µέσου του όρου δk
q (σχέση 4.11). Αυτό είναι το πρώτο βήµα. Με αυτόν τον τρόπο 

ωστόσο, δεν αλλάζουν όλα τα βάρη. Το επόµενο βήµα όµως, δίνει λύση στη “µετατόπιση” του 

σφάλµατος και στην πρώτη στιβάδα. ∆ιαδοχικά λοιπόν, το σφάλµα “µετατοπίζεται” ή διανέ-

µεται ακόµα πιο πίσω, στην πρώτη στιβάδα, µε τις κατάλληλες ρυθµίσεις που γίνονται στα 

βάρη ανάµεσα σε αυτές και τις ενδιάµεσες. Με τον τρόπο αυτό, δικαιολογείται το όνοµα του 

αλγορίθµου καθώς το σφάλµα  “διαδίδεται” (is propagated) προς τα πίσω (σχ. 4.21).  

Συνδυάζοντας τις σχέσεις (4.12) και (4.13), είναι φανερό ότι τιµές από τρεις στιβάδες 

επηρεάζουν τη διόρθωση των βαρών σε µια στιβάδα:  

� τιµές από την “τρέχουσα” στιβάδα (εδώ ενδιάµεση µέσω του βάρους ∆wij (t-1)), 

� τιµές από την προηγούµενη στιβάδα (εδώ εισερχόµενη µέσω της απόκρισης yi που 

προέρχεται από το νευρώνα i) και 

� τιµές από την επόµενη στιβάδα (εδώ εξωτερική µέσω του όρου ∑
=

δ
K

1k
jk

q
k w ) [1].  

Οι σχέσεις (4.11) έως (4.13), δικαιολογούν απόλυτα την “µεταδοτική” λειτουργία του 

αλγορίθµου BP: αρχίζοντας από το υπολογιζόµενο σφάλµα dk
q – yk

q στην εξωτερική στιβάδα, η 

διόρθωση (ρύθµιση) “περνά” στα βάρη wjk της ενδιάµεσης στιβάδας και καταλήγει στην πρώτη 

µέσα από τα βάρη wij. Μπορούµε να φανταστούµε ένα ντόµινο το οποίο κινείται εµπρός, από 

τα εισερχόµενα (µονάδες της πρώτης στιβάδας) προς τα εξερχόµενα, (µονάδες της εξωτερικής 

εισερχόµενο 

W1 

W2 

W3 

εξερχόµενο 

στόχος 

σφάλµα 

διόρθωση 

διορθωµένο W3  

διορθωµένο W2  

διορθωµένο W1  
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στιβάδας) αλλά µετά τελείως απροσδόκητα, γυρίζει πίσω και µεταδίδει την κίνηση πάλι στις 

πρώτες στιβάδες [48].  

Η τελική σχέση 4.13 αποτελείται από δυο προσθετέους οι οποίοι και “παρασύρουν” τη 

διόρθωση των βαρών προς δυο διαφορετικές κατευθύνσεις. Ο πρώτος όρος (που περιέχει το 

ρυθµό εκπαίδευσης) στοχεύει σε µια σύγκλιση απότοµης κατάβασης (§ 4.3.5), ενώ ο δεύτερος 

όρος (που περιέχει την ορµή) παρεµποδίζει την παγίδευση σε τοπικά ελάχιστα (βλ. παρακάτω). 

Το µέγεθος των δυο αυτών σταθερών καθορίζει το βαθµό επίδρασης του κάθε όρου [1].  

Η ορµή είναι ένα συντελεστής που χρησιµοποιείται για να καθορίσει σε ποιο βαθµό, η 

κάθε περίοδος εξαρτάται από την προηγούµενη [1, 51, 59, 69, 86, 115, 116, 127]. Έτσι, ανα-

στέλλονται ξαφνικές αλλαγές στην κατεύθυνση που γίνονται οι διορθώσεις [1, 115], το δίκτυο 

ανταποκρίνεται καλύτερα στις “τάσεις” της επιφάνειας σφάλµατος [127], ενώ αποφεύγεται η 

προσκόλληση σε τοπικά ελάχιστα [108, 116, 127]. Περισσότερες λεπτοµέρειες για την ορµή, 

αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 2, Θ). 

Η εκπαίδευση µέσω του αλγορίθµου BP, µπορεί να γίνει µε δυο τρόπους: 

1. Pattern mode (ή case-by-case ή on-line mode ή immediate correction ή incremental 

approach). 

2. Batch mode (ή deferred correction). 

Στην πρώτη περίπτωση, οι υπολογισµοί γίνονται µετά από κάθε δείγµα ή παρατήρηση (pattern 

ή case), ενώ στη δεύτερη περίπτωση, οι υπολογισµοί και συνεπώς η διόρθωση των βαρών, 

γίνονται µετά την παρουσίαση ολόκληρου του πλέγµατος των δειγµάτων. Θεωρητικά µε τη 

χρήση του pattern mode, αποφεύγονται καλύτερα τα τοπικά ελάχιστα, καθώς τα δείγµατα 

εισέρχονται τυχαία στο νευρωνικό µοντέλο, αλλά µε χρήση της batch mode µεθόδου, υπολογί-

ζεται ακριβέστερα το βαθµωτό διάνυσµα (βλ. § 4.3.5) [76, 77] (  ΚΕΦ. 2, Θ).  

Ο BP έχει λιγότερες απαιτήσεις µνήµης από άλλους αλγορίθµους. Αποτελεί συνεπώς 

µια καλή λύση όταν υπάρχουν πολλά δεδοµένα ή όταν υπάρχει περίσσεια δεδοµένων (πολλές 

επαναλαµβανόµενες περιπτώσεις). Έτσι, δουλεύοντας σε pattern mode και διπλασιάζοντας τα 

δείγµατα, ο χρόνος σύγκλισης των δεδοµένων θα είναι µεγαλύτερος, αλλά τα αποτελέσµατα θα 

είναι τα ίδια, χωρίς αλλοιώσεις. Αλλά ο BP είναι εξίσου καλός και για µικρό αριθµό 

δεδοµένων: αντίθετα ένας πιο πολύπλοκος αλγόριθµος θα ήταν αµείλικτος για το µέγεθος της 

οµάδας εκπαίδευσης ή της οµάδας επικύρωσης. Επιπλέον, ο αλγόριθµος BP µπορεί να 

τροποποιηθεί µε τη χρήση του όρου της ορµής, ο οποίος επιταχύνει την “κατάβαση” όταν 

γίνονται αρκετά βήµατα προς την ίδια κατεύθυνση. Το αποτέλεσµα, είναι γρηγορότερη 

σύγκλιση προς το ελάχιστο της επιφάνειας σφάλµατος και αποφυγή των τοπικών ελαχίστων 

[17]. 
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Γενικότερα, ο αλγόριθµος ΒP θεωρείται ότι επιτυγχάνει τα καλύτερα αποτελέσµατα σε 

προβλήµατα ταξινόµησης όταν µάλιστα συνδυάζεται µε εµπροσθοτροφοδοτούµενo δίκτυο (§ 

4.2.1) [119]. 

Παρά τα πλεονεκτήµατα που περιγράφηκαν ωστόσο, και την επιτυχία που γνωρίζει ο 

BP (προφανής από τις αναρίθµητες εφαρµογές), έχουν επίσης εντοπισθεί κάποια µειονε-

κτήµατα, τα οποία και οδήγησαν σε βελτιωµένες εκδόσεις του από πολλούς ερευνητές [59]: 

1. Το δίκτυο “παραλύει” (σχ. 4.13(γ)). Αυτό σηµαίνει ότι κατά τη διάρκεια της 

εκπαίδευσης, τα βάρη µπορεί να διαµορφωθούν σε πολύ ψηλές τιµές και εξαιτίας της 

συνήθους συνάρτησης ενεργοποίησης που είναι σιγµοειδής, το αποτέλεσµα να είναι 

κοντά στο 0 ή το 1. Τότε, παρατηρώντας τη συνάρτηση f: 

y = f(x) = 
xe1

1
β−+

  → f΄(x) = y (1-y)           (4.14) 

όπου β σταθερά, είναι φανερό ότι το σύστηµα µπορεί πραγµατικά να παραµείνει 

στάσιµο [49, 65, 76, 77] ( ΚΕΦ. 2, Θ). 

2. Ο αλγόριθµος µπορεί να “παγιδευτεί” σε τοπικά ελάχιστα, όταν υπάρχει χαµηλότερη 

περιοχή κοντά [49, 76, 77, 128]. Εδώ, συνίσταται επίσης η επανεκπαίδευση του δικτύου 

µε νέα αρχικά βάρη [51, 76], η χρήση του pattern mode (βλ. παραπάνω) ή η αύξηση των 

νευρώνων της ενδιάµεσης στιβάδας (§ 4.3.5). 

3. Μερικές εφαρµογές συγκλίνουν αργά και ο χρόνος εκπαίδευσης, είναι πραγµατικά υψη-

λός [1, 49, 77, 128, 129]. Εδώ, σηµαντικό ρόλο παίζουν και οι παράµετροι που βελτι-

στοποιούνται ώστε να αποκτηθεί το καλύτερο µοντέλο BP (βλ. § 5.3.8) [129]. 

4. Γενικότερα, θεωρείται ότι ο αλγόριθµος BP είναι πιο επιτυχής σε προβλήµατα ταξινό-

µησης (§ 4.2.2). Για παράδειγµα, σε δυαδικές εφαρµογές είναι αρκετό η εξερχόµενη 

απόκριση να κυµαίνεται από 1,0 ως 0,6 για το “1” και από 0,4 ως 0,0 για το “0”. 

Αντίθετα, τα προβλήµατα συσχέτισης απαιτούν µεγάλη ακρίβεια [1].                        

Παράδειγµα κατανόησης του BP αλγορίθµου, αναφέρεται στο ηλεκτρονικό παράρτηµα 

της διατριβής (  ΚΕΦ. 2, Θ).       

 

4.3.10. Αποτελεσµατικότητα των Multi-layers perceptron 

 
Η προσέγγιση των MLP στα αρχικά δεδοµένα δεν είναι τέλεια. Η αποτελεσµατικότητά 

τους (ακρίβεια αλλά και χρόνος “εκτέλεσης” των αγνώστων δειγµάτων) εξαρτάται από παρά-

γοντες όπως: 
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1. Τον αλγόριθµο που χρησιµοποιείται και τον αριθµό των περιόδων. Αυτό καθορίζει 

την ελαχιστοποίηση του σφάλµατος (αποφυγή τοπικών ελαχίστων) στην προσέγγιση 

των δεδοµένων [59, 76]. 

2. Το µέγεθος της οµάδας εκπαίδευσης (§ 4.3.2). Αυτό καθορίζει πόσο καλά προσεγ-

γίζεται η πραγµατική συνάρτηση. 

3. Τον αριθµό των µονάδων στην ενδιάµεση στιβάδα. Ο βέλτιστος αριθµός αυτών έχει 

σχέση µε τον αριθµό των εισερχόµενων και εξερχόµενων µεταβλητών, τον αριθµό των 

δειγµάτων εκπαίδευσης, την πολυπλοκότητα του προβλήµατος, το επίπεδο του θορύβου 

που περικλείουν τα δεδοµένα και την οµοιογένεια αυτών [6]. Απλές “οµαλές” συναρ-

τήσεις χρειάζονται µικρό αριθµό ενδιάµεσων µονάδων, ενώ συναρτήσεις µε µεγάλο 

εύρος διακύµανσης απαιτούν πολλές µονάδες στην ενδιάµεση στιβάδα [59]. 

4. Την αρχική επιλογή των βαρών [73]. 

5. Τη συνάρτηση ενεργοποίησης που χρησιµοποιείται σε κάθε στιβάδα. 

6. Τον αριθµό των µεταβλητών που χρησιµοποιούνται [115]. 

Ο BP είναι σίγουρα ο πιο συχνά χρησιµοποιούµενος αλγόριθµος στη βιβλιογραφία. Η 

επιλογή του κατάλληλου αλγορίθµου, παίζει πρωτεύοντα ρόλο, καθώς επηρεάζονται άµεσα η 

απόδοση του δικτύου και ο χρόνος σύγκλισης. Ο τελευταίος εξαρτάται από ένα πλήθος παρα-

γόντων, όπως από το µέγεθος της οµάδας εκπαίδευσης (βλ. παρακάτω), από παραµέτρους 

σχετιζόµενες µε τη βελτιστοποίηση των µοντέλων (§ 5.3.8) και το µέγεθος του δικτύου. Μεγά-

λα δίκτυα απαιτούν τη διόρθωση λιγότερων βαρών για την εύρεση αποδεκτής λύσης (µαθαί-

νουν γρηγορότερα, δηλαδή χρειάζονται λιγότερες περιόδους) αλλά παρόλα αυτά, ο χρόνος που 

χρειάζεται για τη διόρθωση ενός βάρους είναι µεγαλύτερος. Επιπλέον, αποφεύγουν ευκολότερα 

τα τοπικά ελάχιστα στην επιφάνεια σφάλµατος και σχηµατίζουν πολλαπλά επίπεδα αποφάσεων. 

Αντίθετα τα µικρά δίκτυα έχουν καλύτερη ικανότητα γενίκευσης, απαιτούν λιγότερες hardware 

δυνατότητες (πχ υπολογιστική µνήµη) και λιγότερο χρόνο εκπαίδευσης και εκτέλεσης για 

άγνωστα δείγµατα [76].  

Το µέγεθος των δειγµάτων συνδέεται άµεσα µε την ακρίβεια (απόδοση) του µοντέλου. 

Περισσότερα δείγµατα σηµαίνει ακριβέστερο µοντέλο. Για µια δεδοµένη υψηλή απόδοση του 

µοντέλου, απαιτείται ένα µεγαλύτερο δείγµα παρατηρήσεων καθώς η πραγµατική συνάρτηση 

που περιγράφει τη δοµή τους είναι πολύπλοκη και ο θόρυβος υψηλότερος. Στην πραγµα-

τικότητα ωστόσο, το µέγεθος του δείγµατος περιορίζεται από τη διαθεσιµότητα των δεδοµένων 

[69]. Επίσης, είναι γνωστό ότι η ακρίβεια των πολυπαραµετρικών αναλύσεων αυξάνεται µε το 

µέγεθος του δείγµατος, αλλά “κορεννύεται” για πολύ µεγάλο αριθµό δειγµάτων [130]. Με ένα 

αρκετά µεγάλο δείγµα, τα ANN µπορούν να µοντελοποιήσουν οποιαδήποτε πολύπλοκη δοµή. 

Τα νευρωνικά δίκτυα φαίνεται να “κερδίζουν” από τις περιπτώσεις πολλών δειγµάτων περισ-
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σότερο από τα γραµµικά µοντέλα. Εξάλλου, ότι τα ANN δεν απαιτούν απαραίτητα ένα µεγάλο 

δείγµα παρατηρήσεων για να έχουν υψηλές αποδόσεις [69]. 

Γενικά επίσης, αυξάνοντας τον αριθµό των περιόδων εκπαίδευσης βελτιώνεται η 

απόδοση του µοντέλου, αλλά αυξάνεται ο κίνδυνος υπερ-προσαρµογής και µειώνεται η δυνατό-

τητα “γενίκευσης” [68, 90]. Έτσι συνίσταται η θέσπιση κριτηρίων για τον πρώιµο τερµατισµό 

της διαδικασίας της εκπαίδευσης (§ 4.3.1) (πριν την ολοκλήρωση όλων των περιόδων), στην 

περίπτωση ανίχνευσης υπερ-προσαρµογής [90].     

Για την επίδραση της οµάδας εκπαίδευσης στην αποτελεσµατικότητα των MLP, ας 

θεωρήσουµε ότι µια συνάρτηση y = f(x) προσεγγίζεται µε ένα εµπροσθοτροφοδοτούµενο 

δίκτυο. Αυτό αποτελείται από κάποιους νευρώνες στην πρώτη στιβάδα, 5 ενδιάµεσες µονάδες 

και µια εξωτερική. Αν έχουµε π.χ. µόνο 4 δείγµατα που αποτελούν την οµάδα εκπαίδευσης, το 

δίκτυο εκπαιδεύεται µε αυτά και η εκπαίδευση σταµατά, όταν το σφάλµα δεν µειώνεται 

παραπέρα. Η αρχική (επιθυµητή) συνάρτηση φαίνεται στο σχήµα 4.22(α) (διακεκοµµένη 

γραµµή). Η προσέγγιση που τελικά επιτεύχθηκε από το δίκτυο (συνεχής γραµµή), φαίνεται 

επίσης στο ίδιο σχήµα. Η γραµµή του δικτύου περνά από την οµάδα εκπαίδευσης, αλλά αυτή 

είναι τόσο ανεπαρκής που το σφάλµα του δικτύου είναι µεγάλο. Η προσέγγιση που 

επιτυγχάνεται µε οµάδα εκπαίδευσης 20 δειγµάτων φαίνεται στο σχήµα 4.22(β): το σφάλµα 

είναι πολύ µικρότερο, αλλά η οµάδα των δειγµάτων (κύκλοι στο σχήµα), πολύ µεγαλύτερη.  

 

 
(α) 

 
(β) 

Σχήµα 4.22: Επίδραση του µεγέθους της οµάδας εκπαίδευσης στην “γενίκευση” του δικτύου. 

Η διακεκοµµένη γραµµή δηλώνει την αρχική συνάρτηση, ενώ η συνεχής την προσέγγιση που 

επιτεύχθηκε για (a) 4 δείγµατα εκπαίδευσης και (β) 20 δείγµατα εκπαίδευσης [59]. 

 

Το ίδιο πείραµα επαναλήφθηκε και για άλλα µεγέθη οµάδων εκπαίδευσης (10 φορές το 

καθένα). Οι µέσοι όροι για το σφάλµα εκπαίδευσης και το σφάλµα ελέγχου δίνονται στο 

σχήµα 4.23. Το σφάλµα εκπαίδευσης αυξάνεται µε την αύξηση του µεγέθους της οµάδας εκπαί-

δευσης, ενώ αντίθετα το σφάλµα ελέγχου µειώνεται. Ένα µικρό σφάλµα εκπαίδευσης λοιπόν, 
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δεν εγγυάται πάντα καλή απόδοση για το µοντέλο. Με την αύξηση της οµάδας εκπαίδευσης, τα 

δυο σφάλµατα συγκλίνουν στην ίδια τιµή. 

 

 
 

 

Σχήµα 4.23: Επίδραση του µεγέθους της οµάδας εκπαίδευσης στην απόδοση του δικτύου. Τα 

σφάλµατα στην οµάδα εκπαίδευσης και ελέγχου συγκλίνουν στην ίδια τιµή [59]. 

 

Το ίδιο παράδειγµα, µπορεί να δείξει και την επίδραση του αριθµού των ενδιά-

µεσων οµάδων. Η αρχική συνάρτηση προσεγγίζεται µε 5 και 20 µονάδες αντίστοιχα στην 

ενδιάµεση στιβάδα (και 12 δείγµατα εκπαίδευσης) στα σχήµατα 4.24(α) και 4.24(β). 

 

 
(α) 

 
 

(β) 

Σχήµα 4.24: Επίδραση του αριθµού των µονάδων ενδιάµεσης στιβάδας στην απόδοση του 

δικτύου. (a) 5 ενδιάµεσες µονάδες, (β) 20 ενδιάµεσες µονάδες [59]. 

 

Το σχήµα 4.24(β) απεικονίζει το φαινόµενο της υπερ-προσαρµογής που συζητήσαµε 

παραπάνω. Το δίκτυο προσεγγίζει ακριβώς την οµάδα εκπαίδευσης, αλλά επειδή οι ενδιάµεσες 

µονάδες είναι τόσες πολλές, η τελική συνάρτηση του µοντέλου απέχει πολύ της επιθυµητής. 

Στην πραγµατικότητα, το δίκτυο προσεγγίζει και το θόρυβο (fits the noise) των δειγµάτων 

εκπαίδευσης, αντί να “χτίζει” µια οµαλή συνάρτηση. Με την προσθήκη ενδιάµεσων στιβάδων, 

οµάδα ελέγχου 

οµάδα εκπαίδευσης 

σφάλµα 
δικτύου 

αρ. δειγµάτων οµάδας εκπαίδευσης 
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µειώνεται το σφάλµα εκπαίδευσης, αλλά το σφάλµα ελέγχου ενώ µειώνεται αρχικά, στη συνέ-

χεια αυξάνεται (peaking effect, σχ. 4.25) [59]. Καταλήγοντας, η υπερ-προσαρµογή του δικτύου 

είναι αναπόφευκτη όταν χρησιµοποιείται µεγάλος αριθµός ενδιάµεσων µονάδων, αλλά ο µικρός 

αριθµός αυτών, δεν δίνει την ευκαιρία στο δίκτυο να “αιχµαλωτίσει” τις εγγενείς συσχετίσεις. 

∆εν έχει τη δυνατότητα να “γενικεύσει” και είναι ασταθές [26, 59, 66].  

 

 
Σχήµα 4.25: Τα σφάλµατα στην οµάδα εκπαίδευσης και ελέγχου συναρτήσει του αριθµού 

των ενδιάµεσων µονάδων [59]. 

 

Εκτός όµως από την ακρίβεια του µοντέλου, ο αριθµός των ενδιάµεσων µονάδων, 

επηρεάζει άµεσα και την εκτέλεση του δικτύου σε άγνωστα δείγµατα. Για την αύξηση της 

ταχύτητας εκτέλεσης, είναι επιθυµητό να διατηρείται µικρός ο αριθµός των µονάδων αυτών, 

άρα και των αντιστοίχων βαρών. Επιπλέον οι συνδέσεις των νευρώνων συνίσταται να είναι όσο 

το δυνατό απλούστερες [76]. 

Η επιλογή των βαρών παίζει επίσης σηµαντικό ρόλο στην αποτελεσµατικότητα ενός 

δικτύου. Μπορεί να γίνει µε τους παρακάτω τρόπους: 

1. Τυχαία επιλογή. Η επιλογή των αρχικών βαρών θα επηρεάσει την κατάληξη του 

δικτύου σε ολικό ή τοπικό ελάχιστο του σφάλµατος (βλ. § 4.3.5), καθώς και αν το 

δίκτυο τελικά συγκλίνει ή όχι. Η διαµόρφωση των βαρών ανάµεσα σε δυο νευρώνες 

εξαρτάται από την παράγωγο της συνάρτησης ενεργοποίησης του δεύτερου νευρώνα 

και το εξερχόµενο του πρώτου νευρώνα (  ΚΕΦ. 2, Θ). Πρέπει λοιπόν να 

αποφθεχθούν τιµές, που θα οδηγήσουν σε µηδενισµό των παραγώγων ή των εξερ-

χοµένων (§ 4.3.4 και § 4.3.9, σχέση 4.12). Οι τιµές των αρχικών βαρών δεν πρέπει να 

είναι πολύ µεγάλες, γιατί τότε τα αρχικά εισερχόµενα στην κάθε ενδιάµεση ή εξωτερική 

µονάδα, θα πέσουν στην περιοχή όπου η παράγωγος της σιγµοειδούς συνάρτησης έχει 

πολύ µικρή τιµή (§ 4.3.9, σχέση 4.13). Αντίθετα, όταν τα αρχικά βάρη είναι πολύ µικρά, 

οµάδα ελέγχου 

οµάδα εκπαίδευσης 

σφάλµα 
δικτύου 

αρ. ενδιάµεσων µονάδων 
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το εισερχόµενο σε µια ενδιάµεση ή εξωτερική µονάδα θα είναι τόσο κοντά στο µηδέν, 

ώστε η εκπαίδευση του δικτύου γίνεται µε πολύ αργά βήµατα [60, 73]. 

Στην εργασία τους ανασκόπησης οι Maier και Dandy [76] αναφέρουν πρόταση ερευνη-

τών για αρχική τοποθέτηση των βαρών στην τιµή 1/ if  όπου fi ο αριθµός των εισερ-

χοµένων στο νευρώνα i, χωρίς ωστόσο να υιοθετούν τη χρήση του κανόνα αυτού.  

Συνήθως, τα βάρη (και η προκατάληψη) ξεκινούν από τιµές µεταξύ -0,5 και +0,5 (ή 

µεταξύ -1 και +1). Μπορεί επίσης να επιλεγεί κανονική κατανοµή αυτών ανάµεσα στις 

επιλεχθείσες τιµές [131], για καλύτερη κάλυψη του εύρους των τιµών.  

2. Nguyen-Widrow έναρξη. Πρόκειται για µια τροποποίηση της τυχαίας επιλογής βαρών, 

που όµως οδηγεί σε γρηγορότερη “εκπαίδευση”. Τα βάρη από τις εισερχόµενες µονάδες 

προς τις µονάδες της ενδιάµεσης στιβάδας, διαµορφώνονται έτσι ώστε να βελτιώνεται η 

ικανότητα των ενδιάµεσων µονάδων να εκπαιδεύονται. Αυτό επιτυγχάνεται µε την 

κατανοµή των αρχικών βαρών και της προκατάληψης έτσι ώστε, για κάθε παρατήρηση 

(δείγµα), το εισερχόµενο του δικτύου σε µια ενδιάµεση µονάδα να είναι στο εύρος που 

αυτό “µαθαίνει” γρηγορότερα.  

Τα βάρη µεταξύ των ενδιάµεσων και εξωτερικών µονάδων ξεκινούν και στην περί-

πτωση αυτή από τυχαίες τιµές µεταξύ -0,5 και +0,5 [73]. 

Μια µη γραµµική συνάρτηση ενεργοποίησης, όσο και  αν φαίνεται περίεργο, επαρκεί 

για την “µοντελοποίηση” των πιο παράξενων και πολύπλοκων συναρτήσεων. Στο σχήµα 4.26 

απεικονίζονται τα αποτελέσµατα του συνδυασµού δυο σιγµοειδών συναρτήσεων (για δυο 

ενδιάµεσες στιβάδες). Με αλλαγή των βαρών, η συνάρτηση µετασχηµατίζεται από Γκαουσιανή 

(σχ. 4.26(α)) σε σιγµοειδή (σχ. 4.26(β)). Με το σωστό συνδυασµό βαρών εποµένως, µπορούν 

να προσεγγιστούν πολύπλοκες σχέσεις µε αύξηση ενδεχοµένως των σιγµοειδών συναρτήσεων 

που χρησιµοποιούνται [51].  
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(α) 
 

(β) 

Σχήµα 4.26: Εξερχόµενες τιµές y, σε σχέση µε τις εισερχόµενες (x), για διαφορετικά βάρη (και 

προκατάληψη b). Η συνάρτηση από Γκαουσιανή (α) µετασχηµατίζεται σε σιγµοειδή (β)[51]. 

 

Ένα παράδειγµα θα βοηθήσει στην κατανόηση της σηµασίας της συνάρτησης ενερ-

γοποίησης. Ας θεωρήσουµε λοιπόν, ότι έχουµε ένα σύστηµα µε δυο εισερχόµενες µεταβλητές 

(δισδιάστατο εισερχόµενο διάνυσµα x) και µια εξερχόµενη (d). Θέλουµε να εκτιµήσουµε την 

πραγµατική σχέση (συνάρτηση) d = f(x), για 80 δείγµατα (σχήµα 4.27(α)). 

Το δίκτυο που χρησιµοποιείται, περιλαµβάνει 10 µονάδες σε µια ενδιάµεση στιβάδα (µε 

σιγµοειδή συνάρτηση ενεργοποίησης) και µια εξωτερική (µε γραµµική συνάρτηση ενεργο-

ποίησης). Ξεκινώντας από µικρά τυχαία βάρη, αλγόριθµο BP και 5000 περιόδους η πραγµατική 

συνάρτηση f (σχ. 4.27(γ)), προσεγγίζεται από τη συνάρτηση της οµάδας εκπαίδευσης που 

απεικονίζεται στο σχήµα 4.27(β)). Το σφάλµα (διαφορά των δυο συναρτήσεων), απεικονίζεται 

στο σχήµα 4.26(δ)), από το οποίο γίνεται φανερό, ο σηµαντικός ρόλος της συνάρτησης 

ενεργοποίησης στο τελικό αποτέλεσµα. Επιπλέον, µε απλή παρατήρηση είναι δυνατό να φανεί 

ότι το σφάλµα είναι µεγαλύτερο στις άκρες της επιφάνειας (στα όρια δηλαδή του εύρους 

λειτουργίας του δικτύου). Το δίκτυο εκπαιδεύτηκε για κάποια οµάδα δειγµάτων µε συγκε-

κριµένες διαστάσεις (παραµέτρους που περιγράφουν τα εισερχόµενα δείγµατα) µε αποτέλεσµα 

να “λειτουργεί” ακριβέστερα εντός του χώρου αυτού. Το δίκτυο λοιπόν, αποδίδει πολύ 

καλύτερα µε παρεµβολή, παρά µε προεκβολή [59]. 

 

b=-2,5 

b=2,5 

b=0,5 

b=-0,5 
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(α) 

 

(β) 

 

(γ) 

 

(δ) 

Σχήµα 4.27: Παράδειγµα της συνάρτησης προσέγγισης ενός δικτύου. (α) Η αρχική οµάδα 

εκπαίδευσης. (β) Η προσέγγιση που επιτυγχάνεται από το δίκτυο. (γ) Η πραγµατική συνάρτηση 

που περιγράφει την οµάδα εκπαίδευσης. (δ) Το σφάλµα προσέγγισης [59]. 

 

Η σηµασία της συνάρτησης ενεργοποίησης φαίνεται και στο παρακάτω παράδειγµα. Ας 

υποθέσουµε ότι έχουµε εκπαιδεύσει ένα εµπροσθοτροφοδοτούµενο δίκτυo µε τέσσερις ενδιά-

µεσες µονάδες µε ηµιτονοειδή συνάρτηση ενεργοποίησης µε 10 δείγµατα που υπακούουν στη 

συνάρτηση f µε f(x) = sin(2x)sin(x). Το αποτέλεσµα φαίνεται στο σχήµα 4.28(α). Η ίδια συνάρ-

τηση προσεγγίζεται από ένα δίκτυο µε διπλάσιες (8) σιγµοειδείς ενδιάµεσες µονάδες (σχ. 

4.28(β)). Είναι φανερό ότι η σηµασία της συνάρτησης ενεργοποίησης αλλά και βοήθεια που 

µπορεί να προσφέρει η εξ΄αρχής γνώση του προβλήµατος. 
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(α) 

 
(β) 

Σχήµα 4.28: Η περιοδική συνάρτηση f(x) = sin(2x)sin(x) προσεγγίζεται από µια ηµιτονοειδή 

συνάρτηση (α) ή µια σιγµοειδή. Η διακεκοµµένη γραµµή απεικονίζει την αρχική συνάρτηση 

και η συνεχής τη συνάρτηση ενεργοποίησης [59]. 

  

Η επίδραση του αριθµού των εισερχόµενων µεταβλητών, µελετήθηκε ήδη θεωρητικά 

(βλ. § 4.3.1 και 4.3.8), αλλά θα εξεταστεί διεξοδικά και παρακάτω (§ 5.3.8), στην πειραµατική 

εφαρµογή των δικτύων MLP.  

 

4.3.11. Άλλοι αλγόριθµοι 

 
Υπάρχουν δυο βασικές τροποποιήσεις του BP αλγορίθµου: ο quick-propagation (QP) 

και ο Delta-bar-Delta (DBD). Επιπλέον, νέοι προηγµένοι αλγόριθµοι έχουν αναπτυχθεί που 

φιλοδοξούν να ξεπεράσουν τα µειονεκτήµατα του αλγορίθµου BP που αναφέρθηκαν παρα-

πάνω. 

Εδώ θα αναφερθεί µόνο ο Conjugate Gradient Descent (CGD) που χρησιµοποιείται 

στο πειραµατικό µέρος της διατριβής. Άλλοι αλγόριθµοι αναφέρονται στο παράρτηµα (  

ΚΕΦ. 2, Θ). 
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Ο CGD είναι ένα προηγµένος αλγόριθµος, ο οποίος µπορεί να χρησιµοποιηθεί όπου και 

ο BP. Είναι επίσης batch mode αλγόριθµος και συνίσταται για κάθε δίκτυο µε µεγάλο αριθµό 

βαρών ή/και πολλαπλών εξωτερικών στιβάδων. Ο CGD αρχίζει µε την κατεύθυνση της πιο 

απότοµης κατάβασης όπως και ο BP, αλλά συνεχίζει προβάλλοντας µια ευθεία γραµµή κατά 

µήκος αυτής της διεύθυνσης και εντοπίζοντας το ελάχιστο πάνω σε αυτήν.  

Η πορεία θεωρείται πιο σύντοµη, καθώς περιλαµβάνει την εύρεση ελαχίστου σε µία 

µόνο διάσταση. Οι διευθύνσεις των γραµµών έρευνας επιλέγονται έτσι ώστε, να διασφαλίζεται 

ότι παραµένει η ελαχιστοποίηση γι’ αυτές που έχουν ήδη ερευνηθεί. Αν ο αλγόριθµος ανακα-

λύψει ότι η τρέχουσα ευθεία δεν υποδεικνύει το ελάχιστο της επιφάνειας, επαναϋπολογίζει την 

κατεύθυνση της απότοµης κατάβασης και ξαναρχίζει από την αρχή. Έτσι, κάθε περίοδος του 

CGD αλγορίθµου µπορεί να περιλαµβάνει ένα υπολογισµό και πολλές λάθος αξιολογήσεις και 

συνεπώς ο χρόνος σύγκλισης αυξάνεται [17, 132]. Κάθε περίοδος µπορεί να διαρκεί 3 µε 10 

φορές περισσότερο από µια περίοδο BP. Ωστόσο, ο CGD αλγόριθµος έχει µικρές απαιτήσεις 

µνήµης, ανάλογες µε τον αριθµό των βαρών [17]. 

 

4.3.12. Radial Basis Function  
 

Όπως και τα δίκτυα MLP-BP, ένα Radial Basis Function (RBF) δίκτυο, αποτελείται από 

τρεις στιβάδες: την εισερχόµενη (input), την ενδιάµεση (hidden) και την εξερχόµενη (output). 

Κάθε εισερχόµενη µονάδα συνδέεται µε όλες τις ενδιάµεσες και αυτές µε τις εξερχόµενες, 

διαµέσου µιας σειράς βαρών [133]. Οι ενδιάµεσες µονάδες διαµορφώνουν τα δεδοµένα των 

εισερχοµένων, χρησιµοποιώντας µια συνάρτηση που συνήθως είναι η Γκαουσιανή (σχ. 4.29).  

 

 

Σχήµα 4.29: Παράδειγµα RBF δικτύου [51]. 
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Αυτή η συµµετρική συνάρτηση έχει ένα κεντροειδές (center) C και µια διασπορά 

(spread ή peak width ή width factor) σ. Η διασπορά η οποία είναι η ακτινωτή (radial) απόσταση 

από το κέντρο έχει τιµή διαφορετική του µηδενός. Η περιοχή που αυτή ορίζει, αποτελεί το 

αντίστοιχο πεδίο (field, c ± σ) της κάθε µονάδας ή νευρώνα. Έτσι, κάθε εισερχόµενο δείγµα 

που θα πέσει στο πεδίο, δίνει µια σηµαντική απόκριση. Για κάθε δείγµα ωστόσο που είναι 

“αποµακρυσµένο” από το κέντρο, δηλαδή έχει απόσταση µεγαλύτερη από τη διασπορά, (µε 

βάση συνήθως την Ευκλείδεια απόσταση [113, 134, 135]), η Γκαουσιανή συνάρτηση εκφυλίζει 

το αποτέλεσµα σε µηδέν [133]. Το εξερχόµενο σήµα hj από την ενδιάµεση µονάδα j δίνεται από 

τη σχέση: 

                                     hj = e

2

j

)
Cjx

(
σ

−
−

                              (4.15) 

όπου όρος jCx −  απεικονίζει την Ευκλείδεια απόσταση ανάµεσα στο εισερχόµενο διάνυσµα x 

και το κεντροειδές Cj της Γκαουσιανής συνάρτησης [51]. Η συνάρτηση ανταποκρίνεται µόνο 

σε ένα µικρό χώρο των εισερχοµένων, γύρω από το καθορισµένο κεντροειδές της. Το κλειδί 

λοιπόν για ένα επιτυχηµένο δίκτυο RBF αποτελεί η σωστή επιλογή των κεντροειδών και της 

διασποράς [51, 136]. Με τη βοήθεια αυτών εξάλλου, τα δίκτυα RBF δηµιουργούν υπερ-

σφαίρες (hyperspheres) για να χωρίσουν το χώρο (σχ. 4.30(α)), ενώ αντίθετα τα δίκτυα MLP 

χρησιµοποιούν υπερ-επίπεδα (hyperplanes, σχ. 4.30(β)) [17, 51].  

 

 
 

(α) (β) 
Σχήµα 4.30: ∆ιαχωρισµός του χώρου για τα δίκτυα RBF (α) και τα MLP (β). 

 

Η επιφάνεια απόκρισης (§ 4.3.4, σχ. 4.17(α)), για µία µονάδα (νευρώνα) ενός δικτύου 

RBF είναι επίσης Γκαουσιανή (σχ. 4.31) µε κορυφή στο κέντρο και “κατηφορική” προς τα έξω. 
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Όπως όµως µπορεί να αλλάξει η κλίση της σιγµοειδούς συνάρτησης των δικτύων MLP, το ίδιο 

µπορεί να γίνει και µε την κλίση της Γκαουσιανής µονάδας [17].  

 

 

 

 

 

 

 

 

 

 

Σχήµα 4.31: Επιφάνεια απόκρισης για µία µονάδα και δυο εισερχόµενες µεταβλητές ενός 

δικτύου RBF [17]. 

 

Οι µονάδες (νευρώνες) MLP καθορίζονται από τα βάρη και το κατώφλι. Πριν την εφαρ-

µογή της σιγµοειδούς συνάρτησης, το εισερχόµενο στην επόµενη µονάδα είναι ένα “ζυγισµένο 

άθροισµα”, το οποίο µαθηµατικά είναι ένα γινόµενο διανυσµάτων (dot product) των εισερ-

χοµένων διαστάσεων και των βαρών. Αντίθετα στα δίκτυα RBF, η µονάδα καθορίζεται από το 

κεντροειδές και τη διασπορά. Εδώ το κεντροειδές αντιστοιχεί στα βάρη και η διασπορά (ή 

ακτίνα) στο κατώφλι. Ωστόσο, τα “βάρη” των δικτύων RBF (στην πραγµατικότητα διάνυσµα 

του νευρώνα [137]) σχηµατίζουν ένα σηµείο στο χώρο (dot product unit) και  το “κατώφλι” 

είναι στην πράξη µια απόκλιση [17]. 

Τελικά, κάθε µονάδα στην εξωτερική στιβάδα, µετασχηµατίζει µε τη βοήθεια γραµ-

µικής συνάρτησης τα δεδοµένα της ενδιάµεσης στιβάδας (σχέση 4.16):  

                                   yk = ∑ jjk hw                                (4.16) 

όπου wjk τα βάρη ανάµεσα στην ενδιάµεση µονάδα j και την εξωτερική k [51]. Συνολικά 

λοιπόν, η πορεία σχεδιασµού ενός µοντέλου RBF (ή διαφορετικά η εκπαίδευσή του, περιλαµ-

βάνει την εύρεση του σωστού αριθµού µονάδων (νευρώνων) στην ενδιάµεση στιβάδα και τον 

προσδιορισµό των παρακάτω παραµέτρων (σχ. 4.32) [64, 135]:  

� σj (η διασπορά της Γκαουσιανής συνάρτησης),  

� cj (η θέση των µονάδων),  

� wjk (τα βάρη της εξωτερικής στιβάδας), 

� b (οι πιθανές προκαταλήψεις για την εξωτερική στιβάδα).   
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Σχήµα 4.32:  ∆ίκτυο RBF. Επισηµαίνονται οι προσδιοριστέες παράµετροι [135]. 

 

Οι παράµετροι αυτοί βελτιστοποιούνται µέσα από την εκπαίδευση των δικτύων RBF η 

οποία περιλαµβάνει γενικά δυο φάσεις:  

1. τον καθορισµό των κεντροειδών (αριθµός/θέση αυτών) και της διασποράς τους [135], 

2. τη βελτιστοποίηση της εξωτερικής γραµµικής στιβάδας. 

Οι θέσεις των κεντροειδών Cj της Γκαουσιανής συνάρτησης καθορίζονται µε την 

έναρξη της κατασκευής του µοντέλου. Για την καταλληλότερη κατανοµή των θέσεων αυτών, 

συστήνονται τα παρακάτω [17, 51]:   

1. τυχαία επιλογή στη σειρά εισροής των δειγµάτων εκπαίδευσης, 

2. συνολική “κάλυψη” του ενδιαφερόµενου εύρους, τυχαία (στατιστικά θα υπάρχει αντι-

προσωπευτική κάλυψη) ή ίσως µε τη χρήση του αλγορίθµου K-S (§ 4.3.2), 

3. επιλογή αντιπροσωπευτικών δειγµάτων εκπαίδευσης, ίσως µε τη χρήση της K-means 

µεθόδου ταξινόµησης (§ 2.4.1). Ο αλγόριθµος αυτός βρίσκει τη βέλτιστη οµάδα σηµεί-

ων από την οµάδα εκπαίδευσης που τοποθετούνται στα κεντροειδή. Για Κ µονάδες 

ενδιάµεσης στιβάδας, ο αλγόριθµος εξασφαλίζει ότι κάθε δείγµα εκπαίδευσης θα ανήκει 

στην οµάδα της οποίας το κεντροειδές είναι κοντύτερα σε αυτό από οποιοδήποτε άλλο 

και κάθε κεντροειδές (από τα Κ) αντιπροσωπεύει τα δείγµατα εκπαίδευσης που ανήκουν 

στην οµάδα του. 

Ο αριθµός των µονάδων (κεντροειδών) στην ενδιάµεση στιβάδα αξιολογείται και 

αποφασίζεται στη διάρκεια της εκπαίδευσης: στην αρχή µπορεί να είναι µηδέν και συνεχώς 
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προστίθενται µονάδες µέχρι να εκπληρωθούν οι κανόνες τερµατισµού που έχουν τεθεί αρχικά. 

Αν ο αριθµός των µονάδων είναι µικρός, το µοντέλο δεν µπορεί να εκπαιδευτεί  σωστά, ενώ 

από την άλλη πλευρά, αν ο αριθµός αυτός είναι µεγάλος, οδηγούµαστε σε φαινόµενα υπερ-

προσαρµογής και πολύπλοκα δίκτυα χωρίς ικανότητα γενίκευσης [135, 137]. Όταν ο αριθµός 

των µονάδων είναι ίδιος µε τον αριθµό των δειγµάτων εκπαίδευσης, το σφάλµα (διαφορά 

µεταξύ θεωρητικής και πραγµατικής απόκρισης) είναι µηδέν. Το δίκτυο RBF που µόλις περι-

γράφηκε, ονοµάζεται ακριβές (“exact”) RBF [64]. 

Η διαδικασία επιλογής των θέσεων των κεντροειδών της Γκαουσιανής συνάρτησης µε 

τον K-means αλγόριθµο είναι µη επιβλεπόµενη. Αρχικά, επιλέγονται Κ σηµεία µε αυθαίρετες 

θέσεις (βλ. περισσότερα § 2.4.1). Στη συνέχεια υπολογίζεται η απόσταση για κάθε δείγµα από 

τα υπόλοιπα, από καθένα από τα Κ σηµεία. Επιλέγεται το κοντινότερο σηµείο για κάθε δείγµα, 

ώστε όλα να “αποδοθούν” σε κάποιο από τα αρχικά σηµεία. Μετά, από όλα τα σηµεία που 

έχουν ταξινοµηθεί στην οµάδα 1 (ή 2, 3……..Κ), υπολογίζεται ο µέσος όρος των συντε-

ταγµένων. Αυτός αποτελεί τις νέες συντεταγµένες θέσεις για το κεντροειδές σηµείο που αντι-

στοιχεί στην οµάδα. Η διαδικασία συνεχίζεται µέχρι σταθεροποίησης του συστήµατος [17, 36].  

Η διασπορά διαµορφώνεται µετά την επιλογή των κεντροειδών και κατά τη διάρκεια 

της εκπαίδευσης µε τους εξής τρόπους: 

1. Mε τη χρήση του αλγόριθµου Κ – κοντινότεροι γείτονες (Κ-Nearest Neighbor, KNN). 

Η µέθοδος αυτή είναι γενικά µια απλή µη γραµµική µέθοδος ταξινόµησης µε πολύ καλά 

αποτελέσµατα [5], όπου οι Κ κοντινότεροι γείτονες ενός δείγµατος χρησιµοποιούνται 

για τον καθορισµό της οµάδας που θα χαρακτηρίσει το δείγµα αυτό (“voted” ΚΝΝ) [62, 

130, 138]. Ο αλγόριθµος ΚΝΝ παραπέµπει σε µια επιβλεπόµενη/µη-παραµετρική µέθο-

δο (η µόνη παραδοχή είναι ότι κάθε οµάδα περιέχει παρόµοιο αριθµό δειγµάτων) [139] 

και εκτελείται ως εξής: 

� βρίσκουµε την παράµετρο Κ που καθορίζει τον αριθµό των κοντινότερων 

γειτόνων, 

� υπολογίζουµε την απόσταση ανάµεσα σε κάθε νέο δείγµα και όλα τα γνωστά 

δείγµατα της οµάδας εκπαίδευσης, 

� ταξινοµούµε τις αποστάσεις και βρίσκουµε τους Κ κοντινότερους γείτονες του 

κάθε δείγµατος, 

� βρίσκουµε την οµάδα που ανήκουν οι πιο πολλοί από τους Κ γείτονες, έτσι ώστε η 

ίδια οµάδα να αποδοθεί και στο νέο δείγµα [140, 141]. 

Η ταξινόµηση µπορεί να αλλάξει για τις διάφορες τιµές του Κ (η τιµή του είναι συχνά 

ίση µε N , όπου Ν το σύνολο των δειγµάτων εκπαίδευσης [138]) και γι’ αυτό ο προσ-

διορισµός της τιµής του θεωρείται ιδιαίτερα κρίσιµος. Η βέλτιστη τιµή του µπορεί να 
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βρεθεί µε κάποια τεχνική επικύρωσης (όπως cross-validation, § 3.1.2, 4.4.2) [142]. Η 

οµάδα εκπαίδευσης δεν µπορεί να είναι πολύ µικρή. Ωστόσο, η θεωρία του αλγορίθµου 

είναι πολύ απλή και µπορεί να εφαρµοστεί χωρίς κάποια a-priori γνώση της δοµής των 

δεδοµένων [22, 130, 140] και χωρίς ιδιαίτερες υπολογιστικές απαιτήσεις [130]. 

Στη συµβατική ΚΝΝ τεχνική αποδίδεται ίση βαρύτητα σε κάθε γείτονα. Η ταξινόµηση 

εξαρτάται από την πλειονότητα των γειτόνων και όχι τη σχετική θέση του καθενός 

[140]. Σε κάποιες εναλλακτικές µεθόδους ωστόσο, µπορεί επιπλέον να χρησι-

µοποιηθούν “ζυγισµένοι” (“weighted”) γείτονες, ανάλογα µε την απόστασή τους από το 

άγνωστο δείγµα (“weighted” KNN) [23, 62, 130, 138, 140]. ∆ιάφορες συναρτήσεις 

(“functions for weighting”) µπορούν να χρησιµοποιηθούν εδώ [130]. 

Στα δίκτυα RBF, η διασπορά κάθε µονάδας τίθεται απλά στη µέση της απόστασης των 

Κ κοντινότερων γειτόνων. 

2. Mε την επιλογή σταθερών εξ’ αρχής τιµών, βασιζόµενοι στην εµπειρία ή την εκ των 

προτέρων γνώση της δοµής των δεδοµένων. 

Το µέγεθος της διασποράς καθορίζει πόσο “οξεία” είναι η Γκαουσιανή συνάρτηση που 

χρησιµοποιείται. Αν αυτή είναι πολύ µικρή, η συνάρτηση είναι οξεία και το δίκτυο δεν µπορεί 

να γνωµοδοτήσει (interpolate) ούτε µεταξύ γνωστών σηµείων, δηλαδή ουσιαστικά χάνεται η 

δυνατότητα γενίκευσης (βλ. παρακάτω) [17, 137]. Στην πραγµατικότητα εδώ βλέπουµε µια 

άλλη όψη του φαινοµένου της υπερ-προσαρµογής (§ 4.3.1). Αν η διασπορά είναι µεγάλη, το 

δίκτυο είναι µικρότερο, έχει γρηγορότερη απόκριση, αλλά η συνάρτηση είναι πολύ ευρεία και 

το δίκτυο χάνει τις λεπτοµέρειες. Τώρα, οι νευρώνες γνωµοδοτούν το ίδιο και εξαιτίας των 

επικαλύψεων, το δίκτυο δεν µπορεί να σχεδιαστεί σωστά [137]. Γενικά, η διασπορά των 

δικτύων RBF πρέπει να επιλέγεται έτσι ώστε, οι Γκαουσιανές συναρτήσεις να επικαλύπτονται 

µε λίγα κοντινά κεντροειδή [17]. 

Ένα παράδειγµα (της κλασικής OR συνάρτησης) µπορεί να απεικονίσει την ιδιαίτερη 

σηµασία της διασποράς στη διαµόρφωση του µοντέλου RBF (σχ. 4.33). Χρησιµοποιούνται τα 

δίπολα διανύσµατα (πίνακας 4.1, § 4.1.3). Είναι φανερό ότι και στις δυο περιπτώσεις, το 

εξερχόµενο σήµα είναι υψηλό (1) ή χαµηλό (-1) στα διανύσµατα που πρέπει. Ωστόσο, στην 

πρώτη περίπτωση (σχ. 4.33(α)), το µοντέλο δίνει µηδέν, για ενδιάµεσες τιµές των εισερ-

χόµενων. Στη δεύτερη περίπτωση (σχ. 4.33(β)), το µοντέλο δίνει οµαλή παρεµβολή εξαιτίας 

µεγαλύτερης διασποράς. Όσο µεγαλύτερη είναι η διασπορά, τόσο πιο επίπεδη και οµαλότερη 

θα είναι η Γκαουσιανή συνάρτηση που προσεγγίζει τα δεδοµένα. Μεγάλη διασπορά σηµαίνει 

ότι θα χρειαστούν πολλοί νευρώνες για µια γρήγορα µεταβαλλόµενη συνάρτηση. Αντίθετα, 

µικρή διασπορά σηµαίνει ότι θα χρειαστούν πολλοί νευρώνες για µια οµαλή συνάρτηση και το 

δίκτυο δεν θα έχει καλή δυνατότητα γενίκευσης [83].  
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(α) 

 

(β) 

Σχήµα 4.33: (α) Συνάρτηση OR (β) Η ίδια συνάρτηση µε µεγαλύτερη διασπορά [51]. 

 

Τα βάρη στα µοντέλα RBF, διαµορφώνονται γενικά µε την κατανοµή του λάθους από 

τις επόµενες προς τις προηγούµενες στιβάδες (BP αλγόριθµος) [51]. Ωστόσο, η βελτιστοποίηση 

δεν αφορά εδώ τις συνήθεις BP παραµέτρους (§ 4.3.9, 5.3.8), µε αποτέλεσµα µικρότερο χρόνο 

εκπαίδευσης και ανάπτυξης του µοντέλου (βλ. παρακάτω) [129]. 

Τα δίκτυα RBF παρουσιάζουν κάποια πλεονεκτήµατα σε σχέση µε τα MLP, ώστε 

αρκετές φορές να θεωρούνται ελκυστικότερα αυτών, όπως: 

1. Είναι γενικά πιο ανθεκτικά, αξιόπιστα και ευαίσθητα σε δεδοµένα περιέχοντα θόρυβο 

σε σχέση µε τα µοντέλα BP [136]. Επιπλέον, είναι πιο αναπαραγώγιµα κατά την 

εκτέλεση των επαναλήψεων στην πορεία της εκπαίδευσης (βλ. § 5.3.9) [137].  

2. Η ρύθµιση των βαρών της εξωτερικής στιβάδας θεωρείται σχετικά απλή λόγω της 

γραµµικής συνάρτησης και η πορεία εκπαίδευσης εγγυάται σίγουρη σύγκλιση [17, 136]. 

3. Η σύγκλιση και εκπαίδευση των δικτύων γίνεται γρηγορότερα [64, 137, 143] καθώς η 

βελτιστοποίηση αφορά µικρότερο αριθµό παραµέτρων [129] και δεν υποφέρουν από 

τοπικά ελάχιστα [143] τουλάχιστον στην εξωτερική στιβάδα [17, 100, 128, 135]. 

4. Παρέχουν καλή “γενίκευση” µε µικρό αριθµό δειγµάτων εκπαίδευσης [129] και 

ελάχιστο αριθµό νευρώνων [100]. 

5. Μπορούν να προσεγγίσουν οποιαδήποτε µη γραµµική συνάρτηση [135] µε µία µόνο 

ενδιάµεση στιβάδα: µερικές µονάδες στη µία και µοναδική στιβάδα επαρκούν [17].  

6. Κατά τον Marini [56] και τον Gulbag et al. [143] πρέπει να προτιµώνται σε περιπτώσεις 

πολλών µεταβλητών και οµάδων ταξινόµησης (high-dimensional, multi-class problems), 

καθώς απαιτούν µικρότερο λόγο αριθµού δειγµάτων προς µεταβλητές. 
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Ωστόσο, η εύρεση των κατάλληλων κεντροειδών είναι κρίσιµη στο σχεδιασµό των 

δικτύων RBF και αποτελεί τροχοπέδη στην επιλογή του [17, 100, 135, 143]. Επιπλέον, τα 

δίκτυα RBF είναι πιο ευαίσθητα στα προβλήµατα που δηµιουργούν οι πολλές µεταβλητές (βλ. 

§ 4.4.3) και τελικά να απαιτούν πολλές ενδιάµεσες µονάδες (περισσότερες από τα MLP) για να 

προσεγγίσουν επαρκώς µια συνάρτηση [17, 143].  Αυτό συµβαίνει  γιατί ο αριθµός των 

νευρώνων στην ενδιάµεση στιβάδα των δικτύων RBF τείνει να αυξάνει µε την αύξηση του 

αριθµού των δειγµάτων εκπαίδευσης [143]. Έτσι η “εκτέλεση” των δικτύων RBF γενικά απαι-

τεί περισσότερο χρόνο από τα MLP. Η προεκβολή είναι ακόµα πιο απαγορευτική στην περί-

πτωση των RBF, εφόσον η απόκριση στα σηµεία αυτά “πέφτει” στο µηδέν [17]. 

Γενικότερα, τα δίκτυα MLP θεωρούνται “καθολικά” ή “σφαιρικά” (“global”) µε την 

έννοια ότι όλα τα εισερχόµενα δείγµατα δίνουν ένα εξερχόµενο. Αντίθετα τα δίκτυα RBF είναι 

“τοπικά” (“local”),  καθώς µόνο δείγµατα εντός του πεδίου, θα δώσουν κάποια απόκριση. Τα 

εκτός πεδίου δείγµατα θα δώσουν µηδενική απόκριση. 

Ένα παράδειγµα κατανόησης για τα δίκτυα RBF, αναφέρεται στο παράρτηµα της 

διατριβής (  ΚΕΦ. 2, Θ). 

 

4.3.13. ∆ίκτυα Kohonen 

 
Αποσπάσµατα της θεωρίας Kohonen δηµοσιεύτηκε σε σχετικές εργασίες [48, 144]. 

Τα Νευρωνικά ∆ίκτυα Kohonen, γνωστά και ως αυτό-οργανούµενη απεικόνιση 

χαρακτηριστικών [49] (self-organizing feature maps, SOFM ή SOM), παροµοιάζουν περισ-

σότερο από όλες τις δοµές, τα βιολογικά νευρωνικά δίκτυα [1]. Το πιο χαρακτηριστικό 

γνώρισµα των δικτύων Kohonen που το προσοµοιάζει µε τα τελευταία, είναι ο τρόπος εφαρ-

µογής των διορθώσεων. Οι διορθώσεις αυτές δεν καλύπτουν ολόκληρο το δίκτυο, ούτε καν τον 

ίδιο αριθµό νευρώνων στα διάφορα στάδια της εκπαίδευσης. Ο αριθµός και η έκταση των 

διορθώσεων αλλάζουν στη διάρκεια της εκπαίδευσης. H εκπαίδευση είναι µια βασικά 

“τοπική” διαδικασία (local feedback): δεν επηρεάζει όλους τους νευρώνες του δικτύου, αλλά 

µόνο µερικούς από αυτούς (εκείνους που συνορεύουν µε τον “νικητή”) [79].  

Ο εγκεφαλικός φλοιός είναι στην πραγµατικότητα ένας µεγάλος επίπεδος χάρτης 

(περίπου 0,5 m2), παρόµοιος µε αυτούς που θα δούµε παρακάτω στα δίκτυα Kohonen, ο οποίος 

αναδιπλώνεται για λόγους µειωµένου χώρου στο κρανίο, µε γνωστές “τοπολογικές” ιδιότητες. 

Έτσι για παράδειγµα, η περιοχή που ανταποκρίνεται στην παλάµη είναι δίπλα στην περιοχή που 

ανταποκρίνεται στο µπράτσο [17]. Αυτό σηµαίνει ότι η εγγύτητα ανάµεσα σε δυο εγκεφαλικούς 

νευρώνες αντανακλά κάποιο είδος οµοιότητας στα σήµατα που τους ενεργοποιεί. Το ίδιο 

ωστόσο συµβαίνει και στα δίκτυα Kohonen, όπου η ενεργοποίηση ενός νευρώνα προκαλεί την 
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ενεργοποίηση (αλλά και την άµεση διόρθωση των βαρών) και στους γείτονές του, δηµιουρ-

γώντας έτσι οµάδες. Οι τελευταίες όπως και στα βιολογικά δίκτυα “περικλείουν” κάποιες 

οµοιότητες µε τα σήµατα που διεγείρουν τους νευρώνες [145].   

Τα δίκτυα Kohonen ανήκουν στις µη γραµµικές µη επιβλεπόµενες (unsupervised) 

τεχνικές και χρησιµοποιούνται καταρχήν για την αναγνώριση συστάδων (clusters) µέσα στην 

οµάδα εκπαίδευσης. Είναι µια πορεία εκπαίδευσης που χωρίζει τα εισερχόµενα δεδοµένα σε 

οµάδες που ήδη προϋπήρχαν σε αυτά [59]. Σκοπός των δικτύων Kohonen είναι να “χαρτο-

γραφήσουν” παρόµοια ή ίδια σήµατα σε νευρώνες του ίδιου χώρου [1], καταφέρνουν δηλαδή 

να αναδείξουν κοντινά δείγµατα και κοντινές οµάδες (σχ. 4.34) [17]. Η εκπαίδευση θεωρείται 

επιτυχής, όταν οι νευρώνες που σχηµατίζουν αυτές τις οµάδες έχουν παρόµοια βάρη [145]. Τα 

εισερχόµενα (από ένα υψηλών διαστάσεων χώρο) περιορίζονται σε ένα υπο-χώρο (συνήθως σε 

ένα δισδιάστατο πλέγµα νευρώνων), έτσι ώστε τελικά να επιτυγχάνεται µείωση των διαστά-

σεων µε τη βοήθεια του δικτύου Kohonen. Η παραπάνω πορεία περιγράφεται ως “χαρτο-

γράφηση” (mapping) και αποσκοπεί στην αποκοµιδή ενός δισδιάστατου χάρτη, σε αντι-

διαστολή µε την ταξινόµηση (classification, § 4.2.2) όπου θέλουµε να ταυτοποιήσουµε την 

οµάδα που ανήκει ένα αντικείµενο. Η διαφορά ωστόσο, δεν βρίσκεται τόσο στη µέθοδο, όσο 

στην ερµηνεία των αποτελεσµάτων [1]. 

 

 

Σχήµα 4.34: Ο νευρώνας καταφέρνει να “αιχµαλωτίσει” το δείγµα (γράµµα Β) στη δεξιά πάνω 

γωνία του πρώτου χάρτη. Αριστερά στον πρώτο χάρτη, το γράµµα Ε έχει ήδη αιχµαλωτιστεί.  Στο 

δεξιό χάρτη, τα γράµµατα έχουν ήδη οργανωθεί σε οµάδες: τα µικρά και τα κεφαλαία γράµµατα 

ανήκουν σε διαφορετικές περιοχές του χάρτη [146]. 

 

Επιπλέον, η “συµπίεση” (compression) των δεδοµένων είναι συνήθης πρακτική στην 

“διαχείριση” περίσσειας δεδοµένων. Προφανώς ωστόσο, επιζητείται η µέγιστη συµπίεση µε την 

ελάχιστη απώλεια της πληροφορίας. Έτσι η προσαρµογή στο νέο χώρο, γίνεται µε τέτοιο 
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τρόπο, ώστε νευρώνες που φυσικά τοποθετούνται κοντά µεταξύ τους στο δίκτυο Kohonen, να 

περιέχουν παρόµοια εισερχόµενα ερεθίσµατα [100].  

Κάθε νευρώνας χαρακτηρίζεται από ένα διάνυσµα βαρών (reference ή codebook vector 

ή prototype vector) το οποίο και συνδυάζεται (µέσω της υπολογιζόµενης µεταξύ τους 

Ευκλείδειας απόστασης) µε το αντίστοιχο διάνυσµα των δειγµάτων (παρατηρήσεων ή 

αντικειµένων). Έτσι, κάθε νευρώνας έχει τον ίδιο αριθµό βαρών µε τις διαστάσεις του 

εισερχόµενου δείγµατος (αν και κάποιες φορές µπορεί οι διαστάσεις των νευρώνων να είναι 

λιγότερες, ώστε να επιτυγχάνεται µείωση αυτών [33]). Ο νευρώνας που βρίσκεται πλησιέστερα 

στο εισερχόµενο δείγµα x (xi, όπου i οι παράµετροι που το χαρακτηρίζουν), θεωρείται νικητής 

και τα βάρη του διορθώνονται, ενώ το δείγµα θεωρείται ότι “ανήκει” στο νευρώνα ή την οµάδα 

του. Η έννοια του “πλησιέστερα”, έχει σχέση µε δυο βασικά κριτήρια. Ο νικητής θα πρέπει: 

1. είτε να δίνει το υψηλότερο εξερχόµενο σε ολόκληρο το δίκτυο : 

                           y (winner) = max [y(j)] = max (∑
i

iij xw )                     (4.17) 

2. είτε να έχει τη µικρότερη απόσταση από το εισερχόµενο: 

                                             D(j) = ∑ −
i

2
iij )xw(                                      (4.18) 

όπου οι δείκτες i (i = 1,2,……m) και j (j = 1,2…….n) αναφέρονται στις διαστάσεις του 

εισερχόµενου δείγµατος (διανύσµατος) x και στο συγκεκριµένο νευρώνα αντίστοιχα [1, 52].  

Η διόρθωση των βαρών (ώστε το εξερχόµενο να γίνει µεγαλύτερο ή κοντύτερα στο 

εισερχόµενο), γίνεται µε βάση τη σχέση: 

                            w(t+1) = w(t) + n N(t,R)(x - wj(t))                           (4.19) 

όπου n είναι ο ρυθµός εκπαίδευσης, w(t), w(t+1)  είναι τα διανύσµατα βαρών των νευρώνων, x 

το διάνυσµα βαρών του εισερχόµενου δείγµατος και N(t,R) συνάρτηση γειτνίασης που περι-

λαµβάνει τις παραµέτρους των t (αριθµός περιόδων) και R (ακτίνα γειτνίασης). Παράλληλα 

λοιπόν µε τον “νικητή”, διορθώνονται τα βάρη των κοντινότερων (µε βάση τη συνάρτηση γειτ-

νίασης) γειτόνων του. Οι συνήθεις συναρτήσεις γειτνίασης φαίνονται στο σχήµα 4.35 [51]. 

Η Mexican-hat συνάρτηση (σχ. 4.35(δ)) επιτείνει τη διαφορά στα “σύνορα” των νευρώ-

νων. Αυτό γενικά είναι πολύ χρήσιµο, αλλά αν η διαφορά αυτή µεγαλώσει υπερβολικά, εµφα-

νίζονται “κενά”, δηλαδή µη αναγνωρίσιµοι νευρώνες (§ 5.3.10) στα σύνορα αυτών [1, 52]. 
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(α) 

 

(β) 

 

(γ) 

 

(δ) 

Σχήµα 4.35: Μερικά παραδείγµατα συναρτήσεων γειτνίασης. (α) ορθογώνια (block) συνάρτηση 

(β) τριγωνική (triangular) (γ) Γκαουσιανή (δ) Mexican-hat συνάρτηση [51]. 

 

Υπάρχουν πολλές εναλλακτικές αρχιτεκτονικές δοµές (“maps” ή “χάρτες” ή “τοπο-

λογίες”) για τα δίκτυα Kohonen όπως: 

� χάρτες χωρίς δοµή, 

� µονοδιάστατες ή γραµµικές (strings σχ. 4.36(α)), ή  

� δισδιάστατες (σχ. 4.36(β)) για καλύτερη οπτικοποίηση [73, 147].  

Μεγαλύτερες διαστάσεις είναι επίσης πιθανές, αλλά τέτοιες δοµές δεν αποδίδονται καλά 

οπτικά και εποµένως γενικά δεν συνηθίζονται.  

Για τη δισδιάστατη δοµή, µπορούν να επιλεχθούν τετράγωνες ή εξαγωνικές δοµές, αλλά 

οι τελευταίες κατά τον Kalteh et al. [100] προσφέρονται για καλύτερη οπτικοποίηση των δεδο-

µένων. O Marini et. al [102] ωστόσο δηλώνει, ότι η µορφή της δισδιάστατης δοµής δεν ασκεί 

καµιά επίδραση στην απόδοση του δικτύου. 

Έτσι, για τη δυσδιάστατη “γειτνίαση”  ενός νευρώνα που ορίζεται συνήθως σε τετρά-

γωνα ή εξάγωνα, σηµαίνει ότι κάθε νευρώνας µπορεί να έχει 4 ή 6 αντίστοιχα κοντινότερους 

γείτονες (σχ. 4.37). Βέβαια, η γειτνίαση σε τετράγωνη δοµή µπορεί να δώσει 8 κοντινότερους 

γείτονες και όχι 4, µε την έννοια ότι ενδιαφερόµαστε για την τοπολογία (τις άµεσες συνδέσεις) 

και όχι την πραγµατική γεωµετρική απόσταση [1]. Η απόδοση ενός δικτύου Kohonen δεν φαί-

νεται τελικά να επηρεάζεται από το ακριβές σχήµα της γειτνίασης [148]. 
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(α) 

 

(β) 

Σχήµα 4.36: (α) Μονοδιάστατη ή γραµµική διάταξη των οµάδων και (β) δισδιάστατη 

διάταξη των οµάδων. Με # συµβολίζεται η “νικήτρια” οµάδα και µε * οι υπόλοιπες [73]. 

Ε 

 

(α) 
 

(β) 

Σχήµα 4.37: (α) Τετραγωνική και (β) εξαγωνική δοµή των νευρώνων [1]. 

 

Τοπολογικά, θα πρέπει επίσης να σιγουρευτούµε ότι κάθε νευρώνας, έχει τον ίδιο αριθ-

µό κοντινότερων γειτόνων (ή γειτόνων 1ης τάξης, γειτόνων 2ης τάξης κ.ο.κ.) (σχ. 4.38), αλλά το 

δίκτυο είναι περιορισµένων διαστάσεων µε καθορισµένα άκρα [1]. Έτσι, οι νευρώνες που 

βρίσκονται στα αντίθετα άκρα, θεωρούνται αποµακρυσµένοι και δεν συνδέονται µεταξύ τους 

[149], ενώ έχουν λιγότερους κοντινότερους γείτονες. 
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Σχήµα 4.38: Στην τετραγωνική δοµή των νευρώνων έχουµε 8, 16, 24 κλπ 1ης, 2ης, 3ης 

τάξης γείτονες [1, 74]. 

 

Ένα επίπεδο µπορεί να “διπλωθεί” σε µια δακτυλιοειδή καµπύλη (torus ή toroid) ώστε 

να δηµιουργηθούν “ισοδύναµοι” (ισάριθµοι) γείτονες για κάθε νευρώνα, χωρίς βέβαια να 

παραποιείται το δίκτυο (  ΚΕΦ. 2, Θ). 

Στην πράξη, οι toroid δοµές των δικτύων Kohonen, ελαττώνουν τη διαθέσιµη περιοχή 

του χάρτη κατά τέσσερις (4) φορές [79]. Έτσι, ενώ η µέγιστη απόσταση µεταξύ δυο νευρώνων 

σε ένα toroid δίκτυο Ν×Ν είναι Ν/2, σε ένα non-toroid είναι Ν. Σε περιπτώσεις λοιπόν που 

χρειάζεται µεγάλη περιοχή χαρτογράφησης, το πλεονέκτηµα της διπλάσιας απόστασης µεταξύ 

των πιο αποµακρυσµένων νευρώνων µπορεί να είναι δελεαστικό για την επιλογή ενός non- 

toroid δικτύου. Μεγαλύτερες αποστάσεις µεταξύ των νευρώνων προσφέρουν µεγαλύτερη 

δυνατότητα διαχωρισµού των οµάδων σε ένα non-toroid δίκτυο σε σχέση µε το αντίστοιχο 

toroid του ίδιο µεγέθους. Επιπλέον, οι non-toroid δοµές έχουν τη δυνατότητα της αναπαρά-

στασης των έκτροπων τιµών στις άκρες του χάρτη (πλεονέκτηµα), ή διαφορετικά κάποια δείγ-

µατα θα πρέπει να βρίσκονται πάντα στη µέση ή στις άκρες αυτού (µειονέκτηµα) [150]. 

Η µέθοδος Kohonen ανήκει στις ανταγωνιστικές (competitive) τεχνικές, εφόσον οι νευ-

ρώνες συναγωνίζονται µεταξύ τους για την “κατάκτηση” του δείγµατος [100]. Ωστόσο δε είναι 

µια κλασική “winner takes all” µέθοδος, εφόσον ο αλγόριθµος Kohonen διορθώνει όχι µόνο τα 

βάρη του νικητή, αλλά και των γειτόνων του [151].  

Η πορεία εφαρµογής του Kohonen αλγορίθµου περιλαµβάνει τρία βασικά στάδια [100]: 

1. Συλλογή δεδοµένων και αλλαγή κλίµακας. Το τελευταίο πραγµατοποιείται όταν 

υφίσταται µεγάλη διαφορά στην κλίµακα των µεταβλητών. Τότε αυτή περιορίζεται στο 

εύρος 0 - 1 και διασφαλίζεται η ισότιµη συνεισφορά των µεταβλητών στη δηµιουργία 

του δικτύου. 

2. Εκπαίδευση. Μετά την όποια προκατεργασία των δεδοµένων, το κάθε δείγµα (που 

αντιπροσωπεύεται από ένα διάνυσµα), εισέρχεται στον κυκλικό αλγόριθµο της πορείας 

(νικητήριος νευρώνας) 
(γείτονας 1ης τάξης) 

(γείτονας 2ης τάξης) 
(γείτονας 3ης τάξης) 
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εκπαίδευσης (βλ. παρακάτω) για να “χτιστεί” το δίκτυο. Συνίσταται ο αριθµός των 

περιόδων, να είναι τουλάχιστον 500 φορές του αριθµού των νευρώνων της εξωτερικής 

στιβάδας. Το εισερχόµενο διάνυσµα συγκρίνεται µε το διάνυσµα βαρών του κάθε 

νευρώνα. Ο νευρώνας που παρουσιάζει τη µεγαλύτερη ταύτιση, ονοµάζεται “νικητής” 

(winner ή best matching unit, BMU). Τα διανύσµατα βαρών του BMU και των 

“γειτόνων” αυτού, διορθώνονται ώστε να αναπαράγουν το εισερχόµενο διάνυσµα. 

3. Αποκόµιση πληροφοριών από το δίκτυο Kohonen. Μόλις το δίκτυο εκπαιδευτεί, µπο-

ρεί να δηµιουργηθεί ο τοπολογικός χάρτης (topological ή top map, ή Kohonen map,  

σχ. 4.39). Αυτός επιτυγχάνει: 

� την ταξινόµηση των αρχικών δειγµάτων (clustering), λειτουργώντας ως κλασική 

µη επιβλεπόµενη µέθοδος, 

� την ετικετοποίηση (χαρακτηρισµό, label) των οµάδων, εφόσον βέβαια παρέχονται 

δεδοµένα (outputs) γι΄ αυτό [100],  

� την κατάταξη (classification) νέων δειγµάτων,  

�  την αναγνώριση ακόµα και δειγµάτων που δεν ανήκουν στις γνωστές οµάδες (no-

velty detection) [17] µε τη βοήθεια των κενών νευρώνων (§ 5.3.10). 

� τη γρήγορη οπτικοποίηση των δεδοµένων για άµεση παροχή πληροφοριών [79].     

 

 

Σχήµα 4.39: ∆ιάγραµµα δικτύου Kohonen δυο επιπέδων. ∆ιαφορετικά σύµβολα 

αντιπροσωπεύουν διαφορετικές οµάδες [100]. 

 

Στο σχήµα 4.40(α) βλέπουµε ένα πίνακα καταµέτρησης (counting map), ο οποίος 

απεικονίζει τον αριθµό των δειγµάτων εκπαίδευσης που αντιστοιχούν δε κάθε νευρώνα. Ο 

σκουρότερος νευρώνας έχει δεχθεί τα περισσότερα “χτυπήµατα” (“hits”) από τα δείγµατα αυτά. 

Ο χάρτης αυτός παρέχει µια “µατιά” στο εσωτερικό της αρχικής βάσης δεδοµένων. Όταν για 

παράδειγµα, όλα τα εισερχόµενα δείγµατα αντιστοιχίζονται σε δυο διακριτές περιοχές του 

χάρτη, µπορούµε να συµπεράνουµε ότι υπάρχουν δυο οµάδες στα δεδοµένα. 
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(α) 

 

(β) 

Σχήµα 4.40: ∆ίκτυο Kohonen (α) counting map (β) output-activity map [51]. 

 

Για κάθε δείγµα εξάλλου που εισέρχεται στο µοντέλο, µπορεί να δηµιουργηθεί ένας 

χάρτης ενεργοποίησης (output-activity map, σχ. 4.40(β)) που απεικονίζει το “νικητήριο” γι’ 

αυτό νευρώνα, αλλά και τις συσχετίσεις του µε τους άλλους νευρώνες. Είναι άλλωστε φανερό, 

ότι ένα αντικείµενο µπορεί να παρουσιάζει οµοιότητες και µε άλλους νευρώνες, εκτός του 

νικητή. Για κάθε εισερχόµενο δείγµα, δηµιουργείται ένας νέος χάρτης ενεργοποίησης [51]. 

Ιδιαίτερα δηµοφιλής ωστόσο, είναι ο ενιαίος πίνακας αποστάσεων (U-matrix, unified 

distance matrix). Ο πίνακας αυτός, οπτικοποιεί τις αποστάσεις µεταξύ των γειτονικών νευρώ-

νων [33, 152 - 154]. Περισσότερες λεπτοµέρειες αναγράφονται στο παράρτηµα αυτής της δια-

τριβής (  ΚΕΦ. 2, Θ). 

Ένα ενδιαφέρον γνώρισµα του δικτύου Kohonen, είναι ότι κάθε νευρώνας έχει τον ίδιο 

αριθµό βαρών, ενώ σε κάθε επίπεδο βαρών, “διαχειρίζονται” δεδοµένα µόνο από µια συγκε-

κριµένη µεταβλητή (localized presentation, § 4.2.1). Σε κάθε βάρος, σε µια καθορισµένη και 

σταθερή θέση στο νευρώνα, θα “περνά” πάντα η ίδια µεταβλητή. Έτσι πχ, το πρώτο βάρος w1j 

του νευρώνα j, “χειρίζεται” µόνο την πρώτη µεταβλητή, το δεύτερο βάρος του ίδιου νευρώνα 

w2j χειρίζεται µόνο τη δεύτερη κλπ. [79].  Η ίδια διαδικασία επαναλαµβάνεται για όλους τους 

νευρώνες. Στο τέλος λοιπόν της εκπαίδευσης, σε κάθε επίπεδο του χάρτη, απεικονίζεται η 

κατανοµή µίας και µόνο µεταβλητής (σχ. 4.41).  
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Σχήµα 4.41: Σύγκριση του i-επιπέδου (χάρτης βάρους) µε τον τοπολογικό χάρτη (top-map) 

του δικτύου Kohonen [79]. 

 

Ενώ δηλαδή συγκεντρωτικά, µε την αξιοποίηση όλων των µεταβλητών, παίρνουµε τον 

τοπολογικό χάρτη που απεικονίζει την οµαδοποίηση/ταξινόµηση όλων των δειγµάτων, σε κάθε 

επιµέρους επίπεδο µπορούµε να δούµε την οµαδοποίηση/ταξινόµηση που επιτυγχάνει ή όχι η 

κάθε µεταβλητή, της οποίας “ανήκει” το επίπεδο. Τα επίπεδα αυτά ονοµάζονται  χάρτες βαρών 

(weight maps ή component planes) και απεικονίζονται ως ισοϋψή διαγράµµατα (contour plots, 

σχ. 4.42) [33, 155, 156, 157].  

 

 

Σχήµα 4.42: Ισοϋψή διαγράµµατα Kohonen για τα βάρη των Mg και Ca (οι σκουρότερες 

περιοχές αντιστοιχούν σε υψηλότερα βάρη). Οι άξονες x και y αντιστοιχούν στις διαστάσεις του 

τοπολογικού χάρτη (7 x 7 νευρώνες) [156]. 
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Οι χάρτες βαρών είναι πολύ χρήσιµοι καθώς οπτικοποιούν τη διακύµανση της κάθε 

µεταβλητής (τα σκουρόχρωµα τµήµατα δείχνουν υψηλές τιµές των µεταβλητών και τα 

ανοιχτόχρωµα, χαµηλές). Επιπλέον, συγκρίνοντας τους χάρτες βαρών µεταξύ τους, εξάγονται 

συµπεράσµατα για τις συσχετίσεις των µεταβλητών [158, 159]. Οι χάρτες βαρών µπορούν να 

κατασκευαστούν και µε βάση τα U-matrices [152]. 

Συγκεκριµένα, από τους χάρτες βαρών, µπορούν να εξαχθούν συµπεράσµατα για την 

κρισιµότητα των µεταβλητών και τη διαχωριστική τους ικανότητα, όπως για παράδειγµα αν µια 

µεταβλητή (πχ στο i-επίπεδο) ανταποκρίνεται καλά ή όχι στην οµαδοποίηση των δειγµάτων του 

τοπολογικού χάρτη [79]. Έτσι, οι χάρτες βαρών συγκρίνονται οπτικά (ή µε τη βοήθεια δεικτών 

όπως ο Self-Orginizing Map Discrimination Index, SOMDI [150, 160, 161]) ώστε αυτοί να 

ανταποκρίνονται όσο τo δυνατό καλύτερα στις οµάδες του τοπολογικού χάρτη [150]. Με τον 

τρόπο αυτό, αίρονται τουλάχιστον για τα δίκτυα Kohonen, ενστάσεις που αφορούν ένα εκπαι-

δευµένο µοντέλο ANN και τη θεώρηση αυτού ως “black box” (§ 4.4.1) [74].   

Όπως ήδη αναφέρθηκε (σχέση 4.19), τα νέα βάρη υπολογίζονται και διορθώνονται µε 

βάση τα παλιά µέσω ενός ρυθµού εκπαίδευσης, καθορισµένου από την αρχή. Ο ίδιος ο ρυθµός 

εκπαίδευσης διορθώνεται σε κάθε περίοδο (συνήθως µειώνεται γεωµετρικά µε βάση τον 

προηγούµενο). Εποµένως ο αριθµός και η έκταση των διορθώσεων αλλάζει µε το χρόνο [155]. 

Επιπλέον, έχοντας από την αρχή καθορίσει τους γείτονες της κάθε οµάδας (µέσω της ακτίνας 

R), η νικήτρια οµάδα συµπαρασύρει και τις γειτονικές, των οποίων τα βάρη διορθώνονται 

οµοίως. Όσο µεγαλύτερη είναι η ακτίνα R, τόσο περισσότεροι γείτονες διορθώνουν τα βάρη 

τους. Η τιµή R ελαττώνεται µετά από κάθε διόρθωση του ρυθµού εκπαίδευσης. Ο αλγόριθµος 

εκπαίδευσης θα µπορούσε να συνοψιστεί σε επτά βήµατα: 

1. Επιλέγουµε βάρη wij (κυρίως τυχαία) για κάθε νευρώνα (οµάδα) j, τιµή για την ακτίνα R 

και ρυθµό εκπαίδευσης n. 

2. Για κάθε εισερχόµενο διάνυσµα x (xi), εκτελούµε τα βήµατα 3 ως 5. 

3. Για κάθε νευρώνα j υπολογίζουµε την απόσταση D(j) = ∑ −
i

2
iij )xw(  (αν το κριτήριο 

είναι αυτό). 

4. Βρίσκουµε το νευρώνα (νικητή) που έχει τη µικρότερη απόσταση για το συγκεκριµένο 

δείγµα (διάνυσµα). 

5. Για το νικητή j και τους γείτονες του (που καθορίζονται από το R), διορθώνουµε τα 

βάρη, µε βάση τη σχέση: wij (new) = wij (old) + n Ν(t,R) [xi - wij (old)]. 

6. Αφού ελεγχθούν όλα τα δείγµατα, διορθώνουµε (ελαττώνουµε) το ρυθµό εκπαίδευσης 

και την ακτίνα. 
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7. Ελέγχουµε αν πληρούται ο κανόνας τερµατισµού, ο οποίος αφορά συνήθως τον αριθµό 

των περιόδων [1, 56]. 

Όπως και στον αλγόριθµο BP (§ 4.3.9), η εκπαίδευση των δικτύων Kohonen µπορεί να 

γίνει και σε batch mode µε ταυτόχρονη παρουσίαση ολόκληρου του πλέγµατος των δειγµάτων 

[148]. Στην περίπτωση αυτή, τα βάρη διορθώνονται µε βάση τη µέση τιµή όλων των εισερ-

χοµένων για τα οποία ο νευρώνας είναι νικητής, ή ανήκει στη γειτονιά του νικητή.  

Κατά τη διάρκεια της εκπαίδευσης, τα δίκτυα Kohonen συµπεριφέρονται ως ένα ελα-

στικό δίχτυ που “αγκαλιάζει” το “νέφος” που καλύπτει τα εισερχόµενα δείγµατα. Καθώς η 

εκπαίδευση εξελίσσεται, το δίχτυ παίρνει το ακριβές σχήµα του νέφους και όµοια δείγµατα 

αντιστοιχίζονται σε γειτονικούς νευρώνες. [33, 34, 152].  

Προσοµοιάζοντας µε τις αρχιτεκτονικές δοµές δικτύων που ήδη αναφέρθηκαν (ώστε να 

γίνουν καλύτερα κατανοητά), η τυπική δοµή ενός δικτύου Kohonen, αποτελείται επίσης από 

δυο στιβάδες (σχ. 4.43): µια εισερχόµενη (input) και µια εξερχόµενη ενεργή (output ή 

Kohonen). H εισερχόµενη περιέχει ένα νευρώνα (µονάδα) για κάθε µεταβλητή. Οι νευρώνες 

της εξερχόµενης στιβάδας, συνδέονται µε προσαρµόσιµα βάρη µε τους νευρώνες της εισερ-

χόµενης. Τα βάρη αυτά αναπαριστούν την κατανοµή [100] ή διαφορετικά τους ζυγισµένους 

µέσους [159] των εισερχόµενων διανυσµάτων. Πιο θεωρητικά, ο Zupan et al. [79] αναφέρει 

ότι “αν η εκπαίδευση των Kohonen δικτύων είναι αρκετά µεγάλη, τα βάρη Wj κάθε νευρώνα j, 

ισούνται µε τη µέση τιµή των m µεταβλητών των s αντικειµένων που ενεργοποίησαν το συγκε-

κριµένο j νευρώνα (Wj =∑ j1x /s, ∑ j2x /s,……∑ mjx /s)”. Η θέση αυτή, αποδεικνύεται και 

πειραµατικά (  ΚΕΦ. 2, Θ). 

 

 

Σχήµα 4.43: ∆ισδιάστατη δοµή 5x5 ενός δικτύου Kohonen [100]. 

Εισερχόµενη στιβάδα 

Εξερχόµενη στιβάδα 

Νευρώνες 

Βάρη 
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Η εκπαίδευση γίνεται συνήθως σε δυο φάσεις: αρχικά υπάρχει µια γενική (rough ή 

ordering [162]), µε µεγάλη ακτίνα γειτνίασης και ρυθµό εκπαίδευσης και µετά ακολουθεί µια 

πιο λεπτοµερής (fine tuning), µε µικρή ακτίνα και αντίστοιχο ρυθµό εκπαίδευσης. Αυτή η 

πορεία οδηγεί στη ταξινόµηση των δεδοµένων στις οµάδες µε τις οποίες έχουν όσο το δυνατό 

πιο όµοια χαρακτηριστικά διανύσµατα (µεταβλητές για τα δεδοµένα – βάρη για τους νευρώ-

νες/οµάδες) [163, 164]. Ο Kohonen [165, 166] επίσης διαχωρίζει τις δυο προαναφερθείσες 

φάσεις ως: 

� τον αρχικό σχηµατισµό της σωστής σειράς των νευρώνων και 

� την τελική σύγκλιση. 

Η δεύτερη φάση διαρκεί πολύ περισσότερο και απαιτεί µικρό ρυθµό εκπαίδευσης. Σε µερικές 

εφαρµογές δε, απαιτείται ιδιαίτερα υψηλός αριθµός περιόδων.  

Η αξιολόγηση των δικτύων Kohonen µπορεί να γίνει µε δυο δείκτες που εκφράζουν 

ουσιαστικά την ελαχιστοποίηση των σφαλµάτων [33, 154, 158, 159, 164, 167]: τοπογραφικό 

(topographic error) και κβαντικό (resolution ή quantization error) (  ΚΕΦ. 2, Θ). 

 

4.3.14. Οµαδοποίηση του τοπολογικoύ χάρτη 

 
Μέχρι τώρα αναφέρθηκε ότι η οµαδοποίηση στον τοπογραφικό χάρτη Kohonen γίνεται 

οπτικά µε το χαρακτηρισµό των νευρώνων µε βάση τον αριθµό των δειγµάτων σε κάθε νευρώ-

να ή µε τον U-matrix  που αναπαριστά τις αποστάσεις µεταξύ των νευρώνων (§ 4.3.13, [34]).  

Ωστόσο, η διαδικασία αυτή µπορεί να γίνει και µε άλλους τρόπους, όπως µε τη βοήθεια 

απλών γνωστών και εξειδικευµένων αλγορίθµων ή µεθόδων. Η συνολική διαδικασία αναφέ-

ρεται ως Προσέγγιση ∆υο-Επιπέδων (“Two-Level Approach” [33, 34]) και χρησιµοποιεί τα 

διανύσµατα βαρών των νευρώνων. Συνήθως χρησιµοποιείται ο K-means αλγόριθµος (έπεται 

συνήθως η εφαρµογή του DB δείκτη (  ΚΕΦ. 1, Θ) για την εύρεση του βέλτιστου αριθµού 

Κ, σχ. 4.44) [33, 34, 168, 169] ή η CA [168].  
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Σχήµα 4.44: ∆ιαδικασία εύρεσης της καλύτερης οµαδοποίησης µε τον αλγόριθµο K-means [33]. 

 

Η πρώτη περίπτωση (χρήση του αλγορίθµου K-means) είναι η πιο συνήθης για τιµές Κ 

από 2 µέχρι S  όπου S ο συνολικός αριθµός των δειγµάτων [34], ή N, όπου Ν ο αριθµός των 

νευρώνων [168] (σχ. 4.45). 

 

 

 
Σχήµα 4.45: Προσέγγιση ∆υο-Επιπέδων για την οµαδοποίηση του χάρτη Kohonen [34]. 

 

Η οµαδοποίηση του χάρτη Kohonen µε τη βοήθεια αλγορίθµων (σε σχέση µε την εξ’ 

αρχής εφαρµογή των µεθόδων αυτών στα δεδοµένα) έχει πολλά πλεονεκτήµατα όπως η µείωση 

του υπολογιστικού χρόνου, του θορύβου [34], αλλά και του αριθµού των δειγµάτων [169]. 

Πράγµατι τα διανύσµατα των βαρών που αντιστοιχούν στους νευρώνες είναι λιγότερο 

ευαίσθητα σε τυχαίες διακυµάνσεις σε σχέση µε τα αρχικά δεδοµένα. 

 

4.3.15. Εφαρµογές δικτύων Kohonen 

 
Μέχρι τώρα είδαµε τη χρήση των δικτύων Kohonen για την οµαδοποίηση/ταξινόµηση 

δειγµάτων στις οµάδες τους αλλά και για την επιλογή των κρισιµότερων µεταβλητών µε την 

αξιοποίηση των χαρτών βαρών (§ 4.3.13).  
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Ωστόσο, τα δίκτυα Kohonen µπορεί να βρουν και άλλες εφαρµογές όπως για 

παράδειγµα στην επιλογή της κατάλληλης οµάδας εκπαίδευσης. Χαρακτηριστικά είναι τα 

παραδείγµατα που αναφέρει ο Zupan et al. [79], ο οποίος “προβάλει” τα συνολικά δείγµατα σε 

ένα χάρτη Kohonen και στη συνέχεια επιλέγει ένα δείγµα από κάθε ενεργοποιηµένο νευρώνα 

ώστε να σχηµατίσει µια αντιπροσωπευτική οµάδα εκπαίδευσης. Τα υπόλοιπα δείγµατα χρησι-

µοποιούνται στην οµάδα ελέγχου. 

Στην ίδια εργασία, µε µια µικρή αλλά βασική αλλαγή στη σχέση (4.18) που διέπει την 

εύρεση του νικητήριου νευρώνα δίνεται η δυνατότητα στα δίκτυα Kohonen να διαχειρίζονται  

ελλιπή δεδοµένα. Συγκεκριµένα, οι αποστάσεις ανάµεσα στα εισερχόµενα δείγµατα και τους 

νευρώνες “κανονικοποιούνται” και  η παραπάνω σχέση γίνεται: 

                                             D(j) = 
km

1
− ∑

−

=

−
km

1i

2
iij )xw(                         (4.20) 

όπου οι δείκτες i (i = 1,2,……m) και j (j = 1,2…….n) αναφέρονται στις διαστάσεις του εισερ-

χόµενου δείγµατος (διανύσµατος) x και στο συγκεκριµένο νευρώνα αντίστοιχα, ενώ k είναι ο 

αριθµός των µεταβλητών που λείπουν σε κάθε δείγµα [79, 170].  

Σε άλλη αναφορά ο Lamrini et al. [164], χρησιµοποιεί δίκτυο Kohonen για την “ανακα-

τασκευή” (reconstruction) ελλιπών δεδοµένων. Έτσι, ταυτοποιεί αρχικά τα “µη τυπικά” δείγµα-

τα µε τη µέτρηση των αποστάσεων κάθε εισερχόµενου από το κοντινότερο νευρώνα. Στη συνέ-

χεια, εκτιµάται η τιµή που λείπει ή θεωρείται εσφαλµένη µε τη βοήθεια ενός συνδυασµού των 

βαρών του νικητή-νευρώνα και των k κοντινότερων γειτόνων του.  

Ενδιαφέρουσα είναι επίσης µια νεώτερη αναφορά [146], όπου ερευνάται η ικανότητα 

των δικτύων Kohonen να ταξινοµήσουν τα χηµικά στοιχεία µε δεδοµένη την περιορισµένη 

πληροφορία που είχε ο Mendeleev όταν πρωτοεπινόησε τον περιοδικό πίνακα. Το δίκτυο 

επιτυγχάνει γενικά το διαχωρισµό των στοιχείων µε µικρές αποκλίσεις. 

Νεώτερες εργασίες επίσης, χρησιµοποιούν τα δίκτυα Kohonen για την παρακολούθηση 

και αξιολόγηση µονάδων επεξεργασίας λυµάτων (Wastewater Treatments Plants, WTPs) [33, 

169], ή πόσιµου νερού [171] αναλύοντας δεδοµένα από τα διάφορα στάδια της διαδικασίας που 

ακολουθείται. 

Τέλος, αναφέρονται εδώ πρόσφατες δηµοσιεύσεις που αφορούν επιβλεπόµενα δίκτυα 

Kohonen (Supervised Self-Organising Maps, SSOMs), αλλά δεν θα χρησιµοποιηθούν σε αυτήν 

την εργασία [151, 160, 161, 167, 172]. 
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4.3.16. Προκατάληψη έναντι διακύµανσης 

 
 Έχουµε ήδη συζητήσει τα προβλήµατα της υπερ-προσαρµογής (§ 4.3.1), η οποία µπο-

ρεί να περιορίσει την ικανότητα των δικτύων για γενίκευση σε νέα δεδοµένα. Μια καινοτοµική 

προσέγγιση ωστόσο, που µπορεί να βελτιώσει την απόδοση των δικτύων είναι η δηµιουργία 

υβριδικών δικτύων (hybrid [103]) ή stacked [85] ή ensembles [17, 173, 174]). Εδώ, οι προβλέ-

ψεις των µεµονωµένων δικτύων συνδυάζονται για να δώσουν µια συνολική πρόβλεψη µε τη 

διαδικασία του µέσου όρου για δίκτυα συσχέτισης (regression) ή µε απλή πλειοψηφία για 

δίκτυα ταξινόµησης (classification) [173, 174]. Συχνά εξάλλου, η δηµιουργία των υβριδικών 

δικτύων συµπληρώνεται µε την επαναδειγµατοληψία (resampling) των δειγµάτων (§ 4.3.2). 

Αυτή η συνδυασµένη τεχνική µπορεί να βελτιώσει την ικανότητα γενίκευσης των δικτύων. 

Πραγµατικά, τα σφάλµατα που µπορεί να επηρεάσουν την ικανότητα πρόβλεψης των 

δικτύων είναι δυο ειδών [17, 173]: 

1. Αρχικά, ακόµα και ένα τέλειο δίκτυο που µπορεί να προσεγγίσει µε τον καλύτερο τρόπο 

τη συνάρτηση των δεδοµένων, µπορεί να σφάλει εξαιτίας του θορύβου. 

2. Επιπλέον, υπάρχει το σφάλµα που προέρχεται από το γεγονός ότι πρέπει ένα νευρωνικό 

µοντέλο να προσαρµοστεί σε µια “πεπερασµένη” (“finite”) βάση δεδοµένων. 

Το τελευταίο σφάλµα διακρίνεται σε δυο συστατικά: την ακρίβεια ή “προκατάληψη” 

(bias) του µοντέλου και την “αµφιβολία” (ambiguity [174]) ή “διακύµανση” (variance [17, 

173]). Η προκατάληψη είναι ο µέσος όρος του σφάλµατος που θα γίνει στη διάρκεια µιας 

πορείας εκπαίδευσης µε διαφορετικές οµάδες εκπαίδευσης. Η διακύµανση απεικονίζει την επί-

δραση που έχει στην πορεία εκπαίδευσης η επιλογή µιας συγκεκριµένης οµάδας εκπαίδευσης 

(βλ. επίσης § 4.3.1) [17, 173]. 

Μπορούµε να “εξισορροπήσουµε” προκατάληψη και διακύµανση. Έτσι, αν σε µια 

ακραία περίπτωση επιλεγεί µια συνάρτηση που αγνοεί πλήρως τα δεδοµένα, το µοντέλο θα έχει 

προφανώς µηδενική διακύµανση, αλλά πολύ υψηλή προκατάληψη. Αυτό συµβαίνει γιατί δεν 

λαµβάνονται καθόλου υπόψη τα δεδοµένα της βάσης. Στο αντίθετο άκρο, όταν επιλεγεί µια 

πολύπλοκη συνάρτηση που προσαρµόζεται πλήρως στα δεδοµένα, το µοντέλο θα δώσει µηδε-

νική προκατάληψη. Αντίθετα, η διακύµανση του µοντέλου είναι πολύ υψηλή καθώς η πολύ-

πλοκη συνάρτηση θα αλλάζει δραστικά σχήµα για να απεικονίζει κάθε φορά τα ακριβή σηµεία 

της βάσης δεδοµένων. Υψηλή προκατάληψη και χαµηλή διακύµανση δίνουν τα απλά, µικρής 

πολυπλοκότητας µοντέλα (γραµµικά ή/και µοντέλα µε µικρό αριθµό νευρώνων). Αντίθετα, 

χαµηλή προκατάληψη και υψηλή διακύµανση δίνουν τα πολύπλοκα µοντέλα [17].  

Η παραπάνω ανάλυση σχετίζεται µε τα υβριδικά δίκτυα και την επαναδειγµατοληψία 

(λεπτοµέρειες περιγράφονται στο ηλεκτρονικό παράρτηµα της διατριβής,  ΚΕΦ. 2, Θ).    
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4.4. ΣΥΝΟΛΙΚΗ ΘΕΩΡΗΤΙΚΗ ΑΠΟΤΙΜΗΣΗ  

4.4.1. Συµβατικές τεχνικές και ΑΝΝ 

 
Στο σηµείο αυτό, θα γίνει µια θεωρητική αποτίµηση των ANN µέσα από τη βιβλιο-

γραφία, εφόσον πειραµατικά θα δοκιµαστούν και θα συγκριθούν µε τις παραδοσιακές πολύ-

παραµετρικές τεχνικές στα επόµενα κεφάλαια.  

Μερικά από τα πλεονεκτήµατα των ANN σε σχέση µε τις παραδοσιακές τεχνικές είναι: 

1. ∆εν απαιτείται καµιά (a priory) γνώση για τις συσχετίσεις (είδος συνάρτησης, αριθµός 

και τιµή των παραµέτρων) ανάµεσα στις εισερχόµενες και εξερχόµενες µεταβλητές. Οι 

σχέσεις αφοµοιώνονται µε διαρκή, επαναλαµβανόµενη εκπαίδευση [1, 26, 70, 77 – 79, 

134, 137, 175 - 178]. Αντίθετα, οι κλασικές συµβατικές µέθοδοι εύρεσης µοντέλων 

απαιτούν την υιοθέτηση µιας υποθετικής συνάρτησης (πχ κάποιο δευτεροβάθµιο πολύ-

ώνυµο και τον επίπονο ίσως υπολογισµό όλων των παραµέτρων που περιέχονται σε 

αυτό) [1].    

2. Η συνολική διαδικασία εύρεσης του βέλτιστου µοντέλου “αφοµοιώνει” όσο το δυνατό 

λιγότερες µεταβλητές µε τη µέγιστη δυνατή πληροφορία. Εξερευνούνται και αξιο-

ποιούνται µόνο οι µεταβλητές που οδηγούν στην ακριβέστερη λύση του προβλήµατος 

[91, 134]. Έτσι, ελέγχεται αποτελεσµατικά το πρόβληµα της πληθώρας των µεταβλητών 

“curse of dimensionality” (βλ. § 4.4.3) [22, 78]. Συγκεκριµένα, τα νευρωνικά δίκτυα 

(όπως και τα ∆έντρα Ταξινόµησης [94]) ανήκουν στις “data driven approaches”, σε 

αντιδιαστολή µε τις συµβατικές στατιστικές µεθόδους που είναι “model driven”. Αυτό 

σηµαίνει, ότι στις τελευταίες πρώτα καθορίζεται η δοµή του µοντέλου, µε τη βοήθεια 

εµπειρικών ή αναλυτικών µεθόδων και µετά αξιολογούνται οι άγνωστοι παράµετροι. Οι 

data driven approaches από την άλλη πλευρά, έχουν την ικανότητα να καθορίζουν ποιες 

µεταβλητές είναι κρίσιµες [76]. Εδώ, οι a priori παραδοχές για το µοντέλο που αναζη-

τείται είναι ελάχιστες και η προσέγγιση πρακτικών προβληµάτων ευκολότερη, καθώς 

δεν απαιτούνται θεωρητικές εικασίες για τη δοµή των δεδοµένων που ερευνούνται. Το 

µόνο πρόβληµα για τις data driven approaches είναι η παρουσία θορύβου που µπορεί να 

“θολώνει” τα δεδοµένα, αλλά ακόµα και τότε ίσως είναι οι µόνες µέθοδοι που µπορούν 

να αντιµετωπίσουν πραγµατικά προβλήµατα [69]. 

3. Τα ANN επιτρέπουν και ενθαρρύνουν µη γραµµικές σχέσεις µεταξύ των δεδοµένων, µε 

αποτέλεσµα την καλύτερη προσαρµογή σε αυτά, αποδοτικότερη προσέγγιση της 

επιθυµητής συνάρτησης και ευελιξία [1, 26, 17, 56, 69, 77, 86, 91, 117, 134, 147, 175, 

176, 178 - 182]. Τα νευρωνικά δίκτυα εισήγαγαν τα πολύπλοκα µη γραµµικά µοντέλα, 

που µέχρι τότε χρήστες ανά τον κόσµο αρνούνταν εξαιτίας των αυστηρών περιορισµών 
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να χρησιµοποιήσουν ως κοινές και άµεσες πρακτικές [76]. Τα γραµµικά µοντέλα 

πλεονεκτούν γιατί µπορούν εύκολα να εφαρµοστούν, ερµηνευτούν και να γίνουν 

κατανοητά. Ωστόσο, είναι ακατάλληλα για τον πραγµατικό κόσµο, όπου οι θεµελιώδεις 

µηχανισµοί περιγράφονται από µη γραµµικές συναρτήσεις [69]. 

4. Παρουσιάζουν ανθεκτικότητα στο θόρυβο, παρέχοντας ακριβείς προβλέψεις ανεξάρ-

τητα από ελλιπή δεδοµένα ή την παρουσία αβέβαιων δεδοµένων και σφαλµάτων µέτρη-

σης [1, 6, 17, 26, 77, 86, 90, 103, 126, 177, 183-185].  Η παραπάνω ικανότητα των 

ANN συνοψίζεται στον όρο “association” και αφορά ελλιπή και ελαφρά παραποιηµένα 

δεδοµένα, κάτι το οποίο είναι σηµαντικό για καλή µοντελοποίηση εκτός των περιοχών 

εκπαίδευσης [1].  

5. Προσφέρουν υψηλό βαθµό “παραλληλίας”, το οποίο συνεπάγεται γρήγορη επεξεργασία 

αποτελεσµάτων, και µεγαλύτερη ανοχή σε προβληµατική hardware υποστήριξη [26, 

177, 183, 184]. 

6. Η εκπαίδευση, η δυνατότητα της ανάδρασης µε το συσχετισµό εισερχοµένων/εξερ-

χοµένων, η ευκολία στη χρήση και η προσαρµοστικότητα των δικτύων επιτρέπουν την 

αναβάθµιση των µοντέλων, αλλάζοντας την εσωτερική τους δοµή, ανάλογα µε τις 

αλλαγές του “περιβάλλοντος” [17, 26 56, 78, 79, 90, 134, 177, 180, 183]. Εδώ αξίζει να 

αναφερθεί η πρόσφατη εισαγωγή της µεθόδου “δυναµική εκµάθηση” (online learning 

mode) από τους Prieto και  Allen [145], οι οποίοι ενσωµάτωναν τα κάθε φορά εισερχό-

µενα άγνωστα δείγµατα στην οµάδα εκπαίδευσης µετά την επιτυχή ταξινόµησή τους. 

Συγκεκριµένα, τα δίκτυα Kohonen που οι Prieto και  Allen χρησιµοποίησαν για την ανί-

χνευση και αναγνώριση των σηµάτων οδικής κυκλοφορίας επαναεκπαιδεύονταν µετά 

την εισαγωγή νέων δειγµάτων (“training during execution”) και νέα βάρη επαναϋπολο-

γίζονταν για το νικητή νευρώνα και τους γείτονές του. Το σύστηµα µπορούσε να προ-

σαρµόζεται σε µικρές αλλαγές που αφορούσαν εξωτερικά γνωρίσµατα των σηµάτων.  

7. Η δυνατότητα “γενίκευσης”, επιτρέπει την εφαρµογή αγνώστων δεδοµένων στο ήδη 

εκπαιδευµένο µοντέλο [17, 26, 69, 77, 86, 90, 93, 103, 134, 184]. 

8. Τα Νευρωνικά δίκτυα θεωρητικά µπορούν προσεγγίσουν οποιαδήποτε συνεχή 

συνάρτηση [69, 78, 92, 93, 99, 107, 134, 143, 176, 186], και να ανιχνεύσουν και τις πιο 

πολύπλοκες συσχετίσεις [78, 187]. 

9. Τα Νευρωνικά δίκτυα µπορούν να χρησιµοποιήσουν συνεχείς, αλλά και διακριτές 

(discrete) µεταβλητές [1, 17]. 

10. Η λειτουργία τους βασίζεται σε λιγότερες παραδοχές και περιορισµούς για την 

κατανοµή των δεδοµένων, από ότι οι παραδοσιακές στατιστικές τεχνικές [6, 56, 76, 79, 

86, 93, 176].  Τα Νευρωνικά δίκτυα είναι µη παραµετρικές τεχνικές [102], τα οποία 
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επιπλέον “ανέχονται” ή “παραβλέπουν” συσχετίσεις µεταξύ των µεταβλητών [51], ενώ 

παραδοσιακές τεχνικές όπως η PCA “αχρηστεύονται” στην περίπτωση µη συσχε-

τιζόµενων µεταβλητών [8].  

11. Η ποικιλία µοντέλων (αρχιτεκτονικών δοµών και αλγορίθµων) προσφέρουν πολλές 

δυνατότητες επίλυσης σε πληθώρα προβληµάτων. Μπορεί εύκολα να αλλάξει για 

παράδειγµα η πολυπλοκότητα ενός µοντέλου µε την αλλαγή της συνάρτησης ενερ-

γοποίησης ή την αρχιτεκτονική του δικτύου [76]. Εξάλλου, οι κλασικές χηµειοµετρικές 

µέθοδοι αφορούν στο σύνολό τους ένα µοντέλο µοναδικό και αναπαραγώγιµο (κάτω 

από σταθερές συνθήκες κατασκευής). Τα ANN παρέχουν ποικίλες εναλλακτικές (ανά-

λογα µε τις αρχικές συνθήκες, βλ. § 5.3.8) [160]. 

12. Πολλές τεχνικές των νευρωνικών δικτύων µπορούν να “λειτουργήσουν” ανεξάρτητα 

(“stand-alone executable systems”) [86], αξιοποιώντας και επιλέγοντας µεταβλητές, 

“κατασκευάζοντας” το µοντέλο και επικυρώνοντας αυτό σε επόµενο στάδιο, χωρίς τη 

βοήθεια άλλων µεθόδων.  

13. Τα νευρωνικά δίκτυα µπορούν πολύ εύκολα να χρησιµοποιηθούν σε µονοπαραµετρικά, 

αλλά και πολυπαραµετρικά συστήµατα [76]. 

14. Τα κλασικά µοντέλα (αριθµητικής απόκρισης) απαιτούν µια ξεχωριστή αναλυτική 

συνάρτηση για κάθε απόκριση, ενώ τα νευρωνικά δίκτυα µπορούν να κατασκευάσουν 

ένα πολυδιάστατο διάνυσµα απόκρισης [1].   

Ειδικότερα, τα µη γραµµικά δίκτυα Kohonen υπερτερούν από τις παραδοσιακές τεχ-

νικές οµαδοποίησης και µείωσης διαστάσεων. Έχουν την ικανότητα να χειρίζονται από πολύ 

µικρές βάσεις δεδοµένων [188, 189] ως πολύ µεγάλες [152], χωρίς ιδιαίτερες απαιτήσεις για 

την κατανοµή των δεδοµένων [188]. Μπορούν πάντα να προβάλλουν µεταβλητές και αντικεί-

µενα (δείγµατα) ταυτόχρονα σε ένα δισδιάστατο χώρο [188], διατηρώντας την αρχική δοµή 

[100], ενώ στην περίπτωση της γραµµικής PCA, οι διαστάσεις δεν µπορούν πάντα να µειωθούν 

µε επιτυχία σε δύο. Η PCA οπτικοποιεί απλά τις τάσεις των δεδοµένων και παρέχει µια πρώτη 

εκτίµηση της διαχωριστικής ικανότητας των µεταβλητών [181]. Η δυνατότητα οπτικοποίησης 

της PCA εκφυλίζεται όταν 3 ή περισσότερες συνιστώσες καλούνται να ερµηνεύσουν ένα 

σηµαντικό ποσοστό διακύµανσης [158]. Επιπλέον, τα µοντέλα PCA είναι γραµµικά και επηρε-

άζονται εύκολα από έκτροπες τιµές [160], ενώ µπορεί πάντα να υπάρχει ένα κενός “white 

space” που δεν χρησιµοποιείται σε ένα διάγραµµα συντεταγµένων. Αντίθετα, ο χάρτης 

Kohonen χρησιµοποιεί όλο το διαθέσιµο χώρο [161]. 

Η θεωρεία των δικτύων Κοhonen εξάλλου, είναι απλή και γενικά κατανοητή, ενώ 

προσφέρουν επιπλέον πολύτιµη πληροφορία [74].  
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Έτσι, οι χάρτες βαρών (weights maps), είναι µερικές φορές ανώτεροι των φορτίσεων 

(loadings) της PCA. Αυτό συµβαίνει γιατί γίνονται καλύτερα αντιληπτές οι συσχετίσεις ανά-

µεσα στις οµάδες και τις αρχικές µεταβλητές. Τα δίκτυα Kohonen έχουν άριστες δυνατότητες 

“οπτικοποίησης” των µεταβλητών και ερµηνεύουν καλύτερα την αρχική πληροφορία [155, 160, 

190]. Επιπλέον, το δίκτυο Kohonen έχει τη δυνατότητα να λειτουργήσει ως µια “συσκευή 

µοντελισµού” (µε την ευρύτερη έννοια αυτού, βλ. § 4.2.2), µε προϋπόθεση τη χορήγηση επαρ-

κούς αριθµού δειγµάτων για τη λειτουργία της εκπαίδευσης [155].  

Σε σχέση µε την CA εξάλλου, το Kohonen δίκτυο έχει τη δυνατότητα (βλ. § 5.3.10), να 

κατατάξει ένα νέο άγνωστο δείγµα σε µια περιοχή του ήδη σχηµατισµένου χάρτη ή να αναγνω-

ρίσει ότι δεν ανήκει σε καµιά από τις γνωστές οµάδες [17], και να αποκαλύψει πολύτιµες 

πληροφορίες για τις µεταβλητές [158]. Αυτές οι ιδιότητες αποτελούν σηµαντική διαφορά από 

τη κλασική CA παρότι γενικά παράγουν τις ίδιες οµάδες [191]. 

Σε αντιδιαστολή µε όλα τα παραπάνω πλεονεκτήµατα που αναφέρθηκαν σε σχέση µε τις 

παραδοσιακές µη επιβλεπόµενες τεχνικές PCA και CA, τα δίκτυα Kohonen απαιτούν επικύ-

ρωση των αποτελεσµάτων µε κάποια συνήθως εξωτερικά ανεξάρτητα δείγµατα. Ο αλγόριθµος 

απαιτεί εκπαίδευση και βελτιστοποίηση [157]. Ωστόσο, µετά από την επιτυχή έκβαση της 

διαδικασίας αυτής, τα αποτελέσµατα µπορούν να θεωρηθούν αξιόπιστα καθώς επιβεβαιώνονται 

µε ανεξάρτητες πορείες.   

Στα µειονεκτήµατα των ANN  συγκαταλέγονται τα εξής:  

1. Φαινόµενα υπερ-προσαρµογής (βλ. § 4.3.1), συχνά “ταλαιπωρούν” τα ANN µοντέλα µε 

αποτέλεσµα τη φτωχή γενίκευση σε νέα δείγµατα [24, 69, 86, 93, 182, 192, 193]. Στις 

περιπτώσεις που τα ANN χρησιµοποιούνται στη λύση προβληµάτων απλούστερης 

δοµής το φαινόµενο της υπερ-προσαρµογής είναι εντονότερο [55, 78]. 

2. Η τελική λύση εξαρτάται από τις αρχικές συνθήκες [92, 192], (όπως για παράδειγµα την 

αρχική διευθέτηση βαρών) του δικτύου, και έτσι το τελικό αποτέλεσµα δεν είναι επανα-

λήψιµο ή µοναδικό [103, 192]. Το φαινόµενο ονοµάζεται “noisy fitness evaluation 

problem” [92, 186] και συνίσταται στη λήψη διαφορετικών αποτελεσµάτων λόγω 

διαφορετικών αρχικών συνθηκών (βαρών), ακόµα και αν οι υπόλοιπες συνθήκες διατη-

ρούνται σταθερές. Γι’ αυτό, ένα και µοναδικό πείραµα δεν είναι ποτέ αρκετό για να 

αξιολογηθεί µια αρχιτεκτονική δικτύου. Χρειάζονται πάντα πολλαπλά πειράµατα και 

µάλιστα µε την αύξηση του αριθµού των δειγµάτων, µειώνονται οι συνέπειες του  noisy 

fitness evaluation problem [92].  

Αν λοιπόν, τα αρχικά βάρη δεν είναι τα κατάλληλα, το δίκτυο δεν θα φτάσει ποτέ στο 

επιθυµητό αποτέλεσµα, ανεξάρτητα από το πλήθος των περιόδων. Οι διαδικασίες εκπαί-

δευσης και επικύρωσης φαίνεται να εξαρτώνται πλήρως από τα αρχικά βάρη [134].  
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Το ίδιο συµβαίνει και για τα δίκτυα Kohonen, των οποίων τα αποτελέσµατα φαίνονται 

πραγµατικά να εξαρτώνται από τις αρχικές συνθήκες (αρχικά βάρη και δείγµατα 

εκπαίδευσης) [147].  

Γενικότερα, καθώς τα ANN είναι “data driven” τεχνικές και “model-free” είναι πολύ 

εξαρτώµενα και από τα δείγµατα που χρησιµοποιούνται: παρουσιάζουν µεγάλη διακύ-

µανση ανάλογα µε την σύνθεση των οµάδων των δειγµάτων (§ 4.3.1, 4.3.16) [69]. 

3. Χρειάζεται µεγάλη προσοχή στην επιλογή των κατάλληλων εισερχόµενων µεταβλητών, 

όσον αφορά τον αριθµό αυτών, αλλά και την κρισιµότητα/συσχέτιση µεταξύ τους και µε 

τα εξερχόµενα (βλ. § 4.4.3). Η χρήση πολλών µεταβλητών µπορεί να κάνει τα data 

driven µοντέλα (βλ. παραπάνω) ασαφή και πολύπλοκα. Έτσι, κάθε ερευνητής πρέπει να 

αντλήσει χρήσιµη πληροφορία για την κρισιµότητα των µεταβλητών από την ανάλυση 

ευαισθησίας (§ 4.3.8) των νευρωνικών δικτύων ή να κατασκευάσει µικρότερα δίκτυα 

(αποφεύγοντας φαινόµενα υπερ-προσαρµογής) µε την επιλογή των κατάλληλων µετα-

βλητών [94]. 

4. Χρειάζεται επίσης µεγάλη προσοχή στην επιλογή των κατάλληλων εισερχόµενων 

δειγµάτων (§ 4.3.2). Το παλιό γνωµικό “garbage in, garbage out” µπορεί απόλυτα να 

εφαρµοστεί στη περίπτωση των ANN. Αν τα αρχικά δεδοµένα της οµάδας εκπαίδευσης 

δεν είναι αντιπροσωπευτικά και δεν απεικονίζουν την πραγµατική κατάσταση (“real 

world scenario”), το µοντέλο απλά “συµβιβάζεται” [86]. 

5. Η διαδικασία βελτιστοποίησης των ANN µοντέλων είναι συχνά χρονοβόρα [86, 176, 

192], δεν υπάρχει κάποια πρότυπη µέθοδος εύρεσης της βέλτιστης δοµής και πορείες 

trial and error χρησιµοποιούνται συχνά [69, 193]. H σύγκλιση κατά την εκπαίδευση 

µπορεί να είναι αργή [93], και πολλοί παράµετροι πρέπει να εξεταστούν για την εύρεση 

του καλύτερου µοντέλου (βλ. § 5.3.8). 

6. Είναι σηµαντικό να γνωρίζει κανείς τη σχετική σηµασία των εισερχόµενων µετα-

βλητών. Αρκετοί συνδυασµοί αυτών πρέπει να δοκιµαστούν, εφόσον η πληθώρα 

µεταβλητών µπορεί εύκολα να οδηγήσει σε υπερ-προσαρµογή του µοντέλου [115, 134]. 

7. Το τελικό αποτέλεσµα είναι σε µικρότερο ή µεγαλύτερο βαθµό ένα “black-box” [6, 24, 

69, 86, 93, 103, 184], αν και το γεγονός αυτό θεωρείται από ορισµένους χρήστες ως 

πλεονέκτηµα [76]. Ο χρήστης πρέπει πραγµατικά να µαντέψει τι υπάρχει µέσα σε ένα 

επιτυχές µοντέλο [179], χωρίς να µπορεί να εξάγει θεωρητική πληροφορία από αυτό ή 

να ερµηνεύσει τα βάρη που τελικά επιλέγονται [ 6, 77, 176]. Έτσι τελικά, ο χρήστης δεν 

ξέρει πραγµατικά, αν η οµάδα των δειγµάτων εκπαίδευσης, επικύρωσης και ελέγχου 

είναι αντιπροσωπευτικές [51].  
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8. Συνήθως υπάρχουν πολλά τοπικά ελάχιστα στην επιφάνεια σφάλµατος. Είναι απίθανο 

να εγγυηθεί κάποιος, ότι έχει απόλυτα προσεγγίσει το συνολικό ελάχιστο [51, 193].   

9. Χρειάζεται συνήθως µεγάλος αριθµός δειγµάτων για την “εκπαίδευση” του δικτύου [1, 

51, 91, 192]. Οι Zupan και Gasteiger [1] µάλιστα συµβουλεύουν τον αναγνώστη τους να 

στραφεί προς πιο παραδοσιακές τεχνικές στην περίπτωση που δεν διαθέτει αρκετά 

δεδοµένα.  

10. Η προεκβολή είναι απαγορευτική (§ 4.3.10) [76]. ¨Όταν η οµάδα εκπαίδευσης δεν είναι 

αντιπροσωπευτική (ευρεία κατανοµή των δειγµάτων σε όλα τα επίπεδα), ακόµα και η 

παρεµβολή µπορεί να δηµιουργήσει προβλήµατα και πρέπει να γίνεται προσεχτικά [51]. 

11. ∆εν είναι προσαρµόσιµα σε νέα δεδοµένα και συνήθως σε τέτοιες περιπτώσεις, 

απαιτείται η επανεκπαίδευση του δικτύου. 

 

4.4.2. Μέθοδοι επικύρωσης (validation of the models) 

 
Η σύγκριση των παραπάνω µεθόδων (παραδοσιακών πολυπαραµετρικών τεχνικών) και 

νεώτερων θα επιχειρηθεί στα παρακάτω κεφάλαια µε βάση µια σειρά µεθόδων επικύρωσης 

(models’ validation). Ακόµα και µοντέλα προκύπτοντα από την ίδια βασική τεχνική (πχ ANN), 

θα συγκριθούν µεταξύ τους. Θεωρήθηκε λοιπόν αναγκαίο στο σηµείο αυτό, να περιγραφούν οι 

µέθοδοι αυτές, παρότι έγινε (µια λιγότερο λεπτοµερής) αναφορά σε προηγούµενα κεφάλαια (§ 

2.1.3, 3.1.2).     

Μια από τις σηµαντικότερες αρχές των µεθόδων αναγνώρισης προτύπων, είναι η 

επικύρωση των µοντέλων που “κατασκευάζονται” από τις επιβλεπόµενες τεχνικές. Επικύρωση 

των µοντέλων εννοείται η αξιολόγηση: 

� του αριθµού των κρίσιµων µεταβλητών ή συστατικών (συνιστωσών) που χρειάζονται 

για να χαρακτηρίσουν τα αρχικά δεδοµένα, 

� του αντιπροσωπευτικού χαρακτήρα των δεδοµένων που χρησιµοποιούνται για την 

“κατασκευή” του µοντέλου και  

� της ικανότητας του µοντέλου για ταξινόµηση αγνώστων δειγµάτων, [26]. 

Συνήθως ωστόσο, η επικύρωση µιας επιβλεπόµενης στατιστικής τεχνικής επικεν-

τρώνεται στο τελευταίο από τα παραπάνω σηµεία. Η ικανότητα ταξινόµησης ενός µοντέλου, 

αξιολογείται µε βάση τις ικανότητες αναγνώρισης και πρόβλεψης. Τα µοντέλα µπορούν 

επίσης να αξιολογηθούν ως προς την ευαισθησία τους (sensitivity ή sensibility [7, 20]) ή την 

εξειδίκευση τους (specificity). Η ευαισθησία ενός µοντέλου ταξινόµησης ορίζεται ως το ποσο-

στό των αντικειµένων (δειγµάτων) που σωστά ταξινοµήθηκαν σε µια οµάδα, και η εξειδίκευση 
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ως το ποσοστό των αντικειµένων (δειγµάτων) που σωστά δεν συµπεριλήφθησαν σε µια οµάδα 

(βλ. § 6.3.4) [15, 26, 109, 130, 194 - 197]: 

      Sensitivity = 
FNTP

TP
+

 %                             (4.21) 

       Specificity = 
TNFP

TN
+

 %                            (4.22) 

όπου TP (True Positive) και TN (True Negative) τα αληθώς θετικά και αρνητικά ταξι-

νοµηµένα δείγµατα αντίστοιχα και FP (False Positive) και FN (False Negative) τα ψευδώς 

θετικά και αρνητικά ταξινοµηµένα δείγµατα αντίστοιχα. 

Εδώ πρέπει να σηµειωθεί, ότι όταν η αναλογία των σωστά ταξινοµηµένων δειγµάτων σε 

σχέση µε το σύνολο των δειγµάτων αναφέρεται στο διαθέσιµο δείγµα (και όχι σε µια οµάδα) 

χρησιµοποιείται γενικά στη βιβλιογραφία η έννοια της ακρίβειας ταξινόµησης αντί της ευαι-

σθησίας (βλ. για παράδειγµα, αναφορά [194]). Σε αυτήν την εργασία, οι δυο όροι χρησιµο-

ποιούνται για να περιγράψουν το ίδιο ακριβώς κλάσµα. 

Η ιδανική κατάσταση είναι όταν υπάρχουν αρκετά δείγµατα, ώστε αυτά να χωριστούν 

σε οµάδες εκπαίδευσης, επικύρωσης και ελέγχου, µε καθεµιά από αυτές να περιέχει αντιπρο-

σωπευτικά αντικείµενα για κάθε τάξη. Η επικύρωση αυτής της µορφής, ορίζεται ως εξωτερική 

(external validation). Η οµάδα ελέγχου εδώ, είναι τελείως ανεξάρτητη από τη διαδικασία ανά-

πτυξης του µοντέλου (επιλογή µεταβλητών, εκτίµηση παραµέτρων). Η εξωτερική επικύρωση 

ενός µοντέλου αποτελεί “φθηνή” (“cheap”) µέθοδο µε την έννοια των ελάχιστων υπολογισµών 

που απαιτούνται για την εύρεση του σφάλµατος. Ωστόσο, θεωρείται µέθοδος µε υψηλή διακύ-

µανση, εφόσον αν δεν διαθέτουµε αρκετά δεδοµένα η διαφοροποίηση της οµάδας ελέγχου, 

µπορεί να οδηγήσει σε υπερ-αισιόδοξα/απαισιόδοξα αποτελέσµατα  (§ 4.3.1, 4.3.16) [198]. 

Η διασταυρούµενη επικύρωση (test sample cross-validation) είναι µέθοδος εσω-

τερικής αξιολόγησης (internal validation) και χρησιµοποιείται όταν ο αριθµός των δειγµάτων 

δεν είναι αρκετός για να καλύψει τις οµάδες εκπαίδευσης και ελέγχου. Τότε, η ικανότητα πρό-

βλεψης του µοντέλου, ελέγχεται µε τη χρήση µιας υπο-οµάδας από τα αρχικά δεδοµένα ως 

οµάδα εκπαίδευσης και µιας άλλης ως οµάδα ελέγχου. Και οι δυο υπο-οµάδες περιέχουν αντι-

προσωπευτικά δείγµατα από κάθε τάξη. Η διαδικασία επαναλαµβάνεται πολλές φορές, έτσι 

ώστε, τα ίδια δείγµατα να έχουν την πιθανότητα να µετέχουν ως αντικείµενα εκπαίδευσης αλλά 

και ελέγχου [26]. Η εκτίµηση του σφάλµατος γίνεται µε τον υπολογισµό του µέσου όρου όλων 

των συνιστωσών αυτού από τη συνολική διαδικασία εκπαίδευσης. Σε τεχνικές όπως τα ANN, η 

διασταυρούµενη επικύρωση θα µπορούσε να οδηγήσει σε µια υπεραισιόδοξη εκτίµηση του 

σφάλµατος καθώς δείγµατα που µετέχουν στην κατασκευή του µοντέλου, συµµετέχουν και 
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στην αξιολόγησή του [13]. Παραλλαγές της διασταυρούµενης επικύρωσης αποτελούν και οι 

παρακάτω µέθοδοι: 

� Η “εξαιρουµένου ενός” µέθοδος (leave-one-out ή jack knife method), που περιγράφηκε 

σε προηγούµενο κεφάλαιο (§ 2.1.3). Η µέθοδος είναι χρήσιµη για µικρές βάσεις δεδο-

µένων, παρέχοντας τη δυνατότητα µιας ικανοποιητικής διευθέτησης των δειγµάτων [26, 

104, 197]. Ωστόσο, µπορεί να οδηγήσει σε φαινόµενα υπερ-προσαρµογής, όταν τα 

δεδοµένα δεν είναι αρκετά. Μπορεί να έχει πολύ καλή απόδοση στην εκτίµηση του 

σφάλµατος συνεχών συναρτήσεων όπως τα MSE ή RMS (§ 4.3.7). Αντίθετα, παρου-

σιάζει προβλήµατα για ασυνεχείς συναρτήσεις σφάλµατος όπως ο αριθµός των 

εσφαλµένα ταξινοµηµένων δειγµάτων [14]. Θεωρείται “ακριβή” (“expensive”) µέθοδος 

µε πολλούς υπολογισµούς, αλλά δεν “ξοδεύει” πολλά δείγµατα στην περίπτωση µικρών 

βάσεων [198].   

� Η “εξαιρουµένου πολλαπλών” µέθοδος (leave-multiple-out ή leave-n-out method), 

που αποτελεί βελτίωση της προηγούµενης και περιλαµβάνει την τυχαία διαίρεση των 

δειγµάτων σε υπο-οµάδες εκπαίδευσης και ελέγχου µε τέτοιο τρόπο, ώστε η τελευταία 

υπο-οµάδα να περιέχει το 40 – 60 % των δειγµάτων (n δείγµατα). Η ικανότητα πρόβλε-

ψης υπολογίζεται έτσι, από ένα µεγάλο αριθµό διαφορετικών διαιρέσεων σε υπο-οµάδες 

εκπαίδευσης και ελέγχου (περιλαµβάνονται πολλαπλοί συνδυασµοί των n δειγµάτων 

που κάθε φορά εξαιρούνται). Με αυτόν τον τρόπο, υπάρχουν ίσως λιγότερα δεδοµένα 

για την κατασκευή του µοντέλου, αλλά περισσότερα για την εκτίµηση της ποιότητας 

του. Η διαδικασία επικεντρώνεται έτσι σε γενικότερα “πρότυπα” δείγµατα και 

µειώνεται η πιθανότητα υπερ-προσαρµογής [26]. Η µέθοδος θεωρείται επίπονη (ακριβή 

σύµφωνα µε τα παραπάνω) και “ξοδεύει” πολλά δείγµατα στις οµάδες εκτός της 

εκπαίδευσης [104]. 

� Η v-πλάσια διασταυρούµενη αξιολόγηση 1 (v-fold cross-validation type 1), όπου 

δηµιουργούνται v υπο-οµάδες δειγµάτων, από τις οποίες κάθε φορά οι v-1 χρησιµο-

ποιούνται ως οµάδα εκπαίδευσης και µια ως οµάδα ελέγχου. Το πλεονέκτηµα είναι ότι 

αυτό επαναλαµβάνεται κυκλικά, ώσπου κάθε υπο-οµάδα να παραµείνει ως οµάδα 

ελέγχου µια φορά [14, 26]. Αν ωστόσο, το v είναι πολύ µικρό, το σφάλµα εκτιµάται σε 

µεγαλύτερες τιµές, καθώς υπάρχει µεγάλη διαφορά ανάµεσα στην οµάδα εκπαίδευσης 

της διασταυρούµενης αξιολόγησης και της αρχικής οµάδας εκπαίδευσης [14]. Γενικά, 

όσο µεγαλύτερος είναι ο αριθµός των υπο-οµάδων v, τόσο λιγότερα δείγµατα ξοδεύ-

ονται (δεν χρησιµοποιούνται στην οµάδα εκπαίδευσης), αλλά τόσο πιο ακριβή είναι η 

µέθοδος επικύρωσης. Όταν ο αριθµός των υπο-οµάδων v ισούται µε το συνολικό αριθµό 

των δειγµάτων, η µέθοδος συµπίπτει µε την “εξαιρουµένου ενός” µέθοδο [198].  
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� Η v-πλάσια διασταυρούµενη αξιολόγηση 2 (v-fοld cross-validation type 2), όπου 

δηµιουργούνται 2 υπο-οµάδες δειγµάτων, από τις οποίες η οµάδα ελέγχου περιέχει  

κάθε φορά 1/v δείγµατα και η οµάδα εκπαίδευσης τα υπόλοιπα. Έτσι, η τελευταία είναι 

αρκετά µεγάλη, ώστε να περιέχει αντιπροσωπευτικό αριθµό δειγµάτων και η πρώτη 

επαρκή. Η διαδικασία επαναλαµβάνεται v φορές µε διαφορετικά µέλη σε κάθε υπο-

οµάδα, έτσι ώστε όλα τα δείγµατα να µετέχουν στην οµάδα ελέγχου τουλάχιστον µια 

φορά [26].  

Λιγότερο συνηθισµένες µέθοδοι επικύρωσης των ANN µοντέλων αναφέρονται στο 

ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 2, Θ). 

Γενικότερα, η ικανότητα αναγνώρισης ενός µοντέλου, είναι καλύτερη από την ικανό-

τητα πρόβλεψης. Ωστόσο, αν αυτές είναι πολύ διαφορετικές µεταξύ τους, αυτό σηµαίνει ότι το 

µοντέλο εξαρτάται πολύ περισσότερο από τα αντικείµενα (δείγµατα) της οµάδας εκπαίδευσης 

και έτσι η λύση που επιτυγχάνεται στο πρόβληµα που αντιµετωπίζουµε δόθηκε τυχαία και 

εποµένως είναι αναξιόπιστη [26]. 

 

4.4.3. Μείωση µεταβλητών 

 
Η επιλογή των µεταβλητών (“feature selection”) µπορεί να οριστεί ως το πρόβληµα 

της εύρεσης του υποσυνόλου των µεταβλητών αυτών που ικανοποιούν επαρκώς την επίτευξη 

του στόχου, αν υποθέσουµε ότι διαθέτουµε όλες τις µεταβλητές που είναι απαραίτητες [44]. 

Κατά την επιλογή των µεταβλητών, πρέπει να αποφθεχθεί η χρήση περισσοτέρων ή πολύ λίγων 

µεταβλητών. Αν οι µεταβλητές είναι λίγες, η παροχή της πληροφορίας µπορεί να είναι 

ανεπαρκής. Αν αντίθετα οι µεταβλητές είναι πολλές, µερικές από αυτές µπορεί να παρέχουν 

άσχετη πληροφορία. Συνεπώς προσδίδουν θόρυβο στα δεδοµένα ο οποίος καλύπτει τη χρήσιµη 

πληροφορία. Έτσι, η σηµαντικότερη πρόκληση που προκύπτει στο θέµα της επιλογής των µετα-

βλητών είναι η εξισορρόπηση ανάµεσα στο θόρυβο και τη χρήσιµη πληροφορία. Ο συνδυασµός 

των µεταβλητών αποτελεί επίσης ένα κρίσιµο θέµα (βλ. επίσης § 4.3.8). Κάποιες µεταβλητές 

µπορεί να παρέχουν σηµαντικότερη πληροφορία όταν συνδυάζονται µε κάποιες άλλες. Έτσι, οι 

επιλεχθείσες µεταβλητές πρέπει να θεωρούνται µέρος του συνόλου των µεταβλητών που 

χρησιµοποιούνται τελικά και σχηµατίζουν τη βέλτιστη οµάδα αυτών (“best set”). Όλοι λοιπόν 

οι δυνατοί συνδυασµοί µεταβλητών πρέπει να εξετάζονται, ώστε να επιτευχθεί το βέλτιστο 

αποτέλεσµα.   

Ειδικότερα, η µείωση των µεταβλητών θεωρείται µέγιστης σηµασίας για την ανάπτυξη 

των ANN µοντέλων. Η παρουσίαση και χρήση όλων των δυνατών µεταβλητών στην κατά-

σκευή των δικτύων, µπορεί να δηµιουργήσει µεγάλα προβλήµατα ακόµα και αν η επιλογή των 
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πιο κρίσιµων από αυτές, ανατεθεί αποκλειστικά στο ίδιο το δίκτυο [100]. Υπάρχουν µετα-

βλητές οι οποίες σίγουρα δεν συνεισφέρουν στην “δράση” των νευρώνων του δικτύου είτε γιατί 

είναι αρκετά σταθερές, είτε τα βάρη που τους αποδόθηκαν κατά τη διάρκεια της εκπαίδευσης 

είναι πολύ µικρά και εποµένως µη σηµαντικά [58]. Αποτέλεσµα είναι η εκδήλωση φαινοµένων 

υπερ-προσαρµογής για την αποφυγή των οποίων, πρέπει να ακολουθείται η αρχή της 

“φειδωλότητας” (“parsimony principle” ή “Occam razor”) [69, 70]. Τα “φειδωλά” µοντέλα 

όχι µόνο έχουν µεγαλύτερη δυνατότητα αναγνώρισης (§ 4.2.2) αλλά και γενίκευσης (§ 4.3.1) 

[69]. Έτσι, ανάµεσα σε ισοδύναµα, πρέπει να επιλέγεται το µοντέλο µε το λιγότερο αριθµό 

µεταβλητών [26, 70, 91]. Ενδεικτικά θα µπορούσαν να αναφερθούν µερικά µόνο από τα 

µειονεκτήµατα των µοντέλων µε πολλές µεταβλητές όπως: 

� µεγάλη computational πολυπλοκότητα (λίγο µας απασχολεί στις µέρες µας και περισ-

σότερο σχετίζεται µε τη δυσκολία “κτίσιµου” του µοντέλου και όχι εφαρµογής του [62]) 

και απαιτήσεις µνήµης [44, 94, 192, 199 - 201], 

� αυξηµένες απαιτήσεις αριθµού δειγµάτων για να ανταποκριθούν στις πολλές 

µεταβλητές (curse of dimensionality) [17, 76, 101, 201], 

� δυσκολία στην εκπαίδευση [199, 200], 

� κακή σύγκλιση και φτωχή απόδοση των µοντέλων [155, 193, 199, 200, 202],  

� αυξηµένη πολυπλοκότητα του µοντέλων και συνεπώς [199, 200, 202], 

� δυσκολία στην κατανόηση τους [44, 193, 199, 200] εξαιτίας και της µη δυνατότητας 

οπτικοποίησης των δεδοµένων [155], και  

� µεγάλος χρόνος εκτέλεσης του µοντέλου για τα άγνωστα δείγµατα [76], 

� αυξηµένος θόρυβος λόγω του συνυπολογισµού µη σηµαντικών µεταβλητών [44, 88, 94, 

199, 200] και εποµένως 

� κίνδυνος υπερ-προσαρµογής του µοντέλου [88, 201, 203], 

� αύξηση της πιθανότητας για τυχαία συσχέτιση (§ 4.4.2) [26, 88],  

� παρεµπόδιση στην εύρεση του βέλτιστου µοντέλου [88]. 

Ο Bowden et al. [199, 200] προτείνει δυο µεθοδολογίες για την επιλογή των λιγότερων 

µεταβλητών για ένα “φειδωλό” (parsimonious) µοντέλο: 

1. Το πρώτο αναφέρεται σε προβλήµατα πρόβλεψης και χρησιµοποιεί ένα κριτήριο µέτρη-

σης της “αµοιβαίας πληροφορίας” (mutual information), ώστε να βρεθούν οι µετα-

βλητές µε τη µεγαλύτερη συσχέτιση µε την εξερχόµενη (προβλεφθείσα) µεταβλητή.  

2. Το δεύτερο χρησιµοποιεί ένα µοντέλο Kohonen για την οµαδοποίηση των συσχετιζό-

µενων µεταβλητών. Στη συνέχεια επιλέγεται µία µεταβλητή από κάθε οµάδα.  

Η συνήθης πρακτική ωστόσο, που προτείνεται από πολλούς συγγραφείς και ερευνητές 

στον κόσµο για τη µείωση των µεταβλητών, είναι η χρήση της PCA ως τεχνική για την προ-
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επεξεργασία των δειγµάτων [26, 83, 88, 122, 126, 127, 137, 155, 178, 185, 204 - 207]. Στις 

περιπτώσεις αυτές, τα scores από την PCA χρησιµοποιούνται ως τις νέες εισερχόµενες “ορθο-

γώνιες” µεταβλητές. Όταν η PCA χρησιµοποιηθεί για την οµαδοποίηση των µεταβλητών, 

µπορεί να επιλεχθεί µία µόνο µεταβλητή από κάθε οµάδα, η οποία και αντιπροσωπεύει τις υπό-

λοιπες [162]. Οι συνήθεις αντιρρήσεις που αφορούν τη χρήση της PCA εδώ, αφορούν την 

πιθανή απώλεια της αρχικής ταυτότητας των µεταβλητών. Έτσι, καθίσταται δύσκολη η 

ερµηνεία των αποτελεσµάτων και η εξαγωγή συµπερασµάτων από τα ANN µοντέλα. Επιπλέον, 

οι νέες µεταβλητές (κάποιες PC συνιστώσες) ενδέχεται να “περιέχουν” µειωµένη πληροφορία 

σε σχέση µε τις αρχικές µεταβλητές [58]. 

Η τεχνική της DA, σπάνια έχει χρησιµοποιηθεί ως µέθοδος επιλογής και εποµένως 

µείωσης των µεταβλητών. Συγκεκριµένα, αναφέρεται µια περίπτωση [195], όπου χρησιµο-

ποιείται η FW προσέγγιση (DA), για την επιλογή των µεταβλητών εκείνων (µέταλλα – µεταλ-

λοειδή) που θα χρησιµοποιηθούν για τη διαφοροποίηση κρασιών µε MLP και BP αλγόριθµο.  

Εξίσου σπάνια, αναφέρονται στη βιβλιογραφία η χρήση δεικτών όπως ο συντελεστής 

Pearson για την εύρεση των συσχετιζόµενων µεταβλητών. Έτσι, η µία από αυτές θα είναι η 

εξερχόµενη µεταβλητή (στην περίπτωση προβληµάτων πρόβλεψης) και οι υπόλοιπες εισερ-

χόµενες [91].  

Αναφορά θα πρέπει επίσης να γίνει και σε άλλες τεχνικές εύρεσης των σηµαντικότερων 

µεταβλητών. Για παράδειγµα ο Lei et al. [201], επιλέγει τις µεταβλητές εκείνες  που κάνουν την 

απόσταση µεταξύ των δειγµάτων της ίδιας οµάδας µικρότερη, ενώ την αντίστοιχη ανάµεσα σε 

διαφορετικές οµάδες µεγαλύτερη. Ο Faisal et al. [208] χρησιµοποιεί δίκτυα Kohonen για την 

εύρεση των πιο σηµαντικών µεταβλητών. Εξαρτηµένες και ανεξάρτητες µεταβλητές χρησιµο-

ποιούνται για την κατασκευή του χάρτη Kohonen και όποιες από τις πρώτες φαίνονται να 

παίζουν σηµαντικό ρόλο στην οµαδοποίηση φυλάσσονται για την “τροφοδότηση” του µοντέ-

λου MLP που ακολουθεί. 

Βηµατικές προσεγγίσεις ανάλογες της DA (βλ. § 5.2.2) µπορούν επίσης να εφαρ-

µοστούν και για τα ANN. Ειδικότερα, η FW προσέγγιση θεωρείται ότι είναι γρηγορότερη, αλλά 

µπορεί να παραβλέψει µεταβλητές που αλληλοεξαρτώνται, ενώ αντίθετα η BW πλεονεκτεί και 

εφαρµόζεται συχνότερα, ειδικά σε περιπτώσεις λίγων µεταβλητών [17, 203]. Μια διαφορετική 

βηµατική προσέγγιση περιλαµβάνει την εκπαίδευση διαφορετικών µοντέλων µε καθεµιά 

µεταβλητή και στη συνέχεια τη διαδοχική προσθήκη µεταβλητών στο βέλτιστο µοντέλο. Η 

µέθοδος είναι χρονοβόρα και ανεπαρκής να “συλλάβει” τη σηµαντικότητα συνδυασµών κά-

ποιων µεταβλητών, που από µόνες τους µπορεί να δείχνουν ασήµαντες (§ 4.3.8) [76]. Κριτήρια 

που αφορούν κυρίως την απόδοση του δικτύου (§ 4.3.7) χρησιµοποιούνται τελικά για την 

εύρεση των κρισιµότερων µεταβλητών [120]. 



    

 142 

Ο γενετικός αλγόριθµος (genetic algorithm, GA) είναι µια άλλη µέθοδος για την επιλο-

γή των βέλτιστων µεταβλητών. Τέτοιου είδους αλγόριθµοι θεωρούνται ότι προσοµοιώνουν τη 

βιολογική εξέλιξη των ειδών και στο γεγονός αυτό οφείλεται και το όνοµά τους. Πράγµατι, η 

βιολογική εξέλιξη η οποία έχει αποδειχθεί ιδιαίτερα επιτυχής διαµέσου των αιώνων, στηρίζεται 

στους παρακάτω µηχανισµούς: 

1. τους κλασικούς κανόνες του Darwin για τον αγώνα για επιβίωση (competition rule) 

και την επικράτηση του καλύτερου (selection rule),  

2. εφαρµόζεται στην “κωδικοποιηµένη” µορφή ζωής δηλαδή τα χρωµοσώµατα. Εισά-

γονται δε τυχαίες αλλαγές µέσω της φυσικής διαφοροποίησης (“natural mutation”). 

Κατά την προσοµοίωση της βιολογικής εξέλιξης σε αλγορίθµους βελτιστοποίησης, 

πρέπει ανάλογα να προβλεφθούν: 

1. µια τεχνική κωδικοποίησης για τις προτεινόµενες λύσεις του προβλήµατος, 

2. ανταγωνισµός (competition) ανάµεσα στις προτεινόµενες λύσεις, 

3. συνδυασµοί µεταξύ των επιβιωσάντων λύσεων, ώστε να προκύψουν νέες γενιές (“ge-

nerations”) καλύτερων λύσεων, 

4. τυχαίες αλλαγές [209]. 

Όσον αφορά την τεχνική κωδικοποίησης, ο GA ερευνά για δυαδικές αλληλουχίες ή 

χρωµοσώµατα (strings ή chromosomes) που αντιπροσωπεύουν τις µεταβλητές που θα µπορού-

σαν δυνητικά να χρησιµοποιηθούν για την κατασκευή του µοντέλου. Έτσι µε “0” αναπαρί-

στανται οι µεταβλητές που δεν µπορούν να χρησιµοποιηθούν, ενώ µε “1”, εκείνες που πρέπει 

να συµµετέχουν στο µοντέλο. Για παράδειγµα, ένα string “001101” δείχνει ότι από τις έξι 

διαθέσιµες µεταβλητές, η πρώτη, δεύτερη και πέµπτη πρέπει να απορριφθούν, ενώ η τρίτη, 

τέταρτη και έκτη να παραµείνουν. Ο GA δηµιουργεί τυχαία µια σειρά από τέτοια strings (“first 

generation”) και αφού δοκιµαστούν επιλέγονται τα καλύτερα (ανταγωνισµός ανάµεσα στις 

προτεινόµενες λύσεις) [17].  

Τα τελευταία υπόκεινται σε παραπέρα bit-by-bit βελτίωση. Η διαδικασία αυτή περιλαµ-

βάνει συνδυασµούς (“cross-over” ή “recombination”) των προτεινόµενων λύσεων και µεταλ-

λάξεις (“mutation”) [140, 186, 209, 210]. Η διαφορά των παραπάνω φαίνεται στο σχήµα 4.46. 

Κατά την cross-over διαδικασία (σχ. 4.46(α)), οι δυο προτεινόµενες λύσεις (parent 

strings) συνδυάζονται έτσι ώστε να προκύψουν δυο νέες λύσεις (child strings). Έτσι, σηµαντική 

πληροφορία που περιέχουν οι αρχικές λύσεις µεταφέρεται στις νεώτερες.  

Όταν η παραπάνω διαδικασία ωστόσο, δεν προσφέρει την απαιτούµενη διαφοροποίηση, 

χρησιµοποιείται η εναλλακτική πορεία mutation (σχ. 4.46(β)). Για παράδειγµα, όταν ένα bit 

είναι το ίδιο σε όλα τα strings, αυτό δεν µπορεί να αλλάξει µε την cross-over διαδικασία. Τότε, 

ο αλγόριθµος παγιδεύεται σε τοπικά ελάχιστα. Η  mutation αντίθετα, εξασφαλίζει τη διαφορο-
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ποίηση του πληθυσµού και εµποδίζει την πρώιµη σύγκλιση µε την εναλλαγή του 0 σε 1 και 

αντίθετα [209, 211]. 

 

 

(α) 

 

(β) 

Σχήµα 4.46: Παράδειγµα βελτίωσης των προτεινόµενων λύσεων µε διαδικασίες cross-over (α) 

και mutation (β) [209]. 

 

Οι GA είναι πολύ αποτελεσµατικοί στην επιλογή µεταβλητών, καθώς αναγνωρίζουν 

αλληλοσχετιζόµενα bits. Γενικά όµως, είναι χρονοβόρες µέθοδοι, αλλά ο απαιτούµενος χρόνος 

εξαρτάται από τον αριθµό των µεταβλητών, ενώ αντίθετα οι βηµατικές µέθοδοι που προ-

αναφέρθηκαν απαιτούν χρόνο ανάλογο του τετραγώνου του αριθµού των µεταβλητών. Συνή-

θως χρησιµοποιούνται όταν ο αριθµός των διαθέσιµων µεταβλητών είναι µεγάλος (µεγαλύτερος 

από πενήντα), ή αποτελούν συµβουλευτική εναλλακτική στην περίπτωση λίγων µεταβλητών. 

Οι GA είναι ιδιαίτερα αποτελεσµατικοί στην ανίχνευση των αλληλοσυσχετίσεων µεταξύ µετα-

βλητών που τοποθετούνται γειτονικά στο string. Έτσι, στην περίπτωση υποψίας συσχε-

τιζόµενων µεταβλητών, είναι καλύτερα να τοποθετηθούν αυτές σε γειτονικές στήλες πριν την 

έναρξη του αλγορίθµου [17]. Μειονέκτηµα των GΑ αποτελεί επίσης η ανάγκη βελτιστοποίησης 

από το χρήστη µιας οµάδας παραµέτρων όπως ο ρυθµός µετάλλαξης (mutation rate), η µορφή 

των συνδυασµών (cross-over scheme), ο αρχικός πληθυσµός (initial population) [202]. 

Οι GA έχουν επιτυχώς χρησιµοποιηθεί και σε άλλες εφαρµογές, εκτός της επιλογής των 

κρισιµότερων µεταβλητών [212]. Ενδιαφέρον έχει η πρόσφατη εργασία του Ballabio et al. 
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[210], όπου χρησιµοποιούνται GA για την εύρεση του βέλτιστου αριθµού των περιόδων 

εκπαίδευσης αλλά και του αριθµού των νευρώνων σε CP-ANN (Counter-Propagation ANN) 

µοντέλα. Εδώ, κάθε string είναι δυαδική απεικόνιση των περιόδων αλλά και των νευρώνων του 

µοντέλου. Ο Feng et al. [213] επίσης, χρησιµοποιεί GA για τη βελτιστοποίηση βαρών και της 

προκατάληψης στα BP-ANN µοντέλα που χρησιµοποιεί. 

 

4.4.4. Αλλαγή κλίµακας (scaling) των δεδοµένων  

 
Όπως και µε τις παραδοσιακές πολυπαραµετρικές στατιστικές τεχνικές, έτσι και πριν 

την εφαρµογή των ANN, είναι µερικές φορές απαραίτητο η αλλαγή της κλίµακας (scaling) των 

αρχικών δεδοµένων. Εφαρµόζεται κυρίως όταν υπάρχει µεγάλη διαφορά στο εύρος των 

µεταβλητών. Τότε δεν µπορεί να εξασφαλιστεί η συµπεριφορά του µοντέλου απέναντι στις 

µεταβλητές, αλλά αντίθετα οι “µεγάλες” µεταβλητές κυριαρχούν στην κατασκευή του. Επι-

πλέον οι µεγάλες µεταβλητές σε ένα νευρώνα, συνδυασµένες µε µεγάλα βάρη µπορεί να 

οδηγήσουν το δίκτυο σε παράλυση (βλ. § 4.3.9). Η παράγωγος της σιγµοειδούς συνάρτησης θα 

είναι τότε πολύ µικρή και η διόρθωση των βαρών ελάχιστη (σχέση 4.14). Όταν λοιπόν, οι τιµές 

της συνάρτησης κινούνται από 0 ως +1, τα δεδοµένα προσαρµόζονται συνήθως στο εύρος 0,1 – 

0,9 ή 0,2 – 0,8 (ώστε να βρίσκονται στη γραµµική περιοχή της σιγµοειδούς συνάρτησης (§ 

4.3.4) [1]. Επιπλέον, αν οι αλλαγές αυτές γίνουν µέχρι τα πιο ακραία όρια της συνάρτησης 

ενεργοποίησης, οι διορθώσεις των βαρών είναι ελάχιστες [76]. Η αλλαγή της κλίµακας, 

επαναφέρει τις µεταβλητές στο κατάλληλο εύρος της σιγµοειδούς συνάρτησης (βλ. § 4.3.4) 

[51]. Εδώ πρέπει να τονιστεί ότι αν η συνάρτηση είναι µη φραγµένη (πχ γραµµική), η αλλαγή 

κλίµακας δεν απαιτείται αυστηρά, αλλά ωστόσο συνίσταται η χρήση οµοιόµορφων µονάδων 

[76]. O Zhang et. al. [69] τέλος, υποστηρίζει ότι η αλλαγή στην κλίµακα των δεδοµένων πρέπει 

να γίνεται ακόµα και σε περίπτωση γραµµικής συνάρτησης, ώστε να αποφεύγονται υπολο-

γιστικά προβλήµατα, να εκπληρώνονται τυχόν απαιτήσεις των αλγορίθµων και να διευκολύ-

νεται η εκπαίδευση του δικτύου. Τα πλεονεκτήµατα από την αλλαγή της κλίµακας των δεδο-

µένων ωστόσο, µειώνονται όσο το δίκτυο µεγαλώνει. 

Οι πιο συνήθεις µέθοδοι αλλαγής κλίµακας είναι [26]: 

1. Mean-centering: η µέση τιµή αφαιρείται από κάθε µεταβλητή. 

2. Τυποποίηση (standardization ή auto-scaling): η µέση τιµή αφαιρείται σε κάθε µετα-

βλητή (mean-centered), µετά διαιρείται µε την τυπική απόκλιση. 

3. Κανονικοποίηση (normalization): οι µεταβλητές διαιρούνται µε την τετραγωνική ρίζα 

του αθροίσµατος όλων των µεταβλητών για κάθε δείγµα. 
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Άλλες µέθοδοι αναφέρονται στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 2, 

Θ). Αρκετές φορές επίσης, η προκατεργασία των τιµών των µεταβλητών, είναι µέρος της 

χηµειοµετρικής τεχνικής (πχ PCA) [26].    

 
 
 
4.5. ΒΙΒΛΙΟΓΡΑΦΙΚΗ ΑΝΑΣΚΟΠΗΣΗ 

 
Η Χηµειοµετρική ανάλυση δεδοµένων προσφέρει ένα πανίσχυρο εργαλείο στην 

ανάλυση και ερµηνεία µεγάλου αριθµού περιβαλλοντικών και όχι µόνο πολυπαραµετρικών 

δεδοµένων. Έτσι, όσον αφορά τις πιο συµβατικές πολυπαραµετρικές τεχνικές: 

� στην ανίχνευση και ερµηνεία συσχετίσεων, στην ταυτοποίηση πηγών ρύπανσης, στην 

µελέτη γεωγραφικών ή εποχιακών κατανοµών τους χρησιµοποιούνται κατά κύριο λόγο 

οι “παραδοσιακές” PCA/FA. 

� στην ταξινόµηση δειγµάτων, θέσεων (σηµείων δειγµατοληψίας), αλλά και µεταβλητών, 

χρησιµοποιούνται οι PCA, CA, ενώ 

� στην αξιολόγηση µεταβλητών, στην εξαγωγή ενός “µοντέλου” ταξινόµησης ή στην 

αναζήτηση γεωγραφικών και εποχιακών διακυµάνσεων χρησιµοποιείται η DA [38]. 

Στην παρούσα εργασία, επιχειρήθηκε η σύγκριση των παραπάνω κλασικών χηµειο-

µετρικών τεχνικών µε νέες πολυπαραµετρικές µεθόδους όπως τα Νευρωνικά ∆ίκτυα (ANN). 

Παράλληλα, µελετήθηκε σε µεγαλύτερο βαθµό η τεχνική των CT (∆έντρων ταξινόµησης), µε 

σύγχρονη εφαρµογή τριών προσεγγίσεων αυτής της µεθόδου. Τα πεδία σύγκρισης ήταν µεγά-

λες βάσεις δεδοµένων όπως: 

1. Μέταλλα-µεταλλοειδή από τους τρεις ταµιευτήρες που χρησιµοποιούνται για την 

ύδρευση της πρωτεύουσας (Υλίκη, Μόρνο και Μαραθώνα) (ΚΕΦ. 5). 

2. Μέταλλα-µεταλλοειδή, ανόργανα στοιχεία από δείγµατα ιζηµάτων σε µεγάλες 

ιχθυοκαλλιέργειες της χώρας (ΚΕΦ. 6). 

3. Σπάνιες γαίες (λανθανίδες) από δείγµατα εδώδιµων λαδιών (ελαιολάδων) από διάφορες 

περιοχές της χώρας (ΚΕΦ. 7). 

Για την πρώτη βάση δεδοµένων που µελετήθηκε, θα µπορούσε κανείς να αναφέρει ένα 

πλήθος άρθρων που αφορούν την εφαρµογή ANN στην ανάλυση του νερού. Έτσι, βελτι-

στοποιηµένα µοντέλα συνήθως MLP, RBF και Kohonen χρησιµοποιούνται συχνά για τη 

συσχέτιση δεδοµένων [57, 66, 70, 72, 133, 134, 214], την εκτίµηση της ποιότητας του νερού 

[154, 188, 189, 214, 215], την ταξινόµηση δειγµάτων [190, 215], ή τη διερεύνηση της 

κρισιµότητας και συσχετίσεων µεταβλητών [190, 214, 215]. Συχνά τα ANN συγκρίνονται µε 

πιο συµβατικές τεχνικές, µε τα πρώτα να αποδεικνύονται πολύ αποτελεσµατικότερα [154, 214].  
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Ειδικότερες αναφορές γίνονται στην εισαγωγή του σχετικού κεφαλαίου (§ 5.1). Παρά 

τον αριθµό των δηµοσιευµένων εργασιών ωστόσο, είναι η πρώτη φορά που τόσες πολλές 

πολυπαραµετρικές τεχνικές (επιβλεπόµενες και µη), συγκρίθηκαν µεταξύ τους. Συγκεκριµένα, 

τέσσερις µη επιβλεπόµενες τεχνικές (PCA/FA, CA, Kohonen) και τέσσερις επιβλεπόµενες 

(DA, CT, MLP και RBF) εφαρµόστηκαν και αξιολογήθηκαν για την ίδια βάση δεδοµένων. 

Κλασικές και νεώτερες µέθοδοι αξιοποιήθηκαν σε µια µεγάλη και “εύφορη” βάση δεδοµένων 

και τα αποτελέσµατά τους (ποιοτικά και ποσοτικά) ερµηνεύτηκαν διεξοδικά. 

Για τη δεύτερη βάση δεδοµένων που χρησιµοποιήθηκε (δείγµατα θαλασσίων ιζηµάτων 

από ιχθυοκαλλιέργειες), επιχειρήθηκε παράλληλα µε τη σύγκριση πολυπαραµετρικών µεθόδων 

που αναφέρθηκε παραπάνω, η εξαγωγή συµπερασµάτων για την επίπτωση που έχει η 

λειτουργία µιας µονάδας ιχθυοκαλλιέργειας στο φυσικό περιβάλλον που εγκαθίσταται. Ανόρ-

γανα συστατικά (Ν, P, C) που περιέχονται στις τεχνητά παραγόµενες και εξωτερικά προστι-

θέµενες ιχθυοτροφές και περιττώµατα ψαριών, φαίνεται ότι επηρεάζουν τη σύσταση του 

θαλάσσιου πυθµένα που γειτονεύει µε τέτοιες εγκαταστάσεις [216].  

Πολλές εργασίες που καταγράφουν την επίδραση των ιχθυοκαλλιεργιών στον πυθµένα 

του θαλάσσιου περιβάλλοντος, έχουν γενικά καταγραφεί στη διάρκεια των τελευταίων δυο 

δεκαετιών. Ο P φαίνεται να είναι το κυρίαρχο ανόργανο συστατικό στις µελέτες αυτές [216, 

217]. Αυξηµένα επίπεδα βαρέων µετάλλων όπως Cu, Zn, Cd καταγράφονται σε άλλες εργασίες 

[218, 219, 220 - 222]. Ωστόσο, λίγες από αυτές τις εργασίες, χρησιµοποιούν στατιστικές 

τεχνικές για την αξιολόγηση των αποτελεσµάτων. Πολύ βασικές µέθοδοι και δοκιµές χρησιµο-

ποιούνται για τον σκοπό αυτό [219, 223 - 225]. Ειδικότερες αναφορές γίνονται στην εισαγωγή 

του σχετικού κεφαλαίου (§ 6.1). 

Στη διατριβή αυτή, µελετήθηκαν διεξοδικά τα περιβαλλοντικά δεδοµένα του προβλή-

µατος, ενώ παράλληλα χρησιµοποιήθηκαν µια πληθώρα από επιβλεπόµενες και µη, πολυπαρα-

µετρικές τεχνικές (PCA/FA, DA, CT, ANN) για την ερµηνεία και αξιολόγηση των αποτε-

λεσµάτων. 

Για την τρίτη βάση δεδοµένων που αφορά την προέλευση εδώδιµων λαδιών, τα 

αποτελέσµατα της επιτυχούς κατάταξής τους, θα µπορούσαν να φανούν χρήσιµα για µια 

µελλοντική ταυτοποίηση αγνώστων ή αµφιβόλων δειγµάτων. Γενικότερα, συγκεκριµένες παρά-

µετροι µπορούν να χρησιµοποιηθούν ως ένα δικανικό (forensic) εργαλείο για να ανιχνευθούν 

δυνητικές προσπάθειες νοθείας στην αγορά των τροφίµων και όχι µόνο. Έτσι, ANN έχουν 

συχνά χρησιµοποιηθεί για την ταυτοποίηση της γεωγραφικής/βοτανικής προέλευσης και 

ποικιλίας: 

1. δειγµάτων κρασιών µε βάση τη µεταλλική τους σύσταση [15, 195], των φαινολικών 

ενώσεων που περιέχουν [22, 24], ή τα πτητικά οργανικά συστατικά τους [207],  
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2. ποικιλιών Ιταλικού ρυζιού µε βάση κοινά χαρακτηριστικά που αφορούν το µέγεθος του 

κόκκου ή ποιοτικούς δείκτες της παραγωγικής διαδικασίας [110], 

3. ειδών αλκοολούχων ροφηµάτων µε βάση µέταλλα: Cu, Fe και Zn [23, 129], 

4. δειγµάτων βενζίνης µε βάση το NIR φάσµα [62], 

5. δειγµάτων εµφιαλωµένου µεταλλικού νερού µε βάση χηµικά και γεωλογικά χαρα-

κτηριστικά τους [226], 

6. δειγµάτων µελιού µε βάση πτητικά συστατικά τους [187], τη µεταλλική τους σύσταση 

[227], ή διάφορες εύκολα µετρούµενες χηµικές παραµέτρους (ολική οξύτητα και ειδική 

στροφική ικανότητα) [228], 

7. δειγµάτων γάλακτος (από διάφορα θηλαστικά) µε βάση το φάσµα µάζας τους [28], 

8. δειγµάτων µπύρας µε βάση GC profiles των πτητικών συστατικών τους [229]. 

Ειδικότερες αναφορές για το ελαιόλαδο και τις στατιστικές τεχνικές που έχουν χρησιµο-

ποιηθεί, γίνονται στην εισαγωγή του σχετικού κεφαλαίου (§ 7.1). Ωστόσο είναι η πρώτη φορά, 

που έγινε προσπάθεια να επιτευχθεί ο γεωγραφικός χαρακτηρισµός των ελαιολάδων µε βάση 

την περιεκτικότητά τους σε σπάνιες γαίες. Επιπλέον µια καινοτοµική προσέγγιση επιχειρήθηκε 

για την αντιπροσωπευτικότερη επιλογή των οµάδων εκπαίδευσης και ελέγχων των µοντέλων 

CT και ANN που χρησιµοποιήθηκαν. 
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ΣΚΟΠΟΣ ΕΡΓΑΣΙΑΣ 

 

Σκοπός της εργασίας αυτής, είναι αρχικά η παρουσίαση των νέων πολυπαραµετρικών 

τεχνικών: ∆έντρων Ταξινόµησης (Classification Trees, CT) και Νευρωνικών ∆ικτύων (Artficial 

Neural Networks, ANN), η εφαρµογή τους σε µεγάλες βάσεις δεδοµένων και η αξιολόγηση των 

αποτελεσµάτων, όσον αφορά  

� την οµαδοποίηση/ταξινόµηση των αντικειµένων (δειγµάτων) και  

� την αξιολόγηση µεταβλητών.  

Παράλληλα επιχειρήθηκε µια σύγκριση των παραδοσιακών και νεώτερων τεχνικών. 

Συγκεκριµένα, χρησιµοποιήθηκαν διαφορετικές µέθοδοι CT και διαφορετικά µοντέλα ANN 

για την ανίχνευση και επιβεβαίωση οµάδων (την πρόβλεψη της πηγής προέλευσης “αγνώστων” 

δειγµάτων) και την εύρεση των κρισιµότερων µεταβλητών. Τα αποτελέσµατα των δοκιµών 

αυτών συγκρίθηκαν µε τις παραδοσιακές: ∆ιαχωριστική Ανάλυση (Discriminant Amalysis, 

DA), Ανάλυση Κυρίων Συνιστωσών (Principal Components Analysis, PCA) και Ανάλυση 

κατά συστάδες (Cluster Analysis, CA).  

Έτσι, νέοι ερευνητές µε δυνητικό ενδιαφέρον για τις τεχνικές αυτές θα µπορούν να τις 

εφαρµόσουν στις δικές τους βάσεις δεδοµένων, βοηθούµενοι όσον είναι αυτό εφικτό, ώστε να 

ελαχιστοποιηθεί η προσπάθεια και το σφάλµα και να µεγιστοποιηθεί η ακρίβεια του αποτε-

λέσµατος και η πληροφορία που τελικά εκµαιεύεται από τη συνολική ανάλυση.  

Οι ιδιαιτερότητες της κάθε τεχνικής, οι δυνατότητες και οι περιορισµοί τους εξετά-

στηκαν θεωρητικά, αλλά και µέσα από τις βάσεις δεδοµένων που µελετώνται, και ανα-

πτύχθηκαν τρόποι αντιµετώπισης των αδυναµιών τους.  

Τα CT µελετήθηκαν για πρώτη φορά µέσα από τρεις διαφορετικές µεθόδους/πα-

ραλλαγές τους (Classic CT, LCM και CART) και ταυτόχρονα επικυρώθηκαν µε νέα δείγµατα 

(ελέγχου) και τεχνικές Cross-Validation (CV). Οι χρησιµοποιούµενες µεταβλητές αξιολογή-

θηκαν και χρησιµοποιήθηκαν οι κρισιµότερες από αυτές.  

Τα ANN χρησιµοποιήθηκαν στις ίδιες βάσεις ταξινόµησης µε διάφορες αρχιτεκτονικές 

και αλγορίθµους (επιβλεπόµενους και µη). Προβλήµατα όπως η υπερ-προσαρµογή των µοντέ-

λων, η πληθώρα των παραµέτρων, ο αντιπροσωπευτικός διαχωρισµός των δειγµάτων σε 

οµάδες εκπαίδευσης, επικύρωσης και ελέγχου έπρεπε να αντιµετωπιστούν. 

Ειδικότερα, όσον αφορά την πρώτη βάση δεδοµένων, είναι η πρώτη φορά που 

εφαρµόστηκαν πολυπαραµετρικές τεχνικές σε τέτοια έκταση για την εκτίµηση της ποιότητας 

του νερού (σε µέταλλα/µεταλλοειδή) στους τρεις ταµιευτήρες που χρησιµοποιούνται για την 

ύδρευση της Αθήνας. Εφαρµόστηκε έτσι, µια γενική στρατηγική για την εκτίµηση της ποιο-
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τητας του νερού και τη διαχείριση των υδάτινων πόρων µε τη βοήθεια επιβλεπόµενων και µη 

τεχνικών µε σκοπό: 

� την ταξινόµηση των δειγµάτων, 

� την εύρεση των πιο κρίσιµων µεταβλητών, υπεύθυνων για τη διαφοροποίηση των 

δειγµάτων, 

� την εφαρµογή και σύγκριση τεχνικών CT και ANN µέσω της ικανότητάς τους στην 

πρόβλεψη των νέων δειγµάτων, 

� την κατασκευή µοντέλων για κάθε υδάτινο ταµιευτήρα, 

� την ταυτοποίηση διαφορών και οµοιοτήτων µεταξύ των σηµείων δειγµατοληψίας.  

Για τη δεύτερη µεγάλη βάση δεδοµένων των ιζηµάτων, µόνο βασικές στατιστικές µέθο-

δοι έχουν χρησιµοποιηθεί ως τώρα στη βιβλιογραφία για την εκτίµηση της επιβάρυνσης εξαι-

τίας των παρακείµενων ιχθυοκαλλιεργειών. Έτσι στη διατριβή αυτή, µε τη βοήθεια προηγ-

µένων πολυπαραµετρικών τεχνικών, εκπληρώθηκαν πέντε βασικοί στόχοι: 

� η µελέτη της επίδρασης των ιχθυοκαλλιεργειών στα παρακείµενα θαλάσσια ιζήµατα, 

� η ταυτοποίηση των πιο σηµαντικών ρυπογόνων παραγόντων από το σύνολο των µετάλ-

λων/µεταλλοειδών και ανόργανων στοιχείων που προσδιορίστηκαν, 

� η σύγκριση µεταξύ των διαφορετικών µοντέλων CT και ANN πάνω στην ίδια βάση, µε 

κριτήριο τα σωστά ποσοστά ταξινόµησης στα δείγµατα εκπαίδευσης και ελέγχου. 

Η επιλογή των δειγµάτων στη βάση αυτή ήταν τυχαία, ώστε να χρησιµοποιούνται 

δείγµατα από όλες τις µονάδες ιχθυοκαλλιέργειας. Όλα τα µοντέλα ωστόσο, ανταποκρίθηκαν 

στην πρόκληση και έδωσαν πολύ υψηλά ποσοστά, επιβεβαιώνοντας την οµοιογένεια των 

δειγµάτων σε σχέση µε τους ρυπαντές που µελετήθηκαν.      

Στην τρίτη βάση δεδοµένων που περιελάµβανε ελαιόλαδα από διαφορετικές περιοχές 

της χώρας, δεδοµένα σπανίων γαιών (Rare Earth Elements, REE) χρησιµοποιήθηκαν για πρώ-

τη φορά για τον γεωγραφικό χαρακτηρισµό τους. Η επιλογή των δειγµάτων για την εκπαίδευση 

και έλεγχο των µοντέλων ANN και CT που κατασκευάστηκαν έγινε µε τη χρήση των DA 

roots, ώστε να επιτευχθεί αντιπροσωπευτική επιλογή τους και κατασκευή των βέλτιστων 

µοντέλων, απαραίτητων σε µια τόσο απαιτητική βάση. 

Οδηγός σε όλα τα παραπάνω, αποτέλεσε η πεποίθηση ότι τα αποτελέσµατα µεθόδων 

της ίδιας κατηγορίας (οµαδοποίησης ή συσχέτισης), πρέπει να είναι παρόµοια ή τουλάχιστον 

συµπληρωµατικά σε κάποιες περιπτώσεις. Αν κάποια/ες από αυτές τις µεθόδους προβάλλουν 

για παράδειγµα σηµαντικά διαφορετική οµαδοποίηση δεδοµένων από τις άλλες, τότε έχουµε 

µια σοβαρή προειδοποίηση ότι τα δεδοµένα δεν “περιέχουν” αρκετή πληροφορία ώστε να 

“συντηρήσουν” ένα µοντέλο [26]. Από την άλλη µεριά, είναι σηµαντικό να αναφέρονται ακό-
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µα και προσπάθειες που κατέληξαν σε απογοητευτικά αποτελέσµατα, καθώς αρκετές φορές 

νέες ιδέες “κατακρηµνίζονται” σε τέτοιες προσπάθειες [52]. 

 

Όλοι οι υπολογισµοί, διαγράµµατα, πίνακες που αφορούν την εφαρµογή των πολύ-

παραµετρικών τεχνικών, έγιναν µε τη χρήση του λογισµικού Statistica [17]. 
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ΚΕΦ. 5 ΤΑΜΙΕΥΤΗΡΕΣ ΠΟΣΙΜΟΥ Υ∆ΑΤΟΣ ΑΤΤΙΚΗΣ 

5.1. ΕΙΣΑΓΩΓΗ 

 
Στο κεφάλαιο αυτό εφαρµόστηκαν οι χηµειοµετρικές τεχνικές που αναφέρθηκαν στα 

θεωρητικά κεφάλαια της διατριβής αυτής, σε µια µεγάλη βάση δεδοµένων που αφορούσε 

αποτελέσµατα προσδιορισµών µετάλλων στους ταµιευτήρες ύδρευσης της Αθήνας στη διάρ-

κεια έξι (6) µηνών (Νοέµβριος 2006 - Απρίλιος 2007). Λεπτοµέρειες που αφορούν τη δειγµα-

τοληψία, τις µεθόδους ανάλυσης, τα αναλυτικά αποτελέσµατα και τη βασική στατιστική επε-

ξεργασία, αναφέρονται στην Ερευνητική Εργασία µου ∆ιπλώµατος ειδίκευσης [38].  

Μελέτες (συγκριτικές ή όχι) ΑNN και άλλων πολυπαραµετρικών τεχνικών για την 

ταξινόµηση δειγµάτων νερού, έχουν αρκετές φορές καταγραφεί στο παρελθόν. Έτσι: 

1. PCA, δίκτυα Kohonen και CP-ANN εφαρµόστηκαν για την οµαδοποίηση και ταξινό-

µηση δειγµάτων επιφανειακού νερού µε βάση το βαθµό µόλυνσης αυτών [214]. 

2. CA, PCA και δίκτυα Kohonen χρησιµοποιήθηκαν για την ταξινόµηση των δειγµάτων 

ενός ποταµού µε βάση 14 χηµικές παραµέτρους [215]. 

3. N-way PCA και δίκτυα Kohonen εφαρµόστηκαν επίσης από την ίδια ερευνητική οµάδα 

µε σκοπό την ερµηνεία και παρακολούθηση µιας µεγάλης βάσης δεδοµένων που αφο-

ρούν την ποιότητα του νερού [230]. 

4. Μόνο CP-ANN εκµεταλλεύτηκε ο Grošelj et al. για την ταξινόµηση δειγµάτων εµφια-

λωµένου νερού, µε βάση τη γεωγραφική τους προέλευση [226]. 

Ειδικότερα, ανασκόπηση της χρήσης των ANN στην ανάλυση του νερού µε αναφορά 

σε εργασίες που αφορούν συσχέτιση και πρόβλεψη παραµέτρων, γενικότερη εκτίµηση της 

συνολικής ποιότητας του νερού, αλλά και ταξινόµηση δειγµάτων έγινε πρόσφατα σε σχετική 

δηµοσίευση [48]. 

Σκοπός του κεφαλαίου αυτού, είναι αρχικά η συγκριτική παρουσίαση κλασικών αλλά 

και νεώτερων πολυπαραµετρικών τεχνικών όπως CT και ANN µέσω της εφαρµογής τους σε 

µια µεγάλη βάση δεδοµένων. Η αξιολόγηση τους έγινε αναφορικά µε την ικανότητα οµαδο-

ποίησης/ταξινόµησης των δειγµάτων αλλά και τη δυνατότητα αξιολόγησης των µεταβλητών. 

Το σχήµα 5.1 απεικονίζει διαγραµµατικά τη µεθοδολογία που ακολουθήθηκε σε αυτό το 

κεφάλαιο και πρόσφατα δηµοσιεύτηκε [231]. Επιγραµµατικά, τέσσερις είναι οι στόχοι της 

σχηµατικής επεξεργασίας των δεδοµένων που απεικονίζεται στο σχήµα αυτό:  

1. να αποκαλυφθούν οι κρίσιµες µεταβλητές που διαφοροποιούν µεταξύ τους, τους τρεις 

ταµιευτήρες, 

2. να κατασκευαστούν µοντέλα που να περιγράφουν την κάθε λίµνη και να αξιοποιούν τις 

κρίσιµες αυτές µεταβλητές που καθορίζουν την ποιότητα του νερού, 
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3. να εφαρµοστούν και να συγκριθούν τα διαφορετικά µοντέλα DA, CT και ANN µεταξύ 

τους, µε βάση την ικανότητά τους στην πρόβλεψη άγνωστων δειγµάτων, 

4. αποκαλυφθούν οµοιότητες και διαφορές µεταξύ των σηµείων δειγµατοληψίας και/ή 

των Αθηναϊκών ταµιευτήρων. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 5.1: Σχηµατική αναπαράσταση της µεθοδολογίας που ακολουθείται σε αυτό το κεφάλαιο.   
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5.2. ΜΕΘΟ∆ΟΛΟΓΙΑ 

5.2.1. Αποτελέσµατα 

 
Αναλυτικά τα αποτελέσµατα των µετρήσεων παρατίθενται στην Ερευνητική Εργασία 

µου ∆ιπλώµατος ειδίκευσης [38].  

Παρακάτω ωστόσο, παρατίθεται βοηθητικά ο πίνακας 5.1 µε τα σηµεία δειγµατοληψίας 

για την καλύτερη ερµηνεία των αποτελεσµάτων.  

 

Πίνακας 5.1: Κωδικοποίηση των σηµείων δειγµατοληψίας των ταµιευτήρων πόσιµου ύδατος 

Αττικής. 

Α/Α Κωδικός Λίµνη* Περιγραφή θέσεως δειγµατοληψίας 

1 9501 Υ 
Μπούκα: σηµείο εισροής από σήραγγα Καρδίτσας (Βοιωτικός 

Κηφισσός) 

2 9502 Υ Κέντρο λίµνης (παράκτιο σηµείο) 

3 9503 Υ Αντλιοστάσιο Μουρικίου 

4 9601 ΜΟ Εκβολή ποταµού Μόρνου 

5 9602 ΜΟ Εκβολή ποταµού Άβορου 

6 9603 ΜΟ Κέντρο λίµνης (παράκτιο σηµείο) 

7 9604 ΜΟ Λύµατα Λιδορικίου 

8 9606 ΜΟ Πύργος υδροληψίας: παραλιακά κοντά στο φράγµα σε βάθος 

9 9607 ΜΟ Κατάντι (στάσιµο νερό) 

10 9608 ΜΟ Εκβολή ποταµού Κόκκινου 

11 9701 ΜΑ 
Πύργος υδροληψίας: παραλιακά κοντά στο φράγµα σε βάθος 

(Βεντούρι) 

12 9702 ΜΑ Σηµείο εισροής  ρεύµατος Κιούρκων (κανάλι Μόρνου) 

13 9703 ΜΑ Σηµείο εισροής  χειµάρρου Βαρνάβα (συνεχής ροή) 

14 9705 ΜΑ Σηµείο εισροής  χειµάρρου Σταµάτας (συνεχής ροή) 

15 9706 ΜΑ Σηµείο εισροής  χειµάρρου Αγ. Στεφάνου (συνεχής ροή το χειµώνα) 

*Υ: Υλίκη, ΜΟ: Μόρνος, ΜΑ: Μαραθώνας 
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Χρησιµοποιήθηκαν τελικά 11 µεταβλητές (βλ. Πίνακα 5.2 και  ΚΕΦ. 1, Π), ενώ ο 

Pb αποκλείστηκε από την παρακάτω ανάλυση, καθώς οι περισσότερες τιµές του, βρίσκονται 

κοντά στο LOD. Ο αριθµός των δειγµάτων ήταν 89 (18 Υλίκη, Υ, 42 Μόρνος, ΜΟ και 29 

Μαραθώνας, ΜΑ). Η κωδικοποίηση των δειγµάτων έγινε µε βάση τη λίµνη προέλευσή τους 

(τρίτη στήλη του πίνακα 5.1) και όχι τους µεµονωµένους κωδικούς  (δεύτερη στήλη του πίνακα 

5.1). Η εφαρµογή αυτή παρακάτω αναφέρεται σαν “ενοποιηµένα” δεδοµένα. 

 

5.2.2. ∆ιαχωριστική Ανάλυση (DΑ)  

 
Στο κεφάλαιο αυτό, καθώς είναι το πρώτο από τα πειραµατικά κεφάλαια που ακο-

λουθούν, εξετάστηκαν αν ισχύουν για τις µεταβλητές κάποιες παραδοχές που απαιτεί η εφαρ-

µογή της DA (§ 2.1.3). Έτσι, µελετήθηκαν οι παράµετροι που αναφέρθηκαν στο θεωρητικό 

τµήµα της διατριβής αυτής.  

Η DA χρησιµοποιήθηκε στη βάση αυτή για την εύρεση των κρίσιµων µεταβλητών, 

αλλά και την οµαδοποίηση/ταξινόµηση των σηµείων (κατασκευή µοντέλου). Εφαρµόστηκε στα 

“ενοποιηµένα” συνολικά δεδοµένα όλων των ταµιευτήρων (όχι στους µέσους όρους). Η 

αξιολόγηση των µοντέλων DA επιτεύχθηκε µε µια σειρά δειγµάτων που ελήφθησαν από µετα-

γενέστερη χρονική περίοδο (11-12/2007) από τους ίδιους ταµιευτήρες.  

 

5.2.3. Ανάλυση Κυρίων Συνιστωσών (PCA) και Ανάλυση Παραγόντων (FΑ)  

 
Η FA που εφαρµόστηκε σε συνδυασµό µε την PCA, ταξινόµησε και συσχέτισε τις µετα-

βλητές, αναδεικνύοντας ταυτόχρονα τις κυριότερες πηγές ρύπανσης. Επιτεύχθηκε επίσης οµα-

δοποίηση και των θέσεων δειγµατοληψίας, µε κύριο στόχο τη µελλοντική αποτελεσµατική και 

αξιόπιστη µείωση αυτών [38]. Οι PCA/FA εφαρµόστηκαν στα “ενοποιηµένα” δείγµατα των τα-

µιευτήρων (µέσους όρους ανά σηµείο). 

 

5.2.4. Ανάλυση κατά Συστάδες (CA) 

 
Η CA είχε εφαρµοστεί [38] στους µέσους όρους του διαλυτού κλάσµατος των µετάλλων 

(τυποποιηµένα δεδοµένα, § 4.4.4) σε όλες τις θέσεις δειγµατοληψίας. Ωστόσο, στη διατριβή 

αυτή, εφαρµόστηκε στα “ενοποιηµένα” δείγµατα των λιµνών (αφού έγινε τυποποίηση των 

δεδοµένων, § 2.4.2, 4.4.4), όπως αυτά περιγράφηκαν παραπάνω (µέσους όρους ανά σηµείο), 

ώστε να µπορεί γίνει σύγκριση µε τις άλλες τεχνικές. 
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5.2.5. ∆έντρα Ταξινόµησης (CT) 

 
Η τεχνική των CT, παρουσίασε ιδιαίτερο ενδιαφέρον όταν πρωτοεφαρµόστηκε [38] στο 

αρχείο της DA, δηλαδή στα “ενοποιηµένα” συνολικά δεδοµένα όλων των ταµιευτήρων. Στη 

διατριβή αυτή χρησιµοποιήθηκαν και οι τρεις µέθοδοι που παρουσιάστηκαν παραπάνω (§ 3.2.1 

- 3.2.3) σε ένα σύνολο 89 δειγµάτων. 

Παράλληλα, η τεχνική των CT (οι τρεις διαφορετικές µέθοδοι) χρησιµοποιήθηκε για να 

εξαχθούν αποτελέσµατα για την κρισιµότητα των µεταβλητών. Έτσι µπόρεσε να επιτευχθεί 

σύγκριση των πολυπαραµετρικών τεχνικών (συµβατικών και µη) σε επίπεδο δειγµάτων 

(θέσεων δειγµατοληψίας) και µεταβλητών (µετάλλων/µεταλλοειδών). Η αξιολόγηση των 

µοντέλων επιτεύχθηκε και εδώ, µε µια σειρά δειγµάτων που ελήφθησαν από µεταγενέστερη 

χρονική περίοδο (11-12/2007) από τους ίδιους ταµιευτήρες. 

 

5.2.6. Νευρωνικά ∆ίκτυα (ANN) 

 
Εξετάστηκε η εφαρµογή των ANN, στα ίδια δεδοµένα (“ενοποιηµένα” συνολικά δεδο-

µένα) που προέκυψαν από τους προσδιορισµούς µετάλλων/µεταλλοειδών στους ταµιευτήρες 

πόσιµου ύδατος της Αττικής και που µελετήθηκαν παραπάνω µε τις “παραδοσιακές” χηµειο-

µετρικές τεχνικές. 

Όπως ήδη αναφέρθηκε, υπάρχουν διάφορες εναλλακτικές µέθοδοι και αλγόριθµοι. Το 

πρώτο βήµα λοιπόν ήταν η βελτιστοποίηση των µοντέλων µέσω των παραµέτρων τους, ενώ 

τελικά έγινε σύγκριση µεταξύ των ANN µοντέλων, αλλά και των άλλων τεχνικών. 

 

 

5.3. ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΣΥΖΗΤΗΣΗ 

5.3.1. Εφαρµογή της ∆ιαχωριστικής Ανάλυσης 

 
Στον πίνακα 5.2 έγινε µια πρώτη στατιστική επεξεργασία και απεικονίζονται κάποια 

βασικά χαρακτηριστικά για τις µεταβλητές.  

Υπενθυµίζεται ότι αν η ασυµµετρία (skewness) η οποία µετρά την απόκλιση της 

κατανοµής από τη συµµετρία είναι πολύ διαφορετική από το µηδέν, η κατανοµή θεωρείται 

ασύµµετρη, ενώ οι κανονικές κατανοµές θεωρούνται απολύτως συµµετρικές. Επίσης, αν η 

κύρτωση (kurtosis), η οποία µετρά την οξύτητα της κορυφής της κατανοµής είναι πολύ 

διαφορετική από το µηδέν, η κατανοµή είναι πιο “επίπεδη” ή πιο “οξεία” από την κανονική 

κατανοµή, ενώ οι κανονικές κατανοµές θεωρούνται µεσόκυρτες [17]. Στην κανονική κατανοµή 

επίσης η µέση τιµή (mean) ισούται µε τη διάµεση τιµή (median). Στη θετική συµµετρία για 
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παράδειγµα ισχύει:  µέση τιµή > διάµεση τιµή. Η µεταβλητή του Cr προσεγγίζει καλύτερα τις 

παραπάνω απαιτήσεις. 

 

Πίνακας 5.2: Βασικά περιγραφικά χαρακτηριστικά για τις 11 µεταβλητές. 

Μεταβλητή 
Μέση τιµή 

(µg/L) 
∆ιάµεση τιµή 

(µg/L) 
Ασυµµετρία 
(Skewness) 

Κύρτωση 
(Kurtosis) 

Fe 5,90 1,97 5,28 36,0 

B 34,8 24,6 3,54 13,7 

Al 3,54 1,76 4,08 16,8 

V 0,46 0,35 1,76 3,07 

Cr 0,47 0,36 1,01 0,26 

Mn 26,0 0,63 5,05 25,5 

Ni 1,74 0,81 1,56 1,53 

Cu 0,56 0,41 3,09 10,9 

Zn 16,0 15,2 1,35 2,56 

As 0,64 0,31 1,80 2,43 

Ba 63,3 58,9 1,97 5,30 

 

Ο έλεγχος των συσχετίσεων των µεταβλητών (υπενθυµίζουµε ότι η DA απαιτεί ανεξάρ-

τητες µεταβλητές, § 2.1.3) έγινε µε τη βοήθεια των συντελεστών Pearson (§ 2.2, σχέση 2.8) και 

Spearman. Μικρές ως µέτριες συσχετίσεις καταγράφτηκαν (για τα αποτελέσµατα βλ.  

ΚΕΦ. 1, Π). Η συσχέτιση των µεταβλητών συζητείται και παρακάτω. 

Ο έλεγχος των διακυµάνσεων/συνδιακυµάνσεων, πραγµατοποιήθηκε µε βάση τη δοκιµή 

Box’s M (§ 2.1.3). Η µηδενική υπόθεση απορρίφθηκε και η ισότητα των διακυµάνσεων 

/συνδιακυµάνσεων των οµάδων τέθηκε υπό αµφισβήτηση. Τα log determinants (§ 2.1.3) ωστό-

σο, είναι παρόµοια (Υ: 115, ΜΟ: 103 και ΜΑ: 131) και το αποτέλεσµα του Box's M µπορεί να 

αµφισβητηθεί. 

Εφαρµόστηκε λοιπόν αρχικά η κλασική DA προσέγγιση. Ο παρακάτω πίνακας 5.3 αφο-

ρά τον έλεγχο και της παραµέτρου partial lambda (§ 2.1.1). 
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Πίνακας 5.3: Κρισιµότητα των 11 µεταβλητών (κλασική DA). 

Μεταβλητή Partial lambda F-ratio p-level Ανοχή 
Έλεγχος της H0 για ισότητα 

των µέσων τιµών* 

Fe 0,911 3,707 0,029 0,593 Χ 

B 0,705 15,907 0,000 0,302 Χ 

Al 0,968 1,257 0,290 0,695 � 

V 0,388 59,958 0,000 0,266 Χ 

Cr 0,851 6,631 0,002 0,457 Χ 

Mn 0,822 8,235 0,001 0,471 Χ 

Ni 0,482 40,775 0,000 0,292 Χ 

Cu 0,814 8,692 0,000 0,462 Χ 

Zn 0,976 0,941 0,395 0,469 � 

As 0,650 20,447 0,000 0,447 Χ 

Ba 0,945 2,229 0,115 0,507 � 

* Η µηδενική υπόθεση H0 αφορά την ισότητα των µέσων τιµών της µεταβλητής στις τρεις 

οµάδες (Υ, ΜΟ, ΜΑ). Ο έλεγχος γίνεται σε επίπεδο εµπιστοσύνης 95 %. 

 

Η παράµετρος “ανοχή” (tolerance) υπολογίζεται ως τη διαφορά 1-R2 (όπου R η συσχέ-

τιση της κάθε µεταβλητής µε τις υπόλοιπες του µοντέλου). Είναι δηλαδή το κλάσµα της 

διακύµανσης που είναι µοναδική για την αντίστοιχη µεταβλητή. Έτσι, όταν µια µεταβλητή είναι 

πλεονάζουσα, η τιµή του δείκτη ανοχής είναι 0 [17]. Στον παραπάνω πίνακα η τιµή αυτή 

κυµαίνεται από χαµηλότερες (0,27 / 0,29 / 0,30) ως υψηλότερες τιµές. ∆εν υπάρχουν ωστόσο 

πολύ χαµηλές ή πολύ υψηλές τιµές. Η συσχέτιση των µεταβλητών µεταξύ τους (που µπορεί να 

εκτιµηθεί µε τη διαφορά 1- tolerance) είναι µέτρια [7, 17]. Αυτό σηµαίνει ότι η πληροφορία για 

τη συγκεκριµένη βάση δεδοµένων διαµοιράζεται σε κάποιες µερικώς συσχετιζόµενες µετα-

βλητές. Το γεγονός αυτό επιβεβαιώθηκε και παραπάνω κατά τον υπολογισµό των συντελεστών 

Pearson και Spearman (επιπλέον αναφορά γίνεται και κατά την εφαρµογή της PCA, § 5.3.2).  

Για τις µεταβλητές Ba, Al, Zn, η µηδενική υπόθεση της ισότητας των µέσων τιµών στις 

τρεις οµάδες γίνεται αποδεκτή και άρα αυτές κρίνονται ως µη σηµαντικές. 

Ο πίνακας 5.4 απεικονίζει τους τυποποιηµένους συντελεστές των διαχωριστικών 

συναρτήσεων LDF (standardized Canonical discriminant function coefficients) και τους συντε-
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λεστές δοµής (§ 2.1.1). Οι µεγαλύτεροι κατά απόλυτη τιµή συντελεστές δηλώνουν τις σηµα-

ντικότερες µεταβλητές: V, Ni, As, B.  

 

Πίνακας 5.4: Τυποποιηµένοι συντελεστές των LDF και συντελεστές δοµής (κλασική DA). 

Τυποποιηµένοι συντελεστές των LDF Συντελεστές δοµής 
Μεταβλητή 

Root 1 Root 2 Root 1 Root 2 

Fe 0,400 -0,153 0,149 -0,252 

B -1,067 0,031 -0,054 -0,416 

Al 0,139 -0,236 0,092 -0,110 

V 1,640 0,030 0,277 -0,214 

Cr -0,612 0,089 -0,003 -0,090 

Mn -0,662 0,068 -0,055 -0,284 

Ni 1,437 -0,109 0,239 -0,575 

Cu -0,684 0,060 0,078 -0,278 

Zn 0,238 -0,074 0,054 -0,100 

As -0,523 -1,015 -0,114 -0,868 

Ba -0,126 0,424 -0,114 0,112 

 

Οι αντίστοιχες µέσες τιµές των σκορ (για τα κεντροειδή κάθε οµάδας) φαίνονται στον 

πίνακα 5.5. Είναι φανερή η διαφοροποίηση της Υλίκης σε σχέση µε τις άλλες δυο λίµνες που 

παρουσιάζουν οµοιότητες στις τιµές των συντεταγµένων. 

 

Πίνακας 5.5: Μέσες τιµές των σκορ (Means of Canonical Variables, κλασική DA). 

Οµάδα Root 1 Root 2 

Υλίκη (Υ) 4,758 -0,165 

Μόρνος (ΜΟ) -1,029 1,013 

Μαραθώνας (ΜΑ) -1,463 -1,365 

 

Τέλος, ενδιαφέρον παρουσιάζει ο πίνακας 5.6 µε τις ιδιοτιµές (eigenvalues) και την 

παράµετρο Wilks’ lambda/model που απεικονίζει τη συνολική ποιότητα του µοντέλου  
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(§ 2.1.3). Συγκεκριµένα, επειδή η ιδιοτιµή µπορεί να ερµηνευτεί ως το µέτρο της διασποράς 

των κεντροειδών (§ 2.1.3), µπορούµε να πούµε ότι η πρώτη LDF εξηγεί το: 5,98 / (5,98 + 1,14) 

× 100 = 84,0 % της συνολικής διακύµανσης. Επιπλέον, µετά την αφαίρεση της πρώτης συνάρ-

τησης LDF, η δεύτερη συνεχίζει να παραµένει σηµαντική και άρα πρέπει να διατηρήσουµε και 

τις δυο συναρτήσεις. Πράγµατι, ο παρακάτω πίνακας ελέγχει την υπόθεση της ισότητας των 

µέσων τιµών των LDF (τα κεντροειδών), δηλαδή ελέγχει αν υπάρχει περίπτωση κακού διαχω-

ρισµού. Και στις δυο περιπτώσεις απορρίπτεται η υπόθεση. 

 

Πίνακας 5.6: χ2 δοκιµή για τη διατήρηση των δυο LDF  

LDF Eigenvalues 
Canonical 
correlation 

Rc  

Wilks’ 
lambda/model 

χ2 df p-level 
Έλεγχος της H0 
για ισότητα των 

κεντροειδών* 

1  5,98 0,926 0,067 218,8 22 0,000 Χ 

2 1,14 0,729 0,468 61,47 10 0,000 Χ 

* Η µηδενική υπόθεση H0 αφορά την ισότητα των µέσων τιµών των σκορ (κεντροειδών) των 

οµάδων (Υ, ΜΟ, ΜΑ). Ο έλεγχος γίνεται σε επίπεδο εµπιστοσύνης 95 %. 

 

Η εργασία αξιολόγησης της DA, συνεχίστηκε µε την ταξινόµηση των δειγµάτων εκπαί-

δευσης για όλες τις τεχνικές (η παραπάνω εργασία επαναλήφθηκε και για τις εναλλακτικές 

προσεγγίσεις: FW και BW). Ο πίνακας 5.7 απεικονίζει τα ποσοστά επιτυχίας για την κάθε 

προσέγγιση DA για την οµάδα εκπαίδευσης. Υπολογίστηκε επίσης, το Press’s Q Statistic για 

τον έλεγχο της τυχαίας ταξινόµησης (§ 2.1.3), ενώ στον 5.8 φαίνονται αναλυτικά οι προβλέψεις 

(predicted vs observed classes), για κάθε λίµνη (πίνακας ταξινόµησης, classification matrix).  
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Πίνακας 5.7: Αποτελέσµατα µε βάση την οµάδα εκπαίδευσης 

 (3 τεχνικές DA: 11 µεταβλητές και 89 δείγµατα). 

% Ποσοστά επιτυχίας 
Θέση 

κλασική FW BW 

Υλίκη (Υ) 100,0 100,0 94,4 

Μόρνος (ΜΟ) 97,6 97,6 97,6 

Μαραθώνας (ΜΑ) 72,4 72,4 65,5 

Press’s Q Statistic* 262 262 232 

Συνολικά 89,9 89,9 86,5 

*Στατιστικό Q = 3,84 για 1 βαθµό ελευθερίας σε επίπεδο εµπιστοσύνης 95 %.  
 

Τα αποτελέσµατα για το Q είναι µεγαλύτερα της κρίσιµης τιµής, δηλαδή η ταξινόµηση 

DA των δειγµάτων επιτυγχάνει καλύτερα αποτελέσµατα από την τυχαία ταξινόµηση. 

 

Πίνακας 5.8: Πίνακας ταξινόµησης της οµάδας εκπαίδευσης: Παρατηρούµενες θέσεις (σειρές) 

έναντι προβλεπόµενων (στήλες)  

Τεχνική Κλασική / FW BW 

                    Πρόβλεψη        
Θέση                        Υ ΜΟ ΜΑ Υ ΜΟ ΜΑ 

Συνολικός αρ. 
δειγµάτων 

Υλίκη (Υ) 18 0 0 17 1 0 18 

Μόρνος (ΜΟ) 0 41 1 0 41 1 42 

Μαραθώνας (ΜΑ) 0 8 21 1 9 19 29 

 

Είναι φανερό, ότι κάθε λίµνη φαίνεται να έχει ιδιαίτερα χαρακτηριστικά που τη διαχω-

ρίζουν από τις υπόλοιπες. Έτσι για παράδειγµα, από ένα σύνολο 29 δειγµάτων της οµάδας 

εκπαίδευσης του Μαραθώνα, µόνο 8 (για τις τεχνικές κλασική και FW) αποδόθηκαν στο 

Μόρνο. Αυτό συνέβηκε γιατί το κανάλι του Μόρνου (θέση µε Α/Α 12: 9702 στον πίνακα 5.1) 

εκρέει στο Μαραθώνα.  

Ο πίνακας 5.9 απεικονίζει τις µεταβλητές που τελικά χρησιµοποιήθηκαν ή αποκλεί-

στηκαν (µε σειρά κρισιµότητας) από την κάθε τεχνική. 
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Πίνακας 5.9: “Κρίσιµες” και µη µεταβλητές για τις τρεις DA προσεγγίσεις (εντός παρενθέσεων 

αναγράφεται η παράµετρος partial lambda (§ 2.1.1) για τις σηµαντικότερες µεταβλητές) 

Τεχνική  Μεταβλητές εντός του µοντέλου  
Μεταβλητές εκτός του 

µοντέλου 

κλασική 
V(0,39)>Ni(0,48)>As(0,65)>B(0,70)>Cu> 

Mn>Cr> Fe>Ba>Al >Zn  
---- 

FW 
V(0,40)> Ni(0,40)>As(0,65)>B(0,70)>Cu> 

Mn>Cr> Fe>Ba>Al  
Zn 

BW Ni(0,46)>V(0,47)>As(0,56)>B(0,76)  Mn>Ba>Al>Fe>Cu>Cr>Zn 

 

Η κλασική προσέγγιση χρησιµοποίησε το σύνολο των µεταβλητών (11), η FW τις 10 

από αυτές και η BW µόλις 4. Είναι φανερό ότι οι δυο πρώτες τεχνικές χρησιµοποιώντας διαφο-

ρετικό αριθµό µεταβλητών (11 και 10, αντίστοιχα), επιτυγχάνουν τα ίδια ποσοστά ορθής 

πρόβλεψης. Η BW µε µόνο 4 µεταβλητές επιτυγχάνει συνολικό ποσοστό υψηλό (>85 %). 

Συµπερασµατικά µπορούµε να πούµε ότι µε κάποιες λίγες κρίσιµες µεταβλητές µπορούµε να 

διαχωρίσουµε τα δείγµατα των τριών λιµνών µε επιτυχία, χωρίς οι υπόλοιπες µεταβλητές να 

συνεισφέρουν δραστικά. 

Στο σχήµα 5.2 απεικονίζεται ο διαχωρισµός των τριών λιµνών όπως αυτός επιτυγ-

χάνεται από τις γραµµικές διαχωριστικές συναρτήσεις (LDF) και την DA κλασική τεχνική. 

Είναι φανερός ο επιτυχής γραµµικός διαχωρισµός των δειγµάτων Υλίκης (Υ) από τα δείγµατα 

Μόρνου (ΜΟ) και Μαραθώνα (ΜΑ). Ωστόσο, ο Μαραθώνας (ΜΑ) (λόγω του καναλιού στη 

θέση 9702) φαίνεται να “αναµιγνύεται” µε τα δείγµατα του Μόρνου.  
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Σχήµα 5.2: ∆ιαχωρισµός των τριών λιµνών (Canonical plot) από την κλασική τεχνική DA.   

 

Η ακρίβεια του νέου µοντέλου, µπορεί να επιβεβαιωθεί µε µια σειρά δειγµάτων που 

ελήφθησαν από µεταγενέστερη χρονική περίοδο (11-12/2007) από τους ίδιους ταµιευτήρες. Τα 

δείγµατα αυτά (που αποτελούν την οµάδα “ελέγχου”), χρησιµοποιήθηκαν ως εξωτερικά 

“άγνωστα” δείγµατα που επικυρώσουν την ακρίβεια ή όχι των µοντέλων. Για τις τρεις 

τεχνικές DA, χρησιµοποιήθηκαν κάθε φορά εκείνες οι µεταβλητές που απαιτήθηκαν από το 

αντίστοιχο µοντέλο (βλ. πίνακα 5.9). 

Οι πίνακες 5.10 – 5.12 συνοψίζουν τα αποτελέσµατα, τα οποία είναι ανάλογα των 

αποτελεσµάτων της οµάδας εκπαίδευσης. Ο Μόρνος εξακολουθεί να δίνει υψηλά ποσοστά 

επιτυχίας, αλλά η απόδοση των δειγµάτων της Υλίκης φαίνεται να έχει λιγότερη επιτυχία 

(εξαίρεση αποτελεί η τεχνική BW µε πολύ καλά αποτελέσµατα). Έτσι, από ένα σύνολο 9 

δειγµάτων του Μαραθώνα, µόνο 2 (για όλα τα µοντέλα) αποδόθηκαν στην Υλίκη ή το 

Μαραθώνα (77,8 % ποσοστό επιτυχίας). Τα δείγµατα ωστόσο του Μαραθώνα εδώ αποδίδονται 

και στην Υλίκη και όχι µόνο στο Μαραθώνα. Αυτό µπορεί εύκολα να εξηγηθεί: µετά τον 

Οκτώβριο του 2007, η παροχή Μόρνου συµπληρώθηκε κατά το ήµισυ µε νερό Υλίκης, µε 

αποτέλεσµα το αµφιλεγόµενο σηµείο (θέση µε Α/Α 12: 9702 στον πίνακα 5.1), να 

“αντιστοιχεί” εξίσου σε Υλίκη και Μόρνο. Η “σύγχυση” λοιπόν των δειγµάτων Μαραθώνα–

Υλίκη είναι αναµενόµενη. Αντίστροφα, η “απόδοση” του συγκεκριµένου δείγµατος στην Υλίκη 

ή το Μόρνο µπορεί να οδηγήσει σε συµπεράσµατα για τη σύσταση του νερού στο κανάλι.  

Η σύγκριση των τριών τεχνικών DA για την οµάδα ελέγχου, αποδεικνύει την υπεροχή 

της τεχνικής ΒW, η οποία χρησιµοποιώντας µόνο 4 µεταβλητές δίνει υψηλά ποσοστά επιτυχίας.   
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Επιπλέον, οι πίνακες 5.10 – 5.12 απεικονίζουν την εξειδίκευση (βλ. § 4.4.2) των µοντέ-

λων DA. Τα συνολικά ποσοστά είναι πραγµατικά υψηλά (> 86 %), ενώ το µοντέλο BW 

εντυπωσίασε για µια ακόµα φορά.  

 

Πίνακας 5.10: Αποτελέσµατα για την οµάδα ελέγχου (τεχνική: κλασική) 

Αρ. προβλεπόµενων δειγµάτων 
Θέση 

Συνολικός αρ. 
δειγµάτων 

% Ποσοστά 
επιτυχίας 

% 
Εξειδίκευση 

Υ ΜΟ ΜΑ 

Υλίκη 6 50,0 85,2 3 3 0 

Μόρνος  14 78,6 78,9 3 11 0 

Μαραθώνας  9 77,8 100,0 1 1 7 

Συνολικά 29 72,6 86,8    

 
 

Πίνακας 5.11: Αποτελέσµατα για την οµάδα ελέγχου (τεχνική: FW) 

Αρ. προβλεπόµενων δειγµάτων 
Θέση 

Συνολικός αρ. 
δειγµάτων 

% Ποσοστά 
επιτυχίας 

% 
Εξειδίκευση 

Υ ΜΟ ΜΑ 

Υλίκη 6 33,3 95,8 2 4 0 

Μόρνος  14 100,0 78,9 0 14 0 

Μαραθώνας  9 77,8 100,0 1 1 7 

Συνολικά 29 79,3 88,9    

 

Πίνακας 5.12: Αποτελέσµατα για την οµάδα ελέγχου (τεχνική: BW) 

Αρ. προβλεπόµενων δειγµάτων 
Θέση 

Συνολικός αρ. 
δειγµάτων 

% Ποσοστά 
επιτυχίας 

% 

Εξειδίκευση Υ ΜΟ ΜΑ 

Υλίκη 6 100,0 85,2 6 0 0 

Μόρνος  14 85,7 100,0 2 12 0 

Μαραθώνας  9 77,8 100,0 2 0 7 

Συνολικά 29 86,5 96,9    



    

 166 

5.3.2. Εφαρµογή της Ανάλυσης Κυρίων Συνιστωσών (PCA) και της Ανάλυσης 

Παραγόντων (FΑ)  

 
Η ανάλυση που πραγµατοποιήθηκε και εδώ στα ενοποιηµένα δείγµατα (µέσοι όροι και 

χρήση του πίνακα συσχετίσεων), αποδείχθηκε επιτυχής µέσα από το αντίστοιχο διάγραµµα 

συντεταγµένων (σχ. 5.3(α)). Εδώ, επαληθεύτηκαν τα παραπάνω αποτελέσµατα της καλής 

ταξινόµησης για Υλίκη και Μόρνο. Ο Μαραθώνας “συγχέεται” εκ νέου µε τις θέσεις του 

Μόρνου (βλ. συγκριτικά πίνακα 5.8), ενώ εµφανίστηκαν δυο έκτροπες τιµές αυτού (θέσεις 11, 

15 από πίνακα 5.1). Παράλληλα το διάγραµµα των φορτίσεων (σχ. 5.3(β)) επιβεβαίωσε τη 

µερική συσχέτιση των µεταβλητών που συζητήθηκε παραπάνω (§ 5.3.1).  

Ο διαχωρισµός των οµάδων επιτυγχάνεται στον άξονα x (factor 1, σχ. 5.3(α)), ενώ στον 

ίδιο άξονα οι δεσπόζουσες (κρίσιµες) µεταβλητές είναι οι Ni, V, As, B, Cu και Fe (σχ. 5.3(β)). 

Οι ίδιες µεταβλητές επιλέχθηκαν από τις DA τεχνικές (πίνακας 5.9).  
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Projection of the variables on the factor-plane (  1 x   2)

 Fe

 B

 Al
 V

 Cr

 Mn

 Ni

 Cu

 Zn  As

 Ba

-1,0 -0,5 0,0 0,5 1,0

Factor 1 : 39,50%

-1,0

-0,5

0,0

0,5

1,0

F
a

c
to

r 
2

 :
 2

4
,1

9
%

 

(β) 

Σχήµα 5.3: ∆ιάγραµµα συντεταγµένων (α) και διάγραµµα φορτίσεων (β) από την PCA 

ανάλυση (ενοποιηµένοι µέσοι όροι αποτελεσµάτων). 

 

 

Θέσεις 11, 15 
(πίνακας 5.1) 
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5.3.3. Εφαρµογή της Ανάλυσης κατά Συστάδες (CA)  

 
Πραγµατοποιήθηκε CA στις θέσεις Υ (Υλίκη), MO (Μόρνος) και ΜΑ (Μαραθώνας) 

και τα αποτελέσµατα παρουσιάζονται παρακάτω. 

Στο σχήµα 5.4, απεικονίζεται το δενδρόγραµµα µε χρησιµοποιούµενη τεχνική: 

Ιεραρχική/Ward (Hierarchical/Ward’s method, § 2.4.2) και µέτρο σύγκρισης την Ευκλείδεια 

απόσταση. Η κόκκινη διαχωριστική απεικονίζει τις οµάδες που διαφοροποιούνται µε βάση το 

κριτήριο 1/3 Dmax (όπου Dmax, η µέγιστη απόσταση µεταξύ των οµάδων), αυστηρότερου του 

γνωστού δείκτη σηµαντικότητας Sneath για 2/3 Dmax [215]. 
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Σχήµα 5.4: Ανάλυση κατά συστάδες στις θέσεις. Χρησιµοποιήθηκαν ενοποιηµένοι µέσοι όροι 

αποτελεσµάτων και µέθοδος Ward.  

 

Σχηµατίζονται 3 συστάδες δειγµάτων. Η συστάδα 1 περιέχει αποκλειστικά δείγµατα 

Υλίκης. Η συστάδα 2 περιέχει δυο µόνο δείγµατα Μαραθώνα (θέσεις 13, 14 από πίνακα 5.1), 

ενώ η συστάδα 3 περιέχει υπο-οµάδες από δείγµατα Μόρνου και Μαραθώνα. Είναι εµφανής η 

συµφωνία µε τα αποτελέσµατα από τις προηγούµενες µεθόδους: οι έκτροπες τιµές από τις 

θέσεις 11, 15 του πίνακα 5.1 (βλ. επίσης σχ. 5.3(α)), διαφοροποιήθηκαν και στο διάγραµµα 

αυτό. Τα σηµεία Υ της Υλίκης διαχωρίζονται επίσης άµεσα, ενώ οι λίµνες Μόρνου και του 

Μαραθώνα χάνουν την ακεραιότητά τους και “συγχέονται” µεταξύ τους.  

1 

2 

3 

15 
11 
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Οι κρίσιµες µεταβλητές που είναι υπεύθυνες για τον διαχωρισµό των οµάδων, µπορούν 

να βρεθούν από τον υπολογισµό των αντίστοιχων µέσων τιµών. Το σχετικό διάγραµµα φαίνεται 

στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 1, Π). Είναι φανερό, ότι η Υλίκη 

(συστάδα 1) χαρακτηρίζεται από υψηλές τιµές Al, V, Ni και Zn, ενώ οι θέσεις 13 και 14 

(συστάδα 2) αντιπροσωπεύονται από B και Mn. Η συστάδα 3 (βασικά θέσεις Μόρνου) 

χαρακτηρίζονται από την απουσία όλων των µετάλλων/µεταλλοειδών, εκτός των Ba και B. 

 

5.3.4. Εφαρµογή των ∆έντρων Ταξινόµησης (CT) - Μέθοδος των γραµµικών 

συνδυασµών (LCM) 

 
Αρχικά χρησιµοποιήθηκε η LCM (πολυπαραµετρική µέθοδος Discriminant-based linear 

combination method) και τα αποτελέσµατα για κλάσµα δειγµάτων (fraction of objects, FO = 

0,1), φαίνονται στον πίνακα 5.13. Εφαρµόστηκε δηλαδή pre-pruning (§ 3.1.2), µε καθορισµό 

της παραµέτρου FO στην τιµή 0,1. Αυτή η επιλογή καθορίζει τον ελάχιστο αριθµό των 

δειγµάτων (αντικειµένων) σε κάθε τάξη, σε σχέση µε το συνολικό (αρχικό) αριθµό δειγµάτων. 

Ο διαχωρισµός σταµατά όταν όλοι οι τερµατικοί κόµβοι που περιέχουν πάνω από µία τάξη, δεν 

έχουν παραπάνω δείγµατα από αυτά που καθορίζονται από την τιµή της παραµέτρου που ανα-

φέρθηκε: έτσι ο κάθε τερµατικός κόµβος δεν πρέπει να περιέχει πάνω από το 10 % του συνό-

λου των δειγµάτων µιας τάξης. 

Το αντίστοιχο δέντρο απεικονίζεται στο σχήµα 5.5. 

 

Πίνακας 5.13: Αποτελέσµατα για την οµάδα εκπαίδευσης: Παρατηρούµενες θέσεις (στήλες) 

έναντι προβλεπόµενων (σειρές) / το δείγµα περιέχει 89 αντικείµενα. 

 Υ ΜΟ ΜΑ 

Υλίκη (Υ) 18 0 1 

Μόρνος (ΜΟ) 0 40 3 

Μαραθώνας (ΜΑ) 0 2 25 

Συνολικά 18 42 29 

% Ποσοστά επιτυχίας  100 95,2 86,2 

 

Το δέντρο περιλαµβάνει 3 διαχωρισµούς µε βάση γραµµικούς συνδυασµούς των τιµών 

των µεταβλητών και 4 τερµατικούς κόµβους. Οι αρχικοί κόµβοι παριστάνονται µε µπλε 

πλαίσια και οι τερµατικοί µε κόκκινα. Ο χαρακτηρισµός µέσα σε κάθε πλαίσιο δείχνει την 

Πρόβλεψη 
Θέση 
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πρόβλεψη γι’ αυτό, ενώ ο αριθµός πάνω στο πλαίσιο, δείχνει τον αριθµό των αντικειµένων 

κάθε πλαισίου. Οι ράβδοι µέσα σε κάθε πλαίσιο, απεικονίζουν το ποσοστό αντικειµένων που 

αντιστοιχεί σε κάθε λίµνη. O πρώτος τερµατικός κόµβος  (αριθµός 2 στο σχήµα), “ονοµάζεται” 

Υ (Υλίκη) γιατί περιέχει 18 δείγµατα Υλίκης και 1 Μαραθώνα. Ο δεύτερος (αριθµός 5 στο 

σχήµα), χαρακτηρίζεται ως Μαραθώνας, αλλά περιέχει 23 δείγµατα Μαραθώνα και 2 Μόρνου, 

ενώ ο τρίτος (αριθµός 6 στο σχήµα), περιέχει 40 δείγµατα Μόρνου και 3 Μαραθώνα. Τέλος, ο 

τέταρτος τερµατικός κόµβος (αριθµός 7 στο σχήµα), περιέχει µόνο 2 δείγµατα Μαραθώνα. 

H κατασκευή (tree structure) του “δέντρου” που  σχηµατίστηκε, απεικονίζεται στον 

πίνακα 5.14. Το αριστερό τµήµα κάθε κόµβου (left branch)  είναι αυτό που κάθε φορά ικανο-

ποιεί τη συνθήκη που περιγράφεται από τη σταθερά διαχωρισµού (split constant). Ο 

κόµβος 1 για παράδειγµα, καθορίζει ότι τα δείγµατα για τα οποία η συνάρτηση 0,097 + CFe 

×(−0,0015) + CB ×(0,0014) + ……. + CBa ×(0,00020) έχει τιµή µηδενική ή µικρότερη θα 

“σταλούν” αριστερά (Cx: η συγκέντρωση του µετάλλου X σε µg/L). 

Ο πίνακας 5.14 αναδεικνύει επίσης, τους γραµµικούς συνδυασµούς των µεταβλητών 

που χρησιµοποιήθηκαν (τελευταίες στήλες) για το διαχωρισµό που προτείνεται. Το µέγεθος 

των συντελεστών που χρησιµοποιούνται για κάθε µεταβλητή αποτελεί µια ένδειξη για τη 

σηµαντικότητα της καθεµιάς για το συγκεκριµένο διαχωρισµό. Κρισιµότερες αναδεικνύονται 

οι παράµετροι V, Ni As, Cr, και Cu. 
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Discriminat-based LINEAR COMBINATION method

Number of splits = 3; Number of terminal nodes = 4

1

2 3

4 5

6 7

F(0)<=-0,097

F(0)<=0,027

F(0)<=0,39

19 70

45 25

43 2

MO

Υ MO

MO MA

MO MA

MO

MA

Υ

 

Σχήµα 5.5: ∆έντρο ταξινόµησης για τα ενοποιηµένα δείγµατα των ταµιευτήρων Αττικής. 

Μέθοδος: LCM 
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Πίνακας 5.14: Κατασκευή δέντρου, κόµβοι που δηµιουργούνται, παρατηρούµενες (στήλες) έναντι προβλεπόµενων (σειρές) θέσεων, σταθερές και 

µεταβλητές διαχωρισµού. 

Κόµβοι 
Αριστ. 

κλάδος 

∆εξιός 

κλάδος 
ΜΟ ΜΑ Υ 

Πρόβλε
ψη 

Σταθερά 
διαχ/µου 

Fe B Al V Cr Mn Ni Cu Zn As Ba 

1 2 3 42 29 18 MO 0,097 -0,0015 0,0014 -0,00084 -0,21 0,086 0,00025 -0,038 0,042 -0,00068 0,036 0,00020 

2*   0 1 18 Υ             

3 4 5 42 28 0 MO -0,027 0,0040 0,00069 0,0029 -0,18 -0,027 -0,000009 -0,0081 0,087 0,0013 0,10 -0,0011 

4 6 7 40 5 0 MO -0,39 0,019 -0,0092 0,059 0,093 -0,68 0,047 0,46 -0,062 -0,00056 -0,51 0,0047 

5*   2 23 0 MA             

6*   40 3 0 MO             

7*   0 2 0 MA             

* Τερµατικοί κόµβοι 
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Συµπερασµατικά, η LCM έδωσε συνολικό ποσοστό επιτυχίας για την οµάδα εκπαί-

δευσης των τριών λιµνών 93,2 %. 

Η ακρίβεια του νέου µοντέλου, µπορεί να επιβεβαιωθεί και εδώ µε µια σειρά αποτελε-

σµάτων που ελήφθησαν από µεταγενέστερη χρονική περίοδο (11-12/2007) από τους ίδιους 

ταµιευτήρες. Η δοκιµή πραγµατοποιήθηκε µετά την πειραµατική εφαρµογή και των τριών CT 

µεθόδων (§ 5.3.7), ώστε να µπορεί να γίνει σύγκριση µεταξύ τους.  

 

5.3.5. Μονοπαραµετρική κλασική µέθοδος (Classic CT) 

 
Επόµενη τεχνική που χρησιµοποιήθηκε είναι η Classic CT (µονοπαραµετρική τεχνική 

Discriminant-based univariate method), και τα αποτελέσµατα για το ίδιο FO = 0,1 φαίνονται 

στον πίνακα 5.15. Το αντίστοιχο δέντρο απεικονίζεται στο σχήµα 5.6. 

 

Πίνακας 5.15: Αποτελέσµατα για την οµάδα εκπαίδευσης. 

 Υ ΜΟ ΜΑ 

Υλίκη (Υ) 18 1 0 

Μόρνος (ΜΟ) 0 40 8 

Μαραθώνας (ΜΑ) 0 1 21 

Συνολικά 18 42 29 

% Ποσοστά επιτυχίας  100 95,2 72,4 

 

Το δέντρο περιλαµβάνει 2 “δυαδικούς” διαχωρισµούς (ο πρώτος µε βάση την τιµή του 

As και ο δεύτερος του Ni) και 3 τερµατικούς κόµβους. Ο αρχικός κόµβος “ονοµάζεται” MO 

(Μόρνος) γιατί περιέχει περισσότερα δείγµατα προερχόµενα από το Μόρνο. Στη συνέχεια 

χωρίζεται σε δυο κλάδους από τους οποίους, ο δεξιός (αριθµός 3 στο σχήµα) είναι τερµατικός 

και χαρακτηρίζεται ορθά ως MA (Μαραθώνας) και περιέχει 22 δείγµατα. Ο αριστερός κλάδος 

χωρίζεται σε δυο τερµατικούς. Ο δεξιός από αυτούς χαρακτηρίζεται ως Υ (Υλίκη) και περιέχει 

19 δείγµατα. Προφανώς (πίνακας 5.16), τα 1 από αυτά, ανήκει στο Μόρνο. Ο αριστερός 

“ονοµάζεται” MO (Μόρνος) και περιέχει 48 δείγµατα. Προφανώς (πίνακας 5.15) τα 8 από αυτά, 

ανήκουν στο Μαραθώνα.   

H κατασκευή του “δέντρου” που  σχηµατίστηκε, απεικονίζεται στον πίνακα 5.16. O 

διαχωρισµός γίνεται κάθε φορά, µε βάση τη µεταβλητή που διαφοροποιεί τα αντικείµενα µετα-

ξύ τους. Στους τερµατικούς κόµβους αυτούς συνοψίζεται η επιτυχία ή όχι του διαχωρισµού. 

Πρόβλεψη 
Θέση 



    

 174 

Έτσι για παράδειγµα, ο κόµβος 3 είναι τερµατικός: 21 σηµεία της λίµνης ΜΑ και 1 (ένα) 

σηµείο της λίµνης ΜΟ αποδίδονται στο ΜΑ (βλ. στήλη: πρόβλεψη).  

 

Discriminant-based UNIVARIATE method

Number of splits = 2; Number of terminal nodes = 3

1

2 3

4 5

As<=0,74

Ni<=1,22

67 22

48 19

MO

MO MA

MO Υ

MO

MA

Υ

 

Σχήµα 5.6: ∆έντρο ταξινόµησης για τα ενοποιηµένα δείγµατα των ταµιευτήρων Αττικής. 

Μέθοδος: Classic CT. 

 

Πίνακας 5.16: Στοιχεία της κατασκευής του δέντρου. 

Κόµβοι 
Αριστ. 

κλάδος 

∆εξιός 

κλάδος 
Υ ΜΟ ΜΑ Πρόβλεψη 

Σταθερά 
διαχ/µου 

Μεταβλητή 
διαχ/µου 

1 2 3 18 42 29 MO -0,74 As 

2 4 5 18 41 8 MO -1,22 Ni 

3*   0 1 21 MA   

4*   0 40 8 MO   

5*   18 1 0 Υ   

    * Τερµατικοί κόµβοι 
 

Τέλος ο πίνακας 5.16, αναδεικνύει τις πιο κρίσιµες µεταβλητές που χρησιµοποιήθηκαν 

(τελευταία στήλη) για το διαχωρισµό που προτείνει. Οι µεταβλητές αυτές είναι As και Ni.   

Συµπερασµατικά, από το σύνολο των 42 σηµείων του Μόρνου, 1 σηµείο αυτού “αποδό-

θηκε” εσφαλµένα στην Υλίκη και 1 στο Μαραθώνα, ενώ από το σύνολο των 29 δειγµάτων του 

Μαραθώνα, “αποδόθηκαν” εσφαλµένα 8 στο Μόρνο. 
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Η Classic CT µέθοδος έδωσε συνολικό ποσοστό επιτυχίας για την οµάδα εκπαίδευσης 

των τριών λιµνών 88,8 %. 

 

5.3.6. Μονοπαραµετρική µέθοδος της  ∆ιεξοδικής Σάρωσης (CART) 

 
Επόµενη που χρησιµοποιήθηκε είναι η CART µέθοδος (επίσης µε µονοπαραµετρικούς 

διαχωρισµούς). Εδώ, χρησιµοποιήθηκε η µέθοδος “ελαχίστου κόστους-πολυπλοκότητας δια-

σταυρούµενη επικύρωση” (minimal cost-complexity cross-validation) για την εύρεση του 

καλύτερου δέντρου, µε pre-pruning: ελάχιστο αριθµό πέντε (5) δειγµάτων σε ένα κόµβο. 

Με αυτόν τον τρόπο, ενεργοποιείται η επιλογή της αυτόµατης κατασκευής δέντρου µε 

βάση το µέγεθος αυτού, αλλά και το “κόστος” από τη διασταυρούµενη επικύρωση (cross-

validation, CV cost). Το κόστος αυτό όσον αφορά τα µοντέλα ταξινόµησης, υπολογίζεται µε 

βάση  το ποσοστό των λαθεµένων προβλέψεων στο σύνολο των δειγµάτων ελέγχου. Είναι δε 

τόσο µικρότερο όσο µεγαλύτερο είναι το ποσοστό των αληθινών προβλέψεων. Αν επιπλέον, το 

κόστος της οµάδας ελέγχου είναι µεγαλύτερο από το αντίστοιχο για την οµάδα εκπαίδευσης (βλ. 

παρακάτω), φαίνεται ότι το µοντέλο έχει µικρή ικανότητα πρόβλεψης για νέα δείγµατα. Το 

δέντρο “καταλλήλου µεγέθους” (“right-sized”) που τελικά επιλέγεται, είναι το µικρότερο 

δυνατό του οποίου το CV cost δεν διαφέρει σηµαντικά από το ελάχιστο CV cost που µπορεί να 

επιτευχθεί µε συγκεκριµένους περιορισµούς (και προφανώς πολυπλοκότερο δέντρο). Ο υπολο-

γισµός των κόστων δηλαδή, είναι απαραίτητος ώστε να εφαρµοστεί η διαδικασία “cost-

complexity pruning” καθώς το δέντρο µεγαλώνει από το πρώτο κόµβο προς το µέγιστο δέντρο 

που καθορίζεται εξ΄αρχής από τον ελάχιστο αριθµό δειγµάτων σε κάθε τερµατικό κόµβο. Το 

κόστος για την οµάδα εκπαίδευσης υπολογίζεται σε κάθε κόµβο και µειώνεται όσο µεγαλώνει το 

δέντρο. Ονοµάζεται δε, Resubstitution cost, ώστε να διαχωρίζεται από το αντίστοιχο για την 

οµάδα ελέγχου, καθώς πραγµατοποιείται επιπλέον v-fold CV σε κάθε διαχωρισµό (§ 3.1.2). 

Το µέγεθος του δέντρου εκτιµάται από τον αριθµό των τερµατικών κόµβων, καθώς ο 

πρώτος αρχικός κόµβος θεωρείται ότι έχει µέγεθος 1. Με τη βηµατική κατασκευή του δέντρου, 

υπολογίζεται κάθε φορά µια συνάρτηση που περιλαµβάνει τα κόστη αλλά και το µέγεθος του 

δέντρου. Εξελίσσεται έτσι ένας αλγόριθµος που “κλαδεύει” τα µεγάλα δέντρα, αλλά και τα 

µικρά µε µεγάλο κόστος.  

Αναλυτικότερα η διαδικασία επιλογής του δέντρου καταλλήλου µεγέθους, περιγράφεται 

από τα παρακάτω βήµατα: 

1. Βρίσκεται το δέντρο µε το µικρότερο CV cost (minCV) και ονοµάζεται minSt error, το 

τυπικό σφάλµα (Standard error) αυτού (προκύπτει από τις επαναλήψεις κατά την CV 

διαδικασία). 
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2. Επιλέγεται το δέντρο καταλλήλου µεγέθους, ως το µικρότερο δέντρο µε CV cost µικρό-

τερο του αθροίσµατος: minCV + minSt error. 

Μικρή τιµή του minSt error οδηγεί γενικά στην επιλογή ενός δέντρου καταλλήλου µεγέ-

θους, ελαφρά απλούστερου από το αντίστοιχο µε το ελάχιστο CV cost. Αντίθετα µια µεγάλη 

τιµή του minSt error, οδηγεί στην επιλογή ενός right-sized δέντρου πολύ απλούστερου. Έτσι, η 

εφαρµογή της διαδικασίας “cost-complexity pruning” εγγυάται τελικά δυο βασικές επιστη-

µονικές αρχές της στατιστικής: φειδωλότητα (parsimony, § 4.4.3) και εκτίµηση της διακύ-

µανσης στην επανάληψη ενός πειράµατος (replication, § 5.3.8). Επιλέγεται λοιπόν το απλού-

στερο δέντρο (µε το µικρότερο µέγεθος ή τους λιγότερους τερµατικούς κόµβους) που είναι 

συνεπές (δεν έχει µεγαλύτερο CV cost από το άθροισµα minCV + minSt error) µε την πορεία 

εύρεσης του καλύτερου δέντρου από ανεξάρτητες δοκιµές (µικρότερο CV cost) [17].  

Τα αποτελέσµατα ταξινόµησης για το καλύτερο δέντρο και την οµάδα εκπαίδευσης 

φαίνονται στον πίνακα 5.17. Το αντίστοιχο δέντρο απεικονίζεται στο σχήµα 5.7.  

 

Πίνακας 5.17: Αποτελέσµατα για την οµάδα εκπαίδευσης.  

 Υ ΜΟ ΜΑ 

Υλίκη (Υ) 16 0 0 

Μόρνος (ΜΟ) 1 42 6 

Μαραθώνας (ΜΑ) 1 0 23 

Συνολικά 18 42 29 

% Ποσοστό επιτυχίας  88,9 100 79,3 

  

Το δέντρο περιλαµβάνει 3 “δυαδικούς” διαχωρισµούς (ο πρώτος µε βάση την τιµή του 

Ni, ο δεύτερος βάση την τιµή του As και ο τρίτος βάση την τιµή του Ni ) και 4 τερµατικούς 

κόµβους. O πρώτος τερµατικός κόµβος “ονοµάζεται” MO (Μόρνος) γιατί περιέχει περισσότερα 

δείγµατα από το Μόρνο και λιγότερα από το Μαραθώνα. Ως Μαραθώνας χαρακτηρίζεται ο 

δεύτερος τερµατικός κόµβος, αλλά περιέχει και 1 δείγµα Υλίκης. Ο επόµενος χαρακτηρίζεται 

ως Μόρνος, αλλά περιέχει και 2 δείγµατα Μαραθώνα και 1 Υλίκη και ο τελευταίος περιέχει 16 

δείγµατα Υλίκης.  

H κατασκευή του “δέντρου” που  σχηµατίζεται, απεικονίζεται στον πίνακα 5.18. Ο πίνα-

κας αυτός αναδεικνύει επιπλέον, τις πιο κρίσιµες µεταβλητές που χρησιµοποιήθηκαν για το 

διαχωρισµό που προτείνει. Οι µεταβλητές αυτές είναι Ni και As.   

Πρόβλεψη 
Θέση 
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Classif ication Tree f or CART method

Number of  splits = 3; Number of  terminal nodes = 4

1

2 3

4 5

6 7

Ni<=0,56

As<=0,64

Ni<=1,35

40 49

25 24

9 16

MO

MO MA

Υ MA

MO Υ

MO

MA

Υ

 

Σχήµα 5.7: ∆έντρο ταξινόµησης για τα ενοποιηµένα δείγµατα των ταµιευτήρων Αττικής. 

Μέθοδος: CART. 

 

Πίνακας 5.18: Στοιχεία της κατασκευής του δέντρου. 

Κόµβοι 
Αριστ. 

κλάδος 

∆εξιός 

κλάδος 
ΜΟ ΜΑ Υ Πρόβλεψη 

Σταθερά 
διαχ/µου 

Μεταβλητή 
διαχ/µου 

1 2 3 42 29 18 MO -0,5575 Ni 

2*   36 4 0 MO   

3 4 5 6 25 18 MA -0,6438 As 

4 6 7 6 2 17 Υ -1,350 Ni 

5*   0 23 1 MA   

6*   6 2 1 MO   

7*   0 0 16 Υ   

    * Τερµατικοί κόµβοι 
 

Το παραπάνω δέντρο επιλέχθηκε από µια σειρά δέντρων όπως φαίνεται στον παρακάτω 

πίνακα 5.19. Το δέντρο καταλλήλου µεγέθους, (µε Α/Α 4 στον πίνακα 5.19), έχει ένα CV cost = 

0,157 µε τυπικό σφάλµα = 0,039. Το µικρότερο  CV cost που απεικονίζεται στον πίνακα είναι 

0,135 (Α/Α 1) µε  τυπικό σφάλµα = 0,036. Η πολυπλοκότητα του δέντρου αυτού όµως είναι 

µεγάλη (διαθέτει 9 τερµατικούς κόµβους). Αντίθετα, το επιλεγµένο δέντρο µε 4 µόνο τερµα-
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τικούς κόµβους δίνει CV cost που δεν υπερβαίνει το άθροισµα 0,135+0,036 = 0,171 που αντι-

στοιχεί στο δέντρο 1. 

Πίνακας 5.19: Στατιστικά στοιχεία για τα δέντρα της CART µεθόδου. Το επιλεγµένο δέντρο 

καταλλήλου µεγέθους, επισηµαίνεται µε *. 

Α/Α δέντρου 
Αρ. τερµατικών 

κόµβων 
CV cost Τυπικό σφάλµα 

1 9 0,135 (minCV) 0,036 (minSt error) 

2 6 0,146 0,037 

3 5 0,146 0,037 

4* 4 0,157 0,039 

5 3 0,180 0,041 

6 2 0,292 0,048 

7 1 0,528 0,053 

 

Παραστατικά η παραπάνω εικόνα δίνεται στο σχήµα 5.8. 

 

Cost Sequence for CART method

Selected tree denoted by *

 CV cost 

       (CV sample set)

 Resub. cost

        (training sample set)
7 6 5 *4 3 2 1

Tree number
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Σχήµα 5.8: Πορεία σχηµατισµού και επιλογής δέντρων για τη µέθοδο CART.  

 

right-sized δέντρο 

0,157 
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Συµπερασµατικά, η CART µέθοδος έδωσε συνολικό ποσοστό επιτυχίας για την οµάδα 

εκπαίδευσης των τριών λιµνών 91,0 %. 

 

5.3.7. Σύγκριση µεθόδων - αποτελέσµατα 

 
Ενδιαφέρον παρουσιάζει η σύγκριση των παραπάνω τεχνικών CT (για την οµάδα 

εκπαίδευσης). Παρουσιάζουν οµοιότητες όπως: 

� τα σηµεία της Υλίκης διαφοροποιούνται άµεσα από τα υπόλοιπα, 

� τα σηµεία του Μόρνου ταξινοµούνται γενικά επιτυχώς, µε µερικά από αυτά να 

“αποδίδονται” στο Μαραθώνα ή στην Υλίκη, 

� τα σηµεία του Μαραθώνα ταξινοµούνται επίσης επιτυχώς, µε µερικά από αυτά να  

“αποδίδονται” στο Μόρνο και λιγότερο στην Υλίκη. 

Ωστόσο, από τις τρεις µεθόδους, η LCM έδωσε το µεγαλύτερο ποσοστό επιτυχίας (93,2 

%), σχηµατίζοντας ένα µικρό και ακριβές δέντρο. Η δεύτερη προσέγγιση (της Classic CT), 

έδωσε τα χαµηλότερα ποσοστά (συνολικά 88,8 %). Συγκρινόµενες οι δυο βασικές µέθοδοι 

ταξινόµησης (DA και CT), δίνουν παρόµοια ποσοστά µε µόνη διαφοροποίηση, τη µεγαλύτερη 

επιτυχία της LCM µεθόδου. Η τρίτη µέθοδος (CART) έδωσε ενδιάµεσα ποσοστά (συνολικό 

91,0 %) και είναι η µόνη µέθοδος που δεν διαχώρισε πλήρως τα σαφώς διακεκριµένα σηµεία της 

Υλίκης, αποδίδοντας 2 από αυτά, σε Μαραθώνα και Μόρνο. 

Στη συνέχεια, ελέχθησαν συνολικά τα τρία µοντέλα CT όσον αφορά την ακρίβεια 

(ευαισθησία) και εξειδίκευσή τους (βλ. § 4.4.2) σε εξωτερικά µεταγενέστερα δείγµατα (11 – 

12/2007) των ίδιων ταµιευτήρων. Η αναλογία στον αριθµό των δειγµάτων ανά λίµνη είναι όµοια 

µε την οµάδα εκπαίδευσης. 

Στο πίνακα 5.20 που ακολουθεί απεικονίζονται συγκριτικά τα αποτελέσµατα. 

 

Πίνακας 5.20: Αποτελέσµατα για την οµάδα ελέγχου 

LCM Classic CT CART  

Ακρίβεια Εξειδίκευση Ακρίβεια Εξειδίκευση Ακρίβεια Εξειδίκευση 

Υλίκη (6) 66,7 76,7 83,3 88,5 66,7 92,0 

Μόρνος (14) 50,0 93,8 85,7 100,0 88,9 95,2 

Μαραθώνας (9) 66,7 83,3 88,9 95,2 92,8 93,8 

Συνολικά 58,6 87,0 86,5 96,2 86,2 93,8 

 

Μέθοδος 
Λίµνη  
(αρ. δειγµάτων) 
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Παρατηρούνται τα παρακάτω: 

1. Ο Μαραθώνας έδωσε γενικότερα τα καλύτερα αποτελέσµατα όσον αφορά την ακρίβεια 

και την εξειδίκευση. Η LCM έδωσε παραδόξως (σε σχέση µε την οµάδα εκπαίδευσης) τα 

χαµηλότερα αποτελέσµατα για το Μαραθώνα. 

2. Η Classic CT µέθοδος έδωσε τα υψηλότερα αποτελέσµατα από όλες τις CT µεθόδους, 

και όµοια µόνο µε την τεχνική BW-DA (βλ. πίνακες 5.10 – 5.12). 

 

Predictor Variable Importance Rankings

Rankings on scale f rom 0=low importance to 100=high importance

Fe B Al V Cr Mn Ni Cu Zn As Ba

Predictor v ariable

0

20

40

60

80

100

R
a
n
k
in

g

 

(α) 

Predictor Variable Importance Rankings

Rankings on scale from 0=low importance to 100=high importance

B V Cr Mn Ni Cu Zn As Ba

Predictor variable

0

20

40

60

80

100

R
a

n
k
in

g

 

(β) 

Σχήµα 5.9: Κρισιµότητα µεταβλητών για τις τρεις CT µεθόδους: (α) Classic CT, (β) CART. 
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Στα παραπάνω διαγράµµατα (σχ. 5.9) απεικονίζεται η σχετική ταξινόµηση των µετα-

βλητών για τις µεθόδους Classic CT και CART. Από τα ιστογράµµατα φαίνεται ότι οι τρεις 

µεταβλητές V, Ni  και As, παρουσιάζουν τα µεγαλύτερα ποσοστά κρισιµότητας. Η αντίστοιχη 

ανάλυση για την τρίτη µέθοδο LCM απεικονίζεται στον πίνακα 5.14 όπου από το µέγεθος των 

συντελεστών, διαφαίνεται η κρισιµότητα των V, Ni As, Cr και Cu.  

Καταλήγοντας, παρόλο που φαίνεται να υπερέχει κάποια από τις τρεις CT µεθόδους (η 

LCM για την οµάδα εκπαίδευσης ή η Classic CT για την οµάδα ελέγχου), δίνοντας η καθεµιά, 

µεγαλύτερα ποσοστά για τη συγκεκριµένη οµάδα δειγµάτων, τελικά αλληλοσυµπληρώνονται 

και αλληλοεπιβεβαιώνονται καταλήγοντας στα ίδια συµπεράσµατα σε επίπεδο θέσεων αλλά και 

µεταβλητών.  

 

5.3.8. Εφαρµογή των Multi-layer perceptron (MLP) 

 
Μέσα από τη βιβλιογραφία, προτείνονται γενικά οι παρακάτω παράµετροι που επηρε-

άζουν την ποιότητα ενός µοντέλου MLP: 

� το µέγεθος της οµάδας εκπαίδευσης [59, 72, 134, 178], 

� ο αριθµός των εισερχόµενων µεταβλητών [122, 126, 137, 142, 178, 203] 

� ο αριθµός των µονάδων των ενδιάµεσων στιβάδων [13, 14, 51, 58, 59, 66 - 70, 72, 81, 90 

- 93, 101, 103, 108, 115, 116, 122, 126, 131, 133, 134, 137, 142, 175, 177, 178, 180, 205, 

206, 208, 232 - 234], 

� ο αριθµός των ενδιάµεσων στιβάδων [6, 13, 14, 43, 69, 81, 93, 175, 234], 

� το πλήθος των περιόδων [68, 90, 103, 108, 137, 178, 208], 

� ο τύπος της συνάρτησης [68, 69, 137, 142, 175, 205, 234], 

� ο τύπος του χρησιµοποιηθέντος αλγορίθµου [69, 70, 93, 101, 116, 203], 

� ο ρυθµός εκπαίδευσης [13, 14, 68, 72, 91, 103, 108, 126, 131, 133, 137, 142, 175, 177, 

178, 180, 205, 208, 233], 

� η ορµή [13, 14, 68, 91, 103, 108, 126, 131, 137, 142, 180, 208, 233], 

� η προ-επεξεργασία των δεδοµένων [68, 69, 101]. 

Η επιλογή της αρχιτεκτονικής του δικτύου (αριθµός των εισερχόµενων, ενδιάµεσων, 

εξερχόµενων νευρώνων και των ενδιάµεσων στιβάδων, § 4.2.1) εξαρτάται από το πρόβληµα που 

µελετάµε (problem-dependent). Πιο συγκεκριµένα ο αριθµός των ενδιάµεσων στιβάδων και 

νευρώνων αποτελούν τις πιο κρίσιµες παραµέτρους για ένα δίκτυο ΑΝΝ [80], αλλά τελικά, δεν 

φαίνεται να υπάρχει κάποια ξεκάθαρη µέθοδος για την εύρεση του καλύτερου συνδυασµού. Και 

όπως χαρακτηριστικά γράφει ο Zhang et al., “ο σχεδιασµός ενός νευρωνικού δικτύου είναι 

περισσότερη τέχνη, παρά επιστήµη” [69].  
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Οι πιο συνήθεις από τις παραπάνω παραµέτρους χρησιµοποιήθηκαν για την εύρεση του 

βέλτιστου δικτύου στην εργασία αυτή. 

Συγκεκριµένα, σε προηγούµενες παραγράφους (§ 4.3.1, 4.3.10) αναφέρθηκε η ιδιαίτερη 

σηµασία των πέντε πρώτων παραµέτρων. Ειδικότερα, όσον αφορά τη συνάρτηση ενεργο-

ποίησης, η δυαδική σιγµοειδής συνάρτηση (§ 4.3.4) θεωρείται ότι µπορεί να περιγράψει πολύ 

καλά µη γραµµικές σχέσεις [235] και σπάνια χρησιµοποιείται οποιαδήποτε άλλη. Επιπλέον, ο 

αριθµός των ενδιάµεσων στιβάδων που θα µπορούσε επίσης να εξεταστεί, έχει αποκλειστεί από 

τους περισσότερους ερευνητές σε απλά προβλήµατα [6, 17, 26, 58, 73, 77, 177, 205, 236], 

εφόσον η συνάρτηση ενεργοποίησης είναι συνεχής, φραγµένη και αύξουσα [6, 73]. Αυτό 

σηµαίνει, ότι γενικά υποστηρίζεται η χρήση µίας µοναδικής ενδιάµεσης στιβάδας και 

περισσότερο σε απλά προβλήµατα [60]. ∆εν αναφέρονται συχνά στη βιβλιογραφία απόπειρες 

για κατασκευή µοντέλων µε δυο ενδιάµεσες στιβάδες [5, 13, 14, 19, 20, 43, 64, 66, 81, 96, 113, 

114, 116, 134, 185, 234], ενώ σε τέσσερις και µία µόνο περιπτώσεις αντίστοιχα έχει γίνει 

αναφορά για τρεις [85, 175, 185, 234] ή τέσσερις ενδιάµεσες στιβάδες [234]! Η προσθήκη 

στιβάδων γενικά δεν φαίνεται να βελτιώνει τα αποτελέσµατα, αλλά αντιθέτως αυξάνει το χρόνο 

σύγκλισης (λόγω περισσότερων βαρών και νευρώνων), αλλά και την πιθανότητα εγκλωβισµού 

σε τοπικά ελάχιστα.  

Επιπλέον, σχετικά µε τη βελτιστοποίηση στον αριθµό των περιόδων, η διαδικασία εκπαί-

δευσης έχει προγραµµατιστεί, ώστε να σταµατά όταν ανιχνεύεται υπερ-προσαρµογή (over-

fitting, § 4.3.1). ∆ηλαδή στην περίπτωση που το σφάλµα µειώνεται για την οµάδα εκπαίδευσης, 

ενώ αυξάνεται για την οµάδα επικύρωσης, η διαδικασία εκπαίδευσης του δικτύου σταµατά 

αυτόµατα (µέθοδος του πρώιµου τερµατισµού, §  4.3.1).   

Τελικά, στην περίπτωση των δεδοµένων που θα εξετάσουµε, έγινε βελτιστοποίηση, 

µέσω των παρακάτω παραµέτρων:  

� τον αριθµό των µονάδων της ενδιάµεσης στιβάδας,  

� τον αριθµό των εισερχόµενων µεταβλητών, 

� το ρυθµό εκπαίδευσης, 

� το µέγεθος της οµάδας εκπαίδευσης. 

Το κριτήριο που χρησιµοποιήθηκε για την αξιολόγηση των παραµέτρων είναι το 

σφάλµα στην πρόβλεψη της οµάδας επικύρωσης (selection error, RMS, § 4.3.7). Σε 

αντιδιαστολή, συγκρίνεται εκλεκτικά µε το κριτήριο της τελικής απόδοσης για την οµάδα 

επικύρωσης (selection performance). Η συνάρτηση ενεργοποίησης στην εξωτερική στιβάδα 

είναι η softmax, η οποία µετατρέπει την τιµή που δέχεται ώστε να περιέχεται στο διάστηµα (0, 

1). Επιπλέον το άθροισµα των τιµών είναι ίσο µε τη µονάδα. Έτσι, τα αποτελέσµατα µπορούν 

να ερµηνευτούν σαν πιθανότητες ώστε να ανήκει το αντικείµενο σε µια οµάδα [81]. Η 
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κωδικοποίηση των εξερχοµένων γίνεται µε τη χρήση συναρτήσεων εντροπίας (cross-entropy) ως 

συναρτήσεις σφάλµατος οι οποίες παρέχουν τη δυνατότητα βελτιστοποίησης µε µέγιστες 

πιθανότητες [17].  

Χρησιµοποιήθηκαν αρχικά 4 εισερχόµενες µεταβλητές (V, Ni, As, B), οι πιο κρίσιµες 

δηλαδή, όπως αυτές προέκυψαν από την ανάλυση DA (πίνακας 5.9). Οι µεταβλητές αυτές 

προσαρµόστηκαν αυτόµατα στην κατάλληλη κλίµακα µέσω του λογισµικού (§ 4.4.4).     

Για κάθε εύρος αριθµού µονάδων της ενδιάµεσης στιβάδας ελέχθησαν 20 διαφορετικά 

δίκτυα µε διαφορετικές αρχικές συνθήκες (§ 4.3.10, 4.4.1), όπως αυτά συντίθενται βαθµιαία 

µέσω του λογισµικού Statistica. Οι οµάδες εκπαίδευσης, επικύρωσης και ελέγχου µπορούν να 

διατηρηθούν σταθερές σε όλες τις δοκιµές ως προς τον αριθµό αλλά και τα επιλεγµένα 

δείγµατα, ώστε να µπορεί να γίνει σύγκριση µεταξύ των µοντέλων. Μετά τη διαµόρφωση του 

τελικού µοντέλου, µπορεί η επιλογή των δειγµάτων να γίνεται κάθε φορά τυχαία, ώστε να 

επιτευχθεί ο καλύτερος/αντιπροσωπευτικότερος διαχωρισµός αυτών. Εναλλακτικά, η επιλογή 

των δειγµάτων µπορεί να είναι τυχαία εξαρχής, και πραγµατοποιούνται πολλές επαναλήψεις σε 

κάθε µοντέλο [17]. Στην εργασία αυτή, χρησιµοποιείται η εναλλακτική πορεία. Επιλέγονται 

διάφορα εύρη στον αριθµό των µονάδων σε κάθε δοκιµή (όπως 2-8, 6-12, 10-16, 14-20, 2-10, 

….13-20,….6-10, 8-18) ώστε να επικυρωθεί το αποτέλεσµα. Έτσι, ένα µεγάλο εύρος βαρών και 

της προκατάληψης εξερευνώνται [123], και οι συνθήκες έναρξης για την “κατασκευή” των 

µοντέλων είναι ανεξάρτητες µεταξύ τους. Με τον τρόπο αυτό, επικυρώνεται η µη τυχαιότητα 

του αποτελέσµατος [137], αποφεύγονται τοπικά ελάχιστα (πλήρης διαδικασία εκπαίδευσης) και 

η “παραλυσία” του δικτύου [51, 58, 59, 68, 92, 93, 101, 114, 206], ενώ ελέγχεται και η 

σταθερότητα (“robustness”) των δικτύων [51, 135]. Εξάλλου, η στατιστική στηρίζεται στην 

αξία της επανάληψης για την εκτίµηση της διακύµανσης (replication, § 5.3.6).  

Το σχετικό διάγραµµα δοκιµής για τον βέλτιστο αριθµό µονάδων της ενδιάµεσης στιβά-

δας, φαίνεται στο σχήµα 5.10. Η αρχιτεκτονική µε 12 µονάδες, αποδείχθηκε η πιο αποτελε-

σµατική µε µέσο όρο για το RMS = 0,54, αλλά και η πιο σταθερή µε τη µικρότερη διακύµανση 

σφάλµατος στις επαναλαµβανόµενες δοκιµές. Είναι φανερό, ότι δοµές πολύπλοκων δικτύων µε 

πολλές ενδιάµεσες µονάδες δεν δίνουν πάντα την καλύτερη απόδοση. 

Μπορεί επίσης να γίνει σύγκριση µε το κριτήριο της απόδοσης στην οµάδα επικύρωσης 

(selection performance, σχ. 5.11). Η διαφοροποίηση για όλες τις τιµές των µονάδων (από 7 - 20) 

είναι ελάχιστη και δεν µπορεί να αξιολογηθεί η βέλτιστη επιλογή.  
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Σχήµα 5.10: ∆ιάγραµµα της επίδρασης του αριθµού των µονάδων της ενδιάµεσης στιβάδας 

στην αποτελεσµατικότητα του δικτύου (κριτήριο: RMS).   
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Σχήµα 5.11: ∆ιάγραµµα της επίδρασης του αριθµού των µονάδων της ενδιάµεσης στιβάδας στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: Selection Performance).   
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Για τη βελτιστοποίηση του αριθµού των εισερχόµενων µεταβλητών, χρησιµοποιήθηκαν 

εκ νέου τα δεδοµένα της DA (§ 5.3.1). Επιλέχθηκαν έτσι να εξεταστούν οι περιπτώσεις των 3 

µεταβλητών (V, Ni, As), 4 (V, Ni, As, B), 6 (V, Ni, As, B, Cu, Mn),  8 (V, Ni, As, B, Cu, Mn, 

Cr, Fe) και 11 (V, Ni, As, B, Cu, Mn, Cr, Fe, Ba, Al, Zn). Εδώ αξίζει να σηµειωθεί ότι επιπλέον 

χρησιµοποιήθηκαν συµβουλευτικά οι βηµατικές προσεγγίσεις των ANN (FW και BW) αλλά και 

GA (§ 4.4.3). Τα αποτελέσµατα ήταν απολύτως ενθαρρυντικά, αφού από τις πολλαπλές  δοκιµές 

που έγιναν, οι µόνες µεταβλητές που δεν απορρίφθηκαν αλλά αντιθέτως θεωρήθηκαν κρίσιµες 

για την κατασκευή των µοντέλων ήταν οι: B, V, Ni, και As. 

Κατά τη διάρκεια των δοκιµών βελτιστοποίησης, το στατιστικό πρόγραµµα χρησιµοποιεί 

όσες από τις µεταβλητές χρειάζονται µε µέγιστο τον αριθµό που καθορίζεται κάθε φορά από το 

χρήστη. Με βάση την προηγούµενη δοκιµή βελτιστοποίησης, χρησιµοποιήθηκαν σε όλες τις 

δοκιµές 12 ενδιάµεσες µονάδες και πραγµατοποιήθηκαν 20 επαναλήψεις για κάθε επιλογή αριθ-

µού εισερχοµένων µεταβλητών. Τα αποτελέσµατα φαίνονται στο διάγραµµα του σχήµατος 5.12.  
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Σχήµα 5.12: ∆ιάγραµµα της επίδρασης του αριθµού των εισερχοµένων µεταβλητών στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: RMS).   
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διαφορετικά δίκτυα, µε σταθερές τις ήδη επιλεγµένες βέλτιστες παραµέτρους: 12 µονάδες στην 
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ενδιάµεση στιβάδα και 3 εισερχόµενες µεταβλητές. Οι τιµές που εξετάστηκαν είναι 0,01 

(default), 0,05, 0,10 και 0,20. Τα σχετικό διάγραµµα που περιλαµβάνει τη µέση τιµή (ave) και το 

εύρος (range) για το RMS των 10 δοκιµών, φαίνεται στο σχήµα 5.13. Ο αρχικός ρυθµός εκπαί-

δευσης (0,01) έδωσε τα καλύτερα αποτελέσµατα: ακριβή και επαναλήψιµα.  
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Σχήµα 5.13: ∆ιάγραµµα της επίδρασης του ρυθµού εκπαίδευσης (learning rate) στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: RMS).   

 

Τέλος, εξετάστηκε η επίδραση του µεγέθους της οµάδας εκπαίδευσης στην αποτελε-

σµατικότητα του δικτύου. Η τριπλέτα του διαχωρισµού των δειγµάτων που χρησιµοποιήθηκε 

µέχρι τώρα (45/22/22), διατηρήθηκε ως προς το µεσαίο τµήµα της (τον αριθµό των δειγµάτων 

επικύρωσης  = 22), εφόσον ως κριτήριο επιλογής παρέµεινε το σφάλµα σε αυτήν την οµάδα και 

έπρεπε να διασφαλιστεί η συνέπεια στους υπολογισµούς. Έγιναν 4 δοκιµές (20 πειράµατα ανά 

δοκιµή) και ο πίνακας δειγµατοληψίας φαίνεται παρακάτω (πίνακας 5.21), ενώ τα 

αποτελέσµατα φαίνονται στο σχήµα 5.14. Η δοκιµή µε µέγεθος 65 για την οµάδα εκπαίδευσης, 

φαίνεται να παρέχει σταθερότερα αποτελέσµατα µε πολύ καλή ακρίβεια (RMS = 0,26), χωρίς 

ωστόσο µεγάλες διαφορές µεταξύ των δοκιµών. 
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Πίνακας 5.21: Αριθµός δειγµάτων εκπαίδευσης, επικύρωσης και ελέγχου στις δοκιµές 

βελτιστοποίησης του δικτύου MLP.   

Αριθµός δειγµάτων ανά οµάδα 
A/A ∆οκιµής 

Εκπαίδευσης Επικύρωσης Ελέγχου 
Σύνολο 

1 35 22 32 89 

2 45 22 22 89 

3 55 22 12 89 

4 65 22 2 89 
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Σχήµα 5.14: ∆ιάγραµµα της επίδρασης του µεγέθους της οµάδας εκπαίδευσης) στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: RMS).   

 

Συµπερασµατικά, µπορούµε να καταλήξουµε στη βέλτιστη (RMS = 0,26) MLP αρχιτε-

κτονική δοµή για τα συγκεκριµένα δεδοµένα που περιλαµβάνει: 

� Perceptron δυο στιβάδων (µίας ενδιάµεσης) µε 

� 12 µονάδες (neurons) σε αυτήν και 

� 3 εισερχόµενες µεταβλητές (inputs: V, Ni, As). 

� Αλγόριθµοι: BP (back-propagation) και CGD (conjugate gradient descent). Ο πρώτος 

αλγόριθµος ανιχνεύει κατά προσέγγιση τη θέση του ελαχίστου και ο δεύτερος τερµατίζει 

την εκπαίδευση όταν εµφανίζονται φαινόµενα υπερ-προσαρµογής [93].   
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Σχηµατική παράσταση φαίνεται στο σχήµα 5.15. Η πρώτη εξερχόµενη µονάδα αντιστοιχεί στα 

δείγµατα της Υλίκης. Οι νευρώνες της ενδιάµεσης στιβάδας που φαίνονται να συµµετέχουν 

περισσότερο σε αυτά είναι ο τρίτος από την αρχή και ο αντίστοιχος από το τέλος (συµβο-

λίζονται µε το ίδιο κόκκινο χρώµα στο σχήµα 5.15). Η αντίστοιχη µεταβλητή που συµβάλει στο 

χαρακτηρισµό των δειγµάτων της Υλίκης είναι το V (βλ. § 5.3.10) [17, 237]. Η συγκεκριµένη 

αρχιτεκτονική µε 12 µονάδες στη µοναδική ενδιάµεση στιβάδα συµφωνεί απόλυτα µε τους 

κανόνες που ανέπτυξαν οι Fernandes και Lona [80, 85] ως οδηγό για την πιο αποτελεσµατική 

trial and error πορεία µε βάση την αναλογία εισερχοµένων-εξερχοµένων (§ 4.3.1). Συγκε-

κριµένα, το µοντέλο ανήκει στην οµάδα Ι (CLASS I) µε αριθµό εισερχοµένων µεγαλύτερο των 

εξερχοµένων και προτεινόµενη τη δοµή της µιας ενδιάµεσης στιβάδας µε 8-20 νευρώνες (  

ΚΕΦ. 2, Θ). 

 

Profi le : MLP 3:3-12-3:1 ,

Train Perf. = 0.892(89.2%) ,  Select Perf. = 1.00(100%) ,  Test Perf. = 1.00(100%)

 

Σχήµα 5.15: Αρχιτεκτονική δοµή του τελικού MLP δικτύου (3:3-12-3:1). 

 

Η χρησιµότητα του µοντέλου αναδεικνύεται από το γεγονός ότι αρκούν τρεις (3) µόνο 

µεταβλητές (V, Ni και As) για την εξαγωγή συµπερασµάτων. Η ακρίβεια του νέου µοντέλου, 

επιβεβαιώθηκε µε µια σειρά αποτελεσµάτων που ελήφθησαν από µεταγενέστερη χρονική 

περίοδο (12/2007) από τους ίδιους ταµιευτήρες. Ο πίνακας 5.22 συνοψίζει τα αποτελέσµατα. 

Παρατηρείται µία µόνο λαθεµένη πρόβλεψη σε σύνολο 14 δειγµάτων. Συγκεκριµένα, το σηµείο 

αυτό αντιστοιχεί στη θέση 9702 του Μαραθώνα (θέση µε Α/Α 12 στον πίνακα 5.1) και περιέχει 

νερό από την υπερχείλιση του καναλιού που έρχεται από το Μόρνο (µέχρι τον  Οκτώβριο του 

2007) ή την Υλίκη (όταν έγινε δειγµατοληψία για τα δείγµατα της οµάδας ελέγχου, βλ. § 5.3.1). 
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Το σηµείο αυτό “αντιστοιχεί” εξίσου σε Υλίκη και Μόρνο. Η “σύγχυση” λοιπόν των δειγµάτων 

είναι αναµενόµενη. Σκεπτόµενοι δε αντιστρόφως, θα µπορούσε η “απόδοση” του δείγµατος 

στην Υλίκη ή Μόρνο να οδηγήσει σε συµπεράσµατα για τη σύσταση του νερού στο κανάλι.  

Είναι λοιπόν παρήγορο να ξέρουµε ότι πολύτιµη πληροφορία µπορεί να εξαχθεί ακόµα 

και από λάθος προβλέψεις [1]. 

  

Πίνακας 5.22: Προβλέψεις σε νέα δείγµατα µε βάση τα βέλτιστα µοντέλα MLP, RBF και 

Kohonen 3:3-8-3:1 (βλ § 5.3.9, 5.3.10).  Οι τιµές των V, Ni και As αναφέρονται σε µg/L. 

Μόρνος (ΜΟ) Μαραθώνας (ΜΑ) Υλίκη (Υ) 

V Ni As V Ni As V Ni As 
Πρόβλεψη 

0,42 1,16 0,25       MO   √ 

0,20 0,37 0,16       MO   √ 

0,70 0,43 0,41       MO   √ 

0,78 0,41 0,42       MO   √ 

0,66 0,33 0,33       MO   √ 

0,42 0,35 0,19       MO   √ 

0,39 0,33 0,22       MO   √ 

   1,22 2,02 2,46    MA   √ 

   1,13 3,07 1,04    Y  X 

   0,56 0,73 1,96    MA   √ 

   0,61 1,87 2,34    MA   √ 

      1,41 2,38 0,62 Y √ 

      0,91 3,38 0,80 Y √ 

      0,67 6,83 0,59 Y √ 

 

5.3.9. Εφαρµογή της Radial Basis Function (RBF) αρχιτεκτονικής 

 
Τα επόµενα δίκτυα ANN που εξετάστηκαν, ήταν τα Radial Basis Function, RBF. 

Μέσα από τη βιβλιογραφία, προτείνονται γενικά οι παρακάτω παράµετροι που επη-

ρεάζουν την ποιότητα του µοντέλου: 
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� η ανοχή (tolerance), η οποία καθορίζει τον αριθµό των ενδιάµεσων µονάδων [51, 83, 

100, 133, 135, 136, 137], 

� η διασπορά (spread) σ [51, 133, 137], 

� και σπάνια ο αριθµός των περιόδων [137]. 

Ο αριθµός των εισερχόµενων µεταβλητών παρέµεινε σταθερός, όπως προέκυψε από την 

προηγούµενη αξιολόγηση (3: V, Ni και As), ώστε να γίνει σύγκριση των δυο µοντέλων. Έτσι 

λοιπόν η βελτιστοποίηση αφορούσε τις παρακάτω παραµέτρους:  

� τον αριθµό των µονάδων της ενδιάµεσης στιβάδας, και  

� τη διασπορά. 

Η ανοχή υπολογιστικά εκφράζεται µε το άθροισµα των τετραγώνων του σφάλµατος 

(sum of squared error) και καθορίζει τον αριθµό των µονάδων της ενδιάµεσης στιβάδας και 

εποµένως την πολυπλοκότητα του δικτύου: µεγαλύτερος αριθµός µονάδων της ενδιάµεσης 

στιβάδας σηµαίνει πολύπλοκη δοµή για το δίκτυο και άρα µεγαλύτεροι χρόνοι υπολογισµού. Η 

διασπορά σε ένα µοντέλο RBF, πρέπει αν είναι αρκετά µεγάλη, ώστε να καλύπτει κενές 

περιοχές, αλλά όχι τόσο µεγάλη, ώστε όλοι οι νευρώνες να αντιστοιχούν στο ίδιο δείγµα. Η 

βέλτιστη διασπορά, καθορίζει τη δυνατότητα του δικτύου για καλή “γενίκευση” [133]. 

Το κριτήριο που χρησιµοποιήθηκε και εδώ για την αξιολόγηση των παραµέτρων είναι το 

σφάλµα στην πρόβλεψη της οµάδας επικύρωσης (RMS).  

Στη βιβλιογραφία συχνά αναφέρεται ότι ο αριθµός των µονάδων της ενδιάµεσης κρυφής 

στιβάδας πρέπει να είναι ίσος [129, 143, 207] ή µικρότερος [137] από τον αριθµό των δειγµάτων 

εκπαίδευσης. Εδώ, οι µονάδες της ενδιάµεσης στιβάδας προστίθενται µία-µία µέχρι το δίκτυο να 

φτάσει σε αποδεκτή ακρίβεια. Για κάθε περίοδο, υπολογίζεται το άθροισµα των τετραγώνων του 

σφάλµατος και αν αυτό είναι χαµηλότερο από το προβλεπόµενο (εφόσον καθορίζεται), η εκπαί-

δευση σταµατά και ο αριθµός των νευρώνων στην ενδιάµεση στιβάδα θεωρείται ο βέλτιστος. 

∆ιαφορετικά, η πορεία συνεχίζεται µέχρι το σφάλµα να πέσει όσον το δυνατό χαµηλότερα 

[133]. Τα δίκτυα µε το χαµηλότερο σφάλµα ανακτώνται αυτόµατα, ενώ βελτιστοποιούνται 

συγχρόνως οι τιµές της διασποράς.   

Συνολικά ακολουθήθηκαν δυο διαφορετικές προσεγγίσεις:  

1. Μέσω του λογισµικού, συντίθενται βαθµιαία περίπου 20 διαφορετικά δίκτυα µε τον 

αριθµό των µονάδων της ενδιάµεσης στιβάδας να κυµαίνονται σε εύρος 1 – 22 (default). 

Το πείραµα επαναλαµβάνεται 5 φορές (δηλαδή συνολικά ελέγχονται περίπου 100 

δίκτυα), ώστε να επικυρωθεί το αποτέλεσµα.  

2. Επιλέγονται διάφορα εύρη στον αριθµό των µονάδων σε κάθε δοκιµή (όπως 1-5, 4-10, 5-

11, 8-15, 12-18, 15-22, 1-8, 4-12, 8-18). Για κάθε εύρος µονάδων της ενδιάµεσης 
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στιβάδας ελέγχονται από 12-20 διαφορετικά δίκτυα, όπως αυτά συντίθενται βαθµιαία 

µέσω του λογισµικού. 

Τα σχετικά διαγράµµατα φαίνονται στα σχήµατα 5.16 και 5.17 αντίστοιχα. Στην πρώτη 

περίπτωση η αρχιτεκτονική µε 6 µονάδες στην ενδιάµεση στιβάδα, αποδείχθηκε η πιο 

αποτελεσµατική µε µέσο όρο για το RMS = 0,28, ενώ η δοµή των 9 µονάδων έδωσε επίσης 

χαµηλό σφάλµα (µέσο όρο για το RMS = 0,29) και µικρότερη διακύµανση.  
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Σχήµα 5.16: ∆ιάγραµµα της επίδρασης του αριθµού των µονάδων της ενδιάµεσης στιβάδας  στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: RMS, προσέγγιση 1). 

 

Στη δεύτερη περίπτωση (σχ. 5.17) η αρχιτεκτονική µε 9 µονάδες στην ενδιάµεση στιβά-

δα, έδωσε επίσης το χαµηλότερο σφάλµα (µέσος όρος για RMS = 0,31), αλλά και τη µικρότερη 

διακύµανση. Είναι φανερό λοιπόν, ότι καθώς αυξάνεται ο αριθµός των µονάδων, δεν βελτιώ-

νεται ανάλογα και η απόδοση των µοντέλων [135]. Επιπλέον, συγκριτικά µε τα δίκτυα MLP (σχ. 

5.10), είναι φανερό το µικρότερο εύρος των επαναλήψεων στα δίκτυα RBF, τα οποία δείχνουν 

να είναι πιο επαναλήψιµα (§ 4.3.12 ). 
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Σχήµα 5.17: ∆ιάγραµµα της επίδρασης του αριθµού των µονάδων της ενδιάµεσης στιβάδας  στην 

αποτελεσµατικότητα του δικτύου (κριτήριο: RMS, προσέγγιση 2). 

 

Η προηγούµενη εργασία περιελάµβανε και τη βελτιστοποίηση της διασποράς. Μπορεί 

λοιπόν τώρα να επιλεχθεί το βέλτιστο δίκτυο RBF (µε RMS = 0,23), για τα συγκεκριµένα δεδο-

µένα που περιλαµβάνει: 

� 3 εισερχόµενες µεταβλητές (inputs V, Ni, As), 

� εννιά (9) µονάδες στην ενδιάµεση στιβάδα, 

� αλγορίθµους: ΚΜ (K-means), ΚΝΝ (K-Nearest Neighbor) όπως περιγράφηκαν παρα-

πάνω (§ 4.3.12) και PI (Pseudo-inverse) για τη βελτιστοποίηση της γραµµικής συνάρ-

τησης. 

Σχηµατική παράσταση του δικτύου φαίνεται στο σχήµα 5.18. 
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Profile : RBF 3:3-9-3:1,

Train Perf. = 0.911(91.1%),  Select Perf. = 0.954(95.4%),  Test Perf. = 0,909(90.9%)

 

Σχήµα 5.18: Αρχιτεκτονική δοµή του τελικού RBF δικτύου (3:3-9-3:1). 

 

Η ακρίβεια του νέου µοντέλου, επιβεβαιώθηκε µε την ίδια σειρά αποτελεσµάτων των 

τριών ταµιευτήρων, που χρησιµοποιήθηκε και για την αξιολόγηση του µοντέλου MLP 

(12/2007). Ο πίνακας 5.22 συνοψίζει και σε αυτήν την περίπτωση τα αποτελέσµατα. 

Παρατηρείται 1 µόνο λαθεµένη πρόβλεψη σε σύνολο 14 δειγµάτων που αφορά το γνωστό 

δείγµα του Μαραθώνα (§ 5.3.8). 

 

5.3.10. Εφαρµογή της τεχνικής Kohonen 

 
Η µη επιβλεπόµενη τεχνική Kohonen, εφαρµόστηκε ξεκινώντας από την ήδη επικυ-

ρωµένη χρήση των τριών µόνο µεταβλητών (V, Ni και As), ώστε να συγκριθούν δυνατότητες 

και αποτελέσµατα των µοντέλων. Η συνήθης προσέγγιση της βιβλιογραφίας για τη 

βελτιστοποίηση των δικτύων αυτού του τύπου, αφορά τον αριθµό των νευρώνων (ή εµβαδόν 

του τοπογραφικού χάρτη) [51, 74, 102, 108, 115, 155, 162, 168, 181, 238, 239], την ακτίνα 

γειτνίασης [115, 162], τον αριθµό των περιόδων και το ρυθµό εκπαίδευσης [108, 115, 162, 239]. 

Σπανιότερα αναφέρεται η τοπολογική δοµή (π.χ. τετράγωνη ή εξαγωνική, § 4.3.13) [102, 162], 

το µήκος των διαστάσεων του χάρτη, ο τρόπος αλλαγής της κλίµακας των δεδοµένων [168], ή ο 

µαθηµατικός τρόπος υπολογισµού της απόστασης (π.χ. Ευκλείδεια ή Manhattan) [162].  

Σηµαντικό επίσης στους τοπολογικούς χάρτες, είναι η ταξινόµηση των οµάδων και η 

αναγνώριση όλων των νευρώνων, ώστε να µην υπάρχουν δηλαδή σηµαντικά κενά (µη 

αναγνωρισµένοι/ενεργοποιηµένοι νευρώνες) [17, 74, 115] ή διχογνωµίες (conflicts) στην 
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αναγνώριση των νευρώνων (βλ. παρακάτω) [74]. Παράλληλα, είναι λογικό ότι ο αριθµός των 

κενών νευρώνων εξαρτάται από το µέγεθος του δικτύου και µάλιστα αυξάνεται καθώς αυτό 

µεγαλώνει. Θεωρείται δε ότι η σχέση αυτή είναι σχεδόν γραµµική τουλάχιστον µέχρι ορισµένου 

εύρους [1] και ένα καλό µέγεθος δικτύου Kohonen, είναι αυτό για το οποίο η σχέση του µε τον 

αριθµό των κενών νευρώνων είναι γραµµική [74]. Αν ο αριθµός των νευρώνων είναι µεγάλος, 

υπάρχει κίνδυνος υπερ-προσαρµογής του δικτύου [158, 159],  η διασπορά του δικτύου θα είναι 

µεγάλη και η δυνατότητα τοπογραφικής εγγύτητας µειωµένη [168], ενώ θα υπάρχει σηµαντικός 

αριθµός κενών και ελάχιστα δείγµατα θα ενεργοποιούν κάθε νευρώνα. Αντίθετα, όταν χρησιµο-

ποιηθούν λίγοι νευρώνες, διαφορετικές οµάδες εισερχοµένων θα ενεργοποιήσουν/“πέσουν” 

στους ίδιους νευρώνες [102] και µικρές διαφορές δεν θα αναγνωρίζονται [159] (γεγονός που 

συνεπάγεται και τη µειωµένη ακρίβεια του δικτύου [168]). Στα µικρά δίκτυα, αυξάνεται ο 

αριθµός των νευρώνων που ενεργοποιούνται από διαφορετικές οµάδες δειγµάτων (conflicts) και 

έτσι δεν αναγνωρίζονται καθόλου (“unknown”, βλ. παρακάτω). Θα πρέπει λοιπόν, να βρεθεί µια 

µέση οδός µεταξύ του αριθµού των κενών και των µη αναγνωρισµένων νευρώνων. Βέβαια, οι 

κενοί νευρώνες δεν θεωρούνται πάντα “χαµένοι” νευρώνες, καθώς εξυπηρετούν τη διευθέτηση 

των δειγµάτων ελέγχου που δεν έχουν καµιά σχέση µε την οµάδα εκπαίδευσης (novelty 

detection, § 4.3.13) [74]. 

Έτσι, προτείνεται ο αριθµός των νευρώνων να είναι ο διπλάσιος από τις αναµενόµενες 

οµάδες [51] ή διαστάσεων 2Ν × 2Ν, όπου Ν ο αριθµός των οµάδων [179]. Oι Jin et al. [168], 

Astel et al., [215, 230] Garcia και González [33] και Lamrini et al. [164] επίσης, χρησιµοποιούν 

τη σχέση:  

αριθµός νευρώνων = 5 ×  εκµάθησης δειγµάτωναριθµός , 

για να υπολογίσουν τον καταλληλότερο αριθµό των νευρώνων για το δίκτυο Kohonen που θα 

εφαρµόσουν. Οι Alvarez-Guerra et al. [159] και Jin et al. [168] εκµεταλλεύονται την παραπάνω 

σχέση χρησιµοποιώντας παράλληλα τον αλγόριθµο του Alhoniemi ο οποίος αξιοποιεί το λόγο 

των δυο µεγαλύτερων ιδιοτιµών των εισερχοµένων.  Από την άλλη πλευρά, ο Zhang et al. [240], 

χρησιµοποιεί δίκτυα Kohonen στα οποία ο αριθµός νευρώνων είναι περίπου ίδιος µε τον αριθµό 

των δειγµάτων. Το ίδιο συνιστά και ο Lischeid [166], ενώ παράλληλα προτρέπει στη χρήση µη 

συµµετρικών δοµών Kohonen (όχι τετράγωνους χάρτες, εφόσον αυτοί πρέπει να αντανακλούν 

διαφορετικές διακυµάνσεις κατά µήκος των δυο αξόνων του χάρτη).   

Αρχίζοντας λοιπόν από την πιο απλή δοµή (λιγότεροι νευρώνες) και συνεχίζοντας προς 

ανώτερες δοµές, εξετάστηκαν οι παρακάτω πιθανότητες:  

� µονοδιάστατες δοµές µε 8, 9, 12, 15, ….50 νευρώνες,  
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� δισδιάστατες δοµές µε 4x2 (8) νευρώνες, 4x3 (12) νευρώνες, 4x4 (16) νευρώνες, 5x4 

(20) νευρώνες, 5x5 (25) νευρώνες, 5x6 (30) νευρώνες, 6x6 (36) νευρώνες, 7x6 (42) 

νευρώνες. 

Για λόγους που ήδη έχουν αναφερθεί, η βάση των 89 δειγµάτων δεν επιτρέπει διάταξη µε περισ-

σότερους νευρώνες.  

Όλες δοκιµές, έγιναν σε δυο φάσεις µε τα (default) χαρακτηριστικά που φαίνονται στο 

παράρτηµα της διατριβής, (  ΚΕΦ. 1, Π). Εξάλλου, η απόδοση των δικτύων Kohonen σε 

αντιδιαστολή µε άλλα µοντέλα ANN, δεν φαίνεται να επηρεάζεται από τις παραµέτρους της πο-

ρείας εκπαίδευσης [166]. 

 

 

Σχήµα 5.19: Σύνορα ανάµεσα σε οµάδες, και κενά ανάµεσα και εντός των οµάδων [1, 74]. 

 

Τα δίκτυα Kohonen είναι µη επιβλεπόµενη τεχνική, αλλά στην περίπτωση των δεδο-

µένων που εξετάζουµε, οι οµάδες των δειγµάτων είναι γνωστές (οι τρεις ταµιευτήρες της 

Αττικής). Εποµένως, η µέθοδος µπορεί να αξιολογηθεί ως επιβλεπόµενη µε βάση τα αποτελέ-

σµατα κατάταξης, µετά τoν χαρακτηρισµό (ετικετοποίηση) των νευρώνων. Κάθε νευρώνας 

αποκτά µια “ετικέτα” (χαρακτηρισµό) µε βάση την οµάδα των δειγµάτων που ενεργοποιούν το 

νευρώνα. Είναι επιθυµητό, εφόσον περισσότερα από ένα δείγµατα ενεργοποιούν ένα νευρώνα, 

αυτά να προέρχονται από την ίδια οµάδα, αλλά ωστόσο αναµένεται ότι το µεγαλύτερο ποσοστό 

(και όχι όλα) από αυτά, θα µπορούν να πληρούν τη συνθήκη αυτή. Η περιοχή της οποίας οι 

νευρώνες ενεργοποιούνται από την ίδια οµάδα δειγµάτων µπορούν να σχηµατίσουν “σύνορα” 

µε τις άλλες οµάδες ή να διαχωρίζονται από κενά που ανταποκρίνονται σε νευρώνες που δεν 

(σύνορα µεταξύ 
των οµάδων) 

(κενά ανάµεσα και 
εντός των οµάδων) 
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ενεργοποιήθηκαν ποτέ. Κενά µπορεί να εµφανίζονται και µεταξύ των νευρώνων της ίδιας 

οµάδας  (σχ. 5.19) [1, 74]. 

Αρκετές φορές επίσης, µπορεί ο ίδιος νευρώνας να ενεργοποιηθεί από δείγµατα 

διαφορετικών οµάδων (το φαινόµενο αναφέρεται ως “ διχογνωµία” (conflict) [74]). Στην περί-

πτωση αυτή o νευρώνας µπορεί να χαρακτηριστεί “µη αναγνωρισµένος” (unknown) ή µπορούν 

να χρησιµοποιηθούν διάφορες µέθοδοι για το χαρακτηρισµό του.  

Μια µέθοδος που µπορεί να χρησιµοποιηθεί είναι η KL-N Κοντινότερες περιπτώσεις 

(ΚL-Nearest cases), η οποία σε αναλογία µε την KNN (§ 4.3.12), καθορίζει την οµάδα που θα 

ονοµάσει το νευρώνα από ένα συγκεκριµένο αριθµό γειτόνων Κ. Η πλειονότητα αυτών L, “από-

φασίζει” την οµάδα του κεντρικού νευρώνα. Αν λιγότεροι από L νευρώνες χαρακτηρίζονται από 

την ίδια οµάδα, ή υπάρχει “ισοπαλία”, ο νευρώνας δεν αναγνωρίζεται  (σχ. 5.20) [1]. 

 

 

Σχήµα 5.20: Από τους οκτώ (Κ = 8) γείτονες ενός µη αναγνωρισµένου νευρώνα X, δύο ανήκουν 

στην οµάδα 2, δύο στην 3 και δύο παρaµένουν κενοί. Ο νευρώνας Χ δεν αναγνωρίζεται [1, 74]. 

 

Στην εργασία αυτή, χρησιµοποιήθηκε η µέθοδος Voronoi µε minimum proportion = 0,8. 

Αυτό σηµαίνει ότι µε την προϋπόθεση, ότι τουλάχιστον το 80 % των δειγµάτων που έχουν 

“πέσει” πάνω στο νευρώνα ή τους άµεσους γείτονές του, είναι της ίδιας οµάδας, αυτά χρησιµο-

ποιούνται για να ονοµάσουν το νευρώνα [17]. 

Πραγµατοποιήθηκε µία δοκιµή σε κάθε δοµή (το σφάλµα διατηρείται γενικά σε χαµηλά 

επίπεδα) και τα αποτελέσµατα αξιολογήθηκαν µε βάση το κριτήριο του χαµηλότερου RMS στην 

οµάδα επικύρωσης.  

Το διάγραµµα 5.21 απεικονίζει συγκριτικά τα αποτελέσµατα για τις δυο κατηγορίες των 

δοµών που εξετάστηκαν (µονοδιάστατες 1D και δισδιάστατες 2D). Οι δισδιάστατες δοµές µε 20 

(5x4) και 36 (6x6) νευρώνες, αποδείχθηκαν οι πιο αποτελεσµατικές µε RMS = 0,098. Ωστόσο, η 

απλούστερη δισδιάστατη δοµή µε 8 (4x2) νευρώνες, έδωσε επίσης πολύ χαµηλό RMS = 0,15, µε 

υψηλές αποδόσεις για τις οµάδες εκπαίδευσης και ελέγχου (training/test performance). Παράλ-

ληλα, η δοµή είναι λιγότερο πολύπλοκη και εποµένως επιρρεπής σε φαινόµενα υπερ-

προσαρµογής, ενώ ο αντίστοιχος τοπογραφικός χάρτης δεν παρουσιάζει κενά (βλ. παρακάτω).  
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Επίδραση της τοπολογίας του χάρτη και του αριθµού των νευρώνων
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Σχήµα 5.21: ∆ιάγραµµα της επίδρασης της δοµής του χάρτη Kohonen και του αριθµού των 

νευρώνων στην αποτελεσµατικότητα του δικτύου (κριτήριο: RMS). 

 

Και οι δυο λοιπόν δοµές (δισδιάστατες µε 8 και 20 νευρώνες) εξετάστηκαν και 

αξιολογήθηκαν παρακάτω. Η σχηµατική παράσταση της πορείας Kohonen (για την 4x2 δοµή) 

δίνεται στο παράρτηµα της διατριβής,  ΚΕΦ. 1, Π). 

Σχηµατική παράσταση των βέλτιστων δοµών µε τους αντίστοιχους χάρτες, φαίνεται στα 

σχήµατα 5.22, 5.23. 

 

 



    

 198 

Profile : SOFM 3:3-8:1

Train Perf. = 0.911(91.1%) ,  Select Perf. = 0.909(90.9%) ,  Test Perf. = 0.909(90.9%)

 

(α) 

Profi le : SOFM 3:3-20:1, 

Train Perf. = 0.689 (68.9%) ,  Select Perf. = 0.545 (54.5%),  Test Perf. = 0.636 (63.6%)

 

(β) 

Σχήµα 5.22: ∆οµή των βέλτιστων δικτύων Kohonen (α) 3:3-8:1 και (β) 3:3-20:1   
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Profile : SOFM 3:3-8:1 ,  

Train Perf. = 0.911(91.1%),  Select Perf. = 0.909(90.9%),  Test Perf. = 0.909(90.9%)

MA (6) MA (8) Υ (6) MO (16)

MA (4) Υ (12) MA (7) MO (30)

 

(α) 

Profile : SOFM 3:3-20:1,

Train Perf. = 0.689 (68.9%) ,  Select Perf. = 0.545 (54.5%),  Test Perf. = 0.636 (63.6%)

MO (12)

UN (1) UN (0)

UN (2)

UN (0)

UN (18)

UN (8) MO (3) Υ (6)

MO (3) MO (3) Υ (5) Υ (3)

MA (5) MA (3) Υ (5)

MA (4) MA (3) MA (3) MA (2)

 

(β) 

Σχήµα 5.23: Τοπογραφικός χάρτης των βέλτιστων δικτύων Kohonen (α) 3:3-8:1 και (β) 3:3-20:1 

 

Οι αριθµοί εντός των παρενθέσεων, στο σχήµα 5.23 αναπαριστούν τις “συχνότητες επι-

τυχίας” (win frequencies), δηλαδή τις αντίστοιχες φορές που ο κάθε νευρώνας ενεργοποιήθηκε 

και ανακηρύχτηκε νικητής στη σύγκρισή του µε το αντίστοιχο δείγµα. Το άθροισµα λοιπόν των 

συχνοτήτων και στους δυο χάρτες είναι 89. Οι νευρώνες µε την ένδειξη UN (UNKNOWN, µη 

αναγνωρισµένοι) στο σχήµα 5.23(β), δεν έχουν ανακηρυχθεί ποτέ νικητές (συχνότητα επιτυχίας 
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= 0) ή ανακηρύχθηκαν νικητές από µη ικανό ποσοστό δειγµάτων, διαφορετικής οµάδας 

(µικρότερο του 80 % αντιστοιχούν σε κάθε οµάδα). Ο τοπογραφικός χάρτης της πρώτης δοµής  

3:3-8:1 (σχ. 5.23(α)) δεν περιέχει µη αναγνωρισµένους νευρώνες. Ωστόσο, η ταξινόµηση των 

οµάδων στο συγκεκριµένο χάρτη φαίνεται “συγκεχυµένη”. Ο Μόρνος είναι ο µοναδικός που 

παρουσιάζει µια σαφή διάκριση σε σχέση µε τις άλλες οµάδες, ενώ αντίθετα τα σηµεία της 

Υλίκης και του Μαραθώνα δείχνουν σαφείς οµοιότητες, όπως υποδηλώνεται από τους γειτο-

νικούς νευρώνες που τα εκπροσωπούν. Εξάλλου, τα δίκτυα Kohonen µπορούν τα “τοπο-

θετήσουν” οµοειδή δείγµατα στους ίδιους νευρώνες, αλλά κι παρόµοια δείγµατα σε γειτονικούς 

νευρώνες (§ 4.3.13) [1].  Στο χάρτη του µοντέλου 3:3-20:1 (σχ. 5.23(β)) οι οµάδες είναι πιο εµ-

φανείς. Οι λίµνες της Υλίκης και του Μαραθώνα φαίνεται να “καταλαµβάνουν” διακριτές 

περιοχές οι οποίες διαχωρίζονται από τις υπόλοιπες από σειρά µη αναγνωρισµένων νευρώνων.  

Η ακρίβεια ωστόσο του απλούστερου από τα νέα µοντέλα, δεν “συµβαδίζει” µε τη 

συγκεχυµένη εικόνα του πρώτου χάρτη (σχ. 5.23(α)), η οποία είναι στο επίπεδο του µοντέλου 

MLP. Αυτό επιβεβαιώθηκε µε την ίδια σειρά αποτελεσµάτων των τριών ταµιευτήρων (12/2007), 

που χρησιµοποιήθηκε και για την αξιολόγηση των προηγούµενων µοντέλων. Ο πίνακας 5.22 

συνοψίζει τα αποτελέσµατα των βέλτιστων µοντέλων MLP, RBF και Kohonen 3:3-8:1, ενώ ο 

πίνακας 5.23 του Kohonen 3:3-20:1. Παρατηρήθηκε µία (1) µόνο λαθεµένη πρόβλεψη σε 

σύνολο 14 δειγµάτων και για τα δυο µοντέλα (στο δείγµα 9702), ενώ επιπλέον, το δεύτερο 

µοντέλο, παρουσιάζει τέσσερα (4) µη αναγνωρισµένα δείγµατα. 
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Πίνακας 5.23: Προβλέψεις σε νέα δείγµατα µε βάση το επιλεγµένο µοντέλο Kohonen 

 3:3-20:1. Οι τιµές των V, Ni και As αναφέρονται σε µg/L.  

Μόρνος (ΜΟ) Μαραθώνας (ΜΑ) Υλίκη (Υ) 

V Ni As V Ni As V Ni As 
Πρόβλεψη 

0,42 1,16 0,25       MO   √ 

0,20 0,37 0,16       UN 

0,70 0,43 0,41       MO   √ 

0,78 0,41 0,42       MO   √ 

0,66 0,33 0,33       MO   √ 

0,42 0,35 0,19       UN 

0,39 0,33 0,22       UN 

   1,22 2,02 2,46    MA   √ 

   1,13 3,07 1,04    Y  X 

   0,56 0,73 1,96    MA   √ 

   0,61 1,87 2,34    UN 

      1,41 2,38 0,62 Y √ 

      0,91 3,38 0,80 Y √ 

      0,67 6,83 0,59 Y √ 

 

Ενδιαφέρον έχει επίσης η σύγκριση των δυο µοντέλων στο σύνολο των δειγµάτων 

(εκπαίδευσης, επικύρωσης και ελέγχου). Ο πίνακας 5.24 περιλαµβάνει και τα δυο µοντέλα. Οι 

αριθµοί σε παρένθεση αντιπροσωπεύουν το 3:3-20:1, εφόσον υπάρχει διαφορά από το 3:3-8:1.  

Οι λανθασµένες προβλέψεις (Confusion matrix) απεικονίζεται στον πίνακα 5.25. 
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Πίνακας 5.24: Αποτελέσµατα από τα µοντέλα Kohonen. Οι αριθµοί σε παρένθεση 

αντιπροσωπεύουν το 3:3-20:1, εφόσον υπάρχει διαφορά από το 3:3-8:1.  

 Υ ΜΟ ΜΑ 

Συνολικά 18 42 29 

Σωστά  18 40 (19) 23 (20) 

Λάθος  0 2 (0) 6 (3) 

Μη αναγνωρισµένα 0 0 (23) 0 (6) 

Σωστά % 100,0 95,2 (45,2) 79,3 (69,0) 

Λάθος % 0,0 4,8 (0,0) 20,7 (10,3) 

Μη αναγνωρισµένα % 0,0 0,0 (54,8) 0,0 (20,7) 

 

Πίνακας 5.25: Λανθασµένες προβλέψεις µε παρατηρούµενες (στήλες) έναντι προβλεπόµενων 

(σειρές) θέσεων. Οι αριθµοί σε παρένθεση αντιπροσωπεύουν το 3:3-20:1, εφόσον υπάρχει 

διαφορά από το 3:3-8:1. 

 Υ ΜΟ ΜΑ 

Υλίκη (Υ)  0 0 (1) 

Μόρνος (ΜΟ) 0  6 (2) 

Μαραθώνας (ΜΑ) 0 2 (0)  

Συνολικά 0 2 (0) 6 (3) 

 

Για το δεύτερο µοντέλο Kohonen, τα µικρά ποσοστά επιτυχίας επικεντρώνονται στην 

ύπαρξη µη αναγνωρισµένων νευρώνων και όχι στο µεγάλο ποσοστό λαθεµένων προβλέψεων. 

Πραγµατικά ο αριθµός των λαθεµένων προβλέψεων για το µοντέλο 3:3-20:1, είναι µικρότερος 

από τον αντίστοιχο του µοντέλου 3:3-8:1 (βλ. πίνακα 5.25). Το πρώτο µοντέλο λοιπόν, υπερέχει 

σε µεγάλο βαθµό, επικυρώνοντας τη σηµασία της απουσίας κενών νευρώνων. 
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Βάρη των Kohonen νευρώνων
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Σχήµα 5.24: “Ματιά” εντός του 3:3-8:1 µοντέλου Kohonen: βάρη των νευρώνων που 

αντιστοιχούν στις τρεις λίµνες. Τα ζεύγη των αριθµών στην ετικέτα του διαγράµµατος αντιστοιχούν 

στις θέσεις των αντίστοιχων νευρώνων (σχ. 5.22(α)). 

 

Στο διάγραµµα του σχήµατος 5.24 φαίνονται τα βάρη των 8 νευρώνων του επιλεχθέντος 

3:3-8:1 µοντέλου για τις τρεις µεταβλητές (V, Ni, As). Οι νευρώνες µε τα µικρότερα βάρη για 

τις µεταβλητές ανήκουν στο Μόρνο (µε τη µικρότερη “µεταλλική ”επιβάρυνση). Στους νευρώ-

νες του Μαραθώνα κυριαρχεί το As, ενώ το V χαρακτηρίζει Υλίκη και Μαραθώνα όπως είχε 

ήδη επισηµανθεί και παλαιότερα [38]. 

Παραπέρα αξιολόγηση των βαρών Kohonen µε τις τεχνικές PCA και DA είναι διαθέσιµη 

στο ηλεκτρονικό παράρτηµα της διατριβής (  ΚΕΦ. 1, Π).   

 

5.4. ΣΥΓΚΡΙΣΗ ΤΕΧΝΙΚΩΝ 

5.4.1. Οµαδοποίηση και ταξινόµηση θέσεων 

 
Όλες οι παραδοσιακές τεχνικές που µελετήθηκαν σε αυτήν την εργασία, δηλαδή οι DA, 

PCA, CA µπόρεσαν να οµαδοποιήσουν επιτυχώς τις θέσεις δειγµατοληψίας της βάσης των 

ταµιευτήρων της Αθήνας που εξετάστηκε. Παρόλα αυτά, οι τεχνικές των PCA, CA δεν µπορούν 

να ποσοτικοποιήσουν τα αποτελέσµατα, ώστε να γίνουν άµεσες συγκρίσεις µεταξύ των 

διαφορετικών προσεγγίσεων. 

Οι τεχνικές των DA και CT έδωσαν ωστόσο, αριθµητικά αποτελέσµατα. Η τεχνική των 

CT έδωσε υψηλά ποσοστά επιτυχίας στην οµάδα εκπαίδευσης µε τις τρεις χρησιµοποιούµενες 
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µεθόδους (LCM, Classic CT και CART). Η πρώτη από αυτές έδωσε τα υψηλότερα 

αποτελέσµατα σε σχέση µε τις υπόλοιπες αλλά κα τις τρεις προσεγγίσεις της τεχνικής DA. 

Για τα άγνωστα δείγµατα της οµάδας ελέγχου ωστόσο, η Classic CT µέθοδος έδωσε τα 

καλύτερα αποτελέσµατα. 

Ακόµα περισσότερο εντυπωσιακά αποτελέσµατα εξάλλου, έδωσαν τα βελτιστοποιηµένα 

µοντέλα ANN. Χρησιµοποιήθηκαν 3 µόνο µεταβλητές (επιλεγµένες µε τη βοήθεια της DA) και 

τα ποσοστά επιτυχίας (σε οµάδες εκπαίδευσης και ελέγχου) κυµαίνονταν σε υψηλά επίπεδα σε 

σχέση µε τις υπόλοιπες τεχνικές µε τη δυνατότητα ποσοτικοποίησης (DA και CT) που χρησιµο-

ποίησαν το σύνολο των µεταβλητών. Τα οφέλη σε εργαστηριακό κόστος και χρόνο στην περί-

πτωση αυτή είναι φανερά. Παρόµοια αποτελέσµατα που αφορούν στη σύγκριση των 

επιβλεπόµενων τεχνικών DA και ANN σε σχέση µε τον αριθµό των απαιτούµενων κάθε φορά 

µεταβλητών, έχουν καταγραφεί στο παρελθόν και από άλλους ερευνητές [13, 14].  

 

5.4.2. Αξιολόγηση µεταβλητών 

 
Στο σηµείο αυτό, γίνεται σύγκριση των βέλτιστων µοντέλων ANN µε τις παραδοσιακές 

στατιστικές τεχνικές DA, PCA και CA, σε επίπεδο µεταβλητών. Η τεχνική της DA ανέδειξε 

πρώτη τη σηµασία των τριών µεταβλητών που ήδη χρησιµοποιήθηκαν (§ 5.3.1, πίνακας 5.9). Οι 

τεχνικές PCA και CA δεν παρέχουν άµεσους µηχανισµούς για την ανάδειξη των κρίσιµων 

µεταβλητών. Θα µπορούσαν λοιπόν οι τεχνικές αυτές να διαχωρίσουν το ίδιο αποτελεσµατικά 

τις οµάδες δειγµάτων µόνο µε τη βοήθεια των τριών µεταβλητών V, Ni, As; 

Για να εξακριβωθεί αυτό, οι προαναφερθείσες τεχνικές εφαρµόστηκαν στα δεδοµένα µε 

τη χρήση όµως µόνο των τριών µεταβλητών. Τα αποτελέσµατα είναι εντυπωσιακά (πολύ καλός 

διαχωρισµός για τρεις µόνο µεταβλητές) και απεικονίζονται στα σχήµατα 5.25 και 5.26.  
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Σχήµα 5.25: ∆ιάγραµµα συντεταγµένων από την PCA ανάλυση της βάσης δεδοµένων των 

ταµιευτήρων της Αττικής. Χρησιµοποιήθηκαν µόνο 3 µεταβλητές: V, Ni, As.  

Ε  

Οι δυο λοιπόν παραδοσιακές τεχνικές επιβεβαιώνουν τα αποτελέσµατα που προκύπτουν 

από τα µοντέλα ANN, χωρίς όµως να µπορούν άµεσα να βοηθήσουν στην εξαγωγή συµπερα-

σµάτων για την κρισιµότητα των µεταβλητών. 
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Σχήµα 5.26: CA για τη βάσης των ταµιευτήρων της Αττικής. Χρησιµοποιήθηκαν µόνο 3 

µεταβλητές: V, Ni, As.  
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Η τεχνική των CT µπορεί ωστόσο να εξάγει συµπεράσµατα για την ιδιαίτερη ή όχι 

σηµασία των µεταβλητών. Στα ιστογράµµατα (§ 5.3.7, σχ. 5.9) απεικονίστηκε η σχετική 

ταξινόµηση των µεταβλητών για τις µονοπαραµετρικές CT µεθόδους (Classic CT και CART). 

Οι τρεις µεταβλητές V, Ni και As, παρουσίασαν τα µεγαλύτερα ποσοστά κρισιµότητας. Η 

αντίστοιχη ανάλυση για την τρίτη µέθοδο LCM εξάλλου (§ 5.3.4, πίνακας 5.14), επιβεβαίωσε 

αυτήν την επιλογή.  

Τέλος, τα χρησιµοποιηθέντα µοντέλα ANN “εκµεταλλεύτηκαν” την ταξινόµηση των 

µεταβλητών όπως αυτή προτάθηκε από την DA και έδωσαν πολύ υψηλά ποσοστά πρόβλεψης, 

µε πολύ λιγότερες µεταβλητές.  

Εποµένως, παρόλο που δεν εξάγονται άµεσα αποτελέσµατα από όλες τις τεχνικές, 

αλληλοσυµπληρώνονται και καταλήγουν τουλάχιστον έµµεσα, στα ίδια συµπεράσµατα σε 

επίπεδο θέσεων αλλά και µεταβλητών. 
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ΚΕΦ. 6 ΠΟΛΥΠΑΡΑΜΕΤΡΙΚΕΣ ΤΕΧΝΙΚΕΣ ΣΤΗΝ ΜΕΛΕΤΗ ΤΗΣ 

ΕΠΙ∆ΡΑΣΗΣ ΤΩΝ ΙΧΘΥΟΚΑΛΛΙΕΡΓΕΙΩΝ ΣΤΑ ΘΑΛΑΣΣΙΑ 

ΙΖΗΜΑΤΑ 

6.1. ΕΙΣΑΓΩΓΗ 

 
Στη διάρκεια των τελευταίων χρόνων, εκτεταµένες ιχθυοκαλλιέργειες έχουν αναπτυχθεί 

κατά µήκος των ηπειρωτικών και νησιωτικών ελληνικών ακτών. Αυτή η ανάπτυξη απαιτεί 

περαιτέρω µελέτη όχι τόσο στην υδάτινη στήλη, αλλά στα θαλάσσια ιζήµατα γύρω από τους 

κλωβούς των ψαριών.  Εξάλλου, ιζήµατα και χώµατα αντιπροσωπεύουν δείγµατα που µπορούν 

να χρησιµοποιηθούν για την έρευνα ρύπων µε µακροχρόνιες επιπτώσεις (ο όρος που χρησιµο-

ποιείται στην βιβλιογραφία για το είδος αυτών των δειγµάτων είναι “conservative” [30]) σε 

αντιδιαστολή µε τον αέρα και το νερό που αποτελούν κατάλληλα δείγµατα για την αξιολόγηση 

βραχυχρόνιων επιπτώσεων και διακυµάνσεων [189]. Πραγµατικά, οι ιχθυοκαλλιέργειες φαίνο-

νται ότι επηρεάζουν το προφίλ των συγκεντρώσεων της οργανικής ύλης, θρεπτικών συστατικών 

[241, 242] και µετάλλων [218, 243, 244]. Εργασίες συντήρησης, ιχθυοτροφές, µεταβολικά 

προϊόντα και περιττώµατα συνεισφέρουν επίσης στην επιµόλυνση της περιοχής.   

Εργασίες που καταγράφουν την επίδραση των ιχθυοκαλλιεργειών στον πυθµένα του 

θαλάσσιου περιβάλλοντος, έχουν γενικά καταγραφεί στη διάρκεια των τελευταίων δυο 

δεκαετιών. Συγκεκριµένα: 

1. Μελετάται η επίδραση ιχθυοκαλλιέργειας σε θαλάσσια ιζήµατα στη Μεσόγειο 

(Σούνιο/Ελλάδα, Alicante/Ισπανία, Sicily/Ιταλία) µε χρήση βασικών στατιστικών 

εργαλείων (ANOVA). Η συγκέντρωση του ολικού φωσφόρου P βρέθηκε σηµαντικά 

αυξηµένη στα παρακείµενα των κλωβών ιζήµατα [216]. 

2. Εκτιµάται η επιφόρτιση θαλασσίων ιζηµάτων και οργανισµών σε µέταλλα εξαιτίας 

παρακείµενων ιχθυοκαλλιεργειών [244]. Σε κάποιες από τις εργασίες αυτές PCA και CA 

χρησιµοποιούνται για την οµαδοποίηση των δειγµάτων και την επιλογή των κρισιµό-

τερων µεταβλητών [219, 223]. Αλλού καταγράφονται υψηλές τιµές Cu, Zn, Fe, 

οργανικής ύλης και σωµατιδίων < 63 µm [218, 219].    

3. Ανασκοπούνται σχετικές εργασίες ώστε να καταγραφούν οι κίνδυνοι που προκύπτουν 

από πρόσθετα σε µοντέρνες εγκαταστάσεις ιχθυοκαλλιέργειας και σχετίζονται µε τη 

δηµόσια υγεία [242, 245, 246]. 

4. ∆ιαφοροποιούνται δείγµατα θαλασσίων ιζηµάτων µε βάση µέταλλα όπως τα Zn, Cu και 

τεχνικές κανονικοποίησης (lithium-normalization technique) [220]. Αυξηµένα επίπεδα 

βαρέων µετάλλων όπως Cu, Zn, Cd και Pb καταγράφονται και αλλού [221, 222].   
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5. Ερευνάται η επίδραση της εντατικής ιχθυοκαλλιέργειας στην κατανοµή του P στα 

θαλάσσια ιζήµατα [217]. 

6. Ερευνώνται εποχιακές διακυµάνσεις στην ποιότητα των θαλασσίων ιζηµάτων που 

συνορεύουν µε µονάδες ιχθυοκαλλιέργειας. Βασικές στατιστικές δοκιµές (Kruskal-

Wallis και U Mann-Whitney tests) και µέθοδοι (ANOVA) χρησιµοποιούνται για τον 

σκοπό αυτό [224, 225].  

Σε όλες τις παραπάνω εργασίες ωστόσο, δεν πραγµατοποιήθηκε καµιά συστηµατική 

στατιστική επεξεργασία που να αφορά την ταξινόµηση των δειγµάτων ή τη συσχέτιση και 

κρισιµότητα των µεταβλητών.  

Έτσι, στη διατριβή αυτή ασχοληθήκαµε µε τη στατιστική επεξεργασία και την εφαρµογή 

χηµειοµετρικών τεχνικών (κλασικών και µη), σε µια µεγάλη βάση δεδοµένων που αφορά τον 

προσδιορισµό στοιχείων σε δείγµατα ιζηµάτων (λάσπης) σε τρεις µονάδες ιχθυοκαλλιέργειας 

της χώρας: στη Ναύπακτο (ΝΑ), στη Χίο-Οινούσσες (CH) και στον Αστακό (AS). Συλλέχθηκαν 

δείγµατα κοντά στους κλωβούς (µηδενική απόσταση) ή µακρύτερα από αυτούς (σε 50 και 100 

m απόσταση), ενώ προσδιορίστηκαν µέταλλα, As, P, N και C. Είναι η πρώτη φορά που 

χρησιµοποιούνται τόσες επιβλεπόµενες και µη τεχνικές για τη διαφοροποίηση θέσεων µέσα 

στην ίδια ή διαφορετικών µονάδων ιχθυοκαλλιέργειας. Ειδικότερα, τεχνικές όπως τα ∆έντρα 

Ταξινόµησης (CT) και τα Νευρωνικά ∆ίκτυα (ANN) εφαρµόστηκαν για πρώτη φορά επιτυγ-

χάνοντας τη διαφοροποίηση σηµείων και την αξιολόγηση µεταβλητών. 

Γενικά, ακολουθήθηκαν τα παρακάτω βήµατα: 

1. Αρχικά έγινε καταγραφή, µελέτη και αξιολόγηση των αποτελεσµάτων. Περιβαλλοντικά, 

τοπολογικά δεδοµένα (ακριβείς θέσεις δειγµατοληψίας, χρονική διάρκεια λειτουργίας 

και δυναµικότητα των εγκαταστάσεων, κατεύθυνση και ταχύτητα ανέµων, τύπος του 

θαλάσσιου ιζήµατος) ήταν απαραίτητα για το σκοπό αυτό (  ΚΕΦ. 2, Π). 

2. Βασικές παραµετρικές (t-test) και µη παραµετρικές (Kruskal-Wallis και U Mann-

Whitney tests) δοκιµές χρησιµοποιήθηκαν για την αρχική αξιολόγηση των αποτε-

λεσµάτων (  ΚΕΦ. 2, Π). 

3. Εφαρµόζοντας κλασικές µεθόδους (PCA/FA, DA) και χρησιµοποιώντας τα δεδοµένα 

συνολικά από τις τρεις ιχθυοκαλλιέργειες, έγινε προσπάθεια αξιολόγησης και εύρεσης 

των συσχετίσεων των µεταβλητών, ταυτοποίησης των παραγόντων που συνεισφέρουν 

στη µόλυνση των υπό µελέτη περιοχών και διαφοροποίησης των µονάδων βασιζόµενοι 

προφανώς στις “γηγενείς” µεταβλητές. Τέτοια είναι τα στοιχεία (µέταλλα και ανόργανα) 

που προϋπάρχουν στο θαλάσσιο πυθµένα και δεν προέρχονται από εξωτερικούς 

παράγοντες. Τα σηµεία που χρησιµοποιήθηκαν εδώ είναι αυτά που βρίσκονται σε από-

σταση µεγαλύτερη ή ίση των 50 m από τους κλωβούς (  ΚΕΦ. 2, Π). 
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Στο ίδιο κεφάλαιο, έγινε επίσης µια προσπάθεια ανίχνευσης εποχιακών διαφορών που 

τυχόν υφίστανται στις συγκεντρώσεις των στοιχείων για όλες τις µονάδες ιχθυο-

καλλιέργειας. Εδώ χρησιµοποιήθηκαν µόνο τα σηµεία κοντά στους κλωβούς. 

4. Χρησιµοποιώντας τα αποτελέσµατα από όλες τις ιχθυοκαλλιέργειες (CH, NA, AS), 

επιχειρήθηκε η οµαδοποίηση/ταξινόµηση των σηµείων δειγµατοληψίας µε βάση την 

απόσταση αυτών από την κλωβό. Εδώ χρησιµοποιήθηκαν διάφορες πολυπαραµετρικές 

τεχνικές (συµπεριλαµβανοµένων των KNN, DA, CT και ANN). Επισηµάνθηκαν δυο 

κατηγορίες σηµείων: DI (DISTANT) µε απόσταση µεγαλύτερη ή ίση των 50 m από τον 

κλωβό και ZE (ZERO) µε µηδενική απόσταση από τον κλωβό ιχθυοκαλλιέργειας. Με 

τον τρόπο αυτό, ταυτοποιήθηκαν παράµετροι που τυχόν επιφορτίζουν/επιµολύνουν το 

φυσικό θαλάσσιο περιβάλλον εξαιτίας της λειτουργίας των εγκαταστάσεων ιχθυοκαλ-

λιέργειας (ΚΕΦ. 6). 

5. Τα µοντέλα που προέκυψαν επικυρώθηκαν είτε µε κάποια ανεξάρτητη οµάδα ελέγχου 

(τµήµα της αρχικής οµάδας δειγµάτων που δεν χρησιµοποιήθηκε για την εκπαίδευση 

αυτών) είτε µε CV (§ 3.1.2, 4.4.2), ώστε: 

� να επιβεβαιωθεί η καταλληλότητα των µοντέλων από δείγµατα που δεν συµµετέχουν 

στη διαµόρφωση αυτών, 

� να ελεγχθεί αν παράγοντες που επηρεάζουν ή φαίνονται να επιµολύνουν τη µια 

µονάδα ιχθυοκαλλιέργειας χαρακτηρίζουν και τις άλλες (όλες οι οµάδες δειγµάτων 

επιλέγονται τυχαία) ώστε να επιβεβαιωθεί η µη τυχαιότητα του αποτελέσµατος 

(ΚΕΦ. 6).  

 Τέλος, αξιολογήθηκαν συνολικά οι επιπτώσεις µιας µόνιµης εγκατάστασης ιχθυο-

καλλιέργειας στον περιβάλλοντα θαλάσσιο χώρο µε τη συνολική στατιστική διαδικασία να 

επικυρώνει τα αποτελέσµατα.   

Συγκεκριµένα, στα δυο αυτά κεφάλαια αυτά πέντε (5) στόχοι επιτεύχθηκαν: 

1. να παρουσιαστούν οι επιπτώσεις των εγκαταστάσεων ιχθυοκαλλιέργειας στην ποιότητα 

των παρακειµένων θαλασσίων ιζηµάτων, 

2. να ανιχνευτούν οι πιο σηµαντικοί από τους παράγοντες επιµόλυνσης στο σύνολο των 

µετάλλων και θρεπτικών συστατικών που προσδιορίζονται, 

3. να δοθεί επιστηµονική βοήθεια για τη διαµόρφωση µιας στρατηγικής παρακολούθησης 

και πρακτικών καλλιέργειας που να “ανακουφίζουν” το περιβάλλον, 

4. να συγκριθούν διαφορετικές αρχιτεκτονικές ANN µε κριτήριο την ικανότητα πρό-

βλεψης των µοντέλων σε άγνωστα δείγµατα και τέλος, 

5. να συγκριθούν οι δυνατότητες των ΑΝΝ µε άλλες πολυπαραµετρικές τεχνικές (CT). 
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6.2. ΜΕΘΟ∆ΟΛΟΓΙΑ 

6.2.1. Σηµεία και περίοδοι δειγµατοληψίας  

 
Συνολικά προσδιοριστήκαν 12 στοιχεία: Cu, Cd, Pb, Hg, As, Fe, Mn, Zn, Ni, C, N, P σε 

3 ιχθυοκαλλιέργειες της χώρας: στη Χίο - Οινούσσες (CH), στη Ναύπακτο (ΝΑ), και στον 

Αστακό (AS). Τα σηµεία δειγµατοληψίας ποίκιλαν σε αριθµό σε κάθε ιχθυοκαλλιέργεια, αλλά 

γενικά στην CH, πραγµατοποιήθηκαν οι περισσότερες δειγµατοληψίες.  

Ειδικότερα έγιναν δειγµατοληψίες σε τέσσερις περιόδους: ∆εκέµβριος 2005, Ιούνιος 

2006, ∆εκέµβριος 2006 και ∆εκέµβριος 2007 σε ιζήµατα (25 – 42 m βάθος) κοντά στον κλωβό 

(µηδενική απόσταση από αυτόν) και σε αποστάσεις 50 m και 100 m από αυτόν, προς την 

κατεύθυνση των ρευµάτων. Παράλληλα συλλέχθηκαν “δείγµατα-µάρτυρες”, δηλαδή δείγµατα 

καθαρά (ή “ελέγχου”) στα οποία δεν αναµενόταν υψηλή συγκέντρωση µετάλλων ή θρεπτικών ανόρ-

γανων στοιχείων. Συνολικά συλλέχτηκαν 99 δείγµατα (25 από τα οποία ήταν ελέγχου). ∆ύτες συνέ-

λεξαν τα δείγµατα σε πλαστικά µπουκάλια 1 L, τα οποία καλύφθηκαν άµεσα µε πάγο και αποστά-

λησαν στο εργαστήριο, όπου φυλάχτηκαν στους -20 ºC µέχρι την ανάλυση. 

 Οι ιχθυοκαλλιέργειες που επιλέχθηκαν, αποτελούν ένα µικρό ποσοστό των µονάδων 

που υπάρχουν στη χώρα (σχ. 6.1) αλλά αρκετά αντιπροσωπευτικές, ώστε να µπορούν να 

εξαχθούν ασφαλή συµπεράσµατα για την “δράση” και επίδραση των εγκαταστάσεων 

ιχθυοκαλλιέργειας στο φυσικό θαλάσσιο περιβάλλον. 

 

6.2.2. Μέθοδοι ανάλυσης 

 
Λεπτοµέρειες που αφορούν την προκατεργασία των δειγµάτων, τις µεθόδους ανάλυσης, 

και τον ποιοτικό έλεγχο, περιγράφονται στο παράρτηµα της διατριβής (  ΚΕΦ. 2, Π). Στο 

ίδιο κεφάλαιο έγιναν οι πρώτες περιβαλλοντικές µελέτες όπως περιγράφηκε παραπάνω (§ 6.1).  

Από το σύνολο των δειγµάτων (99), χρησιµοποιήθηκαν τα 74 που φορούσαν δειγµα-

τοληψία κοντά ή µακριά από τους κλωβούς (σε απόσταση µέχρι 100 m), ενώ αγνοήθηκαν τα 25 

δείγµατα ελέγχου. 
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Σχήµα 6.1: Σηµεία δειγµατοληψίας για τον προσδιορισµό 12 στοιχείων σε δείγµατα ιζηµάτων σε 

τρεις  εγκαταστάσεις ιχθυοκαλλιέργειας της Ελλάδας: (1: ΝΑ (Ναύπακτος), 2: CH (Χίος - 

Οινούσσες), 3: AS (Αστακός)).  

 

6.2.3. Κ – κοντινότεροι γείτονες (KNN) 

 
Η µέθοδος KNN χρησιµοποιήθηκε στην ανάλυση αυτή λόγω της απλότητας και της 

αποτελεσµατικότητας της. Πραγµατικά αρκετές φορές στη βιβλιογραφία [5] έχει αποδειχτεί ότι 

παρόλο που περιγράφεται από ένα απλό αλγόριθµο (§ 4.3.12), δίνει εφάµιλλα αποτελέσµατα µε 

πολύπλοκες τεχνικές. 

Η τεχνική εφαρµόστηκε σε µια αρχική οµάδα 74 συνολικά δειγµάτων από τα οποία, πο-

σοστό ίσο µε το 80 % (= 59) τυχαία επιλεγµένα, χρησιµοποιήθηκαν για την εκπαίδευση του µο-

ντέλου, ενώ τα υπόλοιπα (15) για έναν ανεξάρτητο έλεγχο αυτού. Επιπλέον, για την επικύρωση 

του µοντέλου, εφαρµόστηκε η v-fold CV µέθοδος (§ 3.1.2, 4.4.2). ∆ηµιουργήθηκαν v = 10 

1 

2 
3 
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οµάδες, από τις οποίες οι 9 χρησιµοποιήθηκαν ως οµάδα εκπαίδευσης και η µία ως οµάδα 

ελέγχου. 

 

6.2.4. ∆ιαχωριστική Ανάλυση (DΑ)  

 
Η ∆ιαχωριστική Ανάλυση (DA) εφαρµόστηκε στο σύνολο των δειγµάτων (74), ενώ ένα 

µέρος αυτών (14) τυχαία επιλεγµένα, επιλέχθηκαν για την επικύρωση των µοντέλων (CV “εξαι-

ρουµένου πολλαπλών” µέθοδος, § 4.4.2).  Η DA εξήγε συναρτήσεις ταξινόµησης για κάθε 

οµάδα δειγµατοληψίας (DI ή ZE), χρησιµοποιώντας τις τιµές των προσδιοριζόµενων στοιχείων 

στα 74 αρχικά δείγµατα. Παράλληλα, αξιολογήθηκε το σύνολο των µεταβλητών και βρέθηκαν 

οι πιο κρίσιµες από αυτές, που είναι υπεύθυνες για το διαχωρισµό των σηµείων αυτών. 

Στη συνέχεια η κάθε τεχνική DA (κλασική, FW, BW) αξιολογήθηκε ελέγχοντας την επι-

τυχία του µοντέλου για τα δείγµατα της οµάδας CV. Εδώ πρέπει να επισηµανθεί ότι η εφαρµογή 

της DA που έγινε στο ΚΕΦ. 2, Π του παραρτήµατος ( ) και αφορούσε τα ίδια δείγµατα, 

έγινε χωρίς επικύρωση του µοντέλου και µόνο µε την εφαρµογή της κλασικής προσέγγισης, 

καθώς διέφερε ο σκοπός της όλης ανάλυσης. 

 

6.2.5. ∆έντρα Ταξινόµησης (CT) 

 
Εφαρµόστηκαν και οι τρεις µέθοδοι των ∆έντρων Ταξινόµησης: Discriminant-based 

linear combination method (LCM), Discriminant-based univariate method (Classic CT) και 

CART-style Exhaustive search method for univariate splits (CART). Η τεχνική εφαρµόστηκε σε 

µια οµάδα 60 δειγµάτων, ενώ 14 τυχαία επιλεγµένα δείγµατα, επιλέχθηκαν για τον ανεξάρτητο 

έλεγχο των µοντέλων.   

 

6.2.6. Νευρωνικά ∆ίκτυα (ANN) 

 
Το πρώτο βήµα στην εφαρµογή των ANN στα δεδοµένα του κεφαλαίου αυτού, ήταν η 

αξιοποίηση βηµατικών προσεγγίσεων των ANN (FW και BW) αλλά και ο GA (§ 4.4.3), για την 

επιλογή των πιο κρίσιµων µεταβλητών.  

Στη συνέχεια, δοκιµάστηκαν και βελτιστοποιήθηκαν πολλές αρχιτεκτονικές (γραµµικά 

δίκτυα, MLP, RBF). Η αρχική οµάδα δειγµάτων (74) διαχωρίστηκε τυχαία σε οµάδα εκπαί-

δευσης (44 δείγµατα), επικύρωσης (15) και ελέγχου (15). Τα κριτήρια που χρησιµοποιήθηκαν 

ήταν οι ικανότητες αναγνώρισης και πρόβλεψης (§ 4.2.2), το σφάλµα (RMS) στην οµάδα επικύ-
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ρωσης, αλλά και η περιοχή AUC κάτω από την ROC καµπύλη (βλ. παρακάτω, § 6.2.7). Τελικά, 

έγινε σύγκριση µεταξύ των µοντέλων ANN, αλλά και των άλλων τεχνικών.  

 

6.2.7. ROC (Receiving Operating Characteristic) καµπύλες 

 
Οι καµπύλες ROC (Receiving Operating Characteristic) αποτελούν ένα µη-

παραµετρικό δείκτη σύγκρισης µοντέλων [87] και διευκολύνουν στην επιλογή των καλύ-

τερων από αυτά [247] και στην απόρριψη των λιγότερων καλών, παρέχοντας άµεσα τα 

αποτελέσµατα της πρόβλεψης σε µια δυαδική ταξινόµηση (§ 4.2.2). Οι καµπύλες ROC πρωτο-

εµφανίστηκαν κατά τη διάρκεια του Β΄ Παγκοσµίου Πολέµου για την ανάλυση των σηµάτων 

radar που χρησιµοποιούνταν στην ανίχνευση των εχθρικών αεροπλάνων [248]. Εδώ 

αντικατοπτρίζεται ίσως, η χρήση του πρώτου συνθετικού (receiving για τη λήψη σηµάτων), στο 

ακρώνυµο της λέξης ROC. Οι καµπύλες εξάλλου, είναι επίσης γνωστές ως Relative Operating 

Characteristic curves, επειδή συγκρίνουν βασικά λειτουργικά χαρακτηριστικά (TP vs FN, βλ. 

παρακάτω).  

Οι ROC καµπύλες συνοψίζουν την απόδοση ενός δικτύου ταξινόµησης δυο οµάδων, 

κατά την αλλαγή στις τιµές των κατωφλιών ταξινόµησης (classification thresholds, § 4.2.2). Ο 

άξονας Y απεικονίζει την ευαισθησία (sensitivity, § 4.4.2, σχέση 4.21) του δικτύου, δηλαδή την 

αναλογία των αληθώς θετικά ταξινοµηµένων σηµείων (true positive, TP) της δεύτερης 

οµάδας (βλ. παρακάτω, σχ. 6.4). Ο άξονας Χ απεικονίζει συνολικά τη σχέση: 1-εξειδίκευση (1-

specificity, § 4.4.2, σχέση 4.22), δηλαδή την αναλογία των ψευδώς αρνητικά ταξινοµηµένων 

(false negative, FN) της πρώτης οµάδας  ή των ψευδώς θετικά ταξινοµηµένων σηµείων (false 

positive, FP) της δεύτερης οµάδας [17, 58, 249].  

Με αλλαγή των κατωφλιών ταξινόµησης, κατασκευάζονται δίκτυα µε εναλλαγές στην 

αναλογία των ψευδώς θετικά ταξινοµηµένων και των ψευδώς αρνητικά ταξινοµηµένων. Με ένα 

κατώφλι ταξινόµησης ίσο µε το 0, όλα τα σηµεία θα κατατάσσονταν στη δεύτερη οµάδα και 

έτσι θα αποδίδονταν τα περισσότερα εσφαλµένα θετικά (για τη δεύτερη οµάδα) και καθόλου 

εσφαλµένα αρνητικά (για την πρώτη οµάδα). Το αντίθετο θα συνέβαινε µε κατώφλι 

ταξινόµησης ίσο µε το 1. Καθώς το κατώφλι ταξινόµησης αυξάνεται, η καµπύλη “µετακινείται” 

από αριστερά προς τα δεξιά. 

Όσο µεγαλύτερη είναι η περιοχή κάτω από την καµπύλη (AUC, Area Under Curve), 

τόσο µεγαλύτερη είναι η ικανότητα ταξινόµησης του µοντέλου που αντιπροσωπεύει [184], 

καθώς η AUC ερµηνεύεται ως την πιθανότητα της σωστής ταξινόµησης [81]. Μια καµπύλη 

ROC ιδανικού δικτύου προσεγγίζει την πάνω αριστερή καµπύλη του διαγράµµατος και η AUC 

που καλύπτει είναι 1,0. Το σηµείο (0,1) (σχ. 6.4) ονοµάζεται το τέλειο σηµείο ταξινόµησης 
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(perfect classification, [248]), και αντιπροσωπεύει 100 % ευαισθησία (µηδενικά ψευδώς 

αρνητικά) και 100 % εξειδίκευση (µηδενικά ψευδώς θετικά). Αυτό σηµαίνει ότι το µοντέλο θα 

έχει 100 % επιτυχία στην εύρεση της σωστής οµάδας [81]. Κάποιες µαθηµατικές σχέσεις που 

περιγράφουν τα ποιοτικά χαρακτηριστικά ενός µοντέλου µε βάση τους παραπάνω ορισµούς, 

περιγράφονται στο παράρτηµα αυτής της διατριβής (  ΚΕΦ. 3, Π). 

Η ιδανική καµπύλη ROC επιτυγχάνεται µόνο για τις πολύ καλά διαφοροποιηµένες οµά-

δες, µερικές φορές ωστόσο, απλά θεωρείται σηµαντικότερο να αποφθεχθούν λάθη στη µια 

οµάδα, από όσο στη δεύτερη. Αυτό συµβαίνει για παράδειγµα, σε ιατρικές εφαρµογές.  

Ένα µοντέλο µε AUC 0,7 για την καµπύλη ROC θεωρείται ότι επιτυγχάνει ικανο-

ποιητικό διαχωρισµό των οµάδων, µε AUC 0,8 καλό διαχωρισµό και µε AUC 0,9 πολύ καλό 

[94]. Ένα πείραµα τυχαίας πρόβλεψης (random classifier [17]) δίνει AUC περίπου 0,5. Ένα 

τέτοιο σηµείο (random guess [248], που θα λαµβάναµε για παράδειγµα µε το γνωστό παιγνίδι 

του κορώνα-γράµµατα σε ένα νόµισµα), θα βρισκόταν πάνω στη διαγώνια κόκκινη γραµµή (line 

of no-discrimination, σχ. 6.4) που ενώνει την κάτω αριστερή γωνία του διαγράµµατος µε την 

πάνω δεξιά.  Η διαγώνια αυτή χωρίζει το χώρο της καµπύλης ROC, σε περιοχές καλής και 

κακής ταξινόµησης. Σηµεία πάνω από τη γραµµή δηλώνουν ορθά αποτελέσµατα, ενώ σηµεία 

κάτω από αυτή, εσφαλµένα. Εδώ επισηµαίνεται, ότι µε την “αντιστροφή” της µεθόδου 

πρόβλεψης (δηλαδή αντιστροφή των αποφάσεων της µεθόδου, όλα τα εσφαλµένα αποτελέσµατα 

µετατρέπονται σε ορθά). 

 

 

6.3. ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΣΥΖΗΤΗΣΗ 

6.3.1. Εφαρµογή της µεθόδου Κ – κοντινότεροι γείτονες (KNN) 

 
Σαν απόσταση µεταξύ των δειγµάτων χρησιµοποιήθηκε το τετράγωνο της Ευκλείδειας 

απόστασης (Euclidean squared), ενώ για την εύρεση του βέλτιστου αριθµού Κ των οµάδων, 

επιλέχθηκε το κριτήριο του σφάλµατος στην CV οµάδα δειγµάτων. Χρησιµοποιήθηκαν όλες οι 

µεταβλητές. Για τον αριθµό Κ επιλέχθηκε εύρος τιµών από 1 ως 9, ώστε να καλύπτεται η 

τιµή N , όπου Ν το σύνολο των δειγµάτων εκπαίδευσης [138] (§ 4.3.12). 

Το σχήµα 6.2 απεικονίζει την διαδικασία εύρεσης του βέλτιστου Κ, ενώ στον πίνακα 6.1 

φαίνονται τα αποτελέσµατα επικύρωσης για την οµάδα ελέγχου. Για την CV µέθοδο επικύ-

ρωσης, το ποσοστό επιτυχίας ήταν 83,0 %. 
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K Optimal = 3
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Σχήµα 6.2: ∆ιαδικασία εύρεσης βέλτιστου Κ (=3) µε κριτήριο το ελάχιστο σφάλµα ή τη 

µέγιστη ακρίβεια στην CV οµάδα. 

 

Πίνακας 6.1: Αποτελέσµατα από την επικύρωση του µοντέλου KNN µε βάση την οµάδα 

ελέγχου. 

Αρ. προβλεπόµενων δειγµάτων % Ποσοστά επιτυχίας 
Οµάδα 

Συνολικός αρ. 
δειγµάτων 

Σωστά Λάθος Σωστά Λάθος 

DI 11 9 2 81,8 18,2 

ZE 4 4 0 100,0 0 

Συνολικά 15 13 2 86,7 13,3 

 

6.3.2. Εφαρµογή της ∆ιαχωριστικής Ανάλυσης (DA) 

 
Τα αποτελέσµατα της κάθε τεχνικής (κλασική, FW, BW) για το σύνολο των δειγµάτων 

(τελικό αποδεχθέν µοντέλο), αλλά και την CV οµάδα φαίνεται στον πίνακα 6.2. Επιπλέον απει-

κονίζονται οι χρησιµοποιηθείσες µεταβλητές. 
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Πίνακας 6.2: Αποτελέσµατα για την αρχική και CV οµάδες δειγµάτων (DA µέθοδος) 

 Κλασική (12*) FW (5) / BW (5) FW (1) / BW (1) 

Οµάδες 
δειγµάτων 

Σύνολο     
δειγµάτων 

CV 
Σύνολο 

δειγµάτων 
CV 

Σύνολο 
δειγµάτων 

CV 

% Ποσοστά 
επιτυχίας 

86,5 92,8 83,8 85,7 82,4 85,7 

Μεταβλητές Όλες 
P, N, Pb, 
Hg, Cu 

Cu, Cd, 
N, Hg, P 

P 

* Στην παρένθεση, ο αριθµός των χρησιµοποιηθέντων µεταβλητών. 

 

Οι τεχνικές FW (5) και BW (5) αντιστοιχούν σε επιλεγµένες τιµές F εισό-

δου/αποκλεισµού (§ 2.1.1), έτσι ώστε να συµπεριληφθούν περισσότερες µεταβλητές στα 

αντίστοιχα µοντέλα. ∆ίνεται λοιπόν η ευελιξία στα µοντέλα να χρησιµοποιήσουν περισσότερες 

ή λιγότερες µεταβλητές. Παρόλα αυτά, είναι φανερό ότι για τη συγκεκριµένη βάση, µικρές 

βελτιώσεις επιτυγχάνονται στα ποσοστά επιτυχίας µε την αύξηση των συµµετεχουσών 

µεταβλητών. Μία µόνο µεταβλητή (o P) είναι ικανή για µια επιτυχή ταξινόµηση των δειγµάτων. 

Τα ποσοστά επιτυχίας είναι ανάλογα της µεθόδου KNN (πίνακας 6.1).  

Συµπερασµατικά, µπορούµε να πούµε ότι o P µπορεί να διαχωρίσει τα δείγµατα των 

ιχθυοκαλλιεργειών µε επιτυχία, χωρίς οι υπόλοιπες µεταβλητές να συνεισφέρουν δραστικά. 

Φαίνεται λοιπόν ότι µια µονάδα ιχθυοκαλλιέργειας, επιδρά δραστικά και αδιαµφισβήτητα στο 

επίπεδο P του θαλάσσιου ιζήµατος που εγκαθίσταται [216]. Εξάλλου, ο P έχει πολλάκις χρησι-

µοποιηθεί στη βιβλιογραφία ως δείκτης της επίδρασης των ιχθυοκαλλιεργειών στην ποιότητα 

των θαλασσίων ιζηµάτων [217, 250, 251].  

 

6.3.3. Εφαρµογή των ∆έντρων Ταξινόµησης (CT) 

 
Τα αποτελέσµατα της κάθε µεθόδου για τις οµάδες εκπαίδευσης (60 δείγµατα) και 

ελέγχου (14) φαίνονται στον πίνακα 6.3. Επιπλέον απεικονίζονται οι χρησιµοποιηθείσες 

µεταβλητές και η σειρά κρισιµότητας αυτών. Για τις µεθόδους LCM και CART, εφαρµόστηκαν 

pre-pruning, µε καθορισµό της παραµέτρου FO = 0,1 (§ 5.3.4), ενώ για την Classic CT, η 

“ελαχίστου κόστους-πολυπλοκότητας διασταυρούµενη επικύρωση” για την εύρεση του 

καλύτερου δέντρου (§ 5.3.6). Η καλύτερη µέθοδος, µε ένα µικρό και ακριβές δέντρο είναι η 

CART (µε FO = 0,1). Συγκριτικά σε παρενθέσεις δίνονται τα αποτελέσµατα για τις µεθόδους 

LCM και CART µε FO = 0,05. Η σύγκριση αποδεικνύει την ευελιξία των µεθόδων CT και την 

ανταγωνιστικότητα ανάµεσα στο κόστος (ακρίβεια της µεθόδου) και το µέγεθος του δέντρου 
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(µεγαλύτερο δέντρο υποδηλώνει εντονότερα φαινόµενα υπερ-προσαρµογής). Το καλύτερο 

δέντρο απεικονίζεται στο σχήµα 6.3. 

 

Πίνακας 6.3: Αποτελέσµατα για τις οµάδες εκπαίδευσης και ελέγχου/χαρακτηριστικά των CT 

µοντέλων 

Μέθοδοι Classic CT LCM  CART  

Τερµατικοί κόµβοι 2 3 (8) 5 (9) 

Οµάδα εκπαίδευσης 86,7 93,3 (100,0) 95,0 (100,0) 

%
 

Π
ο
σ

ο
σ

τά
 

επ
ιτ

υ
χί

α
ς 

Οµάδα ελέγχου 85,7 85,7 (85,7) 92,8 (85,7) 

Αριθµός 1 12 (12) 4 (6) 

Μ
ετ

α
β

λ
η

τέ
ς 

Σειρά κρισιµότητας P>N>C>Zn --- 
Zn>Cd>P>Mn>Cu>Pb 

(Zn>Cd>P>N>C=Mn>Pb) 

 

Classif ication Tree (CART, FO=0.1)

Number of splits = 4; Number of terminal nodes = 5

1

2 3

4 5

6 7

8 9

P<=1.64

Pb<=11.2

Mn<=307.5

Cd<=148.8

33 27

31 2

23 8

5 3

DI

DI ZE

DI ZE

DI DI

DI ZE

DI

ZE

 

Σχήµα 6.3:Βέλτιστο δέντρο ταξινόµησης για τα δείγµατα των ιχθυοκαλλιεργειών. Μέθοδος: 

CART 

 

Το δέντρο περιλαµβάνει 4 διαχωρισµούς µε βάση τις µεταβλητές P, Pb, Mn και Cd και 5 

τερµατικούς κόµβους. O πρώτος τερµατικός κόµβος (αριθµός 3 στο σχήµα), ονοµάζεται ΖΕ 

(ZERO) γιατί περιέχει 25 δείγµατα ZE και 2 δείγµατα DI. Ο δεύτερος (αριθµός 5 στο σχήµα), 
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χαρακτηρίζεται επίσης ως ZE, και περιέχει µόνο 2 δείγµατα ΖΕ. Ο τρίτος (αριθµός 6 στο 

σχήµα), περιέχει 23 δείγµατα DI. Οι τέταρτος και πέµπτος τερµατικός κόµβος (αριθµοί 8 και 9 

αντίστοιχα στο σχήµα) περιέχουν 5 δείγµατα DI και 1 DI και 2 ZE. H κατασκευή (tree structure) 

του δέντρου που  σχηµατίζεται, απεικονίζεται στο παράρτηµα (  ΚΕΦ. 3, Π).  

 

6.3.4. Εφαρµογή των Νευρωνικών ∆ικτύων (ANN) 

 
Η αρχική εφαρµογή των βηµατικών προσεγγίσεων (FW, BW) αλλά κυρίως του GA, 

έδειξε τις σηµαντικότερες µεταβλητές για τον διαχωρισµό των DI και ZE σηµείων για τις τρεις 

µονάδες ιχθυοκαλλιέργειας: N>Zn>P>C>Cu>Cd. Με σκοπό λοιπόν να αποφθεχθούν φαινόµενα 

υπερ-προσαρµογής (πολλά βάρη, µεταβλητές και ενδιάµεσες µονάδες στα δίκτυα), οι πρώτες 

δοκιµές έγιναν µε τη χρήση των έξη αυτών κρισιµότερων µεταβλητών.  

Η βελτιστοποίηση αφορούσε γενικά:  

� τον αριθµό των µονάδων της ενδιάµεσης στιβάδας και 

� τον αριθµό των εισερχόµενων µεταβλητών. 

Κατά την διάρκεια των πρώτων δοκιµών, η διαίρεση των δειγµάτων στις τρεις βασικές 

τους οµάδες (εκπαίδευσης, επικύρωσης και ελέγχου), γινόταν εκ νέου σε κάθε προσπάθεια 

κατασκευής ενός νέου µοντέλου. Ο αριθµός των δειγµάτων κάθε οµάδας παρέµενε σταθερός, 

όπως αρχικά είχε καθοριστεί (§ 6.2.6). Με τον τρόπο αυτό, δοκιµάστηκαν πολλοί διαφορετικοί 

συνδυασµοί δειγµάτων σε κάθε αρχιτεκτονική, ώστε να µην ευνοηθούν ή αδικηθούν µοντέλα 

εξαιτίας µιας τυχαίας επιτυχούς ή ατυχούς επιλογής οµάδων δειγµάτων αντίστοιχα. 

Στη συνέχεια, και µετά την επιλογή των βέλτιστων αρχιτεκτονικών, η σύσταση των οµά-

δων παρέµεινε σταθερή και νέες προσπάθειες έγιναν για την κατασκευή ενός αξιόλογου µοντέ-

λου. 

Τα καλύτερα αποτελέσµατα περιλαµβάνουν τρεις αρχιτεκτονικές:  

� Γραµµικό δίκτυο µε µία µεταβλητή (Linear 1:1-1:1),  

� δίκτυα MLP µίας ενδιάµεσης στιβάδας µε µια ή τρεις µεταβλητές και 9 ή 7 ενδιάµεσες 

µονάδες αντίστοιχα (MLP 1:1-9-1:1, MLP 3:3-7-1:1,), 

� δίκτυο RBF µε µια ή δύο µεταβλητές και πέντε ή τέσσερις ενδιάµεσες µονάδες 

αντίστοιχα (RBF 1:1-5-1:1, RBF 2:2-4-1:1). 

Τα χαρακτηριστικά και αποτελέσµατα των βέλτιστων δικτύων φαίνονται στον πίνακα 

6.4 που ακολουθεί. 
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Πίνακας 6.4: Χαρακτηριστικά και αποτελέσµατα των βέλτιστων ANN µοντέλων 

Ικανότητα (απόδοση) µοντέλου 

Ανά οµάδα δειγµάτων Ανά θέση Μοντέλο 
Χρησιµοποιηθείσες 

µεταβλητές 
RMS AUC 

Εκπαίδευσης Επικύρωσης Ελέγχου DI ZE 

Linear 
1:1-1:1 

P 0,38 0,922 90,9 80,0 93,3 92,1 86,1 

MLP 
1:1-9-1:1 

P 0,50 0,922 86,4 86,7 86,7 86,8 86,1 

MLP 
3:3-7-1:1 

P>N>Cu 0,22 0,948 86,4 100,0 80,0 89,5 86,1 

RBF 1:1-
5-1:1 

P 0,35 0,923 90,9 86,7 86,7 94,7 83,3 

RBF 2:2-
4-1:1 

P>Cd 0,36 0,930 93,2 86,7 86,7 94,7 86,1 

 

Η καµπύλη ROC (για το MLP 1:1-9-1:1) φαίνεται στο σχήµα 6.4. 
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Σχήµα 6.4: Καµπύλη ROC για το τελικό µοντέλο MLP (1:1-9-1:1). ∆ίνεται η AUC 

της καµπύλης = 0,92. 
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Το συγκεκριµένο βελτιστοποιηµένο µοντέλο δίνει µια περιοχή 0,92 (πολύ κοντά στο 1) 

ενώ φαίνεται να διατηρεί σε πολύ καλές τιµές ευαισθησία και εξειδίκευση (εντός του µαύρου 

κύκλου) για τις διάφορες τιµές του κατωφλίου ταξινόµησης (τα δίκτυα µε πολύ υψηλές τιµές 

ευαισθησίας και χαµηλές εξειδίκευσης και αντιστρόφως συνήθως δεν µας ενδιαφέρουν και 

σίγουρα όχι για τα συγκεκριµένα δεδοµένα). 

Η επιλογή της µεταβλητής P (σε συνδυασµό ή όχι µε άλλες) αποτελεί µονόδροµο για τα 

δίκτυα ANN: δίνει σταθερά τα καλύτερα αποτελέσµατα.  

Ενδιαφέρον παρουσιάζουν τα διαγράµµατα απόκρισης (confidence response graph, σχ. 

6.5) για τα µονοπαραµετρικά βελτιστοποιηµένα µοντέλα και τη µοναδική µεταβλητή που χρησι-

µοποιείται. Έτσι, για τιµές P µεγαλύτερες του 4,3 / 2,0 και 1,8 mg/g αντίστοιχα για τα τρία 

µοντέλα (Linear, MLP, RBF), το δείγµα ταξινοµείται ως ΖΕ, ενώ για τιµές µικρότερες του ορίου 

αυτού, ως DI. Η επίδραση της εγκατάστασης του ιχθυοτροφείου στο θαλάσσιο πυθµένα µέσω 

των εξωτερικά προστιθέµενων τροφών (πλούσιων σε ανόργανα συστατικά) ή/και των περιτ-

τωµάτων των ψαριών, είναι για άλλη µια φορά εµφανής. 

 

Confidence Response Graph, Linear 1:1-1:1
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Confidence Response Graph, MLP 1:1-9-1:1
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(β) 

Confidence Response Graph, RBF 1:1-5-1:1
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(γ) 

Σχήµα 6.5: ∆ιαγράµµατα απόκρισης των µονοπαραµετρικών βελτιστοποιηµένων µοντέλων (α) 

Liner 1:1-1:1, (β)MLP 1:1-9-1:1, (γ) RBF 1:1-5-1:1. 
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6.4. ΣΥΓΚΡΙΣΗ ΤΕΧΝΙΚΩΝ - ΣΥΜΠΕΡΑΣΜΑΤΑ 

6.4.1. Αξιολόγηση µεταβλητών 

 
Ενδιαφέρον παρουσιάζει η σύγκριση όλων των παραπάνω τεχνικών KNN, DA, CT και 

ANN. Όσον αφορά την αξιολόγηση των µεταβλητών: 

� η κύρια µεταβλητή που “δεσπόζει” στους διαχωρισµούς για τις µεθόδους που έχουν τη 

δυνατότητα εκτίµησης των µεταβλητών, είναι ο P, 

� επόµενες κρισιµότερες µεταβλητές αναδεικνύονται τα N, Cu, Cd, C, Zn και λιγότερο τα 

Mn και Pb. 

Το γεγονός ότι µοντέλα (DA, CT, ANN) µε τη χρήση µίας µόνο µεταβλητής (single-

element models) µπορούν να επιτύχουν τόσο καλές προβλέψεις είναι ιδιαίτερα ελκυστικό. Αυτό-

µατα σηµαίνει µειωµένο κόστος, χρόνος ανάλυσης και λιγότερη εργαστηριακή εργασία [129]. 

Έτσι, γενικότερο συµπέρασµα αποτελεί η επιβάρυνση του θαλάσσιου πυθµένα µε 

ανόργανα θρεπτικά συστατικά που περιέχονται στις τεχνητές τροφές µε τις οποίες εκτρέφονται 

τα ψάρια. Το ίδιο επισηµαίνεται για τα µέταλλα Cd (ιδιαίτερα τοξικό) και Zn. Τεχνητά παρα-

σκευασµένες ιχθυοτροφές/ιχθυάλευρα και συµπληρώµατα φαίνεται να επιβαρύνουν το θαλάσ-

σιο πυθµένα, µε ανόργανα και µεταλλικά στοιχεία [245] που ανακυκλώνονται και βιοσυσ-

σωρεύονται µεταφέροντας το πρόβληµα.  

 

6.4.2. Οµαδοποίηση και ταξινόµηση θέσεων 

 
Σε σχέση µε την αποτελεσµατικότητα των µοντέλων για τις οµάδες εκπαίδευσης και 

ελέγχου, η σύγκριση γίνεται µέσω του πίνακα 6.5. 

Τα ANN µε µικρότερη οµάδα εκπαίδευσης, έδωσαν εφάµιλλα των άλλων µεθόδων 

αποτελέσµατα.  Παρότι η µέθοδος είναι “ακριβή” (§ 4.4.2, χρειάζεται πολλά δείγµατα για την 

κατασκευή και αξιολόγηση των µοντέλων), τα αποτελέσµατα είναι πολύ αισιόδοξα. Εντυ-

πωσιακό είναι το γραµµικό ANN δίκτυο, που µε µία µόνο µεταβλητή και ένα απλό αλγόριθµο 

δίνει τα υψηλότερα ποσοστά. 

Όλες οι τεχνικές έχουν δυνατότητα ευελιξίας και ανάλογα µε τον σκοπό της µελέτης, τις 

διαθέσιµες µεταβλητές και τα δείγµατα, µπορούν να επιτύχουν αποτελεσµατικά, ανθεκτικά 

µοντέλα µε δυνατότητες γενίκευσης. 
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Πίνακας 6.5: Χαρακτηριστικά και αποτελέσµατα των βέλτιστων µοντέλων 

% Ποσοστά επιτυχίας 

Μοντέλο 
Αρ. δειγµάτων 

στην οµάδα    
εκπαίδευσης 

Αρ. 
µεταβλητών Οµάδα     

εκπαίδευσης 
Οµάδα   
ελέγχου 

KNN 59 12 --- 86,7 

DA κλασική 74 12 86,5 92,8 

DA FW / BW * 74 5 83,8 85,7 

DA FW / BW * 74 1 82,4 85,7 

Classic CT 60 1 86,7 85,7 

LCM 60 12 93,3 85,7 

CART 60 4 95,0 92,8 

ANN Linear 44 1 90,9 93,3 

ANN MLP * 44 1 86,4 86,7 

ANN MLP * 44 3 86,4 80,0 

ANN RBF * 44 1 90,9 86,7 

ANN RBF * 44 2 93,2 86,7 

* Οι διαφορές  των µοντέλων αυτών, αφορά τον αριθµό των µεταβλητών. 

 

Στο σηµείο αυτό, θα πρέπει να αναδειχθεί επίσης µια αδυναµία της συγκεκριµένης 

βάσης που επηρέασε την ικανότητα των µοντέλων. Από τους πίνακες των αρχικών αποτε-

λεσµάτων (  ΚΕΦ. 2, Π), είναι φανερό ότι υπάρχουν δείγµατα που έχουν ίδιες τιµές για 

πολλές µεταβλητές (µέταλλα/θρεπτικά συστατικά), ενώ ανήκουν σε διαφορετικές οµάδες (DI ή 

ZE). Θα ήταν δηλαδή παράλογο να “αξιώσουµε” από το νέο µοντέλο να προβλέψει διαφορετική 

οµάδα για την ίδια εισερχόµενη τιµή. Ο Alvarez-Guerra et al. [249] αναφέρει το παραπάνω 

πρόβληµα στην εργασία του και ερευνά για το “δείγµα της αντίθετης οµάδας” (opposite 

class). Ως τέτοιο ορίζει το δείγµα εκείνο µε τις πλησιέστερες συγκεντρώσεις των εξεταζόµενων 

µεταβλητών, που όµως ανήκει στην αντίθετη οµάδα ταξινόµησης από κάποιο άλλο. Το ίδιο 

πρόβληµα αναφέρεται και αλλού [234]. 

Το αντίστοιχο διάγραµµα για τα δείγµατα DI και ZE της Ναυπάκτου (ΝΑ) µε 0,99 mg/g 

P, φαίνεται στο σχήµα 6.6. Είναι φανερή η σύµπτωση των σηµείων. Προφανώς κανένα µαθη-
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µατικό µοντέλο δεν µπορεί να προβλέψει σωστά δείγµατα διαφορετικών οµάδων που έχουν 

όµοιες µεταβλητές [249]. 

 

Profile συγκεντρώσεων για ένα ζεύγος δειγµάτων DI-ZE
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Σχήµα 6.6: Profile συγκεντρώσεων για ένα ζεύγος δειγµάτων “opposite class”, δηλαδή 

δειγµάτων που ανήκουν σε διαφορετικές οµάδες, αλλά ταξινοµούνται στην ίδια (DI). 
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ΚΕΦ. 7 ΤΑΞΙΝΟΜΗΣΗ ΕΛΑΙΟΛΑ∆ΩΝ ΜΕ ΒΑΣΗ ΤΗ ΓΕΩΓΡΑΦΙΚΗ 

ΤΟΥΣ ΠΡΟΕΛΕΥΣΗ  

7.1. ΕΙΣΑΓΩΓΗ 

 
Σήµερα το ελαιόλαδο θεωρείται ένα προϊόν διατροφής που συνδυάζει θρεπτικές και 

αισθητήριες αξίες. Τα κέρδη που αποκοµίζει κανείς µε την κατανάλωση ελαιολάδου εξαιτίας 

των µόνο- και πολύ- ακόρεστων οξέων που περιέχει, είναι αδιαµφισβήτητα [252, 253]. Ως 

αποτέλεσµα, η κατανάλωσή του έχει αυξηθεί την τελευταία δεκαετία, καθώς το ελαιόλαδο 

θεωρείται πλέον από πολλούς καταναλωτές σαν ένα καθηµερινό λάδι µαγειρικής και όχι ένα 

gourmet υλικό για επιλεγµένα µόνο γεύµατα [252]. 

Επιπλέον, πολλά ελαιόλαδα είναι σήµερα πιστοποιηµένα ως ΠΟΠ (Προστατευµένη Ονο-

µασία Προέλευσης) ή ΠΓΕ (Προστατευµένη Γεωγραφική Ένδειξη), το οποίο αυτόµατα 

σηµαίνει υψηλότερες τιµές για τον καταναλωτή που το επιλέγει αλλά και ευκαιρίες νοθείας. 

Έτσι, συχνά εγείρονται προβλήµατα αυθεντικότητας που έχουν σχέση µε τη γεωγραφική προέ-

λευση ή την ποικιλία των ελαιολάδων, τα οποία διέπονται σήµερα από ένα αυστηρό νοµοθετικό 

πλαίσιο που περιγράφει ένα πλήθος παραµέτρων που µπορούν να εξασφαλίσουν την αυθεντι-

κότητά τους.  

Μια σειρά αναλυτικών µεθόδων (κυρίως χρωµατογραφικές και φωτοµετρικές) χρησιµο-

ποιούνται για αυτόν το σκοπό, ενώ παράλληλα διαφορετικές χηµειοµετρικές µέθοδοι επισ-

τρατεύονται για τη διαφοροποίηση δειγµάτων ελαιολάδου. 

Τα λιπαρά οξέα και οι στερόλες είναι οι κυρίαρχες χηµικές ενώσεις που προσδιορίζονται 

[74, 103, 105, 149, 254, 255, 256, 257]. Άλλες επίσης µέθοδοι όπως NIR και NMR ή MS 

φασµατοσκοπία, φθορισµοµετρία έχουν ευρέως χρησιµοποιηθεί, ενώ έχουν προσδιοριστεί παρά-

µετροι όπως δείκτες UV και πτητικές ουσίες (εστέρες και αλκοόλες) [28, 105, 197, 252, 255, 

258, 259, 260, 261].  

Όσον αφορά τις χηµειοµετρικές τεχνικές, τα ANN έχουν ευρέως χρησιµοποιηθεί [74, 

103, 105, 149, 197, 252, 254, 259, 261]. Επίσης, η µέθοδος SIMCA (Soft Independnt Modelling 

of Class Analogy) έχει εφαρµοστεί σε πολλές περιπτώσεις [197, 256, 257, 258]. Η DA εξάλλου, 

χρησιµοποιήθηκε σε διάφορες παραλλαγές (LDA, UNEQ-DA, PLS-DA) [28, 103, 197, 252, 

254, 255, 256, 257, 258, 261]. Τα CT (CART) έχουν χρησιµοποιηθεί µία µόνο φορά για την 

ταξινόµηση δειγµάτων ελαιολάδου από έξι (6) Μεσογειακές χώρες µε βάση τα φάσµατα NMR 

του µη σαπωνοποιηµένου κλάσµατος (unsaponifiable matter) [197]. 

Ωστόσο, η αυθεντικότητα που αφορά γεωγραφικό χαρακτηρισµό ή ποικιλία, δεν µπορεί 

να αποδειχθεί µε χηµικές ενώσεις των οποίων η σταθερότητα επηρεάζεται από το χρόνο [253]. 

Έτσι ο εναλλακτικός τρόπος που παρουσιάζεται στο κεφάλαιο αυτό, είναι ο προσδιορισµός 
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στοιχείων σπάνιων γαιών (Rare Earth Elements, REE), των οποίων η συγκέντρωση δεν επη-

ρεάζεται από το πέρασµα του χρόνου, αλλά περισσότερο από το καλλιεργήσιµο έδαφος [262]. 

Ποτέ στο παρελθόν δεν έχει χρησιµοποιηθεί η περιεκτικότητα των ελαιολάδων σε REE για τη 

γεωγραφική ταυτοποίησή τους. Είναι πρώτη φορά που συγκεντρώθηκαν και αξιολογήθηκαν 

στατιστικά δεδοµένα τέτοιου είδους. Η συγκεκριµένη εργασία δηµοσιεύτηκε πρόσφατα [263].  

Έτσι στο κεφάλαιο που ακολουθεί, δεδοµένα που αφορούν τον προσδιορισµό στοιχείων 

σπάνιων γαιών σε δείγµατα ελαιολάδων από διάφορες περιοχές της Ελλάδας επεξεργάστηκαν µε 

διαφορετικές στατιστικές µεθόδους: DA, CT και ANN. Η µελέτη αποσκοπεί στη γεωγραφική 

ταξινόµηση των δειγµάτων βασιζόµενοι αποκλειστικά στη σύστασή τους σε στοιχεία σπάνιων 

γαιών. Αποτελέσµατα της επιτυχούς κατάταξής τους, θα µπορούσαν να φανούν χρήσιµα για µια 

µελλοντική  ταυτοποίηση αγνώστων ή αµφιβόλων δειγµάτων. 

Η κρισιµότητα της σωστής επιλογής της οµάδας εκπαίδευσης τουλάχιστον για τα ANN 

µοντέλα, έχει ήδη συζητηθεί σε προηγούµενες παραγράφους (§ 4.3.1, 4.3.2, 4.4.1, 4.4.2). Παρα-

κινούµενοι λοιπόν από τον προβληµατισµό αυτό, χρησιµοποιήθηκαν τα αποτελέσµατα της DA 

(βλ. παρακάτω, § 7.2.2, 7.3.2), ώστε να αξιοποιηθούν όλες οι διαθέσιµες αρχικές µεταβλητές και 

να επιλεχθεί η πιο αντιπροσωπευτική οµάδα εκπαίδευσης. Η οµάδα αυτή χρησιµοποιήθηκε συγ-

κριτικά για τις επιβλεπόµενες τεχνικές που ακολούθησαν (CT και ANN). Ειδικότερα, µια καινο-

τόµος προσέγγιση επιχειρήθηκε για την επιλογή των πιο αντιπροσωπευτικών οµάδων εκπαί-

δευσης και ελέγχου: αντί των αρχικών µεταβλητών (REE) χρησιµοποιήθηκαν οι γραµµικοί 

συνδυασµοί τους (LDF ή roots, § 2.1.1). Με τον τρόπο αυτό, επιλέγοντας τα δείγµατα µε τις πιο 

“ακραίες” τιµές των roots, υπάρχει η δυνατότητα “εκµετάλλευσης” όλων των αρχικών µετα-

βλητών για την επιλογή των πιο αντιπροσωπευτικών οµάδων εκπαίδευσης των µοντέλων CT και 

ANN. 

Τα δεδοµένα λοιπόν επεξεργάστηκαν µε την κλασική επιβλεπόµενη πολυπαραµετρική 

DA τεχνική (εξαγωγή των roots) αλλά και µε CT και ANN (κατασκευή µοντέλων). Ενενήντα-

επτά (97) δείγµατα από τέσσερις (4) περιοχές της Ελλάδας αναλύθηκαν για δέκα (10) REE και 

µοντέλα CT και ANN κατασκευάστηκαν και συγκρίθηκαν µεταξύ τους ως προς την ικανότητα 

ταξινόµησης.  

 

 

7.2. ΜΕΘΟ∆ΟΛΟΓΙΑ 

7.2.1. Συλλογή και ανάλυση των δειγµάτων  

 
Συνολικά συλλέχτηκαν δείγµατα από έντεκα (11) γεωγραφικές περιοχές της Ελλάδας: 

Αρκαδία, Εύβοια, Ζάκυνθος, Ηράκλειο, Λακωνία, Λέσβος, Μεσσηνία, Πιερία, Ρέθυµνο, Χαλ-
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κιδική και Χανιά. Οι περισσότερες περιοχές ωστόσο, (όπως Αρκαδία, Εύβοια, Λέσβος, Πιερία, 

Ρέθυµνο, Χαλκιδική και Χανιά) παραλείφτηκαν από τη στατιστική ανάλυση που ακολουθεί, 

καθώς αντιπροσωπεύονταν από πολύ µικρό αριθµό δειγµάτων (από 1 ως 9). Έτσι, οι οµάδες 

ταξινόµησης που τελικά επιλέχθηκαν λόγω του µεγαλύτερου αριθµού δειγµάτων ήταν το 

Ηράκλειο (I, n=22), η Λακωνία (LΑ, n=17), η Μεσσηνία (MΕ, n=34) και η Ζάκυνθος (ZΑ, 

n=24). Συνολικά αξιοποιήθηκαν 97 δείγµατα. 

Παράλληλα, οι παράµετροι που µετρήθηκαν στα δείγµατα ήταν 14 σπάνιες γαίες: Υ 

(Ύττριο), La (Λανθάνιο), Ce (∆ηµήτριο), Pr (Πρασινοδύµιο), Nd (Νεοδύµιο), Sm (Σαµάριο), 

Gd (Γαδολίνιο), Tb (Τέρβιο), Dy (∆υσπρόσιο), Ho (Όλµιο), Er (Έρβιο), Tm (Θούλιο), Yb 

(Υττέρβιο) και Th (Θόριο). Από αυτές, κάποιες: Ce, Nd, Tb, Th (σηµειώνονται µε έντονη γραφή 

στον πίνακα των αποτελεσµάτων  ΚΕΦ. 4, Π) απορρίφθηκαν εξ’ αρχής καθώς πολλές από 

τις τιµές τους ήταν κάτω του ορίου ανίχνευσης. 

Η ανάλυση των δειγµάτων πραγµατοποιήθηκε από τις Κ. Μηνιώτη και Ε. Ιωάννου στο 

Χηµικό Εργαστήριο του Γ.Π.Α σε διαφορετικές χρονικές περιόδους. Προηγήθηκε χώνευση των 

δειγµάτων σε φούρνο µικροκυµάτων (CEM microwave-assisted system, Mars, USA) όπως 

περιγράφεται παρακάτω: 0,500 g κάθε δείγµατος ελαιολάδου ζυγίστηκε σε κατάλληλο δοχείο 

και προστέθηκαν σε αυτό 5 ml π. ΗΝΟ3. Τα δείγµατα αφέθηκαν για 30 min και ακολουθήθηκε 

συγκεκριµένο πρόγραµµα χώνευσης. Τα τελικά δείγµατα αραιώθηκαν σε τελικό όγκο 20 ml µε 

υπερκάθαρο νερό.  

Για τον προσδιορισµό των REE χρησιµοποιήθηκε η τεχνική ICP-MS (PE SCIEX, 

Canada). Οι παράµετροι λειτουργίας του οργάνου δίνονται στο παράρτηµα,  ΚΕΦ. 4, Π). 

Η µέθοδος επικυρώθηκε και τα δεδοµένα ακρίβειας (ανακτησιµότητα: 83 – 123 %, µέση 

τιµή = 97 %)  και επαναληψιµότητας φαίνονται στο παράρτηµα,  ΚΕΦ. 4, Π). Κατάλληλα 

πρότυπα διαλύµατα χρησιµοποιήθηκαν για την κατασκευή των καµπυλών αναφοράς, ενώ 

προστέθηκε In (Ίνδιο) ως εσωτερικό πρότυπο. Όλες οι µετρήσεις έγιναν εις τριπλούν, ενώ υπο-

λογίστηκαν τα όρια ανίχνευσης (LOD) (  ΚΕΦ. 4, Π) και ποσοτικοποίησης (LOQ).  

 

7.2.2. Προκατεργασία µε χρήση της ∆ιαχωριστικής Ανάλυσης (DA) 

 
Τα συνολικά αποτελέσµατα µαζί µε κάποιες βασικές στατιστικές παραµέτρους, 

φαίνονται στον πίνακα των αποτελεσµάτων (  ΚΕΦ. 4, Π). Οι συγκεντρώσεις σε REE που 

βρέθηκαν χαµηλότερες από το όριο ανίχνευσης της µεθόδου (LOD), αντικαταστάθηκαν από το 

µισό αυτού (LOD/2), στη στατιστική επεξεργασία που ακολουθήθηκε. 

Επιπλέον, χρησιµοποιήθηκε η DA για την προκατεργασία των αποτελεσµάτων και την 

εύρεση της πιο αντιπροσωπευτικής οµάδας για την εκπαίδευση των µοντέλων.  
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Οι Zupan και Gasteiger στο βιβλίο τους “Νευρωνικά ∆ίκτυα για Χηµικούς” [1], εφαρ-

µόζουν µια τεχνική πειραµατικού σχεδιασµού (experimental design technique), θέλοντας να 

τεκµηριώσουν την αξία της σωστής επιλογής µιας αντιπροσωπευτικής οµάδας εκπαίδευσης για 

τα ANN. Η τεχνική τους βασίζεται στη διαφοροποίηση τριών επιπέδων για τις συνεχείς µετα-

βλητές που χρησιµοποιούν για την πρόβλεψη της δραστικότητας των δεσµών οργανικών 

ενώσεων (βλ. επίσης § 4.3.2). 

Επιλέγονται λοιπόν αρχικά 4 µεταβλητές που κρίνονται σηµαντικές και διαχωρίζονται 3 

επίπεδα σε καθεµιά από αυτές: χαµηλό, µεσαίο και υψηλό. Έτσι, δηµιουργούνται 34 = 81 

“κελιά” που πρέπει να γεµίσουν µε αντίστοιχα δείγµατα εκπαίδευσης. Αυτά, θεωρητικά αλλά 

και πειραµατικά όπως αποδεικνύεται, καλύπτουν την ενδιαφερόµενη περιοχή και δίνουν 

καλύτερα ποσοστά εκπαίδευσης και ελέγχου στα µοντέλα που θα εκπαιδευτούν. 

Από την άλλη πλευρά, η DA (§ 2.1.1) στηρίζεται στην ανίχνευση οµάδων οι οποίες 

βασικά διαφέρουν στο µέσο όρο των µεταβλητών [17]. Οι νέες συναρτήσεις (LDF) που 

προκύπτουν µε την εφαρµογή της DA αφορούν τη µέγιστη διαφοροποίηση των οµάδων και 

σχετίζονται άµεσα µε τα επίπεδα των µεταβλητών για κάθε δείγµα. Βασιζόµενοι λοιπόν στην 

ιδέα της τεχνικής Zupan και Gasteiger που αναφέρθηκε παραπάνω, µπορούµε να χρησιµο-

ποιήσουµε τις σηµαντικότερες LDF (νέες συντεταγµένες) που προκύπτουν από τα αρχικά δεδο-

µένα και οι οποίες ουσιαστικά περιγράφουν τα δείγµατα (ή αλλιώς τα επίπεδα των µεταβλητών 

σε αυτά). Χρησιµοποιήθηκε λοιπόν αρχικά η κλασική DA προσέγγιση ώστε: 

1. να εξαχθούν συµπεράσµατα για την κρισιµότητα των 10 µεταβλητών, 

2. να γίνει µια προσπάθεια αρχικής αξιολόγησης των δεδοµένων (κατασκευή του µοντέλου 

και εκτίµηση των δυνατοτήτων που υπάρχουν), 

3. να υπολογιστούν οι νέες συντεταγµένες (roots), που αντικαταστούν τις αρχικές 10 µετα-

βλητές (REE) και θα βοηθήσουν στη διαµόρφωση µιας αντιπροσωπευτικής οµάδας 

εκπαίδευσης για τα CT και ANN µοντέλα, 

4. να “καθοριστούν” τα όρια των µεταβλητών αυτών και να βρεθούν τα “ακραία” αυτά 

δείγµατα που µπορούν να ενταχθούν στην οµάδα εκπαίδευσης. 

Παράλληλα οι DA τεχνικές FW και BW χρησιµοποιήθηκαν για λόγους σύγκρισης. 

 

7.2.3. ∆έντρα Ταξινόµησης (CT) 

 
Από την τεχνική των CT, χρησιµοποιήθηκαν και οι τρεις ήδη δοκιµασµένες σε µέθοδοι: 

LCM (Discriminat-based linear combination method), Classic CT (Discriminat-based univariate 

method) και CART (CART-style Exhaustive search method for univariate splits). Στο κεφάλαιο 

αυτό όµως, αναφέρεται αναλυτικά η πρώτη µόνο µέθοδος (LCM), καθώς έδωσε τα καλύτερα 
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αποτελέσµατα. Λεπτοµέρειες για τις άλλες µεθόδους καταγράφονται στο παράρτηµα (  

ΚΕΦ. 4, Π). Σύγκριση των µεθόδων παρατίθεται παρακάτω (§ 7.3.4). 

∆υο προσεγγίσεις δοκιµάστηκαν:  

1η προσέγγιση: Χρήση των roots 1, 2 για µια προσεκτική επιλογή της οµάδας εκπαί-

δευσης (49 δείγµατα), βάση των ακραίων τιµών αυτών. Στη συνέχεια, 

όλες οι µεταβλητές (REE) χρησιµοποιήθηκαν ως εισερχόµενα στα CT 

µοντέλα. Συγκεκριµένα, το διάγραµµα από την Canonical analysis (§ 

7.3.2) που προκύπτει από την DA χρησιµοποιήθηκε για να “ανιχνεύσει” 

τα πιο ακραία δείγµατα από το σύνολο των διαθέσιµων. Αυτά χρησιµο-

ποιήθηκαν για τη σύσταση της οµάδας εκπαίδευσης ώστε να καλύπτουν 

µια ευρεία περιοχή.  

2η προσέγγιση: Χρήση όλων των αρχικών µεταβλητών (REE) και τυχαία επιλογή των 

δειγµάτων εκπαίδευσης (49 δείγµατα), αλλά και των δειγµάτων ελέγχου 

(εναποµείναντα 48). 

Η τελική σύγκριση που έγινε, αφορούσε τις µεθόδους µεταξύ τους, αλλά και τις δυο 

προσεγγίσεις στο σύνολό τους. Τα µοντέλα που κατασκευάστηκαν, συγκρίθηκαν όσον αφορά 

τις ικανότητες αναγνώρισης και πρόβλεψης (§ 4.2.2). Εναλλακτικά, η σύγκριση των µοντέλων 

µπορεί να γίνει µε τη χρήση των CV και resubstitution costs (§ 5.3.6). 

Για τις τρεις µεθόδους CT οι παράµετροι που χρησιµοποιούνται προέρχονται µετά από 

συνεχείς δοκιµές και βελτιστοποιήσεις. Έτσι για παράδειγµα, όλες οι δυνατές επιλογές για την 

τιµή του FO (§ 5.3.4) έχουν δοκιµαστεί, πριν οριστικοποιηθεί η τελική τιµή της παραµέτρου.  

 

7.2.4. Νευρωνικά ∆ίκτυα (ANN) 

 
Λόγω της ιδιαιτερότητας της βάσης δεδοµένων (βλ. παρακάτω, § 7.3.1), εξετάστηκαν 

γραµµικά δίκτυα, MLP και RBF, καθώς τα δίκτυα Kohonen απέτυχαν σε οποιαδήποτε προσπά-

θεια ταξινόµησης των δειγµάτων.  

Εφαρµόστηκαν δυο προσεγγίσεις για την κατασκευή/εκπαίδευση των µοντέλων. Για να 

συγκριθούν δε καλύτερα οι προσεγγίσεις αυτές και να καλυφθούν οι ανάγκες των ANN για ανε-

ξάρτητες οµάδες εκπαίδευσης και ελέγχου χρησιµοποιήθηκαν ισάριθµες οµάδες και για τις δυο 

προσεγγίσεις. Έτσι, στην παράγραφο αυτή δουλέψαµε ως εξής: 

1η προσέγγιση: Εισερχόµενες µεταβλητές: οι επτά (7) πιο κρίσιµες µεταβλητές όπως 

προέκυψαν από την DA κλασική τεχνική, καθώς τα Νευρωνικά ∆ίκτυα 

είναι επιρρεπή σε φαινόµενα υπερ-προσαρµογής. 
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Οµάδα εκπαίδευσης (49 δείγµατα): προσεχτικά επιλεγµένη ώστε να 

καλύπτει όλο το εύρος των τιµών των µεταβλητών.  

Οµάδα ελέγχου (48 δείγµατα): όσα δείγµατα αποµένουν εκτός της 

οµάδας εκπαίδευσης (δεν χρησιµοποιείται οµάδα επικύρωσης). 

2η προσέγγιση: Εισερχόµενες µεταβλητές: οι επτά (7) πιο κρίσιµες µεταβλητές όπως 

προέκυψαν από την DA κλασική τεχνική. 

Οµάδα εκπαίδευσης (49 δείγµατα): τυχαία επιλεγµένη.  

Οµάδα ελέγχου (48 δείγµατα): όσα δείγµατα αποµένουν εκτός της 

οµάδας εκπαίδευσης (δεν χρησιµοποιείται οµάδα επικύρωσης).  

Εδώ πρέπει να αναφερθεί ότι η µη χρήση της οµάδας επικύρωσης έχει αναφερθεί 

παλαιότερα στη βιβλιογραφία [79], αλλά και σε πιο σύγχρονες εργασίες, εφόσον πραγ-

µατοποιείται αξιολόγηση των µοντέλων (διασταυρούµενη ή εξωτερική) και ελέγχονται κριτήρια 

τερµατισµού (§ 4.3.7) για την ελάχιστη τιµή τους [23, 61, 62, 75, 119, 139, 202, 264]. Εκτός 

όµως των παραπάνω, στην παρούσα εφαρµογή, γίνεται µια προσπάθεια αξιολόγησης της 

χρησιµοποιούµενης νέας τεχνικής για την επιλογή των οµάδων εκπαίδευσης και ελέγχου. Έτσι, 

ο σκοπός της µελέτης, αφορά τη σύγκριση των αποτελεσµάτων για τις δυο προσεγγίσεις και όχι 

τόσο τη δηµιουργία του καλύτερου µοντέλου. Το τελευταίο µπορεί να επιτευχθεί σε µια βάση 

δεδοµένων µε καλύτερες προδιαγραφές (βλ. § 7.3.1) η οποία θα παρέχει και τη δυνατότητα τρι-

χοτόµησης των δεδοµένων σε οµάδες εκπαίδευσης, επικύρωσης και ελέγχου. 

Αρχικά, έγιναν πολλαπλές επαναλήψεις για την κατασκευή των µοντέλων, ώστε να 

αποφθεχθούν τοπικά ελάχιστα και να βελτιστοποιηθούν οι αρχικές συνθήκες (§ 5.3.8). Στη 

συνέχεια, τα βέλτιστα µοντέλα ANN συγκρίθηκαν µεταξύ τους, αλλά και µε τα αντίστοιχα CT.  

 

 

7.3. ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΣΥΖΗΤΗΣΗ 

7.3.1. Προσδιορισµός των REE και συσχετίσεις Spearman  

 
Η συγκεκριµένη βάση ήταν η δυσκολότερη από όσες µελετήθηκαν στην εργασία αυτή, 

καθώς περιείχε λίγα δείγµατα (125 αρχικά) που έπρεπε να ταξινοµηθούν σε πολλές οµάδες (11 

αρχικά) µε βάση ένα πλήθος παραµέτρων (14) µε αντικρουόµενα αποτελέσµατα για την κρισι-

µότητά τους. Έτσι, οι µη επιβλεπόµενες τεχνικές (PCA και CA, αλλά και τα δίκτυα Kohonen, 

βλ. § 7.2.4) λόγω της δυσκολίας της βάσης, δεν επέτρεψαν ικανοποιητική οµαδοποίηση των 

περιοχών προέλευσης ή την εξαγωγή ασφαλών συµπερασµάτων για τις µεταβλητές.  
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Επιπλέον, οι χρησιµοποιούµενες τελικά επιβλεπόµενες τεχνικές µπορούν να δώσουν 

ποσοτικά αποτελέσµατα για την οµάδα εκπαίδευσης ή την οµάδα ελέγχου, µε αποτέλεσµα να 

µπορούν να γίνουν συγκρίσεις µεταξύ τους. 

Από τον πίνακα των αποτελεσµάτων (  ΚΕΦ. 4, Π) και τον πίνακα 7.1 των συσχε-

τίσεων Spearman που ακολουθεί, µπορούν να εξαχθούν τα πρώτα συµπεράσµατα σχετικά µε τη 

συσχέτιση των µεταβλητών αλλά και τη διαφοροποίηση των τεσσάρων περιοχών. Οι 

µεταβλητές δείχνουν γενικά µικρές συσχετίσεις µεταξύ τους, ενώ γενικά δεν παρατηρήθηκαν 

διαφορές των µεταβλητών για τις τέσσερις επιλεγµένες περιοχές. 

 

Πίνακας 7.1: Spearman συσχετίσεις των µεταβλητών. Σηµειώνονται µε έντονη γραφή οι 

συσχετίσεις µε συντελεστή Spearman ≥ 0,60. 

 Y La Pr Sm Gd Dy Ho Er Tm Yb 

Y 1,00          

La 0,61 1,00         

Pr 0,79 0,79 1,00        

Sm 0,66 0,45 0,62 1,00       

Gd 0,67 0,63 0,65 0,60 1,00      

Dy 0,75 0,31 0,58 0,59 0,45 1,00     

Ho 0,06 0,03 -0,05 0,21 0,28 0,02 1,00    

Er 0,47 0,31 0,37 0,51 0,49 0,39 0,41 1,00   

Tm 0,01 0,16 0,02 0,16 0,17 -0,10 0,61 0,52 1,00  

Yb 0,26 0,32 0,19 0,41 0,50 0,11 0,66 0,61 0,70 1,00 

 

Τα παραπάνω επιβεβαιώθηκαν στο σχήµα 4.1 (  ΚΕΦ. 4, Π), όπου απεικονίζονται 

τα διαγράµµατα µερικών από τις µεταβλητές ανά περιοχή. Είναι φανερή η συσχέτιση των µετα-

βλητών Y-Pr-Sm ή Yb-Tm, αλλά και η διαφοροποίηση των Gd-Dy-Ho. Τέλος, µερικά σηµεία 

LΑ (Λακωνία) και MΕ (Μεσσηνία) φαίνονται να διαφοροποιούνται από τα υπόλοιπα της κατη-

γορίας τους. 
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7.3.2. Εφαρµογή της ∆ιαχωριστικής Ανάλυσης (DA)  

  
Με την εφαρµογή της DA, οι νέες µεταβλητές που χαρακτηρίζουν τώρα το κάθε δείγµα 

είναι 3 (4 οµάδες ταξινόµησης µείον ένα, § 2.1.1). Ο πίνακας που καταγράφει τις τιµές αυτές για 

τα 97 δείγµατα συµπεριλαµβάνεται στο παράρτηµα της εργασίας αυτής (  ΚΕΦ. 4, Π). 

Τα αποτελέσµατα των τριών προσεγγίσεων DA φαίνονται στον πίνακα 7.2. Συµφωνούν 

αρκετά µεταξύ τους σε επίπεδο ποσοστών επιτυχίας (οι κλασική και FW τεχνικές) αλλά και 

στην επιλογή των κρισιµότερων µεταβλητών. Καλύτερα διαχωριζόµενες (µε υψηλά ποσοστά 

ακρίβειας) είναι οι περιοχές της Μεσσηνίας (ΜΕ) και Λακωνίας (LA). Τα Gd, Sm, Y, Dy, Pr, 

Tm και Er φαίνονται να είναι οι πιο κρίσιµες µεταβλητές. Η κλασική τεχνική DA που “εκµε-

ταλλεύτηκε” όλες τις παραµέτρους έδωσε τα υψηλότερα ποσοστά για την οµάδα εκπαίδευσης: 

76,3 %. Κρισιµότερες µεταβλητές αναδείχθηκαν και εδώ οι: Gd, Sm, Y, Dy, Pr, Tm και Er. 

Αντίθετα, η BW µε χρήση µόλις 5 µεταβλητών πέτυχε ένα ποσοστό ακρίβειας περίπου 63 %.  

 

Πίνακας 7.2: Αποτελέσµατα για την οµάδα εκπαίδευσης (3 τεχνικές DA: 10 µεταβλητές και 97 

δείγµατα). 

Κλασική FW BW 

Περιοχή 
Συνολικός 

αρ. 
δειγµάτων TP* 

% Ποσοστά 
επιτυχίας 

TP 
% Ποσοστά 

επιτυχίας 
TP 

% Ποσοστά 
επιτυχίας 

Ι 22 11 50,0 8 36,4 7 31,8 

LΑ 17 14 82,4 14 82,4 14 82,4 

MΕ 34 33 97,0 32 94,1 28 82,4 

ZΑ 24 16 66,7 15 62,5 12 50,0 

Συνολικά 97 74 76,3 69 71,1 61 62,9 

Σειρά κρισιµότητας των 
µεταβλητών 

Gd>Sm>Y>Dy>Pr>Tm
>Er>La>Yb>Ho 

Gd>Sm>Tm>Pr> 

Dy>Y 
Gd>Tm>Pr>Sm>Dy 

*TP: True positive 
 
 

Στο σχήµα 7.1 απεικονίζεται ο διαχωρισµός των τεσσάρων περιοχών (Canonical analysis 

plot) όπως αυτός επιτυγχάνεται από τις γραµµικές διαχωριστικές συναρτήσεις (LDF) και την 

κλασική τεχνική DA. Χαρακτηριστική είναι η “ανάµιξη” των περιοχών Ηρακλείου (Ι) και 

Ζακύνθου (ZΑ) και της Μεσσηνίας (MΕ) σε µικρότερο ποσοστό. Η περιοχή της Λακωνίας (LA) 



    

 233 

διαχωρίζεται ικανοποιητικά. Ειδικότερα, οι περιοχές αυτές (Μεσσηνία και Λακωνία) φαίνεται 

ότι θα µπορούσαν να διαχωριστούν γραµµικά. 
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Σχήµα 7.1: ∆ιαχωρισµός των τεσσάρων περιοχών από την DA κλασική τεχνική. 

 

Η ίδια εντύπωση αποκοµίζεται και από τον πίνακα ταξινόµησης όπως αυτός 

απεικονίζεται στο παράρτηµα (  ΚΕΦ. 4, Π), όπου σηµειώνονται µε έντονη γραφή οι 

λαθεµένες εκτιµήσεις για τα δείγµατα Ηρακλείου (Ι) και Ζακύνθου (ZΑ). 

Ανεξάρτητη αξιολόγηση των τριών µοντέλων DA (µε οµάδα ελέγχου) δεν είναι δυνατή, 

(λόγω του µικρού αριθµού δειγµάτων), αλλά επιπλέον είναι εκτός του σκοπού της ανάλυσης. 

Το σχήµα 7.1 και οι συντεταγµένες (roots 1, 2) που απεικονίζει για την κλασική τεχνική, 

θα χρησιµοποιήθηκαν παραπέρα για την επιλογή των δειγµάτων εκπαίδευσης. ∆ηλαδή, τα πιο 

ακραία από αυτά µε τις “οριακές” συντεταγµένες επιλέχθηκαν ως δείγµατα εκπαίδευσης, ενώ τα 

“εσωτερικά” χρησιµοποιήθηκαν ως δείγµατα ελέγχου. Τα δείγµατα εκπαίδευσης χρησιµο-

ποιήθηκαν στην κατασκευή των µοντέλων CT (§ 7.3.3) και ANN (§ 7.3.5, 7.3.6).  

Ένα παράδειγµα επιλογής των αντιπροσωπευτικότερων δειγµάτων, φαίνεται στον πίνακα 

7.3 για τα δείγµατα Ηρακλείου (Ι). Τα δείγµατα κατατάσσονται κατά αύξουσα σειρά root 1 

(πρώτες στήλες του πίνακα) και root 2 (τελευταίες στήλες του πίνακα). Τα δείγµατα µε τις 
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ακραίες τιµές των roots 1,2 µε τη βοήθεια πάντα του σχήµατος 7.1 επιλέχθηκαν ως οµάδα 

εκπαίδευσης (έγχρωµα κελιά στον πίνακα 7.3). 

 

Πίνακας 7.3: Παράδειγµα επιλογής της οµάδας εκπαίδευσης για τα δείγµατα Ηρακλείου. 

A/A ∆είγµατος Root 1 Root 2 A/A ∆είγµατος Root 1 Root 2 

14 -1,7994 0,4086 4 -0,5853 -2,9595 

22 -1,5671 -0,4476 19 -0,1142 -2,3165 

13 -1,4170 -0,0116 8 -1,4040 -2,0593 

8 -1,4040 -2,0593 11 -0,0835 -1,5718 

15 -1,2846 -0,8994 20 -0,0485 -1,5105 

2 -1,0001 -0,6653 16 1,5590 -1,4578 

17 -0,8427 -0,6601 7 0,8300 -1,3454 

9 -0,7945 -1,0644 1 -0,0263 -1,2240 

3 -0,5983 -0,8692 9 -0,7945 -1,0644 

4 -0,5853 -2,9595 21 1,1266 -0,9690 

18 -0,4672 -0,7790 12 -0,3793 -0,9685 

12 -0,3793 -0,9685 15 -1,2846 -0,8994 

6 -0,3404 -0,4874 3 -0,5983 -0,8692 

19 -0,1142 -2,3165 18 -0,4672 -0,7790 

11 -0,0835 -1,5718 5 1,2875 -0,7355 

20 -0,0485 -1,5105 2 -1,0001 -0,6653 

1 -0,0263 -1,2240 17 -0,8427 -0,6601 

10 0,8133 -0,3870 6 -0,3404 -0,4874 

7 0,8300 -1,3454 22 -1,5671 -0,4476 

21 1,1266 -0,9690 10 0,8133 -0,3870 

5 1,2875 -0,7355 13 -1,4170 -0,0116 

16 1,5590 -1,4578 14 -1,799 0,409 
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7.3.3. Εφαρµογή των ∆έντρων Ταξινόµησης (CT) - Μέθοδος των γραµµικών συνδυασµών 

(LCM) 

 
Με βάση την πρώτη προσέγγιση (αρχείο των DA roots και επιλεγµένες οµάδες εκπαί-

δευσης και ελέγχου), τα καλύτερα αποτελέσµατα ελήφθησαν για FO = 0,3 (§ 5.3.4). Ο αντί-

στοιχος πίνακας ταξινόµησης για την οµάδα εκπαίδευσης (σύνολο 49 δειγµάτων) φαίνεται στον 

πίνακα 7.4. Το σχετικό δέντρο απεικονίζεται στο σχήµα 7.2. 

 

Πίνακας 7.4: Αποτελέσµατα για την οµάδα εκπαίδευσης (µέθοδος LCM): Παρατηρούµενες 

θέσεις (στήλες) έναντι προβλεπόµενων (σειρές)  

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 9 0 0 0 

ZA 0 9 1 1 

I 0 1 6 0 

ME 0 3 3 16 

Συνολικά 

Συνολικός αρ. δειγµάτων 9/9 9/13 6/10 16/17 40/49 

% Ποσοστά επιτυχίας 100,0 69,2 60,0 94,1 81,6 

 

Είναι φανερό, ότι αρκετά δείγµατα ZA (3) και I (9) αποδίδονται εσφαλµένα στη 

Μεσσηνία (ME). Η “σύγχυση” των δειγµάτων αυτών έχει ήδη επισηµανθεί στο σχήµα 7.1. Η 

Λακωνία (LA) δίνει τα υψηλότερα ποσοστά. Αντίθετα οι περιοχές των Ζακύνθου (ΖΑ) και 

Ηρακλείου (Ι) δίνουν τα χαµηλότερα ποσοστά, αλλά υψηλότερα από τα αντίστοιχα της DA 

(πίνακας 7.2, § 7.3.2). 

Το δέντρο (σχ. 7.2) περιλαµβάνει 6 διαχωρισµούς µε βάση γραµµικούς συνδυασµούς 

των τιµών των µεταβλητών και 7 τερµατικούς κόµβους. H κατασκευή (tree structure) του “δεν-

τρου” που  σχηµατίζεται, απεικονίζεται στο παράρτηµα (  ΚΕΦ. 4, Π). Στις τελευταίες 

στήλες του πίνακα αυτού, µπορεί κανείς να έχει µια ένδειξη (ουσιαστικό ρόλο παίζει και το 

µέγεθος των τιµών) για τη συνεισφορά των µεταβλητών στο διαχωρισµό των οµάδων: Gd, Sm, 

Dy είναι οι πιο σηµαντικές µεταβλητές. 
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Number of splits = 6; Number of terminal nodes = 7
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Σχήµα 7.2: ∆έντρο ταξινόµησης για τα ελαιόλαδα των τεσσάρων περιοχών. Μέθοδος: 

Discriminant-base linear combination method, LCM. 

 

Για την οµάδα ελέγχου (48 δείγµατα), τα αποτελέσµατα απεικονίζονται στον πίνακα 7.5. 

 

Πίνακας 7.5: Αποτελέσµατα για την οµάδα ελέγχου (µέθοδος LCM).  

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 5 0 0 0 

ZA 1 5 4 0 

I 0 0 2 0 

ME 2 6 6 17 

Συνολικά 

Συνολικός αρ. 
δειγµάτων 

5/8 5/11 2/12 17/17 29/48 

% Ποσοστά 
επιτυχίας 

62,5 45,5 16,7 100,0 60,4 
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Ένα µεγάλο ποσοστό δειγµάτων Ηρακλείου (Ι) αποδόθηκε στη Ζάκυνθο (ZΑ) και τη 

Μεσσηνία (ΜΕ). Το ίδιο συµβαίνει και για δείγµατα της Ζακύνθου (ΖΑ) που αποδόθηκαν στη 

Μεσσηνία (ΜΕ). Γενικά, παρά την προσεκτική επιλογή των δειγµάτων, τα ποσοστά για την 

οµάδα εκπαίδευσης (πίνακας 7.4) είναι αρκετά υψηλότερα από τα αντίστοιχα για την οµάδα 

ελέγχου (πίνακας 7.5). Παρατηρήθηκαν λοιπόν φαινόµενα υπερ-προσαρµογής του µοντέλου. Τα 

αντίστοιχα κόστη (§ 5.3.6) ήταν: Resub. Cost = 0,18 (οµάδα εκπαίδευσης) και CV cost = 0,40 

(οµάδα ελέγχου).   

 

7.3.4. Σύγκριση µεθόδων - αποτελέσµατα 

 
Τα αποτελέσµατα των άλλων CT µεθόδων (1η προσέγγιση) καταγράφονται στο παράρ-

τηµα (  ΚΕΦ. 4, Π). H σύγκριση των µεθόδων CT έγινε βάση των ορθών ποσοστών 

ταξινόµησης για τις οµάδες εκπαίδευσης και ελέγχου. Παράλληλα, επιχειρήθηκε σύγκριση µε τα 

αποτελέσµατα που θα είχαµε στην περίπτωση που χρησιµοποιούσαµε το σύνολο των αρχικών 

µεταβλητών (REE) και τυχαίο διαχωρισµό των δειγµάτων σε οµάδες εκπαίδευσης και 

ελέγχου (2η προσέγγιση, § 7.2.3).  

Τα αποτελέσµατα ταξινόµησης για την πρώτη προσέγγιση (χρήση των roots 1, 2 και 

επιλεγµένων οµάδων εκπαίδευσης/ελέγχου) φαίνονται αναλυτικά στον παρακάτω πίνακα 7.6. 

 

Πίνακας 7.6: Σύγκριση CT µοντέλων/ποσοστά επιτυχίας (%) για τις οµάδες εκπαίδευσης και 

ελέγχου (1η προσέγγιση) 

Discriminant-based linear 
combination (LCM) 

Discriminant-based 
univariate (Classic CT) 

CART 

Οµάδα 
εκπαίδευσης 

Οµάδα 
ελέγχου 

Οµάδα 
εκπαίδευσης 

Οµάδα 
ελέγχου 

Οµάδα 
εκπαίδευσης 

Οµάδα 
ελέγχου 

81,6 60,4 57,1 41,7 79,6 37,5 

 

 Η πρώτη µέθοδος (LCΜ) παρουσίασε τα καλύτερα ποσοστά στις δυο οµάδες δειγ-

µάτων. Οι άλλες δυο µέθοδοι δίνουν χαµηλότερα ποσοστά ή έντονα φαινόµενα υπερ-

προσαρµογής (CART).  

Η χρήση όλων των αρχικών µεταβλητών µε τυχαία επιλογή των δειγµάτων οδηγεί στα 

αποτελέσµατα του πίνακα 7.7. 

Η καλύτερη µέθοδος (LCM) έδωσε ένα σωστό ποσοστό 91,8 % για την οµάδα εκπαί-

δευσης. Το κόστος για την ίδια οµάδα (Resub. cost) είναι όπως αναµενόταν πολύ χαµηλότερο 
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του CV cost που αντιστοιχεί στην οµάδα ελέγχου. Το γεγονός αυτό δηλώνει έντονα φαινόµενα 

υπερ-προσαρµογής. Ωστόσο, από τη σύγκριση των δυο προσεγγίσεων για τα CT µοντέλα 

(πίνακες 7.6, 7.7), προκύπτει ότι στη δεύτερη τα ποσοστά επιτυχίας για τις οµάδες εκπαίδευσης 

και ελέγχου είναι υψηλότερα (91,8/68,8 αντί των 81,6/60,4 %). Έντονα φαινόµενα υπερ-

προσαρµογής παρατηρούνται και στις δυο περιπτώσεις.    

Η αξιολόγηση των µεταβλητών οδήγησε σε αποτελέσµατα µερικώς συγκρίσιµα µε τις 

DA τεχνικές (§ 7.3.2, πίνακας 7.2): Sm, Gd, Dy, Tm, Er φαίνονται να αναδεικνύονται οι σηµα-

ντικότερες µεταβλητές.  
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Πίνακας 7.7: Σύγκριση CT µοντέλων (2η προσέγγιση). 

Discriminant-based linear combination 

(LCM) 

Discriminant-based univariate 

(Classic CT) 
CART 

Οµάδα 

εκπαίδευσης 
Οµάδα εκπαίδευσης 

Οµάδα 

εκπαίδευσης 

% ποσοστό 

επιτυχίας  
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91,8 0,082 0,31 
Sm, Gd, 

Tm, Dy 
57,1 0,43 0,52 

Gd> 

Sm>> 

Er>Y>

Yb 

69,4 0,31 0,64 

Y>Pr>

Gd=Sm

>La 

* Resub. cost: κόστος για την οµάδα εκπαίδευσης (§ 5.3.6). 

** CV cost: κόστος προκύπτον για την οµάδα ελέγχου (§ 5.3.6). 
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7.3.5. Εφαρµογή των ANN (1η προσέγγιση) 

 
Τρεις δυνατότητες αρχιτεκτονικών ANN δοκιµάστηκαν: 

1. µοντέλα MLP µε µια ενδιάµεση στιβάδα, 

2. µοντέλα MLP µε δυο ενδιάµεσες στιβάδες, 

3. RBF µε µια ενδιάµεση στιβάδα. 

Η σύγκριση των δικτύων έγινε µε βάση την απόδοση στις οµάδες εκπαίδευσης και 

ελέγχου (§ 4.3.7), ώστε να γίνουν άµεσα κατανοητά τα αποτελέσµατα.  

Από τις δέκα (10) αρχικές µεταβλητές (REE), χρησιµοποιήθηκαν µόνο επτά (7), ώστε να 

αποφθεχθούν φαινόµενα υπερ-προσαρµογής που γενικά ταλαιπωρούν τα ANN (§ 4.4.1). Αυτές 

είναι οι πιο κρίσιµες ήδη επιλεγµένες από την DA (§ 7.3.2), εκτός του Er που αντικαταστάθηκε 

από το La. Αυτό συνέβηκε γιατί αρχικές δοκιµές µε τη βοήθεια γενετικού αλγόριθµου (GA, § 

4.4.3) έδειξαν την κρισιµότητα του La έναντι του Er. 

Παρακάτω (σχ. 7.3, 7.4) απεικονίζονται τα διαγράµµατα σύγκρισης των αποδόσεων για 

όλα τα µοντέλα ANN.  
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Σύγκριση MLPs µοντέλων µε 1 ενδιάµεση στιβάδα 

(συνειδητή επιλογή δειγµάτων)
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(α) 

Σύγκριση MLPs µοντέλων µε 2 ενδιάµεσες στιβάδες 

(συνειδητή επιλογή δειγµάτων)
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(β) 

Σχήµα 7.3: ∆ιάγραµµα σύγκρισης των αποδόσεων των οµάδων εκπαίδευσης και ελέγχου για 

τα µοντέλα MLP µε µια (a) ή δυο (β) ενδιάµεσες στιβάδες (1
η
 προσέγγιση). 
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Σύγκριση RBF µοντέλων µε 1 ενδιάµεση στιβάδα 

(συνειδητή επιλογή δειγµάτων)
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(α) 

Σύγκριση RBF µοντέλων µε 1 ενδιάµεση στιβάδα 

(συνειδητή επιλογή δειγµάτων)

0%

10%

20%

30%

40%

50%

60%

70%

80%

90%

100%

110%

0 2 4 6 8 10 12 14 16 18 20 22 24

Αριθµός µονάδων ενδιάµεσης στιβάδας

Α
π

ό
δ

ο
σ

η
 δ

ικ
τύ

ω
ν

Training Performance 

Test Performance

 

(β) 

Σχήµα 7.4: ∆ιάγραµµα σύγκρισης των αποδόσεων των οµάδων εκπαίδευσης και ελέγχου για 

τα µοντέλα RBF. Στον οριζόντιο άξονα απεικονίζεται (α) ο Α/Α των µοντέλων ή (β) ο 

αριθµός των µονάδων της ενδιάµεσης στιβάδας (1
η
 προσέγγιση). 

 
 

Για τα µοντέλα MLP µε µια (σχ. 7.3(α)) ή δυο στιβάδες (σχ. 7.3(β)), χρησιµοποιήθηκαν 

πάντα όλες οι µεταβλητές (7 RΕΕ). Τα ποσοστά για τα δείγµατα εκπαίδευσης (training 
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performance) είναι πάντα ελαφρά υψηλότερα από τα αντίστοιχα για την οµάδα ελέγχου (test 

performance) ή κυµαίνονται στα ίδια επίπεδα, για τα µοντέλα MLP µε µια ενδιάµεση στιβάδα. 

Αυτό συµβαίνει γιατί η πορεία που ακολουθήθηκε για την επιλογή της οµάδας εκπαίδευσης έδω-

σε την πιο αντιπροσωπευτική οµάδα δειγµάτων.  Έτσι, η οµάδα ελέγχου που απέµεινε υπακούει 

ουσιαστικά στον κανόνα της παρεµβολής. Τα µοντέλα είναι γενικά πολύ καλά µε υψηλά ποσο-

στά επιτυχίας (training performance > 67 % και test performance > 64 %).  

Τα µοντέλα MLP µε δυο στιβάδες έδωσαν γενικά υψηλότερα ποσοστά από τα αντίστοιχα 

µε µια µόνο στιβάδα για την οµάδα εκπαίδευσης (training performance). Ωστόσο, επειδή γενικά 

είναι πολύπλοκα στη δοµή τους δεν έδωσαν υψηλά ποσοστά για την οµάδα ελέγχου (test 

performance). Έτσι, παρουσιάζουν έντονα φαινόµενα υπερ-προσαρµογής. Τα ποσοστά επιτυ-

χίας είναι µεγαλύτερα από 79 % και 52 % για την οµάδα εκπαίδευσης και  ελέγχου αντίστοιχα. 

Τα δίκτυα RBF (σχ 7.4) ήταν µάλλον απογοητευτικά και δεν φαίνεται να υπακούουν 

στον κανόνα της παρεµβολής. Έτσι, παρουσιάζουν έντονα φαινόµενα υπερ-προσαρµογής και 

δίνουν χαµηλές αποδόσεις για τις οµάδες εκπαίδευσης και ελέγχου σε πολλές περιπτώσεις. ∆εν 

χρησιµοποίησαν όλες τις διαθέσιµες µεταβλητές και φαίνονται να χρειάζονται περισσότερες 

ενδιάµεσες µονάδες για να προσεγγίσουν την πραγµατική συνάρτηση (σχ 7.4(β)). Στην πραγµα-

τικότητα, µια οµάδα µοντέλων µε αριθµό ενδιάµεσων µονάδων > 17 (στο σχ 7.4(β) αυτά βρί-

σκονται δεξιά της έγχρωµης γραµµής), δίνουν χαµηλά ποσοστά για την οµάδα ελέγχου και πολύ 

υψηλά για την οµάδα εκπαίδευσης. Τα µοντέλα αυτά παρουσιάζουν έντονα φαινόµενα υπερ-

προσαρµογής. Τα υπόλοιπα µοντέλα RBF έχουν 1 – 14 ενδιάµεσες µονάδες, υπακούουν στον 

κανόνα της παρεµβολής, αλλά δίνουν πολύ χαµηλά ποσοστά. 

 

MLP 7:7-12-4:1 ,  Index = 46

Train Perf. = 73.5 , Test Perf. = 72.9

 

Σχήµα 7.5: Αρχιτεκτονική δοµή του τελικού δικτύου MLP (7:7-12-4:1). 
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Το καλύτερο µοντέλο αναδείχθηκε το MLP µε µια ενδιάµεση στιβάδα και Α/Α 46 (σχ. 

7.3(α)): επέτυχε ακρίβεια 73,5 και 72,9 % για τις οµάδες εκπαίδευσης και ελέγχου αντίστοιχα. 

Σχηµατική παράσταση φαίνεται στο σχήµα 7.5. 

 

7.3.6. Εφαρµογή των ANN (2η προσέγγιση) 

 
Οι ίδιες επτά αρχικές µεταβλητές επιλέχτηκαν για τη µελέτη που περιγράφεται και σε 

αυτήν την παράγραφο. Τρεις δυνατότητες αρχιτεκτονικών ANN δοκιµάστηκαν και εδώ: 

1. µοντέλα MLP µε µια ενδιάµεση στιβάδα, 

2. µοντέλα MLP µε δυο ενδιάµεσες στιβάδες, 

3. RBF µε µια ενδιάµεση στιβάδα. 

Η σύγκριση τους έγινε µε βάση την απόδοση στις οµάδες εκπαίδευσης και ελέγχου. Τα 

διαγράµµατα σύγκρισης των αποδόσεων απεικονίζονται παρακάτω (σχ. 7.6, 7.7).  

Τα µοντέλα MLP µε µια (σχ. 7.6(α)) ή δυο (σχ. 7.6(β)) ενδιάµεσες στιβάδες, χρησιµο-

ποίησαν όλες τις διαθέσιµες µεταβλητές (7), µε έντονα ωστόσο φαινόµενα υπερ-προσαρµογής. 

Αυτά φαίνεται να είναι εντονότερα στις πιο πολύπλοκες δοµές (µοντέλα µε δυο ενδιάµεσες 

στιβάδες και πολλές µονάδες). 

 Τα µοντέλα RBF (σχ 7.7) φαίνονται να παρουσιάζουν τα εντονότερα φαινόµενα υπερ-

προσαρµογής (ειδικότερα εκείνα µε πάνω από 10 ενδιάµεσες µονάδες). Τα πιο απλά µοντέλα δεν 

επιτυγχάνουν υψηλά ποσοστά.  

Τελικά από την ανάλυση αυτή (2η προσέγγιση), το καλύτερο µοντέλο αναδείχθηκε το 

MLP µε µια ενδιάµεση στιβάδα και Α/Α 54 (σχ. 7.6(α)): επέτυχε ακρίβεια 77,6 και 70,8 % για 

τις οµάδες εκπαίδευσης και ελέγχου αντίστοιχα.  
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Σύγκριση των MLPs µοντέλων µε 1 ενδιάµεση στιβάδα

(τυχαία επιλογή δειγµάτων)
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(α) 

Σύγκριση των MLPs µοντέλων µε 2 ενδιάµεσες στιβάδες

(τυχαία επιλογή δειγµάτων)
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(β) 

Σχήµα 7.6: ∆ιάγραµµα σύγκρισης των αποδόσεων των οµάδων εκπαίδευσης και ελέγχου για 

τα µοντέλα MLP µε µια (a) ή δυο (β) ενδιάµεσες στιβάδες (2
η
 προσέγγιση). 
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Σύγκριση των RBF µοντέλων µε 1 ενδιάµεση στιβάδα

(τυχαία επιλογή δειγµάτων)

0%

10%

20%

30%

40%

50%

60%

70%

80%

90%

100%

0 3 6 9 12 15 18 21 24 27 30 33 36 39 42 45 48 51 54 57 60

Α/Α µοντέλων

Α
π

ό
δ

ο
σ

η
 δ

ικ
τύ

ω
ν

Training Performance 

Test Performance

 

(α) 

Σύγκριση των RBF µοντέλων µε 1 ενδιάµεση στιβάδα

(τυχαία επιλογή δειγµάτων)
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(β) 

Σχήµα 7.7: ∆ιάγραµµα σύγκρισης των αποδόσεων των οµάδων εκπαίδευσης και ελέγχου για 

τα µοντέλα RBF. Στον οριζόντιο άξονα απεικονίζεται (α) ο Α/Α των µοντέλων ή (β) ο 

αριθµός των µονάδων της ενδιάµεσης στιβάδας (2
η
 προσέγγιση). 

 
 

Οι διαφορές στα παραπάνω διαγράµµατα (σχ. 7.6, 7.7) σε σχέση µε τα αντίστοιχα που 

αφορούσαν την 1η προσέγγιση (σχ. 7.3, 7.4) εστιάζονται στον κανόνα της παρεµβολής που συ-
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ζητήθηκε παραπάνω. Στην 2η προσέγγιση η απόδοση των δειγµάτων εκπαίδευσης (training 

performance) ήταν γενικά πολύ υψηλότερη από την αντίστοιχη για την οµάδα ελέγχου (test 

performance). Αυτό σηµαίνει ότι εµφανίστηκαν φαινόµενα υπερ-προσαρµογής, γεγονός που 

δικαιολογείται και από την απουσία της οµάδας επικύρωσης [48]. Ωστόσο, ακόµα και σε 

αυτήν την περίπτωση, τα MLP µοντέλα της 1ης προσέγγισης, δεν εµφάνισαν τόσο έντονα φαινό-

µενα υπερ-προσαρµογής. 

 

7.3.7. Σύγκριση µεθόδων - Αποτελέσµατα 

 
H σύγκριση των παραπάνω µεθόδων ΑΝΝ έγινε µε βάση τα ποσοστά επιτυχίας σε 

οµάδες εκπαίδευσης και ελέγχου.  

Τα αποτελέσµατα ταξινόµησης για τις δυο προσεγγίσεις (χρήση των 7 πιο κρίσιµων 

µεταβλητών και συνειδητή επιλογή δειγµάτων εκπαίδευσης/ελέγχου ή τυχαία επιλογή αυτών) 

φαίνονται αναλυτικά στον παρακάτω πίνακα 7.8. 

Ο παραπάνω πίνακας περιέχει µόνο τα βέλτιστα µοντέλα από τις δυο προσεγγίσεις. 

Ωστόσο, αντανακλά τη γενικότερη τάση των µοντέλων για όλες τις προσπάθειες που έγιναν.  

 

Πίνακας 7.8: Σύγκριση των βέλτιστων ANN µοντέλων  

MLP µοντέλα µε 1 ενδιάµεση στιβάδα 

1η προσέγγιση 7:7-12-4:1 2η προσέγγιση 7:7-11-4:1 

Οµάδα  

εκπαίδευσης 
Οµάδα ελέγχου 

Οµάδα  

εκπαίδευσης 
Οµάδα ελέγχου 

73,5 72,9 77,6 70,8 

 

Έτσι, από τη σύγκριση των δυο προσεγγίσεων που χρησιµοποιήθηκαν για την εκπαί-

δευση των µοντέλων ANN, η πρώτη αναδεικνύεται σαφέστατα καλύτερη: ακόµα και αν το 

ποσοστό επιτυχίας για την οµάδα εκπαίδευσης είναι χαµηλότερο, αποφεύχθησαν φαινόµενα 

υπερ-προσαρµογής (βλ. συγκριτικά σχ. 7.3(α), 7.6(α)). 

Τέλος, σε σχέση µε τα αντίστοιχα µοντέλα CT (πίνακες 7.6, 7.7) τα ANN αναδείχθηκαν 

σαφώς ανώτερα και πιο αποτελεσµατικά, ακόµα και σε δύσκολες βάσεις δεδοµένων.  
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ΚΕΦ. 8 ΣΥΜΠΕΡΑΣΜΑΤΑ 

 
Στην παρούσα εργασία, επιχειρήθηκε η σύγκριση παραδοσιακών χηµειοµετρικών 

τεχνικών όπως DA (Discriminant Analysis), PCA (Principal Components Analysis), CA 

(Cluster Analysis) µε νέες πολυπαραµετρικές µεθόδους όπως τα Νευρωνικά δίκτυα (ANN) και 

τα ∆έντρα ταξινόµησης (CT). Το πεδίο σύγκρισης ήταν τρεις µεγάλες βάσεις δεδοµένων που 

προέκυψαν από τον προσδιορισµό: 

1. Μετάλλων-µεταλλοειδών στους τρεις ταµιευτήρες που χρησιµοποιούνται για την 

ύδρευση της πρωτεύουσας (Υλίκη, Μόρνο και Μαραθώνα). 

2. Μετάλλων-µεταλλοειδών, ανόργανων στοιχείων σε δείγµατα ιζηµάτων από τρεις 

ιχθυοκαλλιέργειες της χώρας (Ναύπακτο, Χίο και Αστακό). 

3. Σπανίων γαιών σε δείγµατα ελαιολάδων από τέσσερις περιοχές της Ελλάδας.   

Στην πρώτη βάση δεδοµένων, από τις τρεις διαφορετικές µεθόδους της τεχνικής CT, η 

Discriminant-based linear combination method (LCM) έδωσε τα µεγαλύτερα ποσοστά επιτυχίας 

στην πρόβλεψη της οµάδας εκπαίδευσης των δειγµάτων. Συγκρινόµενη δε και µε τις τρεις 

προσεγγίσεις της παραδοσιακής τεχνικής DA (standard, forward και backward), η µέθοδος αυτή, 

έδωσε υψηλοτέρα ποσοστά. Αντίθετα οι µέθοδοι  των Discriminant-based univariate (Classic 

CT) και CART (µονοπαραµετρικοί διαχωρισµοί) έδωσαν παρόµοια αποτελέσµατα µε την DA. 

Για τα “άγνωστα” δείγµατα της οµάδας ελέγχου (που αφορούσαν µεταγενέστερη δειγµατοληψία 

από τα ίδια σηµεία), η Classic CT µέθοδος έδωσε τα καλύτερα αποτελέσµατα. 

Η αξιολόγηση των µεταβλητών από τις µεθόδους CT, ανέδειξε τις παραµέτρους V, Ni 

και As ως τις πιο κρίσιµες για το διαχωρισµό των οµάδων, επιβεβαιώνοντας τα αποτελέσµατα 

της DA. Οι µέθοδοι PCA και CA δεν διαθέτουν µηχανισµούς ανάδειξης των κρίσιµων µετα-

βλητών. 

Παράλληλα, διαφορετικά µοντέλα ANN χρησιµοποιήθηκαν για την ανίχνευση και 

επιβεβαίωση οµάδων. Τα αποτελέσµατα των δοκιµών αυτών (σε επίπεδο θέσεων δειγµα-

τοληψίας αλλά και µεταβλητών) συγκρίθηκαν µε τις “παραδοσιακές” DA, PCA, CA αλλά και 

την τεχνική των CT. Τα αποτελέσµατα των βέλτιστων µοντέλων ANN ήταν συγκρίσιµα ή καλύ-

τερα των άλλων µεθόδων. Τα υψηλά ποσοστά στη διάκριση των οµάδων επιβεβαιώθηκαν για τα 

παλαιότερα δείγµατα (11/2006 – 4/2007), αλλά και σε νεώτερα (12/2007), παρόλο τις πιθανές 

αλλαγές σύστασης που αυτά είχαν υποστεί. Εδώ πρέπει να τονιστεί ότι οι µέθοδοι PCA και CA 

δεν έχουν δυνατότητα µοντελισµού. 

Οι µεταβλητές που χρησιµοποιήθηκαν στα παραπάνω µοντέλα ήταν µόνο τρεις (αναδει-

κνυόµενες από τις προσεγγίσεις DA). Επέτυχαν τα υψηλότερα ποσοστά στην οµαδοποίηση/ταξι-

νόµηση των δειγµάτων και επιβεβαίωσαν µε αυτόν τον τρόπο την ιδιαίτερη σηµασία τους.  
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Συνοπτικά, οι τεχνικές ANN υπερείχαν των υπολοίπων, εκπληρώνοντας τρεις βασικούς 

στόχους:  

1. Επιτυχή οµαδοποίηση των θέσεων δειγµατοληψίας. 

2. Επιτυχή ταξινόµηση νέων δειγµάτων και εποµένως δηµιουργία ενός ανθεκτικού και µε 

ακρίβεια µοντέλου. 

3. Επιτυχή αξιολόγηση των κρισίµων µεταβλητών. Οι διαδικασίες βελτιστοποίησης των 

µοντέλων ANN αξιολογούν τις µεταβλητές και απορρίπτουν αυτές που βρίσκονται σε 

“περίσσεια”.  

Ιδιαίτερα εντυπωσιακή υπήρξε η τεχνική Kohonen, η οποία παρουσιάζει δυο δυνα-

τότητες: λειτουργεί ταυτόχρονα ως κλασική µη επιβλεπόµενη τεχνική (επιτυγχάνοντας υψηλά 

ποσοστά ταξινόµησης), αλλά επιπλέον διαθέτει δυνατότητα µοντελισµού και ανάδειξης των 

κρίσιµων µεταβλητών (υπερέχοντας για παράδειγµα της κλασικής CA).  

Για τη δεύτερη βάση δεδοµένων (µέταλλα-µεταλλοειδή, ανόργανα στοιχεία σε δείγµατα 

ιζηµάτων από τρεις ιχθυοκαλλιέργειες της χώρας), οι απαιτήσεις αφορούσαν όχι µόνο τη 

διάκριση των σηµείων, τα οποία βρίσκονταν κοντά στον κλωβό εκτροφής των ψαριών ή µακρύ-

τερα από αυτόν, αλλά και µια περιβαλλοντική µελέτη των αποτελεσµάτων που περιγράφεται 

αναλυτικά στο ηλεκτρονικό παράρτηµα αυτής της διατριβής (  ΚΕΦ. 2, Π).  

Χρησιµοποιήθηκαν κλασικές τεχνικές (KNN, DA), αλλά και CT, ANN. Η κύρια µετα-

βλητή που κυριάρχησε σε όλους τους διαχωρισµούς µεταξύ των σηµείων που βρίσκονταν κοντά 

ή µακριά από τους κλωβούς, ήταν ο P. Κρίσιµες αναδείχθηκαν επίσης οι µεταβλητές N, Cu, Cd, 

C, Zn και λιγότερο τα Mn και Pb. Όλα τα µοντέλα (DA, CT, ANN) µε τη χρήση µίας 

µεταβλητής µπόρεσαν να δώσουν ιδιαίτερα υψηλά ποσοστά προβλέψεων. Τα ANN µε µικρό-

τερη οµάδα εκπαίδευσης, έδωσαν εφάµιλλα των άλλων µεθόδων αποτελέσµατα. Ακόµα και το 

γραµµικό µοντέλο ANN µε µία µόνο µεταβλητή και ένα απλό αλγόριθµο έδωσε υψηλά 

ποσοστά. 

Γενικότερο συµπέρασµα αποτελεί η επιβάρυνση του θαλάσσιου πυθµένα µε ανόργανα 

θρεπτικά συστατικά που περιέχονται στις τεχνητές τροφές µε τις οποίες εκτρέφονται τα ψάρια. 

Το ίδιο επισηµαίνεται για τα µέταλλα Cd (ιδιαίτερα τοξικό) και Zn. Τεχνητά παρασκευασµένες 

ιχθυοτροφές /ιχθυάλευρα και συµπληρώµατα φαίνεται να επιβαρύνουν το θαλάσσιο πυθµένα, µε 

ανόργανα και µεταλλικά στοιχεία [245] που ανακυκλώνονται και βιοσυσσωρεύονται µεταφέ-

ροντας το πρόβληµα. 

Για την τρίτη βάση δεδοµένων, χρησιµοποιήθηκαν δυο προσεγγίσεις για την ταξινόµηση 

των ελαιολάδων µε βάση τη γεωγραφική τους προέλευση: 

� συνειδητή/προσεχτική επιλογή των οµάδων εκπαίδευσης και ελέγχου µε βάση τις DA 

roots των δεδοµένων και, 
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� τυχαία επιλογή των αντίστοιχων οµάδων των δειγµάτων. 

Επιβλεπόµενες τεχνικές όπως CT (3 µέθοδοι) και ANN (µοντέλα MLP, RBF) χρησι-

µοποιήθηκαν και στις δυο προσεγγίσεις. Η χρήση της πρώτης προσέγγισης έδωσε γενικά καλά 

ποσοστά ακρίβειας στις οµάδες εκπαίδευσης και ελέγχου. Αντίθετα, στη δεύτερη κλασική 

προσέγγιση παρατηρήθηκαν γενικά φαινόµενα υπερ-προσαρµογής των µοντέλων, προφανώς 

λόγω του µεγάλου αριθµού µεταβλητών (10) αναλογικά µε τον αριθµό των δειγµάτων (97) και 

τις οµάδες ταξινόµησης (4). Κατά την αξιολόγηση των αρχικών µεταβλητών κατά την οποία δεν 

υπήρχε µεγάλη οµοφωνία των τεχνικών που χρησιµοποιήθηκαν, τα Gd, Sm, Tm, Dy Pr, ανα-

δείχθηκαν οι κρισιµότερες από αυτές.  

Ειδικότερα, τα ANN έδωσαν τα καλύτερα αποτελέσµατα συγκρινόµενα µε άλλες 

επιβλεπόµενες τεχνικές. Το βέλτιστο µοντέλο επέτυχε ακρίβεια 73,5 και 72,9 % για τις οµάδες 

εκπαίδευσης και ελέγχου αντίστοιχα, όταν DA και CT (LCM) δίνουν 76,3 % (για την οµάδα 

εκπαίδευσης) και 81,6 / 60,4 % (τις οµάδες εκπαίδευσης και ελέγχου) αντίστοιχα. 

Καταλήγοντας, οι ANN αρχιτεκτονικές και αλγόριθµοι φάνηκε να έχουν την ευελιξία 

αλλά και την αυτονοµία να επιτύχουν σε προβλήµατα οµαδοποίησης, ταξινόµησης, µοντε-

λισµού περισσότερο από κάθε άλλη τεχνική. Η εφαρµογή τους σε περισσότερες βάσεις 

δεδοµένων θα το αποδείξει. 

Στο σηµείο αυτό ωστόσο, πρέπει να τονιστούν ορισµένα κρίσιµα σηµεία σχετικά µε την 

ορθή χρήση των παραδοσιακών στατιστικών τεχνικών και τη σύγκριση τους µε τις ANN 

αρχιτεκτονικές: 

1. Στη βιβλιογραφία αναφέρονται περιπτώσεις όπου τα ANN αποδίδουν χειρότερα από τις 

γραµµικές παραδοσιακές τεχνικές. Ο λόγος εδώ είναι ότι οι συσχετίσεις είναι 

πραγµατικά γραµµικές χωρίς µεγάλες αποκλίσεις. Έτσι δεν µπορούµε να αναµένουµε 

από τα νευρωνικά δίκτυα να “λειτουργούν” καλύτερα από τα γραµµικά µοντέλα σε 

γραµµικά συσχετιζόµενα δεδοµένα. Με άλλα λόγια, δεν χρησιµοποιείται η κατάλληλη 

συνάρτηση για να περιγράψει τα δεδοµένα [69]. 

2. Τα µοντέλα ANN στην παρούσα εργασία “δοκιµάστηκαν” σε νεώτερα ή εξωτερικά 

δείγµατα που δεν µετείχαν στη διαµόρφωσή τους. Αυτό έγινε και στις  παραδοσιακές 

µεθόδους (όπως για παράδειγµα µε τη χρήση της CV ή ανεξάρτητης οµάδας ελέγχου). 

∆υστυχώς όµως, στις παραδοσιακές τεχνικές η επικύρωση δεν αποτελεί “default” διαδι-

κασία, µε αποτέλεσµα η απουσία τέτοιας επικύρωσης/αξιολόγησης τελικά να ευνοεί τα 

αποτελέσµατα των τελευταίων. 

3. Από την άλλη πλευρά, η σηµασία των παραδοχών για τις παλαιότερες στατιστικές 

µεθόδους είναι µεγάλη, αλλά το γεγονός αυτό δεν φαίνεται γενικά να λαµβάνεται 

σοβαρά υπόψη από συγγραφείς και ερευνητές σε όλο τον κόσµο [176]. Για παράδειγµα, 
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σύµφωνα µε τον Ainsworth [265], µόνο αν υπάρχουν πάνω από 20 δείγµατα σε κάθε 

οµάδα η DA µπορεί να θεωρηθεί “ανθεκτική” σε περιπτώσεις µη κανονικής κατανοµής. 

Έτσι, η σοβαρότερη θεώρηση αυτών των παραδοχών θα µπορούσε ίσως να οδηγήσει σε 

καλύτερα αποτελέσµατα σε κάποιες από αυτές τις µεθόδους. 

4. Στην εργασία αυτή αλλά και γενικότερα, τα τελικά µοντέλα ANN είναι βελτιστο-

ποιηµένα. Αντίθετα τέτοιες προσπάθειες σπάνια γίνονται για τις παλαιότερες στατι-

στικές µεθόδους [176]. 

5. Οι παραδοσιακές στατιστικές µέθοδοι στηρίζονται γενικά σε γραµµικά µοντέλα. 

Ωστόσο, τα µη γραµµικά µοντέλα αποδεικνύονται γενικά ισχυρότερα σε αυτό-εκπαιδευ-

όµενες τεχνικές [122]. Έτσι, η σύγκριση µεταξύ των ANN και άλλων πιο συµβατικών 

τεχνικών ανάγεται τελικά σε αντιπαράθεση µεταξύ µη γραµµικών και γραµµικών 

µοντέλων, η οποία δεν θα µπορούσε µε κανένα τρόπο να ευνοήσει τα τελευταία.  

6. Όπως τα γραµµικά µοντέλα, έτσι και τα ANN έχουν αδυναµίες αλλά και µεγάλες 

δυνατότητες. Έχουν χαρακτηριστικά που τα κάνουν κατάλληλα για µια µεγάλη ποικιλία 

προβληµάτων, αλλά σίγουρα δεν αποτελούν πανάκεια λύση. Πιστεύεται ότι γενικά είναι 

κατάλληλα για µεγάλες βάσεις δεδοµένων µε µη γραµµική δοµή [69].  

Εξάλλου,  δεν υπάρχει “πανάκεια” µέθοδος ικανή να αντιµετωπίσει όλους τους τύπους 

των προβληµάτων. Συµπληρωµατικές πληροφορίες µπορεί να “αντλούνται” συνολικά από 

παλαιότερες και σύγχρονες µεθόδους όπως τα ANN. Τα τελευταία, (οι πιο σύνθετες από µαθη-

µατικής άποψης τεχνικές), δεν είναι πάντα η καλύτερη επιλογή, καθώς για παράδειγµα απλές 

προσεγγίσεις όπως η ΚΝΝ δεν θα πρέπει να απορρίπτονται a priori: το απλό δεν είναι πάντα 

κακό [5]. Έτσι, τα ANN θα πρέπει να θεωρούνται εναλλακτικές τεχνικές στις πιο παραδοσιακές 

και όχι ως η λύση σε προηγούµενες αποτυχίες ή διαφορετικά, “όταν η σκόνη έχει κατακάτσει, 

συνήθως ανακαλύπτουµε ότι η νέα τεχνική δεν είναι µια θαυµατουργή γιατρειά για όλα, ούτε 

µια ολοκληρωτική καταστροφή, αλλά ένα νέο εφόδιο στην εργαλειοθήκη µας το οποίο δουλεύει 

καλά σε κάποιες περιπτώσεις και άλλες όχι” [76, 266]. ∆εν υπάρχει µέθοδος, που θα µπορού-

σαµε να ισχυριστούµε ότι είναι ανώτερη στην οµαδοποίηση, ταξινόµηση ή “µοντελοποίηση”. Σε 

κάθε εφαρµογή, η επιλογή της καλύτερης µεθόδου, δεν µπορεί να επιτευχθεί µέσω εικασιών ή 

υποθέσεων, χωρίς πρότερη έρευνα, µελέτη και κατεργασία των δεδοµένων. Έτσι οι δυνητικοί 

χρήστες των ANN, θα πρέπει πάντα να προσφεύγουν και στις παλαιότερες µεθόδους πριν απο-

κτήσουν επαρκή γνώση των δεδοµένων. Επιπλέον, πρέπει ο καθένας να µην ενθουσιάζεται µε 

οποιοδήποτε νέο “εργαλείο”, µόνο από το γεγονός ότι απλά είναι νέο. Οποιαδήποτε µέθοδος, 

όσο και αν φαίνεται αποτελεσµατική, µπορεί πολύ εύκολα να αποτύχει αν τα δεδοµένα δεν 

συσχετίζονται ή δεν αντιπροσωπεύουν επαρκώς την πληροφορία που “κυνηγούµε”, ή ο χρήστης 

δεν ξέρει ακριβώς τι ζητά ή δεν έχουν δοκιµαστεί και άλλες µέθοδοι. Η χρήση των ANN, όπως 
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και των άλλων µεθόδων, απαιτεί καλή θεωρητική γνώση και σοβαρή πειραµατική εργασία, ώστε 

να εξαχθεί πραγµατικά η πληροφορία που “κρύβουν” τα δεδοµένα [79]. 

Τελικά, η εφαρµογή στατιστικών µεθόδων σε µεγάλες ή µικρές βάσεις δεδοµένων 

φαίνεται να απαιτεί πολλαπλές δοκιµές, εµπειρία σε παρόµοιες διαδικασίες, χρήση των κατάλ-

ληλων κριτηρίων σύγκρισης, υπεύθυνη και αντικειµενική ερµηνεία των αποτελεσµάτων.  
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ΚΕΦ. 1 ΚΛΑΣΙΚΕΣ ΜΕΘΟ∆ΟΙ 

1.1. ∆ΙΑΧΩΡΙΣΤΙΚΗ ΑΝΑΛΥΣΗ (DISCRIMINANT ANALYSIS) 

 

Η F-ratio παράµετρος ορίζεται ως ο λόγος των between groups (ανάµεσα στις 

οµάδες) και των within group (στην ίδια οµάδα) διακυµάνσεων (βλ. σχέση 1.2 παρακάτω). 

Οι µεταβλητές µε τα υψηλότερα F-ratios έχουν την καλύτερη διαχωριστική ικανότητα [1, 

2]. Η παράµετρος λj δε, που ονοµάζεται Wilks’ lambda/variable, ορίζεται για κάθε 

µεταβλητή j και είναι ο λόγος ανάµεσα στο άθροισµα των τετραγώνων των διακυµάνσεων 

για τα within group δείγµατα σjg και το τετράγωνο της συνολικής διακύµανσης σj της 

µεταβλητής αυτής: 

                                λj = 
1)-(N

1)-(n

2
j

G

1g
g

2
jg

σ

σ∑
=

                                   (1.1) 

όπου: G ο αριθµός των οµάδων, Ν ο συνολικός αριθµός των δειγµάτων και ng ο αριθµός 

των δειγµάτων στην οµάδα g [3]. Είναι δηλαδή το ποσοστό της διακύµανσης το οποίο δεν 

εξηγείται από το µοντέλο της ανάλυσης διακύµανσης για µια µεταβλητή [4]. Η 

παράµετρος Wilks’ lambda/variable κυµαίνεται σε ένα εύρος 0 – 1 για τέλεια και καµιά 

διαχωριστική ικανότητα αντίστοιχα [3, 4, 5]. Η τιµή 0 σηµαίνει ότι οι οµάδες διαφέρουν 

µεταξύ τους (ως προς τη συγκεκριµένη µεταβλητή), ενώ η τιµή 1, ότι όλες οι οµάδες είναι 

το ίδιο. Η παράµετρος Wilks’ lambda/variable ορισµένες φορές ονοµάζεται U statistic [6]. 

Η τιµή της δίνει το συνολικό Wilks’ lambda/variable µετά την αποµάκρυνση της 

αντίστοιχης µεταβλητής [7]. 

Το πηλίκο lambda(after)/lambda(before) (όπου το after (µετά), αφορά την παρά-

µετρο Λ (Wilks’ lambda/model) µετά την προσθήκη µιας µεταβλητής σε σχέση µε την 

προηγούµενη/πριν (before) τιµή ονοµάζεται Partial lambda, και σχετίζεται µε το F-ratio 

µε βάση τη σχέση: 

           F-ratio = 
1G

GpN

−
−−

× 
lambdapartial

lambdapartial1−
 = 

Λ
Λ−1

            (1.2) 

όπου: G ο αριθµός των οµάδων Ν o αριθµός των δειγµάτων, και p ο αριθµός των µετα-

βλητών.  

Η παράµετρος Λ (Wilks’ lambda/model) του µοντέλου δίνεται από τη σχέση: 

                                       Λ = 
∑
∑

−

−
2

ig

2
gig

)YY(

)YY(
 = 

total

within
                          (1.3) 
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όπου: Υ τα σκορ (βλ. σχέση 2.1) και ειδικότερα, Yig το σκορ του δείγµατος i που ανήκει 

στην οµάδα g, gY  το µέσο σκορ των δειγµάτων της οµάδας g και Y  το µέσο σκορ όλων 

των δειγµάτων [8]. Η παράµετρος Wilks’ lambda/model χρησιµοποιείται για να ελέγξει 

την κρισιµότητα µιας LDF ως σύνολο (πόσο καλά µια διαχωριστική συνάρτηση διαχωρίζει 

τα δείγµατα σε οµάδες). Όσο µικρότερο είναι το Λ, τόσο σηµαντικότερη η διαχωριστική 

συνάρτηση. Σηµαντικό Λ σηµαίνει ότι κάποιος µπορεί να απορρίψει τη µηδενική υπόθεση 

ότι δυο ή περισσότερες οµάδες έχουν τις ίδιες µέσες τιµές σκορ, οπότε το µοντέλο µπορεί 

να τις διαχωρίσει [6]. Ισούται µε το κλάσµα της συνολικής διακύµανσης  των σκορ που 

δεν ερµηνεύεται από τις διαφορές ανάµεσα στις οµάδες [9]. 

Η παράµετρος partial lambda αφορά τη συνεισφορά της κάθε µεταβλητής στο 

µοντέλο για την επίτευξη του διαχωρισµού των οµάδων [7].  Η διαχωριστική ικανότητα 

της κάθε µεταβλητής, είναι τόσο καλύτερη όσο µικρότερη είναι η τιµή του partial lambda 

(τιµές 0,0 και 1,0 δηλώνουν και εδώ τέλεια και καµιά διαχωριστική ικανότητα της 

µεταβλητής αντίστοιχα) [5, 7]. 

Υπολογιστικά λοιπόν η LDA, φαίνεται να έχει µεγάλες οµοιότητες µε την 

Ανάλυση της διακύµανσης (Analysis of variance, ANOVA). Ας αναφέρουµε εδώ ένα 

παράδειγµα: ας υποθέσουµε ότι µετράµε το ύψος σε ένα τυχαίο πληθυσµό που αποτελείται 

από 50 άντρες και 50 γυναίκες. Γενικά (κατά µέσο όρο), οι γυναίκες είναι κοντύτερες των 

αντρών και αυτό θα αντανακλάται στη µέση τιµή της µεταβλητής (ύψος). Έτσι, το ύψος 

µας επιτρέπει να διαχωρίσουµε τους άντρες από τις γυναίκες µε µια καλύτερη πιθανότητα 

από ένα τυχαίο διαχωρισµό: αν κάποιο άτοµο είναι ψηλό, είναι πιθανότατα άντρας, αν 

είναι κοντύτερο, είναι γυναίκα [7]. 

 

 

1.2. ΑΝΑΛΥΣΗ ΚΥΡΙΩΝ ΣΥΝΙΣΤΩΣΩΝ (PRINCIPAL COMPONENTS 

ANALYSIS) 

1.2.1. Θεωρία  

 
Μπορούµε να θεωρήσουµε την PCA ως µια περιστροφή των αξόνων έτσι, ώστε η 

PC1 να απεικονίζει την κατεύθυνση της µέγιστης διακύµανσης, η PC2 την επόµενη κ.ο.κ. 

Συνήθως όµως µόνο οι PC1 και PC2 απεικονίζουν σε µόνο δυο διαστάσεις τα αρχικά 

δεδοµένα, ώστε να επιτυγχάνεται τελικά µείωση των αρχικών n-διαστάσεων [10]. 
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Μπορούµε λοιπόν να φανταστούµε ένα σύστηµα δυο αξόνων Χ1, Χ2 (µε µερικά 

σηµεία να απεικονίζονται σε αυτό, σχ. 1.1(α)) που να περιστρέφεται διαρκώς, ώσπου να 

βρεθεί η καλύτερη γωνία θ ανάµεσα στον αρχικό οριζόντιο άξονα Χ1 και το νέο Χ1* (σχ. 

1.1(β)). Η γωνία αυτή εξασφαλίζει την περιγραφή της µέγιστης διακύµανσης από το νέο 

άξονα.   
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(α) 

 

(β) 

Σχήµα 1.1: Νέος άξονας Χ1* και προβολή των αρχικών σηµείων σε αυτόν (α). 

Ποσοστό της ολικής διακύµανσης που απεικονίζει ο άξονας Χ1* για κάθε γωνία θ (β) 

[11]. 

 

Το πρώτο βήµα για την PCA είναι η εύρεση ενός αρχικού συµµετρικού πίνακα 

δεδοµένων: διακυµάνσεων-συνδιακυµάνσεων (variance-covariance ή covariance matrix) 



12 / 84 

ή συσχετίσεων (correlation matrix) των µεταβλητών [12, 13]. Οι πίνακες αυτοί περιέχουν 

αντίστοιχα τις διακυµάνσεις/συνδιακυµάνσεις ή τους γνωστούς συντελεστές συσχέτισης 

Pearson (correlation coefficient) δυο µεταβλητών x, y:  

        συντελεστής Pearson = 
2

i
i

2

i
i

i
ii

)yy()xx(

)yy)(xx(

∑∑

∑

−−

−−
           (1.4) 

Όταν χρησιµοποιείται ο πίνακας διακυµάνσεων, η ανάλυση επηρεάζεται από τις 

διαφορές στο µέγεθος των τιµών διακυµάνσεων των µεταβλητών. Έτσι, µια ανάλυση 

βασισµένη στο πίνακα διακυµάνσεων είναι κατάλληλη µόνο όταν η ανίχνευση τέτοιων 

διαφορών σχετίζεται µε το πρόβληµα που µελετάται [7]. Ενδέχεται δηλαδή, η διαφορά 

στις διακυµάνσεις να περιέχει πληροφορία πολύτιµη για το θέµα που εξετάζουµε. Ίσως 

λοιπόν κάποιες µεταβλητές να πρέπει να θεωρηθούν πως έχουν µεγαλύτερο βάρος εξαιτίας 

της διακύµανσής τους και εποµένως θέτοντας όλες τις µεταβλητές να έχουν το ίδιο βάρος 

χάνουµε χρήσιµη πληροφορία [4]. 

Στις περισσότερες των περιπτώσεων ωστόσο, αυτές οι διαφορές δεν ενδιαφέρουν 

γιατί αυτές σχετίζονται µε διαφορές στις µονάδες µέτρησης. Για παράδειγµα, ας υποθέ-

σουµε ότι χρησιµοποιούνται δυο διαφορετικές σειρές µετρήσεων θερµοκρασίας, σε 

µονάδες Celcius και Fahrenheit. Η πρώτη PCA συνιστώσα που ανιχνεύει τη µέγιστη 

διακύµανση µεταξύ των µεταβλητών, θα αντανακλούσε τότε τη διαφορά των µονάδων 

στις δυο σειρές µετρήσεων. Αντίθετα, αν η ανάλυση γίνει µε τη χρήση του πίνακα συσχε-

τίσεων, αποφεύγονται τέτοια προβλήµατα. Ο πίνακας συσχετίσεων δεν είναι τίποτα άλλο 

από τον πίνακα διακυµάνσεων των κανονικοποιηµένων (standardized) µεταβλητών [7]. 

Στην πράξη ωστόσο, είναι ασαφές ποιο από τους δύο πίνακες πρέπει να 

χρησιµοποιούµε. Μια καλή στρατηγική είναι να αποφεύγουµε τον πίνακα διακύµανσης 

όταν υπάρχουν κάποιες µεταβλητές µε πολύ µεγαλύτερη διακύµανση από ότι οι υπόλοιπες. 

Αν όµως οι διακυµάνσεις διαφέρουν, αλλά είναι συγκρίσιµες (π.χ. αναφέρονται σε ίδιες 

µονάδες), θα ήταν δόκιµο να χρησιµοποιούµε αυτή την πληροφορία. Εναλλακτικά θα 

µπορούσε κανείς να µετασχηµατίσει τα δεδοµένα του ώστε να γίνουν συγκρίσιµες οι 

διακυµάνσεις [4]. 

Σύµφωνα µε τα παραπάνω, τα αποτελέσµατα που θα εξαχθούν από την PCA δεν 

είναι ανεξάρτητα από τις µονάδες µέτρησης που χρησιµοποιούνται για κάθε µεταβλητή 

[13]. Έτσι, οι µεταβλητές πρέπει να µετρούνται όλες µε την ίδια κλίµακα. Όταν δεν 

συµβαίνει αυτό, συνήθως γίνεται µετατροπή των αρχικών µεταβλητών µε: 
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� αφαίρεση της µέσης τιµής (mean-centering) από κάθε τιµή και διαίρεση µε την 

τυπική απόκλιση (standardization) (§ 2.2.9).  

Η πρώτη επεξεργασία (mean-centering) γίνεται ουσιαστικά (µε βάση τους 

ορισµούς διακύµανσης/συνδιακύµανσης), ακόµα και για τη συνήθη διαδικασία της 

εύρεσης του πίνακα δεδοµένων που περιλαµβάνει τις συναρτήσεις αυτές (variance-

covariance matrix), ενώ σε συνδυασµό µε τη δεύτερη (standardization) αποτελούν τη 

διαδικασία για την εύρεση του πίνακα δεδοµένων που περιλαµβάνει τις συσχετίσεις 

(correlation matrix), και ακολουθείται στις περιπτώσεις διαφορετικής κλίµακας των µετα-

βλητών.  

Το δεύτερο βήµα για την PCA, είναι η εξαγωγή των ιδιοανυσµάτων (eigenvectors) 

που ειδικά στην περίπτωση αυτή αποτελούν τις συνιστώσες (components). Τα ιδιο-

ανύσµατα αποτελούν µια ειδική περίπτωση στον πολλαπλασιασµό πινάκων. Αν ένας 

τετραγωνικός πίνακας πολλαπλασιαστεί από δεξιά µε ένα διάνυσµα, χωρίς να αλλάζει τη 

διεύθυνση αυτού, το διάνυσµα ονοµάζεται ιδιοάνυσµα (eigenvector) του πίνακα αυτού. Το 

πρόθεµα eigen προέρχεται από την αντίστοιχη γερµανική λέξη που σηµαίνει έµφυτος 

(ενδογενής). Ένα παράδειγµα φαίνεται παρακάτω: 

                                







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
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Στην πρώτη σχέση (1.5) το διάνυσµα (1, 3) δεν είναι ιδιοάνυσµα, γιατί όταν 

πολλαπλασιάζεται µε τον τετραγωνικό πίνακα, δεν προκύπτει ακέραιο πολλαπλάσιό του. 

Αντίθετα, στη δεύτερη περίπτωση (σχέση 1.6), το διάνυσµα (3, 2) είναι ιδιοάνυσµα, γιατί 

κατά τον πολλαπλασιασµό, προκύπτει διάνυσµα 4 φορές πολλαπλάσιο του εαυτού του. 

Άρα η διεύθυνση του διανύσµατος δεν αλλάζει. Η τιµή 4 αποτελεί την ιδιοτιµή (eigen-

value), του ιδιοανύσµατος. Άρα, ιδιοανύσµατα και ιδιοτιµές βρίσκονται πάντα σε ζευγά-

ρια. 

Τα ιδιοανύσµατα δεν υπάρχουν σε όλους τους τετραγωνικούς πίνακες. Σε όσους 

n×n πίνακες υπάρχουν ωστόσο, είναι πάντα n [14]. (Στην πραγµατικότητα, ο µέγιστος 

αριθµός των ιδιοανυσµάτων/ιδιοτιµών είναι n: ο αριθµός µπορεί να είναι µικρότερος µε 

την έννοια ότι κάποιες τιµές είναι πολλαπλές λύσεις [15]). Τα ιδιοανύσµατα είναι πάντα 

ανεξάρτητα (ορθογώνια) µεταξύ τους και κατά την εξαγωγή τους συνήθως επιλέγονται 
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από µαθηµατικούς και λογισµικά του εµπορίου, εκείνα που έχουν άθροισµα 1 (για 

παράδειγµα το διάνυσµα (0,8, 0,6), µε 22 6,08,0 + = 1). Έτσι, διευκολύνονται οι 

υπολογισµοί χωρίς να αλλάζει η διεύθυνση αυτών. 

Τα ιδιοανύσµατα ενός τετραγωνικού πίνακα δίνουν πληροφορίες για τα δεδοµένα 

αυτού. Απεικονίζουν τη συσχέτιση των δεδοµένων του πίνακα και µάλιστα εµπεριέχουν 

την πληροφορία αυτή κατά σειρά αύξουσας ιδιοτιµής: το ιδιοάνυσµα µε τη µεγαλύτερη 

ιδιοτιµή παρέχει περισσότερη πληροφορία κ.ο.κ. Το σχήµα 1.2 που ακολουθεί δίνει µια 

εικόνα των παραπάνω: το πρώτο από τα ιδιοανύσµατα (διακεκοµµένη διαγώνιος από κάτω 

αριστερά προς τα πάνω δεξιά) περιγράφει τη µέγιστη πυκνότητα των σηµείων, σαν να 

χαρασσόταν η best of fit ευθεία. Το δεύτερο δίνει την επόµενη λιγότερη σηµαντική 

διασπορά των σηµείων [14].  

 

 

Σχήµα 1.2: ∆ιάγραµµα δεδοµένων (σηµειωµένα µε +) και των ιδιοανυσµάτων του 

πίνακα διακύµανσης αυτών (διαγώνιες διακεκοµµένες γραµµές) [14]. 

 

Tο πιο σηµαντικό όµως βήµα της ανάλυσης το οποίο δυστυχώς δεν έχει εύκολη και 

κοινώς αποδεκτή απάντηση είναι η απόφαση για το πόσες συνιστώσες θα αξιοποιηθούν 

τελικά. Eπιλέγοντας προφανώς λιγότερες κύριες συνιστώσες από όσες αρχικές µετα-

βλητές, χάνουµε πληροφορία. Αυτό είναι το κόστος, για το κέρδος µας να µειώσουµε τις 
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διαστάσεις του προβλήµατος. Ωστόσο, συνήθως ενδιαφερόµαστε για κάποιο µικρότερο 

αριθµό συνιστωσών [4].  

Στη βιβλιογραφία υπάρχουν πολλά κριτήρια τα οποία θα προσπαθήσουµε να 

περιγράψουµε. Αυτά είναι: 

� Το κριτήριο Kaiser, σύµφωνα µε το οποίο επιλέγονται οι παράγοντες για τους 

οποίους οι ιδιοτιµές είναι τουλάχιστον 1. Έτσι, έστω λj οι ιδιοτιµές. Το κριτήριο 

αυτό λέει να πάρουµε τόσες ιδιοτιµές όσες είναι µεγαλύτερες από: 

λ  = ∑λ
j

j  

δηλαδή µεγαλύτερες από τη µέση τιµή των ιδιοτιµών. Στην περίπτωση που 

δουλεύουµε µε πίνακα συσχετίσεων, ισχύει λ  =1 και εποµένως επιλέγουµε τόσες 

συνιστώσες όσες και οι ιδιοτιµές µεγαλύτερες της µονάδας.  

Το κριτήριο συνήθως υπερεκτιµά τον αριθµό των συνιστωσών που χρειάζονται [4]. 

� Το κριτήριο Cattell (διάγραµµα διαλογής ή scree plot). Το διάγραµµα διαλογής 

είναι ένα γράφηµα που έχει στον οριζόντιο άξονα τη σειρά των ιδιοτιµών και στον 

κάθετο άξονα την τιµή της κάθε ιδιοτιµής. Σύµφωνα µε το κριτήριο αυτό, πρέπει 

να βρεθεί το σηµείο που υπάρχει οµαλή µείωση των ιδιοτιµών προς το σηµείο 

µηδέν (επιλέγονται οι παράγοντες πριν το σηµείο απότοµης µείωσης της κλίσης της 

καµπύλης [11]) ή αλλιώς να πάρουµε τόσες συνιστώσες µέχρι το γράφηµα να 

αρχίσει να γίνεται περίπου επίπεδο [4]. 

Το κριτήριο είναι αρκετά υποκειµενικό (δύσκολο να βρεθεί που αλλάζει η κλίση 

του διαγράµµατος).  

� Ποσοστό συνολικής διακύµανσης που εξηγούν οι συνιστώσες: επιλέγονται 

τόσοι παράγοντες ώστε να ερµηνεύεται τουλάχιστον το 80 ή 90 % της συνολικής 

διακύµανσης [4, 13, 16]. Το κριτήριο αυτό στην πράξη δεν δίνει τα καλύτερα 

αποτελέσµατα, ιδίως αν ο στόχος είναι αρκετά υψηλός. Επίσης δεν είναι ξεκάθαρο 

ποιο ποσοστό της διακύµανσης πρέπει να βάλουµε ως στόχο [4]. 

� Ποσοστό της διακύµανσης των αρχικών µεταβλητών που ερµηνεύεται. Το 

κριτήριο αυτό διαλέγει τόσες συνιστώσες ώστε να ερµηνεύεται για κάθε µεταβλητή 

ένα προκαθορισµένο υψηλό ποσοστό. Οµοίως, ποιο είναι αυτό το ποσοστό είναι 

υποκειµενικό. Επίσης µπορεί κάποια µεταβλητή να µην ερµηνεύεται σωστά και 

αυτό να οδηγήσει σε µεγάλο αριθµό συνιστωσών [4]. 
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1.2.2. Παράδειγµα κατανόησης 1 (PCA)   

 
Παρακάτω περιγράφεται ένα παράδειγµα κατανόησης της PCA µε χρήση της άλγε-

βρας πινάκων [11]. Οι υπολογισµοί που ακολουθούν είναι δύσκολο να γίνουν χωρίς τη 

χρήση ηλεκτρονικού υπολογιστή, γι’ αυτό θα χρησιµοποιηθούν απλά δεδοµένα, όπως αυτά 

που απεικονίζονται στον πίνακα 1.1. Οι αρχικές µεταβλητές Χ1, Χ2 µε διακυµάνσεις 2,12 

και 1,58 αντίστοιχα (πίνακας 1.1) πρέπει να µετασχηµατιστούν σε άλλες Ζ1, Ζ2, έτσι ώστε 

η ίδια συνολική διακύµανση να “κατανεµηθεί” διαφορετικά και η Ζ1 να εκφράζει όσο το 

δυνατό µεγαλύτερο ποσοστό. Επιπλέον, οι νέες µεταβλητές πρέπει να είναι γραµµικοί συν-

δυασµοί των αρχικών, µε το άθροισµα των τετραγώνων των συντελεστών εξάρτησης 

(φορτίσεις) ίσο µε τη µονάδα και ανεξάρτητες µεταξύ τους. Οι τρεις αυτές συνθήκες 

εκφράζονται µε τις παρακάτω σχέσεις 1.7: 

           Ζ1 = x11 X1 + x12 X2
                 Ζ2 = x21 X1 + x22 X2                       

                 x11
2 + x12

2 = 1                     x21
2 + x22

2 = 1 

                                 x11x21 + x12x22 = 0 

 

Πίνακας 1.1: Αρχικές τιµές υποθετικών µεταβλητών και standardization αυτών. 

Χ1 Χ2 

Α/Α 
Αρχική 

µεταβλητή 
Μετά από 

standardization 
Αρχική 

µεταβλητή 
Μετά από 

standardization 

1 12 -0,471 10 -1,265 

2 15 0,943 13 0,632 

3 15 0,943 14 1,265 

4 13 0,000 12 0,000 

5 10 -1,414 11 -0,632 

Μέση τιµή 13 0,000 12 0,000 

Τυπική   
απόκλιση 

2,121 1,000 1,581 1,000 

∆ιακύµανση 4,500 1,000 2,500 1,000 

 

Οι νέες τιµές (µετά από standardization) των Χ1, Χ2 µπορούν να απεικονιστούν µε 

τη µορφή αλγεβρικού πίνακα: 

(1.7) 
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                               Α = 























−

−−

632,0414,1

000,0000,0

265,1943,0

632,0943,0

265,1471,0

                          (1.8) 

Στη συνέχεια δηµιουργείται ο πίνακας συσχέτισης R: 

R = A×A΄= 
 























−

−−

632,0414,1

000,0000,0

265,1943,0

632,0943,0

265,1471,0

× 








−−

−

632,0000,0265,1632,0265,1

414,1000,0943,0943,0471,0
 = 









1,0000,922

0,9221,000
 

 

Υπολογίζουµε τις ιδιοτιµές και τα ιδιοανύσµατα: 

Ιλ−R  = 0 ⇔ 







λ−









10

01

1,0000,922

0,9221,000
 = 0 ⇔ ………............ 

                                         ⇔ λ1 = 1,922 και λ2 = 0,078                             (1.9) 

Το άθροισµα των ιδιοτιµών είναι ίσο µε το ίχνος (trace) του αρχικού πίνακα R (όταν αυτός 

αφορά αποκλειστικά συσχετίσεις και όχι διακυµάνσεις): 

1,922 + 0,078 = 1,000 + 1,000 = 2 

Η λ1 είναι η διακύµανση της πρώτης κύριας συνιστώσας και η λ2 της δεύτερης. Το 

ποσοστό της διακύµανσης που εκφράζει κάθε συνιστώσα είναι: 

∆ιακύµανση (λ1) = 
2

922,1
× 100 = 96,1 % 

∆ιακύµανση (λ2) = 
2

078,0
× 100 = 3,9 % 

Είναι φανερή η “ανακατανοµή” στα ποσοστά των διακυµάνσεων καθώς οι διακυµάνσεις 

των αρχικών µεταβλητών Χ1, Χ2 αντιπροσώπευαν ποσοστά 64,3 και 35,7 αντίστοιχα (βλ. 

πίνακα 1.1). 

Το ιδιοάνυσµα Υ υπολογίζεται για κάθε eigenvalue από την εξίσωση: 

R×Y = λY.  
Έτσι αντίστοιχα για τα λ1, λ2 έχουµε: 
 










1,0000,922

0,9221,000
 









21

11

y

y
 = 1,922 









21

11

y

y
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








1,0000,922

0,9221,000
 









22

12

y

y
 = 0,078 









22

12

y

y
  

και τελικά αν θέσουµε y11 = 1 και y12 = -1: 

Y1 = 








0,1

0,1
 και Y2 = 







−

0,1

0,1
  

Τα τελευταία πρέπει να µετασχηµατιστούν ώστε το άθροισµα των τετραγώνων των 

στοιχείων τους να είναι ίσο µε τη µονάδα. Αυτό γίνεται υπολογίζοντας ένα συντελεστή k ο 

οποίος ισούται µε το αντίστροφο της τετραγωνικής ρίζας του αθροίσµατος των 

τετραγώνων των στοιχείων του πίνακα: 

                                                           k = 

∑ 2
iy

1
                             (1.10) 

Εποµένως βάση της σχέσης 1.10:   

k1 = 
22 11

1

+
 = 0,707 και k2 =  

22 1)1(

1

+−
 = 0,707 

και τελικά: 

Υ1 = 0,707 








0,1

0,1
 = 









707,0

707,0
   και    Υ2 = 0,707 







−

0,1

0,1
 = 







−

707,0

707,0
 

Για επαλήθευση µπορούµε να δούµε ότι: 










1,0000,922

0,9221,000
× 









707,0

707,0
 = 









359,1

359,1
 = 1,922  









707,0

707,0
 και  










1,0000,922

0,9221,000
× 







−

707,0

707,0
 = 







−

0551,0

0551,0
 = 0,078 







−

707,0

707,0
 

Άρα οι τιµές 1,922 και 0,078 αποτελούν τις eigenvalues των αντίστοιχων ιδιοανυσµάτων. 

Τα ιδιοανύσµατα αυτά µπορούν τώρα να παρουσιαστούν µε τη µορφή του πίνακα U: 

                                            U2x2 = 






 −

707,0707,0

707,0707,0
                        (1.11) 

Υπολογίζουµε τώρα τις κύριες συνιστώσες Ζ1, Ζ2 µε βάση την αρχική σχέση 1.7 

και τον πίνακα 1.1. Έτσι για την PC1 έχουµε: 

                                       Ζ1 = 0,707 X1 + 0,707 X2    και: 

z1 = 0,707 × (-0,471) + 0,707 × (-1,265) = -1,23 

……………… 

z5 = 0,707 × (-1,414) + 0,707 × (-0,632) = -1,45 

και για την PC2: 
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                                       Ζ2 = -0,707 X1 + 0,707 X2   και: 

z1 = -0,707 × (-0,471) + 0,707 × (-1,265) = -0,56 

……………… 

z5 = -0,707 × (-1,414) + 0,707 × (-0,632) = 0,55 

Όλες οι παραπάνω εξισώσεις µπορούν να απεικονιστούν µε τη µορφή πινάκων: 

                    Z = A×U = 























−

−−

265,1414,1

000,0000,0

265,1943,0

632,0943,0

265,1471,0

 × 






 −

707,0707,0

707,0707,0
         (1.12) 

 

1.2.3. Παράδειγµα κατανόησης 2 (PCA) 

 
Ας θεωρήσουµε τώρα για παράδειγµα 12 ενώσεις (Α, Β, C ….. ως L), των οποίων 

µετράµε την ένταση φθορισµού σε τέσσερα (4) µήκη κύµατος (300, 350, 400 και 450 nm) 

[10]. Ο πίνακας 1.2 απεικονίζει τις µετρήσεις. 

 

Πίνακας 1.2: Ένταση φθορισµού σε 4 διαφορετικά µήκη κύµατος σε 12 ενώσεις 

Μήκος κύµατος (nm) 
Ένωση 

300 350 400 450 

Α 16 62 67 27 

Β 15 60 69 31 

C 14 59 68 31 

D 15 61 71 31 

E 14 60 70 30 

F 14 59 69 30 

G 17 63 68 29 

H 16 62 69 28 

I 15 60 72 30 

J 17 63 69 27 

K 18 62 68 28 

L 18 64 67 29 
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Οι πίνακες 1.3 και 1.4 αποτελούν αντίστοιχα τους πίνακες διακυµάνσεων και 

συσχετίσεων της ανάλυσης. Τα έγχρωµα κελιά στον πίνακα 1.3 απεικονίζουν διακυ-

µάνσεις και όχι συνδιακυµάνσεις, εφόσον αναφέρονται στην ίδια µεταβλητή και όχι σε 

ζεύγος διαφορετικών µεταβλητών. Επιπλέον, στον πίνακα 1.4, τα αντίστοιχα κελιά 

περιέχουν την τιµή 1,00, εφόσον περιγράφουν τη συσχέτιση της µεταβλητής µε τον εαυτό 

της! Ο ίδιος πίνακας προκύπτει αν υπολογίσουµε τον πίνακα διακύµανσης των κανονι-

κοποιηµένων  µεταβλητών. 

 

Πίνακας 1.3: Πίνακας διακυµάνσεων των δεδοµένων του πίνακα 1.1 

 300 350 400 450 

300 2,20    

350 2,25 2,75   

400 -1,11 -1,16 2,26  

450 -1,48 -1,70 1,02 2,20 

 

Πίνακας 1.4: Πίνακας συσχετίσεων των δεδοµένων του πίνακα 1.1 

 300 350 400 450 

300 1,00    

350 0,914 1,00   

400 -0,498 -0,464 1,00  

450 -0,670 -0,692 0,458 1,00 

 

Τα αντίστοιχα διαγράµµατα φορτίσεων και σκορ φαίνονται στα σχήµατα 1.3 και 

1.4. Στο πρώτο σχήµα φαίνεται η συσχέτιση των αρχικών µεταβλητών (µηκών κύµατος) 

και στο δεύτερο η συσχέτιση των αντικειµένων (χηµικών ενώσεων). Έτσι γίνεται φανερό 

ότι από τα δυο πρώτα µήκη κύµατος (300 και 350 nm), κάποιο θα µπορούσε να 

παραληφθεί γιατί “µεταφέρουν” την ίδια πληροφορία. Επίσης οι χηµικές ενώσεις διαχω-

ρίζονται φανερά σε δυο οµάδες: C, F, B, E, D, I και A, L, G, K, H και J. 
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Σχήµα 1.3: ∆ιάγραµµα φορτίσεων (αφορά τις 4 µεταβλητές) 
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Σχήµα 1.4: ∆ιάγραµµα σκορ (αφορά τις 12 ενώσεις) 

 

Με τον τρόπο αυτό, όχι µόνο επιτυγχάνεται η επιθυµητή κατάταξη, αλλά επιπλέον 

ανιχνεύονται έκτροπες τιµές, όπως για παράδειγµα στην περίπτωση φρέσκων και κατε-
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ψυγµένων χυµών φρούτων µε τον προσδιορισµό µιας σειράς παραµέτρων που τους χαρα-

κτηρίζουν [17]. Οι δυο οµάδες διαχωρίζονται σαφώς (σχ. 1.5), ενώ ανιχνεύεται µε επιτυχία 

το σηµείο 7 ως έκτροπη τιµή.   

 

 

Σχήµα 1.5: ∆ιάγραµµα σκορ των δυο πρώτων κύριων συνιστωσών για το παράδειγµα των 

φρέσκων και κατεψυγµένων χυµών. Τα σηµεία 1-7 και 15 είναι φρέσκα δείγµατα, ενώ τα 

σηµεία 8-14 και 16 είναι κατεψυγµένα [17]. 

 

 
1.3. ΑΝΑΛΥΣΗ ΠΑΡΑΓΟΝΤΩΝ (FACTOR ANALYSIS) 

 

Μια εκτίµηση για το πόσο καλά µπορεί να δουλεύει ένα FA (Factor Analysis) 

µοντέλο, παίρνουµε από τις συµµετοχικότητες [11] (communalities) των µεταβλητών. 

Αυτές υπολογίζονται παίρνοντας το άθροισµα των τετραγώνων των φορτίσεων για κάθε 

µια µεταβλητή. Η συµµετοχικότητα για κάθε µεταβλητή δίνει το ποσοστό της 

διακύµανσης αυτής που είναι κοινό µε τις άλλες µεταβλητές και ερµηνεύεται από το 

σύνολο των παραγόντων που έχουν επιλεχθεί [18]. Με άλλα λόγια, αν για µια µεταβλητή 

Var1, έχουµε: 

communality Var1= 0,79, 
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σηµαίνει ότι το 79 % της διακύµανσης της Var1, ερµηνεύεται από το συγκεκριµένο FA 

µοντέλο. Μπορούµε να σκεφτούµε ότι έχουµε ένα µοντέλο πολλαπλής παλινδρόµησης 

(multiple regression) µε συντελεστή R2 =  0,79 ανάµεσα στη µεταβλητή Var1 και τους 

επιλεγόµενους παράγοντες.  

Για την αξιολόγηση του µοντέλου, απαιτείται οι τιµές των συµµετοχικοτήτων να 

είναι όσον το δυνατό κοντύτερα στη µονάδα. Αυτό θα σήµαινε ότι το µοντέλο ερµηνεύει 

τη µέγιστη διακύµανση αυτών των µεταβλητών [19]. Μικρή τιµή συµµετοχικότητας για 

κάποια µεταβλητή, δείχνει ότι προφανώς το µοντέλο δεν περιγράφει επαρκώς τη συγκε-

κριµένη µεταβλητή και θα έπρεπε αυτή να αποσυρθεί από την ανάλυση [20].  

 

 

1.4. ΑΝΑΛΥΣΗ ΚΑΤΑ ΣΥΣΤΑ∆ΕΣ (CLUSTER ANALYSIS) 

1.4.1. Συσταδοποίηση Κ-µέσων σηµείων (K-means clustering) 

 
Ο K-means αλγόριθµος µπορεί να θεωρηθεί µη επιβλεπόµενος µε την έννοια ότι 

ταξινοµεί κάθε δείγµα αυτόµατα µε βάση το κριτήριο της ελάχιστης απόστασης από κά-

ποιο κεντροειδές σηµείο. ∆εν χρειάζεται να επιβλέπουµε το σύστηµα ελέγχοντας αν η 

ταξινόµηση είναι σωστή ή όχι. Παρόλα αυτά υπάρχουν δυο πορείες στη πορεία εκπαί-

δευσης: 

1. Συνεχής εκπαίδευση (infinite training): κάθε δείγµα που εισέρχεται θεωρείται 

µέρος της διαδικασίας εκπαίδευσης, έτσι ώστε να ορίζονται νέα κεντρικά σηµεία. 

2. Πεπερασµένη εκπαίδευση (finite training): η διαδικασία εκπαίδευσης θεωρείται 

ολοκληρωµένη µετά τα πρώτα δείγµατα και τα νέα εισερχόµενα ταξινοµούνται στις 

υπάρχουσες οµάδες. Τα κεντρικά σηµεία είναι σταθερά  [21].  

Η τελική οµαδοποίηση (ειδικά για µεγάλο αριθµό δειγµάτων [21]) εξαρτάται από 

τα αρχικώς υποδεικνυόµενα ως κεντροειδή των οµάδων αλλά και την τιµή του K. Το 

τελευταίο είναι πολύ σηµαντικό και απαιτεί γνώση του αριθµού των οµάδων των δεδο-

µένων, γεγονός που θεωρείται µάλλον απίθανο [4, 22, 23]. Επιπλέον, ο αριθµητικός µέσος 

που χρησιµοποιείται για τους υπολογισµούς των συντεταγµένων των κεντρικών σηµείων 

είναι ευαίσθητος σε έκτροπες τιµές [21]. Ωστόσο, ο Κ-means αλγόριθµος δουλεύει πολύ 

καλά µε µεγάλες βάσεις δεδοµένων, χωρίς να απαιτείται πολύς χρόνος ή υπολογιστική 

(computational) δύναµη. Επιπλέον δηµιουργεί οµοιόµορφες στο µέγεθος οµάδες [4]. 
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1.4.2. Παράδειγµα κατανόησης (K-means αλγόριθµος) 

 
Θα αναφερθούµε τώρα σε ένα παράδειγµα για την πλήρη κατανόηση του K-means 

αλγορίθµου. Ας υποθέσουµε ότι έχουµε 4 δείγµατα (Α, Β, Γ, ∆) που περιγράφονται από 

δυο µεταβλητές (Χ1, Χ2) το καθένα και πρέπει να ταξινοµηθούν σε δυο οµάδες (πίνακας 

1.5) [21]. 

 

Πίνακας 1.5: ∆είγµατα προς ταξινόµηση 

 Χ1 Χ2 

Α 1 1 

Β 2 1 

Γ 4 3 

∆ 5 4 

 

Κάθε δείγµα αντιπροσωπεύει ένα σηµείο στο παρακάτω σχήµα (1.6). 

 

0

0.5
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Σχήµα 1.6: Παράδειγµα κατανόησης του K-means αλγορίθµου [21]. 

 

Ας θεωρήσουµε τα σηµεία Α, Β τα πρώτα κεντρικά. Υπολογίζουµε την Ευκλείδεια 

απόσταση κάθε σηµείου από αυτά (πρώτο µισό του πίνακα 1.6). Με βάση την ελάχιστη 

απόσταση, τα σηµεία ταξινοµούνται στη σωστή οµάδα (δεύτερο µισό του πίνακα 1.6). 

Α 
Β 

Γ 

∆ 
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Έτσι, το σηµείο Α ανήκει στην 1η οµάδα (δηλώνεται από τον αριθµό 1 στο αντίστοιχο 

κελί) και τα υπόλοιπα στην 2η οµάδα. 

 

Πίνακας 1.6: Υπολογισµός αποστάσεων και ταξινόµηση (iteration 0) 

 Α Β Γ ∆ 

αποστάσεις 

Α 0 1 3,61 5 

Β 1 0 2,83 4,24 

ταξινόµηση 

Α 1 0 0 0 

Β 0 1 1 1 

 

Υπολογίζονται τώρα οι συντεταγµένες των νέων κεντρικών σηµείων: 

1η οµάδα: (1, 1) και 

2η οµάδα: (
3

431
,

3

542 ++++
) = (

3

8
,

3

11
) 

Επαναλαµβάνουµε την παραπάνω διαδικασία υπολογίζοντας τις νέες αποστάσεις των 

σηµείων από τα κεντρικά και ταξινοµώντας εκ νέου τα δείγµατα (πίνακας 1.7). 

 

Πίνακας 1.7: Υπολογισµός αποστάσεων και ταξινόµηση (1ος κύκλος) 

 Α Β Γ ∆ 

αποστάσεις 

Α 0 1 3,61 5 

Β 3,14 2,36 0,47 1,89 

ταξινόµηση 

Α 1 1 0 0 

Β 0 0 1 1 

 

Υπολογίζονται εκ νέου οι συντεταγµένες των νέων κεντρικών σηµείων: 

1η οµάδα: (
2

11
,

2

21 ++
) = (1,5, 1) και 

2η οµάδα: (
2

43
,

2

54 ++
) = (4,5, 3,5) 
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Επαναλαµβάνουµε τη διαδικασία υπολογίζοντας τις νέες αποστάσεις των σηµείων από τα 

κεντρικά και ταξινοµώντας εκ νέου τα δείγµατα (πίνακας 1.8). 

 

Πίνακας 1.8: Υπολογισµός αποστάσεων και ταξινόµηση (2ος κύκλος) 

 Α Β Γ ∆ 

αποστάσεις 

Α 0,5 0,5 3,20 4,61 

Β 4,30 3,54 0,71 0,71 

ταξινόµηση 

Α 1 1 0 0 

Β 0 0 1 1 

 

Η ταξινόµηση δεν αλλάζει και έτσι παίρνουµε τα τελικά αποτελέσµατα: τα σηµεία 

Α, Β ανήκουν στην πρώτη οµάδα και τα σηµεία Γ, ∆ στη δεύτερη. 

 

1.4.3. Ιεραρχική Ανάλυση κατά συστάδες (Hierarchical Cluster Analysis) 

 
Το δενδρόγραµµα στην Cluster Analysis (CA) δεν περιγράφει µια µοναδική οµαδο-

ποίηση [24]. Αντίθετα υπάρχουν διάφοροι τρόποι (σχ. 1.7) για να “κοπεί” και διαφο-

ρετικές οµαδοποιήσεις επιτυγχάνονται “κόβοντας” το δέντρο σε διάφορα ύψη (σχ. 1.7). Το 

πιο ευνόητο ωστόσο, είναι να κοπεί το δέντρο σε σηµείο που να υπάρχει αρκετή απόσταση 

από τις δυο οµάδες που συγχωνεύονται. Παρόλα αυτά, η οµαδοποίηση αυτή αγνοεί το 

γεγονός της διαφορετικής απόστασης µεταξύ των υπο-οµάδων που µπορεί να περιέχει µια 

οµάδα. Έτσι, θα µπορούσαν οι δυο κλάδοι ενός δέντρου να κοπούν σε διαφορετικά  ύψη 

(σχ. 1.7). 
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Σχήµα 1.7: ∆ενδρόγραµµα 14 δειγµάτων. Το δέντρο µπορεί να κοπεί σε διάφορα ύψη [24]. 

 

Ο υπολογισµός των αποστάσεων µεταξύ των αντικειµένων γίνεται µε την βοήθεια 

διαφόρων αλγορίθµων που καθορίζουν τον τρόπο σύνδεσης των οµάδων [16].  

Μερικοί από τους αλγόριθµους αυτούς είναι [25]: 

1. Απλή σύνδεση ή κοντινότερων γειτόνων (single linkage ή nearest neighbors): η 

απόσταση µεταξύ δύο οµάδων, είναι η απόσταση µεταξύ των δύο κοντινότερων µε-

λών των οµάδων (σχ. 1.8)  

2. Πλήρης σύνδεση ή µακρινότερων γειτόνων (complete linkage ή furthest 

neighbors): η απόσταση µεταξύ δύο οµάδων, είναι η απόσταση µεταξύ των δύο πιο 

αποµακρυσµένων µελών των οµάδων (σχ. 1.8). 

3. Κεντροειδής σύνδεση (centroid linkage): η απόσταση µεταξύ δύο οµάδων, είναι η 

απόσταση µεταξύ των πολυπαραµετρικών µέσων των οµάδων (σχ. 1.8). 

4. Μέση σύνδεση (average linkage): η απόσταση µεταξύ δύο οµάδων, είναι η από-

σταση µεταξύ όλων των µελών των δύο οµάδων (σχ. 1.9). 

5. ∆ιάµεση σύνδεση (median linkage): η απόσταση µεταξύ δύο οµάδων, είναι η διά-

µεση απόσταση µεταξύ όλων των µελών των δύο οµάδων (σχ. 1.9). 

6. Μεθόδου Ward’s σύνδεση (Ward’s method linkage): η απόσταση µεταξύ δύο 

οµάδων, είναι η µέση απόσταση µεταξύ όλων των µελών των δύο οµάδων, λαµβά-

νοντας υπόψη τις συνδιακυµανσεις (σχ. 1.9). 

 

 

∆υο οµάδες 

Τρεις οµάδες 

Τρεις οµάδες,  
διαφορετικά ύψη ανά οµάδα 
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Σχήµα 1.8: Απλή και πλήρης σύνδεση οµάδων [25]. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

 

Σχήµα 1.9: Μέση, διάµεση και σύνδεση Ward’s µεθόδου [25]. 

 
 
 
 

Συστάδα 1 

Συστάδα 3 

Συστάδα 2 

Κεντροειδής σύνδεση 

Πλήρης σύνδεση 

Απλή σύνδεση 

Συστάδα 1 

Συστάδα 2 

 Συστάδα 3 

 

Μέση/∆ιάµεση/ 
µεθόδου Ward’s  σύνδεση 
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1.4.4. Ο δείκτης Davies-Bouldin (DB)  

 
Ο σηµαντικότερος δείκτης που χρησιµοποιείται για τη αξιολόγηση των µεθόδων 

συσταδοποίησης είναι ο Davies-Bouldin (DB) δείκτης. Χρησιµοποιείται και στα δίκτυα 

Kohonen για την εύρεση του βέλτιστου αριθµού οµάδων. Ο ορισµός του δίνεται από τις 

παρακάτω σχέσεις [22]: 

          si = ∑
∈

−

iCx
iiiizzzzxxxx

iC

1
          dij = jjjjiiii zzzzzzzz −          Rij = 

ij

ji

d

ss +
 

                  DBindex = ∑
=

K

1i
iR

K

1
      και       Ri = 

ji,K,...1i
max

≠=
Rij                     

όπου x δείγµα της οµάδας Ci, zi, zj κεντροειδή των οµάδων Ci και Cj αντίστοιχα, Ci ο 

αριθµός των δειγµάτων της οµάδας, Κ ο συνολικός αριθµός των οµάδων.  

Από τις παραπάνω σχέσεις, είναι φανερό ότι το πηλίκο si εκφράζει την οµοιότητα 

µεταξύ των στοιχείων µιας οµάδας και του κεντροειδούς αυτής (within-cluster distance). Η 

διαφορά dij εκφράζει την απόσταση µεταξύ των κεντροειδών διαφορετικών οµάδων 

(between-clusters distance). Τέλος, ο DB δείκτης εκφράζει τη µέση οµοιότητα ανάµεσα 

στην κάθε οµάδα Ci και στην πιο κοντινή της. Ωστόσο είναι επιθυµητό, οι οµάδες να έχουν 

όσο το δυνατό τη µικρότερη οµοιότητα µεταξύ τους. Άρα, η βέλτιστη συσταδοποίηση 

ψάχνει για το µικρότερο DB δείκτη. 

 

 
1.5. ∆ΕΝΤΡΑ ΤΑΞΙΝΟΜΗΣΗΣ (CLASSIFICATION TREES, CT) 

1.5.1. Παράδειγµα κατανόησης 

 
Ως απλό παράδειγµα ∆έντρων Ταξινόµησης (CT), αναφέρεται η χρήση τους στην 

κατάταξη των τριών (3) ποικιλιών (Setosa, Versicolour, Virginica) του φυτού Iris. Τα 

δεδοµένα αποτελούν πενήντα (50) δείγµατα  από κάθε ποικιλία του φυτού. Οι παράµετροι 

που µετρήθηκαν ήταν τέσσερις: µήκος και πλάτος για τα σέπαλα, µήκος και πλάτος για τα 

πέταλα. Ο  πρώτος διαχωρισµός στο “δέντρο”, έγινε µε βάση το µήκος των πετάλων και ο 

δεύτερος το πλάτος αυτών (σχ. 1.10). Οι δυο αυτές παράµετροι αποτελούν τις κρίσιµες για 

το διαχωρισµό µεταβλητές (split variables) µε βάση τις κρίσιµες τιµές αυτών (split 

constants). Έξι (6) από τα 150 δείγµατα ταξινοµήθηκαν σε λάθος κατηγορία (mis-

classification), δίνοντας 4% συνολικό σφάλµα [26]. 

 

(1.13) 
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Σχήµα 1.10: ∆έντρο Ταξινόµησης για τα δεδοµένα του λουλουδιού Iris. Η τριπλέτα 

κοντά σε κάθε τερµατικό κόµβο, δίνει τον αριθµό των περιπτώσεων Setosa, Versicolour, 

Virginica, αντίστοιχα σε καθένα από αυτούς [26]. 

 

1.5.2. ∆είκτης Gini 

 
Η CART µέθοδος αξιολογεί όλες τις µεταβλητές για να καθοριστούν τελικά αυτές 

που δηµιουργούν τους καλύτερους διαχωρισµούς, δηλαδή εκείνους µε τις πιο “καθαρό-

αιµες” τάξεις στους κόµβους µε τη βοήθεια του δείκτη Gini [27]. Ο δείκτης αυτός ισούται 

µε µηδέν (0) όταν όλα τα δείγµατα σε ένα κόµβο ανήκουν σε µία µόνο τάξη. Υπολογιστικά 

ισούται µε το άθροισµα των γινοµένων όλων των ζευγών των αναλογιών / κλασµάτων των 

τάξεων που βρίσκονται στον κόµβο [7, 28]: 

                                    i(t) = 1 −∑
=

k

1j

2
j ))t(P(                        (1.14) 

όπου, i(t) είναι η καθαρότητα ενός κόµβου t, και Pj(t) είναι το κλάσµα των δειγµάτων του 

κόµβου t που ανήκουν στην j οµάδα από τις k που είναι παρούσες σε αυτόν. 

 

1.5.3. Εφαρµογές των ∆έντρων Ταξινόµησης 

 
Η τεχνική των CT, σπανίως έχει χρησιµοποιηθεί και µόνο πρόσφατα, για την 

εκτίµηση της ποιότητας του νερού [27, 29, 30, 31]. Οι Simeonova και Simeonov [29] 

εφάρµοσαν τις µεθόδους των PCA και CART σε µια µεγάλη βάση δεδοµένων για την 

εκτίµηση της ποιότητας του νερού σε επεξεργασµένο και µη νερό, χρησιµοποιώντας µόνο 

τέσσερεις φυσικοχηµικές παραµέτρους. Η Stanimirova [30] εφάρµοσε CART για να 

Reference 
Inousses 

 
Predominant currents 

Inousses 
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ταξινοµήσει δείγµατα biofilms µε ακρίβεια 100 %, χρησιµοποιώντας µόνο τη συγκέν-

τρωση του Mg, και αποδεικνύοντας τη χρησιµότητα της µεθόδου στη ανάπτυξη κανόνων 

ταξινόµησης. Άλλη µια εφαρµογή των CT, χρησιµοποιεί την τεχνική αυτή για την 

εκτίµηση της οικολογικής κατάστασης επιφανειακών νερών [31]. Πιο πρόσφατα, η 

τεχνική των CART χρησιµοποιήθηκε για την εύρεση των κρίσιµων µεταβλητών (µεταξύ 

των οποίων αγωγιµότητα, pH, υπολειµµατικό Al, σκληρότητα, Cl−, Ca2+, Mg2+) που 

µπορούν να διαχωρίσουν τις τέσσερις (4) µονάδες επεξεργασµένου νερού της  ΕΥ∆ΑΠ 

[27] και την εκτίµηση της µόλυνσης από βαρέα µέταλλα σε χώµατα [28]. 
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ΚΕΦ. 2 ΝΕΥΡΩΝΙΚΑ ∆ΙΚΤΥΑ (ARTIFICIAL NEURAL 

NETWORKS, ANN) 

2.1. ΓΕΝΙΚΗ ΘΕΩΡΙΑ ΚΑΙ MULTI-LAYER PERCEPTRON (MLP) 

2.1.1. Παράδειγµα κατανόησης (perceptron) 

 
Θεωρούµε ένα perceptron µε αρχικά βάρη: w1 = 1, w2 = 2 (για λόγους ευκολίας 

χρησιµοποιούνται µικροί ακέραιοι αριθµοί) και b = -2 [32]. Ο κανόνας εκπαίδευσης του 

perceptron χρησιµοποιείται για να βρεθεί µια συνάρτηση ταξινόµησης για τα δείγµατα A, 

B, C του σχήµατος 2.1.  

 

 

Σχήµα 2.1: Συνάρτηση ταξινόµησης πριν και µετά τη διόρθωση των βαρών [32] 

 

Το πρώτο δείγµα Α µε τιµές (0,5, 1,5) και επιθυµητή απόκριση d(x) = +1 εισάγεται 

στο δίκτυο. Από τις σχέσεις που ορίζουν το perceptron, µπορεί να υπολογιστεί ότι το 

εξερχόµενο είναι το επιθυµητό και εποµένως τα βάρη δεν αλλάζουν: 

ΣΑ = 1×0,5 + 2×1,5 + (-2) = 1,5 > 0 → F (ΣΑ) =  +1 
 

Το ίδιο συµβαίνει για το δείγµα Β µε τιµές (-0,5, 0,5) και επιθυµητή απόκριση d(x) = -1. 

Όταν όµως εισάγεται στο δίκτυο το δείγµα C, µε τιµές (0,5, 0,5) και επιθυµητή απόκριση 

d(x) = +1, το δίκτυο θα δώσει -1. Σύµφωνα µε τον κανόνα εκπαίδευσης, οι αλλαγές των 

βαρών θα είναι: ∆w1 = 0,5, ∆w2 = 0,5 και ∆b = 1. Τα νέα βάρη είναι: w1 = 1,5, w2 = 2,5 

και ∆b = -1 και τελικά το δείγµα C ταξινοµείται σωστά. 

 

 

-------  αρχική συνάρτηση ταξινόµησης 
           µετά τη διόρθωση των βαρών 
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2.1.2. Αναδροµικά δίκτυα (Recurrent) 

 
Τα Αναδροµικά δίκτυα (Recurrent) (σχ. 2.2) σε αντίθεση µε τα Εµπροσθοτροφο-

δοτούµενα δίκτυα (Feed-forward), περιέχουν και συνδέσεις ανατροφοδότησης (feedback). 

Στα δίκτυα αυτά, κάποιο ή περισσότερα από τα εισερχόµενα (σε χρόνο t) είναι τα εξερ-

χόµενα του δικτύου (σε χρόνους t-1 ή t-2) [33]. Έτσι, το αποτέλεσµα δεν εξαρτάται µόνο 

από τα εισερχόµενα, αλλά και τα εξερχόµενα της προηγούµενης περιόδου [33, 34].  

    

 
Σχήµα 2.2: Απεικόνιση ενός απλού αναδροµικού δικτύου. Οι µονάδες που σηµειώνονται µε 

c (c1…..cp), δέχονται επιπλέον των feed-forward και feedback πληροφορίες [34]. 

 

2.1.3. Παράδειγµα κατανόησης (φαινόµενο υπερ-προσαρµογής) 

 
Μπορούµε να φανταστούµε το πρόβληµα της υπερ-προσαρµογής, χρησιµο-

ποιώντας µια πολυωνυµική συνάρτηση. Οι συναρτήσεις αυτές περιέχουν σταθερές 

(παραµέτρους) και δυνάµεις των µεταβλητών, όπως για παράδειγµα: 

y = 2x + 5 και y = 2x2 + 5x + 3 

∆ιαφορετικά πολυώνυµα έχουν διαφορετικά σχήµατα, ενώ συναρτήσεις µε µεγαλύτερες 

δυνάµεις για τις µεταβλητές, έχουν πολυπλοκότερα σχήµατα και περισσότερους όρους, σε 

αντιδιαστολή µε τα περισσότερα βάρη των πολυπλοκότερων νευρωνικών µοντέλων. Για 

µια δεδοµένη οµάδα δειγµάτων, µπορεί να χρειαστούµε µια πολυωνυµική καµπύλη (µο-

ντέλο) για να ερµηνεύσουµε ή να προσοµοιάσουµε τα δεδοµένα. Προφανώς επίσης, υπάρ-

χει θόρυβος στα δεδοµένα και έτσι δεν περιµένουµε απαραίτητα η βέλτιστη καµπύλη να 

“περάσει” από όλα τα σηµεία. Ένα µικρότερης δύναµης πολυώνυµο, µπορεί να µην είναι 
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εξίσου ευέλικτο για να περάσει από όλα τα σηµεία, ενώ αντίθετα, ένα µεγαλύτερης δύνα-

µης είναι στην πραγµατικότητα τόσο ευέλικτο ή προσαρµοστικό, ώστε “προσεγγίζει” 

ακριβώς τα σηµεία, υιοθετώντας ένα τόσο παράδοξο σχήµα, το οποίο µπορεί τελικά να µη 

σχετίζεται µε την πραγµατική συνάρτηση που περιγράφει τη σχέση των δεδοµένων (σχ. 

2.3) [7].    

 

 
Σχήµα 2.3: Πολύπλοκη συνάρτηση που “περιγράφει” ακριβώς τα δεδοµένα. 

 

2.1.4. Οµαλοποίηση (regularization) 

 
Οι µέθοδοι που εφαρµόζονται για την αποφυγή φαινοµένων υπερ-προσαρµογής 

στα µοντέλα ANN περιγράφονται συνολικά µε τον όρο “οµαλοποίηση” (“regularization”) 

(σχ. 2.4) [7, 35]. Με τον τρόπο αυτό, τα δεδοµένα λαµβάνονται λιγότερο υπόψη από το 

µοντέλο. 
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Σχήµα 2.4: Οµαλοποίηση (κόκκινη στικτή γραµµή): όταν τα δεδοµένα λαµβάνονται λιγότερο 

υπόψη από το µοντέλο [36]. 

 

Η διόρθωση των βαρών µε τη χρήση ενός επιπλέον όρου (peanalty term ή factor), 

για παράδειγµα, συνίσταται κάτω από το γενικότερο τίτλο “weight decay” [35] ή 

“Weigend weight regularization” [7]. Σε αυτήν τη µέθοδο, προστίθεται ένας όρος στη 

συνάρτηση που µετρά το σφάλµα του µοντέλου, ώστε να “ποινικοποιούνται” τα µεγάλα 

βάρη, που συνήθως οδηγούν σε υπερ-προσαρµογή των µοντέλων, µε τη δηµιουργία εντο-

νότερων καµπυλών.  

Η κατά Bayesian οµαλοποίηση εξάλλου, ανιχνεύει και αποµακρύνει κάθε “περίσ-

σεια” παραµέτρων στο µοντέλο, έτσι ώστε να βελτιστοποιούνται βάρη και λοιπές 

παράµετροι, ισορροπώντας το σφάλµα του µοντέλου µε την πολυπλοκότητα αυτού, ή 

διαφορετικά µεγιστοποιώντας συγχρόνως την ακρίβεια (bias) και τη διακύµανση/ευελιξία 

(variance) του µοντέλου [35]. Η ακρίβεια και η ευελιξία του µοντέλου σχετίζονται µε την 

πολυπλοκότητα του µοντέλου µε την έννοια ότι ένα πολύπλοκο µοντέλο που “περιγράφει” 

ακριβώς τα δεδοµένα έχει µηδενικό σφάλµα. Ωστόσο, η συνάρτηση που το αντι-

προσωπεύει αλλάζει δραµατικά όταν αυτό πρέπει να προσαρµοστεί σε νέα δεδοµένα. 

Αντίθετα, ένα µοντέλο που “αγνοεί” πλήρως τα δεδοµένα και αυθαίρετα επιλέγει µια 

συνάρτηση, έχει µεγάλη ευελιξία (low variance) αλλά και υψηλό σφάλµα (high bias) [7]. 
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Η Bayesian οµαλοποίηση µπορεί να χρησιµοποιήσει όλα τα διαθέσιµα δείγµατα ως οµάδα 

εκπαίδευσης, χωρίς την ανάγκη δηµιουργίας άλλων οµάδων (βλ. παρακάτω) [35].   

Μια διαφορετική οµαλοποίησης µέθοδο αποτελεί η “προσθήκη θορύβου” (“noise 

injection”) στην οµάδα εκπαίδευσης. Με τον τρόπο αυτό, ένα διάνυσµα θορύβου προστί-

θεται σε κάθε δείγµα εκπαίδευσης µετά το τέλος κάθε περιόδου. Αυτό προκαλεί µια 

“τρεµούλα” ή “θολούρα” (jitter) στα δείγµατα µε αποτέλεσµα τα µοντέλα ANN να 

δυσκολεύονται να βρουν µια λύση που να τα περιγράφει ακριβώς [37]. Έτσι βελτιώνεται η 

γενίκευση των µοντέλων [38, 39].  

Η “µέθοδος του πρώιµου τερµατισµού” (“early stopping method”) εξάλλου, που 

αναφέρεται στην διατριβή, αποτελεί επίσης µια µέθοδο οµαλοποίησης.  

 

2.1.5. Έλεγχος του φαινοµένου της υπερ-προσαρµογής 

 
Ένας κανόνας που προτείνεται για τον έλεγχο της υπερ-προσαρµογής, είναι ότι 

αυτή είναι πολύ πιθανό να υφίσταται όταν ο αριθµός των µεταβλητών v υπερβαίνει το (n - 

g)/3, όπου n είναι ο αριθµός των δειγµάτων και g ο αριθµός των οµάδων (εξερχόµενα για 

δίκτυα ταξινόµησης) [40]. Οι Zupan και Gasteiger [12], οι Maier και Dandy [41], ο Peres 

et al. [42] και η Curteanu et al. [43] και ο Palani et al. [44] αναφέρουν επίσης, ότι ο αριθ-

µός των δειγµάτων εκπαίδευσης nt πρέπει να είναι τουλάχιστον µεγαλύτερος από τον αριθ-

µό των βαρών wn, ενώ για τον Palani στα δίκτυα µίας ενδιάµεσης στιβάδας, ο αριθµός h 

των µονάδων αυτής, πρέπει να κυµαίνεται µεταξύ v και 2×v + 1. Επιπλέον, ο αριθµός h 

δεν θα πρέπει να είναι µικρότερος από v/3 ή τον αριθµό m των εξερχοµένων. Oι Huang 

και Foo [45] παραλλάσσουν την παραπάνω σχέση και προτείνουν ο αριθµός h των µονά-

δων της ενδιάµεσης στιβάδας, να κυµαίνεται από 2× v  + m ως 2×v + 1. Γενικά, ένα πλή-

θος συγγραφέων θεωρούν ότι ο βέλτιστος αριθµός των ενδιάµεσων µονάδων εξαρτάται 

από τον αριθµό των εισερχόµενων και εξερχόµενων µεταβλητών και έτσι προτείνεται ο 

αριθµός h των µονάδων της ενδιάµεσης στιβάδας να ισούται µε v + m [46], ή (v + m)/2 [7, 

47], ή (v × m)/2 [47], ή ακόµα να κυµαίνεται σε διαστήµατα όπως από 2×v + 1 ως m×(v + 

1) [48] ή από −1/w µέχρι  1/w, όπου w ο συνολικός αριθµός των βαρών προς τη στιβάδα 

αυτή [12]. Οι Fernandes και Lona [33] ταξινοµούν και υπολογίζουν τον αριθµό των ενδιά-

µεσων νευρώνων και στιβάδων µε βάση την αναλογία εισερχοµένων και εξερχοµένων (βλ. 

παρακάτω). Ο Zhang et al. [49] δίνει ένα εύρος για τον αριθµό των µονάδων στις ενδιά-
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µεσες στιβάδες µε βάση τη σχέση h = 1mi ++ + a, όπου a θετικός αριθµός που κυµαί-

νεται από 1 ως 10 καθορίζοντας τον ελάχιστο και µέγιστο αριθµό των νευρώνων.  

Ο Darnag et al. [50] αναφέρεται στην παράµετρο ρ = nt/ wn και περιορίζει την τιµή 

της στο διάστηµα: 1 (ή 0,9) < ρ < 2,2 (ή 3). Αν ρ << 1, το µοντέλο αποµνηµονεύει τα 

δείγµατα εκπαίδευσης, ενώ αν ρ >> 3, το µοντέλο δεν µπορεί να γενικεύσει. Έτσι, µε βάση 

την παραπάνω σχέση, προσδιορίζεται το εύρος των τιµών για τον αριθµό των µονάδων της 

ενδιάµεσης στιβάδας. Πολλαπλές παραλλαγές των παραπάνω αναφέρονται και αλλού [41]. 

Οι Fernandes και Lona [33] χωρίζουν τα µοντέλα ANN σε τρεις οµάδες ανάλογα 

µε την αναλογία του αριθµού εισερχοµένων και εξερχοµένων και προτείνουν πρακτικούς 

κανόνες για τον αριθµό των ενδιάµεσων στιβάδων και νευρώνων. 

Έτσι, τα MLP δίκτυα µπορούν να διαχωριστούν σε τρεις οµάδες (σχ. 2.4): 

1. Οµάδα Ι (Class I): αναφέρεται σε δίκτυα τα οποία έχουν περισσότερες εισερ-

χόµενες µεταβλητές από εξερχόµενες. 

2. Οµάδα ΙΙ (Class IΙ): αναφέρεται σε δίκτυα τα οποία έχουν ίσο αριθµό εισερ-

χοµένων και εξερχοµένων µεταβλητών. 

3. Οµάδα Ι (Class I): αναφέρεται σε δίκτυα τα οποία έχουν λιγότερες εισερχόµενες 

από εξερχόµενες µεταβλητές. 

Για την οµάδα Ι, οι συγγραφείς θεωρούν ότι στις περισσότερες περιπτώσεις, µία 

µόνο ενδιάµεση στιβάδα είναι αρκετή και µάλιστα αν Ν είναι ο αριθµός των εισερχοµένων 

µεταβλητών και Ν-1 νευρώνες χρησιµοποιηθούν στην µοναδική ενδιάµεση στιβάδα, το 

µοντέλο µπορεί να δώσει εντυπωσιακές προβλέψεις. Αυτή η σύσταση έχει αποτέλεσµα για 

µικρό αριθµό εισερχοµένων και η συνάρτηση µεταξύ των εισερχοµένων και εξερχοµένων 

δεν είναι πολύπλοκη. ∆ιαφορετικά, οι συγγραφείς συνιστούν 8 – 20 νευρώνες στην ενδιά-

µεση στιβάδα για καλές προβλέψεις και µικρούς χρόνους εκπαίδευσης. 

Όταν ο αριθµός των εξερχοµένων είναι ίσος ή µεγαλύτερος από 4 και δεν είναι 

ανεξάρτητες µεταξύ τους (το κάθε εξερχόµενο δεν µπορεί να προβλεφθεί χωρίς τα άλλα), 

χρειάζεται πιθανώς µια δεύτερη ενδιάµεση στιβάδα. 

Για την οµάδα ΙΙ, µία µόνο ενδιάµεση στιβάδα δεν είναι πάντα αρκετή και 

συνίσταται ένα δίκτυο µε δύο ενδιάµεσες στιβάδες για να αυξηθεί η ικανότητά του για 

γενίκευση. Αν χρησιµοποιείται µόνο µία ενδιάµεση στιβάδα, πρέπει αυτή να έχει 20- 40 

νευρώνες. Αν χρησιµοποιούνται δύο στιβάδες, πρέπει να υπάρχουν 13 – 20 νευρώνες στην 

πρώτη και 18 – 25 στην δεύτερη (5 νευρώνες παραπάνω). 
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Για την οµάδα ΙΙΙ, χρειάζονται δύο ή τρεις ενδιάµεσες στιβάδες. Αν χρησιµο-

ποιούνται δύο, η πρώτη πρέπει να έχει 10 – 20 νευρώνες και η δεύτερη 15 – 25. Aν προ-

στεθεί και τρίτη ενδιάµεση στιβάδα, αυτή πρέπει να έχει τον ίδιο αριθµό νευρώνων µε την 

δεύτερη. 
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Σχήµα 2.4: Οµάδες των MLP [33]. 
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2.1.6. Επιλογή και σύνθεση των οµάδων 

 

Με τον αλγόριθµο Kennard-Stone (K-S), τα δείγµατα της οµάδας εκπαίδευσης, 

επιλέγονται µε βάση το κριτήριο της ενδο-δειγµατικής απόστασης (inter-distance 

criterion). Τα δυο πρώτα δείγµατα που επιλέγονται για την οµάδα εκπαίδευσης, είναι τα 

πιο αποµακρυσµένα στο χώρο των διαστάσεων, ενώ το τρίτο είναι εκείνο µε τη µεγαλύ-

τερη ελάχιστη απόσταση, dmin, από τα άλλα δυο. Το κριτήριο αυτό, εφαρµόζεται διαρκώς, 

µέχρι να επιλεχθεί ο επιθυµητός αριθµός δειγµάτων. Στην πράξη σε κάθε K-S βήµα, 

υπολογίζεται η ελάχιστη απόσταση dmin (συνήθως η Ευκλείδεια), ανάµεσα στα ήδη 

επιλεγµένα δείγµατα και το υποψήφιο προς επιλογή. Το αντικείµενο µε τη µεγαλύτερη dmin 

προστίθεται στην οµάδα εκπαίδευσης. Ο K-S θεωρείται ότι “ανιχνεύει” την πιο αντιπρο-

σωπευτική οµάδα εκπαίδευσης ή ότι η επιλεγµένη οµάδα καλύπτει µοναδικά (αντιπρο-

σωπεύει) το χώρο των διαστάσεων (παραµέτρων που χαρακτηρίζουν τα δείγµατα) [51, 52, 

53, 54]. 

Ο αλγόριθµος SPXY (Sampling set Partioning based on joint x-y distances) 

αποτελεί µια βελτιωµένη εναλλακτική του K-S αλγόριθµου για την αντιπροσωπευτική 

επιλογή των οµάδων δειγµάτων, καθώς λαµβάνει υπόψη του τις αποστάσεις στις 

ανεξάρτητες x µεταβλητές, αλλά και την εξαρτηµένη y µεταβλητή. Συνδυάζει δηλαδή, 

διαφορές στους άξονες X και Y για τον υπολογισµό των ενδοδειγµατικών αποστάσεων. Η 

επιλογή της οµάδας εκπαίδευσης γίνεται ώστε σε κάθε βήµα να περιέχει τα πιο 

αποµακρυσµένα δείγµατα, µέχρι να συµπληρωθεί ο προαπαιτούµενος αριθµός αυτών [55,  

56]. 

O Marini et al. [57] πρωτοπορώντας, χρησιµοποιεί δίκτυο Kohonen για την εύρεση 

της αντιπροσωπευτικότερης οµάδας δειγµάτων για την οµάδα εκπαίδευσης αλλά και την 

επιλογή των δυο άλλων οµάδων: επικύρωσης και ελέγχου. 

Τέλος, η Gramatica [58] προτείνει και ο Darnag et al. [50] χρησιµοποιεί πιο προηγ-

µένους δείκτες για την εύρεση του AD του βέλτιστου µοντέλου. Συγκεκριµένα, ελέγχεται 

η “ισχύς” (“leverage”) ενός άγνωστου δείγµατος σε σχέση µε την οµάδα εκπαίδευσης.  Ο 

δείκτης αυτός έχει σχέση µε κάποιου είδους απόσταση από το κεντροειδές σηµείο της 

οµάδας εκπαίδευσης. Υψηλή ισχύς σηµαίνει ότι το δείγµα µπορεί να ενισχύσει την οµάδα 

εκπαίδευσης (good leverage). Αντίθετα, ένα τέτοιο δείγµα στην οµάδα ελέγχου θα 

µπορούσε να οδηγήσει σε αναξιόπιστα αποτελέσµατα και προεκβολή του µοντέλου (bad 

leverage). Η κρίσιµη τιµή h* για την ισχύ υπολογίζεται από τη σχέση 3i/nt, όπου i ο 

αριθµός των εισερχόµενων µεταβλητών και nt ο αριθµός των δειγµάτων της οµάδας εκπαί-
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δευσης. Αν η ισχύς h ενός δείγµατος είναι χαµηλότερη της κρίσιµης τιµής (h < h*), το 

δείγµα θεωρείται ότι έχει την ίδια πιθανότητα αξιόπιστης πρόβλεψης µε την οµάδα εκπαί-

δευσης. ∆ιαφορετικά, είναι εκτός του AD του µοντέλου. Οι παραπάνω συγκρίσεις απεικο-

νίζονται σε διαγράµµατα γνωστά ως διαγράµµατα Williamas (Williams plots) [58].   

 

2.1.7. Συναρτήσεις ενεργοποίησης/περιορισµοί 

 
Εκτός από τις συνήθεις συναρτήσεις που χρησιµοποιούνται σαν ενεργοποίησης, 

αναφέρονται εδώ µερικές λιγότερο συνήθεις όπως: 

1. ∆ιπολική σιγµοειδής συνάρτηση (bipolar sigmoid function) 

                                                  f(x) = 
x

x

e1

e1
β−

β−

+
−

                                (2.1) 

2. Υπερβολική εφαπτοµενική συνάρτηση (hyperbolic tangent function) 

                                                  f(x) = 
xx

xx

ee

ee
β−β

β−β

+
−

                            (2.2) 

Η σιγµοειδής συνάρτηση είναι η πιο συνήθης ειδικά στην περίπτωση των MLP. 

Εδώ θα πρέπει να τονιστεί ότι οι υψηλές τιµές βαρών µπορούν εύκολα να µετατρέψουν 

τη σιγµοειδή συνάρτηση σε δυαδική βηµατική ενώ αντίθετα µικρές τιµές αυτών, 

ενθαρρύνουν το δίκτυο να “αποκρίνεται” διαρκώς [12]. Το πρόβληµα των υψηλών 

τιµών βαρών αλλά και της υψηλής τιµής των εισερχοµένων (x) στη σιγµοειδή συνάρτηση, 

γίνεται αµέσως κατανοητό από τη µορφή της συνάρτησης αυτής. Αναφέρουµε βοηθητικά 

το παρακάτω παράδειγµα.  

Στον πίνακα 2.1 απεικονίζονται οι τιµές της σιγµοειδούς συνάρτησης, όταν η τιµή 

του εισερχοµένου κυµαίνεται από -10 ως 10. Τα δεδοµένα αυτά επεξηγούν γιατί πρέπει να 

επιλέγονται µικρές τιµές για τα αρχικά βάρη: συνήθως από -1 ως +1 ή και µικρότερα. Η 

χρωµατισµένη περιοχή βαρών δείχνει να “αποκρίνεται” στα εισερχόµενα µε διαφορετικές 

τιµές (από 0,018 ως 0,98), ενώ αντίθετα µεγαλύτερα κατά απόλυτη τιµή εισερχόµενα 

“ισοπεδώνουν” το αποτέλεσµα.  

Ένας κανόνας που µπορεί να χρησιµοποιηθεί είναι το άθροισµα των απολύτων 

τιµών των βαρών πρέπει να είναι 1. 
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Πίνακας 2.1: Εξερχόµενα f(x) της σιγµοειδούς συνάρτησης για διαφορετικά εισερχόµενα x  

x f(x) x f(x) 

-10 0,0000 1 0,7311 

-9 0,0001 2 0,8808 

-8 0,0003 3 0,9526 

-7 0,0009 4 0,9820 

-6 0,0025 5 0,9933 

-5 0,0067 6 0,9975 

-4 0,0180 7 0,9991 

-3 0,0474 8 0,9997 

-2 0,1192 9 0,9999 

-1 0,2689 10 1,0000 

0 0,5000   

 

Επιπλέον, στο παρακάτω παράδειγµα του σχήµατος 2.5 απεικονίζονται τα αποτελέ-

σµατα της ίδιας σιγµοειδούς συνάρτησης για τα ίδια εισερχόµενα διανύσµατα, αλλά 

διαφορετικές τιµές βαρών. Είναι φανερό ότι µε µεγάλα βάρη (σχ. 2.5(α)), οι εξερχόµενες 

τιµές είναι σχεδόν δυαδικές (οι καµπύλες πιο οξείες), ενώ αντίθετα για µικρές τιµές βαρών 

(σχ. 2.5(β)), τα εξερχόµενα κυµαίνονται από 0,43 ως 0,51. 
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(α) 

 
(β) 

Σχήµα 2.5: Παράδειγµα δικτύου µε τρεις µονάδες στην ενδιάµεση στιβάδα, η καθεµιά µε 5 

βάρη (α) µε υψηλές ή (β) χαµηλές τιµές [12]. 

 

2.1.8. Κανόνας ∆έλτα (Delta-rule) 

 

Ο κανόνας ∆έλτα είναι ένας κανόνας εκπαίδευσης για Νευρωνικά ∆ίκτυα απλής 

στιβάδας (single-layer neural networks), χωρίς δηλαδή ενδιάµεση στιβάδα. Επειδή από-

τελεί τη βάση του πιο βασικού αλγόριθµου (back-propagation, BP) που περιγράφεται 

παρακάτω (§ 2.1.10), θα περιγραφεί µε περισσότερες λεπτοµέρειες. Γενικά, ο κανόνας 

δέλτα πρεσβεύει τη βελτίωση του διανύσµατος w του βάρους µε τη διόρθωση ∆w να είναι 

ανάλογη µιας παραµέτρου δ (η οποία είναι ανάλογη του σφάλµατος), και του εισερ-

χόµενου διανύσµατος x για το οποίο λήφθηκε η λανθασµένη απάντηση [12]. 

Για ένα δίκτυο απλής στιβάδας µε γραµµική συνάρτηση ενεργοποίησης το 

εξερχόµενο σήµα δίνεται από τη σχέση: 

                                     y = ∑
=

+
n

j

jj bxw
1

                    (2.3) 

Αρχικά, πρέπει να µετρηθεί η ολική απόδοση του µοντέλου και στη συνέχεια να 

βελτιστοποιηθεί. Αυτό σηµαίνει ότι ο αλγόριθµος θα πρέπει να αλλάζει όλα τα βάρη, ώστε 

εισερχόµενες τιµές 
και bias (σε κύκλο) 

βάρη 

f(Σ)  

Σ = ∑ +
n

i

ii bwx  

εισερχόµενες τιµές 
και bias (σε κύκλο) 

βάρη 

f(Σ)  

Σ = ∑ +
n

i

ii bwx  
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το εξερχόµενο yq, (όπου ο εκθέτης q (=1,……N) αναφέρεται σε ολόκληρο το πλέγµα των 

δειγµάτων), να πλησιάσει όσο το δυνατό περισσότερο µε τη θεωρητική απόκριση dq (σχ. 

2.6).  

 

 

                      

n

j

o

x

x

x

x

M

M

M

1

1=

 

 
Σχήµα 2.6: ∆ίκτυο απλής στιβάδας µε βάρη wj 

 

Η συνολική τώρα απόδοση του µοντέλου ή η  συνάρτηση σφάλµατος Ε, για όλα τα 

δείγµατα, µε βάση τα ελάχιστα τετράγωνα (least mean square, LMS), δίνεται από τη σχέση 

[32, 59]: 

             E = ∑
=

N

q

qE
1

,    όπου για κάθε δείγµα    Eq = 
2

1
(dq-yq)2     (2.4) 

Η ιδέα είναι ότι θα πρέπει να ελαχιστοποιηθεί η Ε, µε τις κατάλληλες διορθώσεις που 

γίνονται στα βάρη wj (το wj αναφέρεται στη σύνδεση της εισερχόµενης µεταβλητής j µε 

την εξερχόµενη µονάδα). Θέλουµε δηλαδή να βρούµε, πως τα βάρη wj επηρεάζουν τα 

σφάλµα Ε [36]. Η µέθοδος που θα χρησιµοποιηθεί είναι η steepest–descent minimization 

method [32]. 

Η παράγωγος E∇  της συνάρτησης Ε ως προς w, είναι το διάνυσµα όλων των 

µερικών παραγώγων 
jw

E

∂
∂

. Όπως και η παράγωγος µιας συνάρτησης ως προς µια 

µεταβλητή, έτσι και ή E∇  κατευθύνεται πάντα προς την αύξουσα διεύθυνση της Ε. 

Αντίθετα, η - E∇ , θα υποδεικνύει πάντα τη φθίνουσα διεύθυνση της Ε. Συνεπώς, για να 

ελαχιστοποιήσουµε την Ε, πρέπει να κατευθυνθούµε παράλληλα προς την - E∇ , διορθώ-

νοντας κάθε φορά (όπως µετρήθηκαν για το συγκεκριµένο δείγµα) τα βάρη wj ως εξής 

[60]:  

 

y d 

wo(b) 

w1 

wj 

wn 
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                                      wj (t)  →  wj (t-1) + ∆qwj     όπου 

                                                 ∆qwj = -n 
j

q

w

E

∂
∂

                         

όπου n>0 είναι ο ρυθµός εκπαίδευσης (learning rate). Οι όροι t και t-1, αναφέρονται στην 

παρούσα και την προηγούµενη περίοδο. 

Η παράγωγος είναι: 

                                                         
j

q

w

E

∂
∂

 = 
q

q

y

E

∂

∂

j

q

w

y

∂
∂

                          (2.6) 

και επειδή η συνάρτηση είναι γραµµική (σχέση 2.3): 

                                                                
j

q

w

y

∂
∂

 = xj                                  (2.7) 

ενώ: 

                                                            
q

q

y

E

∂

∂
 = -(dq – yq)                          (2.8) 

Βάση των σχέσεων (2.5), (2.6), (2.7) και (2.8)  έχουµε: 

                                                                 ∆qwj = nδqxj                                           (2.9) 

αν ορίσουµε δq = dq – yq.  

Έτσι, ο κανόνας δέλτα διαµορφώνει τα βάρη, ελέγχοντας τα πραγµατικά και θεω-

ρητικά εξερχόµενα του δικτύου. Επιπλέον, µπορεί να εφαρµοστεί σε συνεχή ή δυαδικά 

εισερχόµενα και εξερχόµενα δεδοµένα [32]. 

Ο ρυθµός εκπαίδευσης (σχέσεις 2.5, 2.6) καθορίζει σε ποιο βαθµό θα διορθωθούν 

τα βάρη [12, 35, 61, 62] και καθορίζει ουσιαστικά το βήµα (µαζί µε µια σειρά άλλων 

παραµέτρων, όπως την ορµή, το χρόνο της περιόδου και τη συνάρτηση ενεργοποίησης) 

που γίνεται στο χώρο των βαρών [41]. Μικρές τιµές αυτού εξαναγκάζουν το µοντέλο σε 

αργή σύγκλιση, ενώ υπάρχει κίνδυνος παγίδευσης αυτού σε τοπικά ελάχιστα [41, 61, 62]. 

Αντίθετα σε περίπτωση υψηλών τιµών, το σύστηµα µπορεί να είναι ασταθές και να 

ταλαντώνεται [35, 41, 51, 61, 63, 64]. Αρκετές φορές συνίσταται µεταβαλλόµενος ρυθµός 

εκπαίδευσης, µε την τιµή αυτού να προσαρµόζεται κατά τη διάρκεια της εκπαίδευσης 

ανάλογα µε το αν το σφάλµα αυξάνεται ή ελαττώνεται [41, 65]. Σπανίως δε, αναφέρονται 

συναρτήσεις που καθορίζουν τη µεταβολή του ρυθµού εκπαίδευσης (σχήµα 2.7) [66]. Οι 

τιµές του κυµαίνονται µεταξύ 0,5 και 1 για τις σιγµοειδείς συναρτήσεις και 0,001 και 0,1 

για τις γραµµικές [51].  

(2.5) 
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Σχήµα 2.7: Οι πιο συνήθεις συναρτήσεις για το ρυθµό εκπαίδευσης: γραµµική (linear), 

εκθετική (power), υπερβολή (inverse) [66]. 

 

Εδώ, θα αναφέρουµε ένα παράδειγµα, ώστε να επαληθεύσουµε την ελαχι-

στοποίηση του σφάλµατος µέσα από τον κανόνα δέλτα. Θεωρούµε την οµάδα εκπαίδευσης 

Τ µε δυαδικά εισερχόµενα διανύσµατα [60]: 

T = {(xq, yq), q = 1, 2, 3, 4} 

µε xq 
Є {0, 1} και yq Є {−1, 1}. Ειδικότερα:  

x1 = (x1
1, x2

1) = (1,1)        και      y1 = 1 

x2 = (x1
2, x2

2) = (1,0)        και      y2 = -1 

x3 = (x1
3, x2

3) = (0,1)        και      y3 = -1 

x4 = (x1
4, x2

4) = (0,0)        και      y4 = -1 

Ένα κατάλληλο δίκτυο για το πρόβληµα αυτό, φαίνεται στο σχήµα 4.29.  

 

 
Σχήµα 2.8: Αρχιτεκτονική δικτύου για το παρουσιαζόµενο παράδειγµα [60]. 

(2.10) 
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Η συνάρτηση ενεργοποίησης f είναι γραµµική. Έτσι, έχουµε: 

                                Ε = 
2

1
 2q

02
q

2

4

1q
1

q
1 )ywwxwx( −−+∑

=

                        (2.11) 

Μετά τις αντικαταστάσεις για τα τέσσερα εισερχόµενα (σχέσεις 2.10), η εξίσωση (2.11) 

γίνεται: 

                  Ε = w1
2 + w2

2 + w0
2 + 2 + w1w2 – 2w1w0 – 2w2w0 – 2w0          (2.12) 

Το διάνυσµα βάρους w* (w0*, w1*, w2*) που ελαχιστοποιεί την Ε, είναι η λύση του 

συστήµατος των εξισώσεων: 

                                               
jw

E

∂
∂

 = 0,   j = 0, 1, 2                                      (2.13) 

∆ιαδοχικά από τις (2.12) και (2.13) έχουµε: 

 

0w

E

∂
∂

 = w1 + w2 – 2w0 + 1 = 0 

1w

E

∂
∂

 = 2w1 + w2 – 2w0 = 0 

2w

E

∂
∂

 = w1 + 2w2 – 2w0 = 0 

Από τις (2.14) προκύπτει: w0 = 
2

3
 και w1 = w2 = 1. Αυτές είναι οι τιµές των βαρών που 

ελαχιστοποιούν το σφάλµα Ε του δικτύου. 

Η “µεταδοτική” λειτουργία του κανόνα δέλτα επαληθεύεται στη γενικευµένη 

µορφή του, µε το παράδειγµα παρακάτω (§ 2.1.11) κατά την περιγραφή του BP αλγο-

ρίθµου, σε µη γραµµική συνάρτηση ενεργοποίησης και µοντέλο µε ενδιάµεση στιβάδα. Ο 

αλγόριθµος αυτός χρησιµοποιείται ευρύτατα στα ANN και  θεωρείται ως µια γενίκευση 

του κανόνα δέλτα (delta-rule) για µη γραµµικές συναρτήσεις ενεργοποίησης σε Νευρω-

νικά ∆ίκτυα πολλαπλών στιβάδων [32]. 

 

2.1.9. Κανόνες τερµατισµού/εκτίµησης και σύγκρισης µοντέλων 

 
Συµπληρωµατικά, αναφέρονται τα παρακάτω κριτήρια τερµατισµού των µοντέλων 

ANN: 

1. Το Μέσο Εκατοστιαίο Σχετικό Σφάλµα (Average Relative Error, % ARE) που 

δίνεται από τη σχέση [67]: 

(2.14) 
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                                        % ARE = 
K

1
 ∑

−

d

dy
 100                        (2.15) 

2. Το Κανονικοποιηµένο Τυπικό Σφάλµα (Normalized Standard Error, NSE) που 

δίνεται από τη σχέση [51]: 

                                        NSE = 
KP

1
 ∑

=

K

1k
∑
=

−
P

1p

2
kpkp )dy(                   (2.16) 

To NSE δεν είναι πάντα το καλύτερο κριτήριο, καθώς µια άσχηµη πρόβλεψη (µια 

έκτροπη τιµή δείγµατος για παράδειγµα), µπορεί να επηρεάσει πολύ αρνητικά το 

τελικό αποτέλεσµα. Έτσι, µικρά σφάλµατα (κοντά στο µηδέν, 0) για όλα τα 

δείγµατα, αλλά και µερικά µεγάλα µπορεί να δώσουν το ίδιο χαµηλό NSE, αν ο 

αριθµός των δειγµάτων είναι ικανός [51]. Το ίδιο µπορεί να συµβεί και για µερι-

κούς ακόµα από τους παραπάνω δείκτες.  

3. Το σφάλµα της διασταυρούµενης αξιολόγησης (error of cross-validation), που 

χρησιµοποιείται στην εκτίµηση/σύγκριση µοντέλων και δίνεται από τη σχέση [68, 

69]: 

                                         E =  
o

wrong

N

N
 = 

o

correcto

N

NN −
                        (2.17) 

όπου Νο ο συνολικός αριθµός CV δειγµάτων και Νwrong, Νcorrect ο αριθµός των 

δειγµάτων που αντίστοιχα ταξινοµήθηκαν λάθος ή σωστά. 

 

2.1.10. Ο back-propagation αλγόριθµος  

 
Στις περισσότερες περιπτώσεις χρειάζονται Νευρωνικά ∆ίκτυα πολλαπλών στιβά-

δων για να προσεγγιστούν γενικότερες συσχετίσεις. Έτσι απαιτούνται αλγόριθµοι εκπαί-

δευσης για πιο πολύπλοκα ANN [60]. 

O κανονικός αλγόριθµος ή αλγόριθµος οπισθοδιάδοσης (BP, back-propagation), 

δηµοσιεύτηκε πρώτα από τον Rumelhart [70] και αποτελεί µια γενίκευση του κανόνα 

δέλτα. Κάθε φορά που ένα δείγµα εισάγεται στο δίκτυο, τιµές (διαµέσου των βαρών, της 

προκατάληψης και της συνάρτησης ενεργοποίησης), “φτάνουν” στις εξωτερικές µονάδες. 

Υπολογίζονται οι τετραγωνισµένες διαφορές ανάµεσα στις ευρισκόµενες και τις θεωρη-

τικές τιµές και αν αυτές είναι διαφορετικές από το µηδέν, η µέθοδος πρέπει να είναι 

“αµείλικτη” στη διόρθωση των βαρών [32]. Η καινοτοµία ωστόσο που εισάγεται εδώ 

είναι ότι µπορούµε να επιφέρουµε τις κατάλληλες µεταβολές στα βάρη στις ενδιάµεσες 
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στιβάδες, εκεί δηλαδή που δεν υπάρχει στόχος και άρα δεν µπορεί να χρησιµοποιηθεί µια 

απλή τεχνική, όπως ο κανόνας ∆έλτα [71]. 

Έτσι, ο BP αλγόριθµος περιλαµβάνει δυο φάσεις: 

1. Forward phase: µε τη µετάδοση του σήµατος από τα εισερχόµενα προς τα  

εξερχόµενα και   

2. Backward phase: µε τη µετάδοση του σφάλµατος (διά της διόρθωσης των βαρών), 

ξεκινώντας από τα εξερχόµενα προς τα εισερχόµενα. 

Η διόρθωση ενός βάρους είναι ανάλογη του όρου σφάλµατος δ που “διαπραγ-

µατεύεται” δεδοµένα της µονάδας που λαµβάνει το σήµα αλλά και της µονάδας από την 

οποία φεύγει το σήµα. ∆ηλαδή, η διόρθωση ∆wjk του βάρους wjk που αντιστοιχεί στη 

σύνδεση της ενδιάµεσης µονάδας j και της εξωτερικής k (σχ. 2.9) για την παρατήρηση 

(δείγµα) q (µίας από το συνολικό πλέγµα των δειγµάτων), δίνεται από τη σχέση: 

                                       ∆wjk 
 = nδk

q yj
q                              (2.18) 

όπου n>0 είναι ο ρυθµός εκπαίδευσης (learning rate) και yj
q το εξερχόµενο από την 

ενδιάµεση µονάδα j προς την εξωτερική k. 

 

 

Σχήµα 2.9: Μονάδες διαδοχικών στιβάδων δικτύου µε τα αντίστοιχα βάρη w και 

εξερχόµενα y q για το εισερχόµενο δείγµα q. 

 

 Όταν η συνάρτηση f που εφαρµόζεται στην εξωτερική στιβάδα είναι σιγµοειδής, ο 

όρος του σφάλµατος δk
q για το δείγµα q, στην εξωτερική µονάδα k δίνεται από τη σχέση: 

                                   δk
q = (dk

q – yk
q) f΄(Sk

q)  ή  

                                  δk
q = (dk

q – yk
q) yk

q (1-yk
q)                  

(2.19) 

   wij wjk 

yi
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q yj
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όπου f΄ είναι η παράγωγος της σιγµοειδούς συνάρτησης f για το ζυγισµένο άθροισµα Sk
q 

όλων των εισερχοµένων στην k µονάδα (ή εξερχοµένων yj
q από τις ενδιάµεσες µονάδες) 

και dk
q, yk

d η θεωρητική και υπολογιζόµενη απόκριση αντίστοιχα της εξωτερικής µονάδας 

k (βλ. σχέση 2.22 παρακάτω για καλύτερη κατανόηση των αντικαταστάσεων στις σχέσεις 

2.19: όπου x = Sk
q και όπου y = yk

q). Ο όρος yk
q (1-yk

q) είναι η τελικά υπολογιζόµενη 

παράγωγος της σιγµοειδούς συνάρτησης.  

Ο όρος σφάλµατος δj
q για την παρατήρηση (δείγµα) q και τη µονάδα (νευρώνα) j 

της ενδιάµεσης στιβάδας, όταν πάλι χρησιµοποιείται σιγµοειδής συνάρτηση είναι: 

                                                δj
q = yj

q (1-yj
q) ∑

=

δ
K

1k
jk

q
k w                 (2.20)  

όπου wjk το βάρος της σύνδεσης µεταξύ των µονάδων j και k, yj η απόκριση (εξερχόµενο) 

της µονάδας j της ενδιάµεσης στιβάδας προς τον εξωτερικό νευρώνα k και Κ το σύνολο 

των εξωτερικών νευρώνων [32]. 

Έτσι το σφάλµα από την εξωτερική στιβάδα, “διαδίδεται” στην ενδιάµεση “κρυφή” 

µέσου του όρου δk
q (σχέση 2.20). Αυτό είναι το πρώτο βήµα. Με αυτόν τον τρόπο ωστόσο, 

δεν αλλάζουν όλα τα βάρη. Το επόµενο βήµα όµως, δίνει λύση στην “µετατόπιση” του 

σφάλµατος και στην πρώτη στιβάδα. ∆ιαδοχικά λοιπόν, το σφάλµα “µετατοπίζεται” ή 

διανέµεται ακόµα πιο πίσω, στην πρώτη στιβάδα, µε τις κατάλληλες ρυθµίσεις που 

γίνονται στα βάρη ανάµεσα σε αυτές και τις ενδιάµεσες. Με τον τρόπο αυτό, 

δικαιολογείται το όνοµα του αλγορίθµου καθώς το σφάλµα  “διαδίδεται” (is propagated) 

προς τα πίσω (σχ. 2.10). Οι ρυθµίσεις που γίνονται στα βάρη ανάµεσα στην εισερχόµενη 

στιβάδα και τις ενδιάµεσες καθορίζονται από τη σχέση: 

                                           ∆wij (t) = nδj
q yi

q ή καλύτερα                 

                                          ∆wij (t) = nδj
q yi

q + a ∆wij (t-1)                 

όπου ∆wij είναι η “ενηµέρωση” ή διόρθωση που γίνεται στα βάρη ανάµεσα στη µονάδα j 

της ενδιάµεσης στιβάδας και τη µονάδα i της αρχικής στιβάδας και yi η απόκριση 

(εξερχόµενο) της µονάδας i της εισερχόµενης στιβάδας προς την ενδιάµεση j. Επιπλέον, 

n>0 είναι ο ρυθµός εκπαίδευσης και a η ορµή (momentum, βλ. παρακάτω). Οι όροι t και 

t-1, αναφέρονται όπως και στον κανόνα δέλτα, στην παρούσα και την προηγούµενη 

περίοδο [72].  

 

 

 

 

(2.21) 
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Σχήµα 2.10: Σχηµατική αναπαράσταση της διόρθωσης των βαρών µε τη βοήθεια του back-

propagation αλγορίθµου [12]. 

 

Συνδυάζοντας τις σχέσεις (2.20) και (2.21), είναι φανερό ότι τιµές από τρεις 

στιβάδες επηρεάζουν τη διόρθωση των βαρών σε µια στιβάδα:  

� τιµές από την “τρέχουσα” στιβάδα (εδώ ενδιάµεση µέσω του βάρους ∆wij (t-1)), 

� τιµές από την προηγούµενη στιβάδα (εδώ εισερχόµενη µέσω της απόκρισης yi που 

προέρχεται από το νευρώνα i) και 

� τιµές από την επόµενη στιβάδα (εδώ εξωτερική µέσω του όρου ∑
=

δ
K

1k
jk

q
k w ) [12].  

Οι σχέσεις (2.17) έως (2.20), δικαιολογούν απόλυτα την “µεταδοτική” λειτουργία 

του BP αλγορίθµου: αρχίζοντας από το υπολογιζόµενο σφάλµα dk
q – yk

q στην εξωτερική 

στιβάδα, η διόρθωση (ρύθµιση) “περνά” στα βάρη wjk της ενδιάµεσης στιβάδας και 

καταλήγει στην πρώτη µέσα από τα βάρη wij. Μπορούµε να φανταστούµε ένα ντόµινο το 

οποίο κινείται εµπρός, από τα εισερχόµενα (µονάδες της πρώτης στιβάδας) προς τα 

εξερχόµενα, (µονάδες της εξωτερικής στιβάδας) αλλά µετά τελείως απροσδόκητα, γυρίζει 

πίσω και µεταδίδει την κίνηση πάλι στις πρώτες στιβάδες [73].  

Η τελική σχέση 2.20 αποτελείται από δυο προσθετέους οι οποίοι και 

“παρασύρουν” τη διόρθωση των βαρών προς δυο διαφορετικές κατευθύνσεις. Ο πρώτος 

όρος (που περιέχει το ρυθµό εκπαίδευσης) στοχεύει σε µια σύγκλιση απότοµης 

κατάβασης, ενώ ο δεύτερος όρος (που περιέχει την ορµή) παρεµποδίζει την παγίδευση σε 

εισερχόµενο 

W1 

W2 

W3 

εξερχόµενο 

στόχος 

σφάλµα 

διόρθωση 

διορθωµένο W3  

διορθωµένο W2  

διορθωµένο W1  
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τοπικά ελάχιστα (βλ. παρακάτω). Το µέγεθος των δυο αυτών σταθερών καθορίζει το 

βαθµό επίδρασης του κάθε όρου. [12].  

Η ορµή είναι ένα συντελεστής που χρησιµοποιείται για να καθορίσει σε ποιο 

βαθµό, η κάθε περίοδος εξαρτάται από την προηγούµενη [12, 32, 35, 51, 61, 62, 63, 

74]. Έτσι, αναστέλλονται ξαφνικές αλλαγές στην κατεύθυνση που γίνονται οι διορθώσεις 

[12, 62], το δίκτυο ανταποκρίνεται καλύτερα στις “τάσεις” της επιφάνειας σφάλµατος 

[74], ενώ αποφεύγεται η προσκόλληση σε τοπικά ελάχιστα [54, 63, 74]. Έτσι για 

παράδειγµα, όταν η ορµή a είναι µεγαλύτερη του ρυθµού εκπαίδευσης n, αποφεύγονται 

ταλαντώσεις γύρω από το ελάχιστο του σφάλµατος, αλλά µπορεί να µη γίνουν αντιληπτά 

στενά µονοπάτια που οδηγούν στο ολικό ελάχιστο [12]. Όταν ο ρυθµός εκπαίδευσης n 

είναι µεγάλος, µπορούν µε την χρήση της ορµής, να αποφθεχθούν οι ταλαντώσεις γύρω 

από το ελάχιστο του σφάλµατος (που είναι και το ζητούµενο), και το ελάχιστο να 

επιτευχθεί µε αυτόν τον τρόπο γρηγορότερα (σχ. 2.11). Συνεπώς, η χρήση της ορµής, 

επιταχύνει το τελικό αποτέλεσµα [32, 61, 64, 75]. Η επίδρασή της παρόλα αυτά στη 

αποτελεσµατικότητα του δικτύου είναι µικρότερη από του ρυθµού εκπαίδευσης και 

χρησιµοποιείται λιγότερο στη διαδικασία βελτιστοποίησης του δικτύου.  

Γενικότερα, τόσο για το ρυθµό εκπαίδευσης όσο και για την ορµή, απλά 

ελέγχονται κάποιες τιµές (µέσω δοκιµών trial and error [76]) χωρίς να βελτιστοποιούνται 

ουσιαστικά µέσω µιας αντίστοιχης πορείας [51]. Η τιµή της ορµής πρέπει να είναι 

µικρότερη από 1,0 για να επιτευχθεί σύγκλιση [41]. Συνήθως χρησιµοποιούνται τιµές 

µεταξύ 0,6 και 0,8 [51] ή συστήνεται το άθροισµα του ρυθµού εκπαίδευσης και της ορµής 

να είναι κοντά στο 1 [76].  

 

 
Σχήµα 2.11: Η έρευνα στο χώρο των βαρών. (a) µε µικρούς ρυθµούς εκπαίδευσης n, (b) µε 

µεγάλους  ρυθµούς εκπαίδευσης: πολλές ταλαντώσεις, (c) µε µεγάλους  ρυθµούς 

εκπαίδευσης και ορµή α [32]. 
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Η εκπαίδευση µέσω του BP αλγορίθµου, µπορεί να γίνει µε δυο τρόπους: 

1. Pattern mode (ή case-by-case ή on-line mode ή immediate correction ή 

incremental approach). 

2. Batch mode (ή deferred correction). 

Στην πρώτη περίπτωση, οι υπολογισµοί γίνονται µετά από κάθε δείγµα ή παρατήρηση 

(pattern ή case), ενώ στη δεύτερη περίπτωση, οι υπολογισµοί και συνεπώς η διόρθωση των 

βαρών, γίνονται µετά την παρουσίαση ολόκληρου του πλέγµατος των δειγµάτων. 

Θεωρητικά µε την χρήση του pattern mode, αποφεύγονται καλύτερα τα τοπικά ελάχιστα, 

καθώς τα δείγµατα εισέρχονται τυχαία στο νευρωνικό µοντέλο, αλλά µε χρήση της batch 

mode µεθόδου, υπολογίζεται ακριβέστερα το βαθµωτό διάνυσµα [41, 78]. Επιπλέον, η 

pattern mode θεωρείται καλύτερη επιλογή σε περιπτώσεις πολλών δειγµάτων εκπαίδευσης 

[60]. Εµπειρική παρατήρηση ωστόσο, έχει δείξει ότι στη δεύτερη περίπτωση, επιτυγ-

χάνεται γρηγορότερη σύγκλιση [32]. Κατά άλλους ερευνητές ωστόσο, οι δυο προσεγγίσεις 

θεωρούνται ισοδύναµες [51], ενώ η batch mode προσέγγιση δεν φαίνεται να παρουσιάζει 

κανένα ιδιαίτερο πλεονέκτηµα και έτσι δεν χρησιµοποιείται ιδιαίτερα [12].  

Ιδιαίτερη µέριµνα χρειάζεται στη σειρά (order) των δειγµάτων µε την οποία 

“τροφοδοτείται” το δίκτυο κατά την εκπαίδευση. Για παράδειγµα, όταν χρησιµοποιείται 

συνεχώς η ίδια σειρά δειγµάτων, το δίκτυο πιθανά να “επικεντρωθεί” στα πρώτα από 

αυτά. Το πρόβληµα αντιµετωπίζεται µε τη συνεχή αντιµετάθεση των δειγµάτων της οµά-

δας εκπαίδευσης [32, 51].  

Ο back-propagation έχει λιγότερες απαιτήσεις µνήµης από άλλους αλγορίθµους. 

Αποτελεί συνεπώς µια καλή λύση όταν υπάρχουν πολλά δεδοµένα ή όταν υπάρχει 

περίσσεια δεδοµένων (πολλές επαναλαµβανόµενες περιπτώσεις). Έτσι, δουλεύοντας σε 

pattern mode και διπλασιάζοντας τα δείγµατα, ο χρόνος σύγκλισης των δεδοµένων θα 

είναι µεγαλύτερος, αλλά τα αποτελέσµατα θα είναι τα ίδια, χωρίς αλλοιώσεις. Αλλά ο BP 

είναι εξίσου καλός και για µικρό αριθµό δεδοµένων: αντίθετα ένας πιο πολύπλοκος 

αλγόριθµος θα ήταν αµείλικτος για το µέγεθος της οµάδας εκπαίδευσης ή της οµάδας 

επικύρωσης. Επιπλέον, ο BP αλγόριθµος µπορεί να τροποποιηθεί µε την χρήση του όρου 

της ορµής (momentum), ο οποίος επιταχύνει την “κατάβαση” όταν γίνονται αρκετά 

βήµατα προς την ίδια κατεύθυνση. Το αποτέλεσµα, είναι γρηγορότερη σύγκλιση προς το 

ελάχιστο της επιφάνειας σφάλµατος και αποφυγή των τοπικών ελαχίστων [7]. 

Γενικότερα, ο ΒP αλγόριθµος θεωρείται ότι επιτυγχάνει τα καλύτερα αποτε-

λέσµατα σε προβλήµατα ταξινόµησης όταν µάλιστα συνδυάζεται µε feed-forward δίκτυο 

[48]. 
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Παρά τα πλεονεκτήµατα που περιγράφηκαν ωστόσο, και την επιτυχία που γνωρίζει 

ο BP (προφανής από τις αναρίθµητες εφαρµογές), έχουν επίσης εντοπισθεί κάποια 

µειονεκτήµατα, τα οποία και οδήγησαν σε βελτιωµένες εκδόσεις του από πολλούς 

ερευνητές [32]: 

1. Το δίκτυο “παραλύει”. Αυτό σηµαίνει ότι κατά τη διάρκεια της εκπαίδευσης, τα 

βάρη µπορεί να διαµορφωθούν σε πολύ ψηλές τιµές και εξαιτίας της συνήθους 

συνάρτησης ενεργοποίησης που είναι σιγµοειδής, το αποτέλεσµα να είναι κοντά 

στο 0 ή το 1. Τότε, παρατηρώντας τη συνάρτηση f: 

                             y = f(x) = 
xe1

1
β−+

  → f΄(x) = y (1-y)           (2.22) 

όπου β σταθερά, είναι φανερό ότι το σύστηµα µπορεί πραγµατικά να παραµείνει 

στάσιµο [36, 41, 71, 77]. Στις περιπτώσεις αυτές, προτείνεται η αύξηση του ρυθ-

µού εκπαίδευσης, ή η κατάλληλη διαµόρφωση (µείωση) του συντελεστή β στη σιγ-

µοειδή συνάρτηση, ώστε η απόκριση y να πέφτει µέσα στη δυναµική περιοχή 

αυτής [41, 51]. Συνίσταται επίσης, η προσθήκη ενός µικρού όρου στην παράγωγο 

της συνάρτησης ενεργοποίησης, η χρήση τροποποιηµένων συναρτήσεων ή ορµής 

[41], η επανεκπαίδευση του δικτύου µε νέα αρχικά βάρη ή η αύξηση των µονάδων 

της ενδιάµεσης στιβάδας. Πράγµατι, φαίνεται ότι στην περίπτωση της παράλυσης, 

το δίκτυο δεν έχει τη δυνατότητα να απεικονίσει επαρκώς τη συσχέτιση [51].  

2. Ο αλγόριθµος µπορεί να “κολλήσει” σε τοπικά ελάχιστα, όταν υπάρχει χαµηλότερη 

περιοχή κοντά [41, 71, 77, 78]. Και εδώ, συνίσταται επίσης η επανεκπαίδευση του 

δικτύου µε νέα αρχικά βάρη [41, 51],  η χρήση του pattern mode (βλ. παραπάνω) ή 

η αύξηση των νευρώνων της ενδιάµεσης στιβάδας.   

3. Μερικές εφαρµογές συγκλίνουν αργά και ο χρόνος εκπαίδευσης, είναι πραγµατικά 

υψηλός [12, 71, 77, 78, 79]. Εδώ, σηµαντικό ρόλο παίζουν και οι παράµετροι που 

πρέπει να βελτιστοποιηθούν ώστε να αποκτηθεί το καλύτερο BP µοντέλο [79]. 

4. Γενικότερα θεωρείται ότι ο BP αλγόριθµος είναι πιο επιτυχής σε προβλήµατα 

ταξινόµησης.        

 

2.1.11. Παράδειγµα κατανόησης (BP αλγόριθµος) 

 
Θα αναφερθούµε τώρα σε ένα παράδειγµα για την πλήρη κατανόηση του BP 

αλγορίθµου. Το δίκτυο που θα εκπαιδευτεί (µε µία ενδιάµεση στιβάδα), φαίνεται στο 

σχήµα 4.12 [60]. 
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Σχήµα 2.12: Αρχιτεκτονική δικτύου µε διπλής στιβάδας perceptron [60]. 

 

Ας υποθέσουµε ότι η επιθυµητή θεωρητική απόκριση είναι d = 0,9. Ο ρυθµός εκπαίδευσης 

είναι n = 0,1. Τα αρχικά βάρη φαίνονται επίσης στο σχήµα (2.12), αλλά και τις σχέσεις 

(2.24): 
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Η συνάρτηση ενεργοποίησης f είναι σιγµοειδής για την ενδιάµεση και εξωτερική 

στιβάδα µε: f(x) = 
xe−+1

1
, και το εξερχόµενο σήµα της ενδιάµεσης συνάρτησης για το 

εισερχόµενο διάνυσµα x = (1, 1, 3) είναι hj = f(αj) =  
ja

e
−+1

1
 , όπου αj = wj × x. Έτσι: 

α1 = 3×1 + (-1) ×1 + 2×3 = 8 (εισερχόµενο για την h1 µονάδα της ενδιάµεσης στιβάδας), 

α2 = 1×1 + 2×1 + 0×3 = 3 (εισερχόµενο για την h2 µονάδα της ενδιάµεσης στιβάδας), 

h0 = 1 

h1 = 
81

1
−+ e

= 0,9997 (εξερχόµενο για την h1 µονάδα της ενδιάµεσης στιβάδας),και 

h2 = 
31

1
−+e

= 0,9526 (εξερχόµενο για την h2 µονάδα της ενδιάµεσης στιβάδας) 

(2.24) 
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Το εξερχόµενο σήµα που υπολογίζεται βάση του µοντέλου είναι: 

y1 = f(u×h) = f((-3) ×1 + 1×0,9997 + (-2) ×0,9526 = f(-3,9055) = 
)9055,3(1

1
−−+ e

 = 0,0197 

Το σφάλµα στην εξερχόµενη στιβάδα που άµεσα “µεταδίδεται” στην ενδιάµεση, 

υπολογίζεται ως εξής: 

δy1 = (d – y1)(y1)(1 − y1) =  (0,9 - 0,0197)(0,0197)(1 − 0,0197) = 0,0170 

δh1 = (h1)(1 − h1)(δy1)(u11) = (0,9997)(1 − 0,9997)(0,0170)(1) = 5,098 × 10−6 

δh2 = (h2)(1 − h2)(δy1)(u21) = (0,9526)(1 − 0,9526)(0,0170)(−2) = −8,056 × 10-4 

Οι διορθώσεις ∆w και ∆u υπολογίζονται άµεσα µε βάση τα υπολογιζόµενα σφάλµατα: 

∆w01 = n(δh1)(x0) = (0,1)(5,098 × 10−6)(1) = 5,098 × 10−7 

∆w11 = n(δh1)(x1) = (0,1)(5,098 × 10−6)(1) = 5,098 × 10−7 

∆w21 = n(δh1)(x2) = (0,1)(5,098 × 10−6)(3) = 1,5294 × 10−6 

∆w02 = n(δh2)(x0) = (0,1)( −8,056 × 10−4)(1) = −8,056 × 10−5 

∆w12 = n(δh2)(x1) = (0,1)( −8,056 × 10−4)(1) = −8,056 × 10−5 

∆w22 = n(δh2)(x2) = (0,1)( −8,056 × 10−4)(3) = −2,417 × 10−4 

∆u01 = n(δy1)(h0) = (0,1)(0,0170)(1) = 0,0017 

∆u11 = n(δy1)(h1) = (0,1)(0,0170)(0,9997) = 0,0017 

∆u21 = n(δy1)(h2) = (0,1)(0,0170)(0,9526) = 0,0016 

Με βάση τον κανόνα δέλτα, τα βάρη w, u, “ενηµερώνονται” ως εξής: 
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Είναι φανερό ότι οι διορθώσεις στα βάρη είναι πολύ µικρές (σχέσεις (2.25), ενώ η 

απόσταση από το επιθυµητό εξερχόµενο σήµα d = 0,9 είναι πολύ µεγάλη. Θα πρέπει 

λοιπόν να γίνουν επαναλαµβανόµενοι υπολογισµοί και διορθώσεις, ώστε το σήµα y1  να 

τείνει προς το d µε όσον το δυνατό, µηδενική ανοχή. 

 

2.1.12. Άλλοι αλγόριθµοι 

 
∆υο βασικές τροποποιήσεις του BP αλγορίθµου: ο quick-propagation (QP) και ο 

Delta-bar-Delta (DBD). 

(2.25) 
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Ο Quick-propagation είναι batch mode αλγόριθµος, που σηµαίνει ότι τα βάρη 

διορθώνονται αφού εξεταστούν όλα τα δείγµατα. Ο αλγόριθµος αρχίζει µε τον ίδιο κανόνα 

όπως και ο BP, αλλά συνεχίζει µε την παραδοχή ότι η επιφάνεια σφάλµατος είναι τοπικά 

δευτεροβάθµια και έτσι η σύγκλιση στο ελάχιστο µπορεί να γίνει πολύ γρήγορα [80]. Το 

πρόβληµα δηµιουργείται όταν η επιφάνεια δεν είναι κοίλη και έτσι ο αλγόριθµος οδηγείται 

σε λάθος κατεύθυνση. Γενικά, ο QP είναι πιο επιρρεπής σε τοπικά ελάχιστα από τον BP, 

ενώ επίσης θεωρείται πιο ασταθής [7]. 

Ο Delta-bar-Delta αλγόριθµος είναι επίσης επιρρεπής σε τοπικά µέγιστα, αλλά 

είναι πιο σταθερός αν συγκριθεί µε τον QP. Είναι επίσης batch mode αλγόριθµος και 

ξεκινά από την παρατήρηση ότι καθώς η επιφάνεια σφάλµατος µπορεί να έχει διαφο-

ρετικές κλίσεις για κάθε βάρος, καθένα από αυτά πρέπει να έχει το δικό του ρυθµό εκπαί-

δευσης. Συνεπώς, σε κάθε περίοδο, διορθώνονται µαζί µε τα βάρη και οι ρυθµοί εκπαί-

δευσης, µε βάση δυο βασικούς κανόνες: 

1. Αν η παράγωγος έχει το ίδιο πρόσηµο για αρκετές περιόδους, ο ρυθµός 

εκπαίδευσης αυξάνεται, αφού η κατεύθυνση φαίνεται ότι είναι προφανώς η σωστή 

και θεωρείται δόκιµη η διατήρηση της. 

2. Αν η παράγωγος αλλάζει πρόσηµο για αρκετές περιόδους, ο ρυθµός εκπαίδευσης 

µειώνεται. 

Προκειµένου να ικανοποιηθούν τα παραπάνω, ο Delta-bar-Delta αλγόριθµος έχει ένα 

αρχικό ρυθµό εκπαίδευσης, που χρησιµοποιείται σε όλα τα βάρη στην πρώτη περίοδο και 

όταν η παράγωγος διατηρεί το πρόσηµό της, εφαρµόζεται σε αυτόν ένας παράγοντας προ-

σαύξησης, ενώ όταν το πρόσηµο της παραγώγου αλλάζει, ο ρυθµός εκπαίδευσης µειώνεται 

µε την εφαρµογή κατάλληλου συντελεστή διόρθωσης. 

Μειονέκτηµα του Delta-bar-Delta αλγόριθµου, αποτελεί το γεγονός ότι επη-

ρεάζεται άµεσα, από “θορυβώδεις” επιφάνειες σφάλµατος [7]. 

Ο Newton είναι ένας προηγµένος δεύτερης τάξης αλγόριθµος, δηλαδή η κατάβαση 

βασίζεται σε δευτεροβάθµιο µοντέλο [41]. Συνίσταται σε δίκτυα µε µικρό αριθµό βαρών, 

επειδή έχει µεγάλες απαιτήσεις µνήµης (ανάλογες µε το τετράγωνο του  αριθµού των 

βαρών). Στους υπολογισµούς χρησιµοποιεί τον αντίστροφο πίνακα Hessian (δηλαδή ένα 

πίνακα µε τις δεύτερης τάξης µερικές παραγώγους) που µπορεί να είναι θετικός και έτσι ο 

αλγόριθµος να πραγµατοποιεί τελικά ανάβαση και όχι κατάβαση [41]. Επίσης, για µικρά 

δίκτυα οι µερικές παράγωγοι υπολογίζονται εύκολα, αλλά σε µεγαλύτερα δίκτυα 

δηµιουργούνται προβλήµατα [77]. 
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Ο Quasi-Newton είναι ένας επίσης προηγµένος δεύτερης τάξης αλγόριθµος που 

µπορεί να εφαρµοστεί όπου και ο BP, µε καλύτερα γενικά αποτελέσµατα. Είναι batch 

mode αλγόριθµος και συνίσταται σε δίκτυα µε µικρό αριθµό βαρών [7]. Ο Quasi-Newton 

αρχίζει µε την κατεύθυνση της πιο απότοµης κατάβασης όπως και ο BP, αλλά συνεχίζει 

φτιάχνοντας µια προσέγγιση του αντιστρόφου πίνακα Hessian (αποφεύγοντας το 

πρόβληµα της ανάβασης) [41]. Ο Quasi-Newton αλγόριθµος έχει µεγάλες απαιτήσεις 

µνήµης (ανάλογες µε το τετράγωνο του  αριθµού των βαρών), είναι επιρρεπής σε τοπικά 

ελάχιστα και είναι λιγότερος σταθερός από τον Conjugate Gradient Descent. Ωστόσο, 

συγκρινόµενος µε αυτόν, ο Quasi-Newton  θεωρείται πολύ γρήγορος αλγόριθµος [7, 81]. 

Ο Levenberg-Marquardt (LM) δεύτερης τάξης αλγόριθµος αποτελεί µια 

τροποποίηση του Newton αλγορίθµου, ο οποίος υπερπηδά το µειονέκτηµα του θετικού 

αντιστρόφου πίνακα Hessian. Θεωρείται υβριδικός ανάµεσα στους αλγορίθµους απότοµης 

κατάβασης και του Newton, δεν προσκολλάται σε τοπικά ελάχιστα, είναι ταχύτατος, µε 

υψηλές αποδόσεις [82] αλλά οι απαιτήσεις µνήµης είναι επίσης πολύ υψηλές (ανάλογες 

του τετραγώνου του  αριθµού των παραµέτρων) [41].  

 

 

2.2. ΤΑ ΑΛΛΑ ∆ΙΚΤΥΑ 

2.2.1. Παράδειγµα κατανόησης (RBF δίκτυα)  
 
Ένα παράδειγµα για την κατανόηση της εκπαίδευσης ενός µοντέλου RBF, αναφέ-

ρεται παρακάτω. Το µοντέλο που θα εκπαιδευτεί αφορά το γνωστό XOR πρόβληµα µε 

δυαδικά δείγµατα (σχ. 2.13). 
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Σχήµα 2.13: δίκτυο RBF για την επίλυση του προβλήµατος XOR. 

 

Ορίζονται τέσσερις ενδιάµεσες µονάδες (ή κεντροειδή) h1 – h4 στις θέσεις: (0,0), 

(0,1), (1,0) και (1,1). Υπολογίζονται οι αποστάσεις κάθε δείγµατος x (xi, i =1-4) από την 

κάθε µονάδα. Για το πρώτο δείγµα x1 (0,0) ισχύει: 

d11 = (0–0)2 + (0-0)2 = 0 

d12 = (0–0)2 + (0-1)2 = 1 

d13 = (0–1)2 + (0-0)2 = 1 

d14 = (0–1)2 + (0-1)2 = 2 

Οµοίως υπολογίζονται οι αποστάσεις των υπόλοιπων τριών σηµείων από τις τέσσερις 

µονάδες. Ο πίνακας 2.3 συνοψίζει τα αποτελέσµατα. 

 

 

 

 

 

 

 

 

 

(2.26) 
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Πίνακας 2.3: Αποστάσεις των εισερχοµένων από τις ενδιάµεσες µονάδες h1 – h4.  

Αποστάσεις από τις ενδιάµεσες µονάδες ή κεντροειδή 
Εισερχόµενο 

x (xi) h1 h2 h3 h4 

(0,0) 0 1 1 2 

(0,1) 1 0 2 1 

(1,0) 1 2 0 1 

(1,1) 2 1 1 0 

 

Για κάθε εισερχόµενο δείγµα, υπάρχει µία και µόνο κοντινότερη µονάδα (σηµει-

ώνονται στα έντονα έγχρωµα κελιά του πίνακα 2.3). Επιπλέον, η κάθε µονάδα αντιστοιχεί 

σε ένα µόνο δείγµα και εποµένως η νέα θέση της καθορίζεται από τις συντεταγµένες του. 

Έτσι, στο συγκεκριµένο παράδειγµα, οι θέσεις των µονάδων δεν αλλάζουν. 

Η διασπορά σj (j = 1 – 4), υπολογίζεται σε κάθε µονάδα hj από τις δυο κοντι-

νότερες σε αυτήν µονάδες, αν θεωρήσουµε Κ = 2 για τον αλγόριθµο ΚNN που 

εφαρµόζεται στη συνέχεια. Έτσι αν: 

                                               σj = ∑
=

−
K

1k

2
kj )hh(

K

1
                            (2.27) 

σ1 = 2222 )00()10()10()00(
2

1
−+−+−+−  = 1 

Οµοίως υπολογίζονται οι αποστάσεις για τις υπόλοιπες µονάδες (οι δυο γειτονικές µονάδες 

για κάθε µονάδα σηµειώνονται στα λιγότερο έγχρωµα κελιά του πίνακα 2.3). Τελικά: 

σ1=σ2=σ3=σ4=1. 

Από τη σχέση (2.28) που περιγράφει το εξερχόµενο σήµα hj από την ενδιάµεση 

µονάδα j ενός δικτύου RBF: 

                                                      hj = e
2)

j

Cjx
(

σ

−
−

                                  (2.28) 

  

µπορούν να υπολογιστούν τα εξερχόµενα των τεσσάρων µονάδων για κάθε δείγµα. Για 

παράδειγµα, το εξερχόµενο του πρώτου δείγµατος από την πρώτη µονάδα h1 είναι: 

                                h11 = exp [-(
1

)00()00( 22 −+−
)2] = 1                               

Ο πίνακας 2.4 συνοψίζει τα αποτελέσµατα. 
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Πίνακας 2.4: Εξερχόµενα από τις ενδιάµεσες µονάδες h1 – h4 για τα τέσσερα δείγµατα της 

οµάδας εκπαίδευσης.  

Εξερχόµενα  από τις ενδιάµεσες µονάδες ή κεντροειδή 
Εισερχόµενο 

x 
h1 h2 h3 h4 

(0,0) 1 0,37 0,37 0,14 

(0,1) 0,37 1 0,14 0,37 

(1,0) 0,37 0,14 1 0,37 

(1,1) 0,14 0,37 0,37 1 

 

Τώρα, µπορούν να υπολογιστούν τα τελικά εξερχόµενα µε τη βοήθεια κάποιου 

αλγορίθµου όπως τον Least Mean Squares (LMS) ή Pseudo Inverse (PI). ∆εν θα αναφερ-

θούµε σε λεπτοµέρειες πάνω στο συγκεκριµένο αλγόριθµο. Με βάση ωστόσο, τα προανα-

φερθείσα βάρη για την εξωτερική στιβάδα, τα αποτελέσµατα διαµορφώνονται όπως 

φαίνονται στον πίνακα 2.5.  

  

Πίνακας 2.5: Τελικά εξερχόµενα και θεωρητικές αποκρίσεις για τα τέσσερα δείγµατα της 

οµάδας εκπαίδευσης.  

Εισερχόµενο x Εξερχόµενο y 
Θεωρητική 
απόκριση 

(0,0) -0,10 0 

(0,1) 0,86 1 

(1,0) 0,86 1 

(1,1) -0,10 0 

 

2.2.2. ∆ίκτυα Kohonen 

 
Ένα επίπεδο Kohonen µπορεί να “διπλωθεί” σε µια δακτυλιοειδή καµπύλη (torus ή 

toroid) ώστε να δηµιουργηθούν “ισοδύναµοι” (ισάριθµοι) γείτονες για κάθε νευρώνα, 

χωρίς βέβαια να παραποιείται το δίκτυο Στο σχήµα 2.6 φαίνεται πως ένα επίπεδο µπορεί 

να “διπλωθεί” σε µια δακτυλιοειδή καµπύλη (torus ή toroid). Έτσι, δηµιουργούνται 
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“ισοδύναµοι” (ισάριθµοι) γείτονες για κάθε νευρώνα, χωρίς βέβαια να παραποιείται το δί-

κτυο (σχ. 2.7). 

 

 

 

 

 

 
  

Σχήµα 2.6: “∆ιπλώνοντας” τη δισδιάστατη δοµή σε  toroid [12]. 

 

 

Σχήµα 2.7: Ο τρίτος νευρώνας της δεύτερης γραµµής αποκτά 4ης τάξης γείτονες µε την 

κατάλληλη “δίπλωση” [12]. 

 

Στη µονοδιάστατη δοµή είναι ακόµα ευκολότερη η “δίπλωση” του δικτύου σε 

toroid: οι νευρώνες απλά διευθετούνται κυκλικά (σχ. 2.8). Το σηµαντικό εδώ είναι ότι τε-

λικά όλοι οι νευρώνες δέχονται το ίδιο πολυδιάστατο εισερχόµενο και ο καθένας από 

αυτούς συνδέεται µόνο µε αυτούς (ισάριθµους για κάθε νευρώνα) που τοπολογικά βρί-

σκονται κοντινότερα (local feedback). Έτσι, οι νευρώνες που είναι κοντά µεταξύ τους 

συµπεριφέρονται παρόµοια στα εισερχόµενα σήµατα [12].  
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(α) 

 

(β) 

Σχήµα 2.8: ∆ίκτυο Kohonen µε γραµµική δοµή νευρώνων (α). Η toroidal διάταξη 

διευθετεί το δίκτυο σε κύκλο (β) [12]. 

 

Για την οπτικοποίηση των αποστάσεων µεταξύ των γειτονικών νευρώνων ιδιαίτερα  

δηµοφιλής είναι ο ενιαίος πίνακας αποστάσεων (U-matrix, unified distance matrix, σχ. 

2.9) [22, 83, 84, 85]. Οι υψηλές τιµές στο U-matrix (κόκκινο και κίτρινο χρώµα στο 

σχήµα), δείχνουν όριο οµάδων. ∆εδοµένα στην ίδια οµάδα επισηµαίνονται από τις 

οµοιόµορφες περιοχές των χαµηλών τιµών (µπλε χρώµα) [22, 84].  

Πιο συγκεκριµένα, το U-matrix απεικονίζει την Ευκλείδεια απόσταση µεταξύ δυο 

γειτονικών νευρώνων, αλλά και το µέσο όρο των αποστάσεων ενός νευρώνα από όλους 

τους γειτονικούς σε αυτόν. Έτσι στο παρακάτω σχήµα 2.9, το χρώµα του νευρώνα 1, 

δείχνει τη µέση Ευκλείδεια απόσταση από τους γειτονικούς του νευρώνες: 2, 3, 4, 5, 6 και 

7. Η απόσταση φαίνεται να είναι πραγµατικά µικρή. Αντίθετα, το κίτρινο εξάγωνο µεταξύ 

των νευρώνων 8 και 9 απεικονίζει την πραγµατικά µεγάλη απόσταση µεταξύ τους. Άρα οι 

νευρώνες 8 και 9 δεν ανήκουν στην ίδια οµάδα [83]. 

Η ανάγκη δηµιουργίας του U-matrix, παρουσιάστηκε εξαιτίας των προβληµάτων 

που υπήρξαν κατά την ερµηνεία χαρτών Kohonen. Συγκεκριµένα, σε ένα χάρτη 

διαστάσεων ίσο µε το αρχικό δίκτυο Kohonen, οι ενδιαµέσου χρώµατος περιοχές, θα 

µπορούσαν να ερµηνευτούν είτε ως νευρώνες που απέχουν µετρίου µεγέθους αποστάσεις 

µεταξύ τους, είτε ως νευρώνες µε πολύ µεγάλη απόσταση από κάποιους γείτονες από τη 

µια πλευρά και πολύ µικρή από την άλλη [86]. Ο U-matrix διπλασιάζει το αρχικό Kohonen 

δίκτυο, ώστε κάποια κελιά να απεικονίζουν ενεργούς νευρώνες και κάποια τις αποστάσεις 

µεταξύ γειτονικών νευρώνων [83, 86]. 

 

(εισερχόµενα) 
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Σχήµα 2.9: U-matrix για ένα δίκτυο Kohonen 10x10 [84].Ο πίνακας U-matrix για ένα 10x10 

δίκτυο είναι 19x19, καθώς οι ενεργοί νευρώνες διαχωρίζονται µεταξύ τους από ανενεργά 

εξάγωνα κελιά (ή σκιές, “shades”)[83].   

 

Ένα ενδιαφέρον γνώρισµα του Kohonen δικτύου, είναι ότι κάθε νευρώνας έχει τον 

ίδιο αριθµό βαρών, ενώ σε κάθε επίπεδο βαρών, “διαχειρίζονται” δεδοµένα µόνο από µια 

συγκεκριµένη µεταβλητή. Σε κάθε βάρος, σε µια καθορισµένη και σταθερή θέση στο 

νευρώνα, θα “περνά” πάντα η ίδια µεταβλητή. Στο τέλος λοιπόν της εκπαίδευσης, σε κάθε 

επίπεδο του χάρτη, απεικονίζεται η κατανοµή µίας και µόνο µεταβλητής. Ενώ δηλαδή 

συγκεντρωτικά, µε την αξιοποίηση όλων των µεταβλητών, παίρνουµε τον τοπολογικό 

χάρτη που απεικονίζει την οµαδοποίηση/ταξινόµηση όλων των δειγµάτων, σε κάθε 

επιµέρους επίπεδο, µπορούµε να δούµε την οµαδοποίηση/ταξινόµηση που επιτυγχάνει ή 

όχι η κάθε µεταβλητή, της οποίας “ανήκει” το επίπεδο. Τα επίπεδα αυτά ονοµάζονται  

χάρτες βαρών. 

Στο σχήµα 2.10 που ακολουθεί απεικονίζονται επίσης χάρτες βαρών για µια 

µεταβλητή (Oleic acid για το διαχωρισµό λαδιών), µε δυο ωστόσο διαφορετικές τεχνικές: 

toroidal και κανονική (βλ. παραπάνω). 

 

1 

3 4 

7 

2 5 

6 8 

9 



65/ 84 

 

(α) 

 

(β) 

Σχήµα 2.10: Kohonen χάρτες βαρών για το oleic acid. Κάθε νευρώνας “περιέχει” δείγµατα 

από τις οµάδες 1, 2, ….7 και χρωµατίζεται ανάλογα µε τη συγκέντρωση του oleic acid σε αυτά: 

(α) toroidal τεχνική γειτνίασης νευρώνων (β) κανονική [87]. 

 

Η αξιολόγηση των δικτύων Kohonen µπορεί να γίνει µε δυο δείκτες που 

εκφράζουν ουσιαστικά την ελαχιστοποίηση των σφαλµάτων [22, 85, 88, 89, 90, 91]: 

1. Τοπογραφικό (topographic error): το ήδη εκπαιδευµένο Kohonen δίκτυο θα πρέπει 

να διατηρεί την τοπολογία των εισερχοµένων δειγµάτων. Έτσι, όµοια δείγµατα 

πρέπει να αντιστοιχίζονται σε γειτονικούς νευρώνες. Αν αυτό δεν συµβαίνει, 

θεωρείται τοπολογικό σφάλµα και µπορεί να υπολογιστεί µε βάση το σύνολο των 

δειγµάτων για τα οποία οι δυο πιο κοντινοί νευρώνες δεν είναι γειτονικοί: 

                                        et = 
N

1
 ∑
=

N

1k
k )x(u                                        (2.29) 

όπου: Ν είναι ο αριθµός των δειγµάτων, xk είναι το k τάξης δείγµα και u(xk) είναι 

µια συνάρτηση η οποία είναι ίση µε τη µονάδα (1) όταν οι δυο πιο κοντινοί 

νευρώνες ενός δείγµατος δεν είναι γειτονικοί, ενώ διαφορετικά είναι ίση µηδέν (0). 

Το τοπογραφικό σφάλµα µπορεί να χρησιµοποιηθεί ως ένα µέτρο σύγκρισης µόνο 

ανάµεσα σε δίκτυα Kohonen των οποίων οι νευρώνες έχουν ίδιο αριθµό βαρών 

[91].   

2. Κβαντικό (resolution ή quantization error): το όνοµά του προέρχεται από το κύριο 

στόχο των δικτύων Kohonen, που είναι η “κβαντοποίηση” του χώρου των 

εισερχοµένων σε ένα πεπερασµένο αριθµό νευρώνων. Για να υπολογιστεί το 



66/ 84 

σφάλµα αυτό, χρησιµοποιείται το σύνολο των δειγµάτων και ο κοντινότερος σε 

κάθε δείγµα νευρώνας (νικητής): 

                                        eq = 
N

1
 ∑
=

−
N

1k

wwwwxxxxiiii                                        (2.30) 

όπου: xi είναι το i τάξης δείγµα και w ο νικητής νευρώνας.  

Ο αριθµός των νευρώνων καθορίζει ουσιαστικά την ακρίβεια αλλά και τη δυνα-

τότητα γενίκευσης ενός δικτύου Kohonen. Όσο µεγαλύτερος είναι ο χάρτης,  τόσο χαµη-

λότερο είναι το κβαντικό σφάλµα eq, αλλά τόσο µεγαλύτερο το τοπογραφικό et [22]. Αυτό 

οφείλεται στο γεγονός, ότι στους µεγάλους χάρτες, υπάρχει καλύτερη αντιπροσώπευση 

του κάθε εισερχοµένου δείγµατος, αλλά το δείγµα µπορεί να µεταπηδά από τη µια περιοχή 

στην άλλη [92]. Στην πραγµατικότητα, γίνεται ένας συµβιβασµός για µια βέλτιστη επιλογή 

του αριθµού των νευρώνων στον τελικό χάρτη [22, 90]. 

 

2.2.3. Παράδειγµα κατανόησης 1 (δίκτυο Kohonen) 

 
Θα αναφερθούµε τώρα σε ένα παράδειγµα για την πλήρη κατανόηση των Kohonen 

δικτύων. Τα δείγµατα (διανύσµατα 4 διαστάσεων) που θα ταξινοµηθούν είναι τέσσερα 

[34]: 

           (1, 1, 0, 0), (0, 0, 0, 1), (1, 0, 0, 0)  και  (0, 0, 1, 1)                 (2.31) 

Υποθέτουµε ότι ο αριθµός των οµάδων (και των νευρώνων) είναι m = 2 και ο ρυθµός 

εκπαίδευσης n = 0,6 µε: 

                          n(0)  = 0,6        και         n(t+1) = 0,5 n(t)                             (2.32)  

Εφόσον υπάρχουν µόνο δυο οµάδες, η ακτίνα γειτνίασης R τίθεται στο µηδέν (µόνο τα 

βάρη της νικήτριας οµάδας θα διορθώνονται σε κάθε βήµα).  

Τα αρχικά βάρη για κάθε οµάδα είναι: 

                                                    



















3,09,0

7,05,0

4,06,0

8,02,0

                                                   (2.33) 

Για το πρώτο δείγµα υπολογίζουµε τις αποστάσεις από τους δυο νευρώνες: 

                 D(1) = (0,2-1)2 + (0,6-1)2 + (0,5-0)2 + (0,9-0)2 = 1,86 

                 D(2) = (0,8-1)2 + (0,4-1)2 + (0,7-0)2 + (0,3-0)2 = 0,98 

Ο νευρώνας 2 είναι “νικητής” για το πρώτο δείγµα. Έτσι τα βάρη του νευρώνα 

διορθώνονται ως εξής: 

(2.34) 
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                               wi2(new) = wi2(old) + 0,6[xi – wi2(old)]         και  

                                       



















3,09,0

7,05,0

4,06,0

8,02,0

   →   



















12,09,0

28,05,0

76,06,0

92,02,0

                                   (2.35) 

Για το δεύτερο δείγµα ισχύει: 

                 D(1) = (0,2-0)2 + (0,6-0)2 + (0,5-0)2 + (0,9-1)2 = 0,66 

                 D(2) = (0,92-0)2 + (0,76-0)2 + (0,28-0)2 + (0,12-0)2 = 2,28 

Ο νευρώνας 1 είναι “ νικητής ” για το δεύτερο δείγµα. Έτσι τα βάρη του νευρώνα 

διορθώνονται ως εξής: 

                               wi1(new) = wi1(old) + 0,6[xi – wi1(old)]         και  

                                       



















12,09,0

28,05,0

76,06,0

92,02,0

   →   



















12,069,0

28,020,0

76,024,0

92,008,0

                              (2.37) 

Οµοίως για το τρίτο δείγµα νικητής είναι ο νευρώνας 2 και διορθώνονται τα βάρη αυτού: 

                                     



















12,069,0

28,020,0

76,024,0

92,008,0

   →   



















05,069,0

11,020,0

30,024,0

97,008,0

                              (2.38) 

Το τέταρτο δείγµα ανήκει στο νευρώνα 1 και τα βάρη αυτού διορθώνονται ως εξής: 

                                     



















05,069,0

11,020,0

30,024,0

97,008,0

   →   



















05,089,0

11,068,0

30,010,0

97,003,0

                              (2.39) 

Εδώ τελειώνει η πρώτη περίοδος και ο ρυθµός εκπαίδευσης βάση της σχέσης (2.32) 

µειώνεται: 

                                                 n(1) = 0,5 n(0) = 0,3                                       (2.40)  

Η ίδια διαδικασία συνεχίζεται για 100 περιόδους µε τα βάρη να διαµορφώνονται ως εξής: 

                                            





















−

−

−

−

6

6

6

0,10000,1

5,0

0000,1

1

1

1

7

10x

10x2,3

0,4910x2,0

10x6,7

                                   (2.41) 

Συνολικά τα βάρη τείνουν να συγκλίνουν προς τον πίνακα: 

(2.36) 
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

















0,00,1

0,05,0

0,0

0,10,0

0,5
                                                 (2.42) 

Είναι φανερό, ότι η πρώτη στήλη του τελευταίου πίνακα (2.42), αποτελεί το µέσο όρο των 

τιµών που αντιπροσωπεύουν τα δείγµατα 2 και 4 (σχέση 2.31), ενώ παράλληλα η δεύτερη 

στήλη, αποτελεί το µέσο όρο των τιµών που αντιπροσωπεύουν τα δείγµατα 1 και 3. 

Αποδεικνύεται έτσι ότι η ταξινόµηση γίνεται µε βάση τις παραµέτρους (συνιστώσες του 

διανύσµατος) που χαρακτηρίζουν το κάθε δείγµα. Τα τελικά βάρη αναπαριστούν την 

κατανοµή των εισερχοµένων (σχ. 2.14). 

 

 

Σχήµα 2.14: Παράδειγµα διόρθωσης βαρών του νικητήριου νευρώνα σε ένα Kohonen 

δίκτυο. Το βάρος W “προσεγγίζει” διαρκώς το εισερχόµενο Χ [51]. 

 

2.2.4. Παράδειγµα κατανόησης 2 (δίκτυο Kohonen) 

 
Έστω ότι έχουµε ένα δίκτυο Kohonen µε 2 εισερχόµενα και ένα 8x8 χάρτη. Κάθε 

εισερχόµενο παίρνει τιµές στο διάστηµα (0, 1) που επιλέγονται τυχαία, από µια κατανοµή 

τυχαίων αριθµών. Οι αρχικές τιµές για τα βάρη w επιλέγονται επίσης τυχαία ως εξής: 

Ξεκινάµε από µια τιµή wij = 0,5, και προσθέτουµε έναν µικρό τυχαίο αριθµό από το 

διάστηµα (–0,05, 0,05). Έτσι οι αρχικές τιµές των βαρών θα είναι στο διάστηµα (0,45, 

0,55). Τα αρχικά βάρη φαίνονται στο σχήµα 2. 15 [71]. 
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Σχήµα 2.15: Οι τιµές των αρχικών βαρών wij που επιλέγονται στο διάστηµα (0,45, 0,55) 

για ένα δίκτυο µε δυο εισερχόµενες µεταβλητές και 8x8 χάρτη [71]. 

 

Στο σχήµα 2.16  (α) έχουµε τη γραφική παράσταση των αρχικών βαρών, όµοια µε 

το σχήµα 2.15, αλλά τώρα οι άξονες έχουν τιµή από 0 έως 1 και έτσι τα σηµεία 

συσσωρεύονται στη µέση του τετραγώνου. Το δίκτυο Kohonen σταδιακά οργανώνεται 

ξεκινώντας σε χρόνο t = 0 µε τη δοµή του σχήµατος 2.16 (α). Καθόσον το δίκτυο εκπαι-

δεύεται, µετά από 1000 περιόδους, η δοµή του δικτύου φαίνεται στο σχήµα 2.16 (β), όπου 

αρχίζει σιγά–σιγά να φαίνεται η φυσική τοποθέτηση των νευρώνων. Οι συνδέσεις µεταξύ 

των νευρώνων είναι παραποιηµένες και διαστρεβλωµένες. Παρόλα αυτά, αρχίζει ήδη να 

διαφαίνεται ότι οι νευρώνες διασυνδέονται µεταξύ τους σε µια δοµή πλέγµατος. Μετά από 

t = 6000 περιόδους έχουµε το σχήµα 2.16 (γ). Καθόσον η εκπαίδευση προχωρεί τα βάρη 

των µονάδων έχουν “απλωθεί” περισσότερο. Μετά από t = 20000 περιόδους έχουµε το 

σχήµα 2.16 (δ), όπου εδώ οι µονάδες έχουν πάρει πλέον τη φυσική τους θέση και 

καλύπτουν το τετράγωνο οµοιόµορφα. Οι άξονες x και y έχουν τιµές από 0 ως 1, καθώς 

αυτές ήταν οι αρχικές τιµές εισόδου στην οµάδα εκπαίδευσης που χρησιµοποιήσαµε.  
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(α) 

 

(β) 

 

(γ) 

 

(δ) 

Σχήµα 2.16: (α) Η εκπαίδευση του δικτύου δεν έχει αρχίσει ακόµα, t = 0. (β) Το δίκτυο 

µετά από εκπαίδευση 1000 περιόδων, t = 1000. (γ) Το δίκτυο µετά από εκπαίδευση 6000 

περιόδων,  t = 6000. (δ) Το δίκτυο µετά από εκπαίδευση 20000 περιόδων,  t = 20000. Στο 

σηµείο αυτό θεωρούµε ότι η εκπαίδευση του µοντέλου έχει τελειώσει [71]. 

 

Θεωρούµε ότι το δίκτυο αυτό είναι ένα παράδειγµα αυτοοργάνωσης, καθώς το δί-

κτυο Kohonen µπορεί από µόνο του να εκπαιδευθεί και αρχίζοντας από τυχαίες τιµές των 

βαρών να καταλήξει σε µια οργανωµένη δοµή, όπως είδαµε στα προηγούµενα σχήµατα. Η 

όλη διαδικασία γίνεται µε το να απλωθούν οι νευρώνες του χάρτη, έτσι ώστε κάθε νευρώ-

νας να οµοιάζει σε κάποιο αριθµό δειγµάτων εκπαίδευσης [71]. 
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2.2.5. Παράδειγµα κατανόησης 3 (δίκτυο Kohonen) 

 
Το παρακάτω παράδειγµα χρησιµοποιεί το χάρτη Kohonen για την ταξινόµηση των 

χρωµάτων [93]. Τα τρία εισερχόµενα αποτελούν τις RGB (RedGreenBlue) διαστάσεις ενός 

χρώµατος. Έτσι, ένας 2x4 χάρτης (σχ. 2.17) θα αντιπροσώπευε 8 διαφορετικές αποχρώ-

σεις. Στο χάρτη αυτό, τα βασικά χρώµατα κόκκινο (Red), πράσινο (Green) και µπλε (Blue) 

θα καταλάµβαναν τις 3 γωνίες. Αν αντίθετα τα εισερχόµενα αφορούσαν µόνο διαστάσεις 

του κόκκινου, ο χάρτης θα περιείχε µόνο νευρώνες µε τις αντίστοιχες απoχρώσεις. 

Με το παραπάνω παράδειγµα επιτεύχθηκε η µείωση των τριών διαστάσεων σε δυο. 

Επίσης, εύκολα γίνεται αντιληπτό ότι εκτός της ταξινόµησης των χρωµάτων, παρατηρείται 

η τοποθέτηση παρόµοιων αποχρώσεων σε γειτονικούς νευρώνες 

 

 

Σχήµα 2.17: Ταξινόµηση των 3D χρωµάτων (αριστερά) σε δυσδιάστατο επίπεδο (δεξιά) 

[93]. 

 

2.2.6. Υβριδικά ∆ίκτυα (Ensembles Networks) και επαναδειγµατοληψία 

(resampling) 

 
Με την επαναδειγµατοληψία τελευταία, για κάθε νέο δίκτυο (από τα υβριδικά), 

γίνεται νέος διαχωρισµός της βάσης δεδοµένων (σε οµάδες εκπαίδευσης, επικύρωσης και 

ελέγχου), ώστε τελικά όλα τα δείγµατα να χρησιµοποιούνται στην οµάδα εκπαίδευσης. 

Έτσι, η διακύµανση του τελικού υβριδικού µοντέλου µπορεί να ελαττωθεί αποτελε-

σµατικά, εφόσον κάθε φορά χρησιµοποιείται διαφορετική οµάδα εκπαίδευσης. Το ίδιο 
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αποτέλεσµα θα έχουµε όταν επιλέγουµε διαφορετικά αρχικά δίκτυα (βλ. παρακάτω) [94]. 

Επιπλέον, η απόδοση του υβριδικού δικτύου µπορεί να βελτιωθεί αποτελεσµατικά. Η 

διαδικασία εύρεσης του µέσου όρου (ή της πλειοψηφίας) των µοντέλων, µειώνει την 

variance χωρίς να αυξάνει το bias. Από την άλλη µεριά, µπορούµε να “ανεχθούµε” 

πολυπλοκότερα µοντέλα (µε ανάλογο bias), µε τη λογική ότι το υβριδικό µοντέλο θα 

“απαλύνει” την τελική variance [7].  

Με βάση τα παραπάνω, η ικανότητα γενίκευσης των υβριδικών µοντέλων µπορεί 

να είναι καλύτερη από την αντίστοιχη για το βέλτιστο των µεµονωµένων δικτύων, παρά το 

γεγονός ότι αυτό εξαρτάται από το πόσο καλά είναι αυτά τα δίκτυα [7, 95]. Ωστόσο, 

υπάρχουν δυο σηµεία στα οποία πρέπει να δοθεί έµφαση κατά την “κατασκευή” των υβρι-

δικών δικτύων: 

1. Όταν τα µεµονωµένα δίκτυα είναι µη συσχετιζόµενα, το υβριδικό δίκτυο µειώνει 

το σφάλµα κατά ένα παράγοντα Ν, όπου Ν ο αριθµός των αρχικών µεµονωµένων 

δικτύων. Αυτό σηµαίνει ότι όσο µη συσχετιζόµενα είναι τα αρχικά δίκτυα, τόσο 

πιο αποτελεσµατικό είναι το τελικό υβριδικό δίκτυο [7]. Ένας συνδυασµός δικτύων 

είναι χρήσιµος µόνο όταν τα αρχικά δίκτυα “διαφωνούν” για κάποια αποτελέ-

σµατα. “Είναι σαφές, ότι καµιά παραπάνω πληροφορία δεν θα µπορέσουµε να εξά-

γουµε από ακόµα και ένα εκατοµµύριο ολόιδια δίκτυα, από ότι µόνο από ένα από 

αυτά” [94]. Τα διαφορετικά δίκτυα κάνουν συστηµατικά σφάλµατα σε διαφορετικά 

σηµεία του χώρου των εισερχοµένων. Ο µέσος όρος αυτών ωστόσο, µπορεί να 

“ισοπεδώσει” κάποιο από αυτό το bias [7]. 

2. Το αναµενόµενο σφάλµα του υβριδικού δικτύου είναι τουλάχιστον τόσο όσο ο 

µέσος όρος του σφάλµατος των µεµονωµένων δικτύων και συνήθως καλύτερο από 

αυτό. Κάτι τέτοιο βέβαια, προϋποθέτει κάποιο κόστος στην ταχύτητα της 

διεργασίας, αλλά αυτή για τις περισσότερες εφαρµογές είναι ικανοποιητική. 

3. Η απόδοση του τελικού δικτύου εξαρτάται από τα αρχικά επιλεγόµενα δίκτυα. 

Είναι εύλογο λοιπόν, ότι το υβριδικό δίκτυο δεν θα έχει καλά αποτελέσµατα αν 

επιλεγούν “κακά” αρχικά δίκτυα [33]. 

Η επαναδειγµατοληψία των δεδοµένων µπορεί να γίνει µε τρεις τρόπους: 

1. Η πιο απλή εκδοχή είναι η τυχαία (Monte-Carlo), όπου οι οµάδες εκπαίδευσης, 

επικύρωσης και ελέγχου επιλέγονται τυχαία από τη βάση των δεδοµένων, 

κρατώντας απλά σταθερό τον αριθµό των δειγµάτων [7].  

2. Η δεύτερη επιλογή είναι η διασταυρούµενη αξιολόγηση (cross-validation). Οι 

Krogh και Velesby εδώ προτείνουν ότι αν υπάρχει ένα εισερχόµενο δείγµα, για το 
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οποίο τα δίκτυα “διαφωνούν” έντονα, είναι καλύτερα να συµπεριληφθεί στην 

οµάδα εκπαίδευσης [94]. 

3. Η τρίτη εκδοχή είναι το bootstrapping. Η ονοµασία της τεχνικής προκύπτει από 

τη φράση “pull up by your own bootstraps”, µε την έννοια ότι βασίζεται στις δικές 

της δυνατότητες [96]. Η τεχνική δεν έχει ανάγκη την χρήση µιας ανεξάρτητης οµά-

δας ελέγχου [37], καθώς µια νέα οµάδα εκπαίδευσης δηµιουργείται µε δειγµα-

τοληψία αντικατάστασης ή επανατοποθέτηση (“sampling with replacement”) 

από τη διαθέσιµη οµάδα. Με αυτό τον τρόπο, τυχαία δείγµατα επιλέγονται από τη 

βάση δεδοµένων, οι συνδυασµοί δειγµάτων (στις οµάδες εκπαίδευσης-ελέγχου) αυ-

ξάνονται πολλαπλά, ενώ η ίδια πιθανότητα αντιστοιχεί σε καθένα από αυτά. 

Κάποια από τα δεδοµένα µπορεί να µην επιλεγούν, οπότε και χρησιµοποιούνται για 

την οµάδα ελέγχου, ενώ άλλα µπορεί να “διπλοεγγραφούν” [7, 46, 97, 98]. Η 

πορεία του bootstrapping δηµιουργεί κατά µια έννοια πολλαπλά δεδοµένα από την 

αρχική βάση. Το αποτέλεσµα είναι η µείωση της προκατάληψης (ακριβέστερα 

αποτελέσµατα) και η εξισορρόπηση (average out) της διακύµανσης [7, 58]. Επιπλέ-

ον, η θεωρία της τεχνικής λέει ότι η εκτιµήτρια της δειγµατοληψίας αντικατά-

στασης (δηλαδή της bootstrapping δειγµατοληψίας) είναι ίση µε την εκτιµήτρια 

του δείγµατος. Έτσι µε τον τρόπο αυτό, αποκτά κανείς καλύτερη πρόσβαση στα 

στατιστικά δεδοµένα του δείγµατος: οι τιµές από τις Ν bootstrapping δειγµα-

τοληψίες του δείγµατος (σχ. 2.18) µπορούν να χρησιµοποιηθούν για την αξιολόγη-

ση των στατιστικών του αρχικού δείγµατος [96]. 
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Σχήµα 2.18: Παράδειγµα bootstrapping δειγµατοληψίας για την εκπαίδευση ενός µοντέλου 

[96]. 

    

2.2.7. ∆ίκτυα Προσαρµόσιµου Συντονισµού  

 
Τα ∆ίκτυα Προσαρµόσιµου Συντονισµού (Adaptive Resonance theory Networks, 

ART), σχεδιάστηκαν επίσης ως µια µη-επιβλεπόµενη τεχνική αναγνώρισης προτύπων. 

Επικράτησαν για να καλύψουν ένα µειονέκτηµα των τεχνικών ταξινόµησης (πχ των MLP), 

που αφορά το γεγονός ότι µετά το τέλος της “εκπαίδευσης”, τα βάρη είναι πια αµετάβλητα 

και µη προσαρµόσιµα. Το κάθε δίκτυο ή µοντέλο ταξινόµησης, σχεδιάζεται για ένα 

συγκεκριµένο καθήκον: “εκπαιδεύεται” από µια αντιπροσωπευτική οµάδα δειγµάτων και 

πειραµατίζεται σε νέα δείγµατα που επίσης είναι ή πρέπει να είναι σταθερής και 

αναµενόµενης “σύστασης”. ∆υστυχώς όµως, σε πραγµατικά προβλήµατα, δεν συµβαίνει 

πάντα αυτό. Μπορεί λοιπόν να συµβεί η εµφάνιση νέων δειγµάτων, που δεν αντιπρο-

σωπεύουν την οµάδα εκπαίδευσης. Η µοναδική λύση στην περίπτωση αυτή, είναι η 

επανεκπαίδευση του µοντέλου µε την χρήση δειγµάτων που ανήκουν στη νέα οµάδα. 

Μπορεί επίσης δείγµατα που ανήκουν σε παλιές οµάδες να αλλάζουν σύσταση µε το 

χρόνο. Και εδώ η λύση είναι η επανεκπαίδευση του δικτύου µε δείγµατα που αντιπρο-

σωπεύουν τώρα τη νέα σύσταση της οµάδας. Το δίληµµα που προκύπτει λοιπόν είναι: πως 

µπορεί ένα σύστηµα να είναι προσαρµόσιµο σε νέα δεδοµένα, ενώ συγχρόνως να 

παραµένει σταθερό σε “άσχετες” αλλαγές αυτών;  

Σε απάντηση, αναπτύχθηκαν τα ART δίκτυα: όταν ένα “οικείο” δείγµα εισέρχεται 

στο δίκτυο (δηλαδή δείγµα που ικανοποιεί τις συνθήκες των προηγούµενων δειγµάτων), το 



75/ 84 

δίκτυο το αναγνωρίζει και ενσωµατώνει τη νέα, περιορισµένη πληροφορία που αυτό 

µεταφέρει για την προσαρµογή των βαρών του. Όταν όµως, ένα “ξένο” δείγµα 

παρουσιάζεται που δεν ικανοποιεί τις συνθήκες των προηγούµενων δειγµάτων, η δοµή του 

δικτύου αναπροσαρµόζεται και το “ξένο” δείγµα αναγνωρίζεται ως ο πρώτος 

αντιπρόσωπος της νέας τάξης [51]. Με αυτόν τον τρόπο, τα ART δίκτυα δίνουν λύση στο 

δίληµµα της σταθερότητας-ευελιξίας (“stability-plasticity dilemma”[99]): είναι σταθερά 

και µπορούν να διατηρήσουν τους κανόνες της παλιάς εκπαίδευσης, αλλά συγχρόνως 

παραµένουν προσαρµόσιµα, ώστε να “απορροφούν” κάθε νέα πληροφορία, εφόσον αυτό 

χρειαστεί [51, 99].   

 

2.2.8. Μέθοδοι επικύρωσης (validation of the models) 

 
Εδώ αναφέρονται µερικές λιγότερο συνηθισµένες µέθοδοι επικύρωσης των ANN 

µοντέλων. 

Έτσι, ο Rao et al. [100] εξάλλου, χρησιµοποιεί την y-scrambling ή randomization 

test µέθοδο για να επικυρώσει τα µοντέλα του. Η µέθοδος ελέγχει παράλληλα για την 

ύπαρξη τυχαίας συσχέτισης (chance correlation), δηλαδή συσχέτισης που επιτυγχάνεται 

τυχαία από το µοντέλο, χωρίς το ίδιο να διαθέτει ικανότητα πρόβλεψης. Σύµφωνα µε τη 

µέθοδο αυτή, οι χαρακτηρισµοί των οµάδων (ή οι αποκρίσεις για ένα µοντέλο συσχέ-

τισης), µετατίθενται τυχαία πολλές φορές και παράγονται πολλές νέες βάσεις δεδοµένων. 

Στη συνέχεια, ακολουθείται η συνήθης διαδικασία βελτιστοποίησης του µοντέλου και τα 

υπολογιζόµενα ποσοστά πρόβλεψης των νέων µοντέλων πρέπει να είναι µικρότερα από 

της αρχικής αληθινής βάσης δεδοµένων. Αναφορά ή / και εφαρµογή της µεθόδου αυτής, 

βλέπουµε και αλλού [50, 58].  

Ο συντελεστής k (“Cohen’s kappa coefficient”) παρέχει επίσης µια εναλλακτική 

µέθοδο για τον έλεγχο της τυχαίας συσχέτισης στα µοντέλα ταξινόµησης. Λεπτοµέρειες 

για τον υπολογισµό του συντελεστή k αναφέρονται αναλυτικά στη βιβλιογραφία [101, 

102].    

 

2.2.9. Αλλαγή κλίµακας (scaling) των δεδοµένων  

 
Μερικές λιγότερο συνηθισµένες µέθοδοι αλλαγής κλίµακας (scaling) είναι: 

1. Constant row sum: κάθε µεταβλητή διαιρείται µε το άθροισµα όλων των 

µεταβλητών για ένα δείγµα [40]. 
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2. Normalization variable: οι µεταβλητές κανονικοποιούνται (normalized), σε σχέση 

µε µια µεταβλητή [40, 103]. 

3. Range transformation: η ελάχιστη τιµή µιας µεταβλητής τίθεται στο µηδέν (0), η 

µέγιστη στο ένα (1), και όλες οι ενδιάµεσες τιµές κυµαίνονται µεταξύ αυτών [40, 

104]. 

4. Log transformation: ελαττώνει την ασυµµετρία (skewness) µιας κατανοµής και 

µπορεί να µειώσει τη επίδραση ακραίων τιµών [105]. 

Υπάρχουν ακόµα λιγότερο συνήθεις µέθοδοι, που χρησιµοποιούνται σε ειδικές 

περιπτώσεις. 
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ΚΕΦ. 1 ΤΑΜΙΕΥΤΗΡΕΣ ΠΟΣΙΜΟΥ Υ∆ΑΤΟΣ ΑΤΤΙΚΗΣ 

1.1. ΣΥΜΠΛΗΡΩΜΑ ΣΤΟ ΠΕΙΡΑΜΑΤΙΚΟ ΜΕΡΟΣ (ΚΛΑΣΙΚΕΣ ΤΕΧΝΙΚΕΣ) 

 

Πίνακας 1.1: Συσχετίσεις Pearson για τα “ενοποιηµένα” συνολικά δεδοµένα 

 Fe B Al V Cr Mn Ni Cu Zn As Ba 

Fe 1,00 0,17 0,43 0,28 0,10 0,05 0,30 0,52 0,21 0,12 -0,12 

B 0,17 1,00 -0,01 0,47 0,38 -0,02 0,42 0,40 0,19 0,65 0,21 

Al 0,43 -0,01 1,00 0,19 0,28 -0,07 -0,02 0,10 0,12 -0,10 -0,17 

V 0,28 0,47 0,19 1,00 0,54 -0,19 0,33 0,46 -0,01 0,21 -0,12 

Cr 0,10 0,38 0,28 0,54 1,00 -0,24 -0,05 0,12 -0,02 0,15 -0,04 

Mn 0,05 -0,02 -0,07 -0,19 -0,24 1,00 0,43 0,01 0,21 0,44 0,15 

Ni 0,30 0,42 -0,02 0,33 -0,05 0,43 1,00 0,45 0,33 0,56 -0,03 

Cu 0,52 0,40 0,10 0,46 0,12 0,01 0,45 1,00 0,01 0,32 -0,10 

Zn 0,21 0,19 0,12 -0,01 -0,02 0,21 0,33 0,01 1,00 0,21 0,55 

As 0,12 0,65 -0,10 0,21 0,15 0,44 0,56 0,32 0,21 1,00 0,17 

Ba -0,12 0,21 -0,17 -0,12 -0,04 0,15 -0,03 -0,10 0,55 0,17 1,00 
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Πίνακας 1.2: Συσχετίσεις Spearman για τα “ενοποιηµένα” συνολικά δεδοµένα 

 Fe B Al V Cr Mn Ni Cu Zn As Ba 

Fe 1,00 0,53 0,18 0,29 0,15 0,56 0,58 0,04 0,35 0,53 -0,09 

B 0,53 1,00 -0,21 0,14 0,18 0,43 0,41 0,00 0,66 0,63 0,34 

Al 0,18 -0,21 1,00 0,20 0,18 0,05 -0,04 0,08 -0,21 -0,14 -0,26 

V 0,29 0,14 0,20 1,00 0,35 0,18 0,43 0,39 0,01 0,27 -0,16 

Cr 0,15 0,18 0,18 0,35 1,00 0,19 0,06 0,07 -0,03 0,10 -0,12 

Mn 0,56 0,43 0,05 0,18 0,19 1,00 0,50 0,11 0,27 0,54 -0,02 

Ni 0,58 0,41 -0,04 0,43 0,06 0,50 1,00 0,40 0,23 0,72 -0,16 

Cu 0,04 0,00 0,08 0,39 0,07 0,11 0,40 1,00 -0,29 0,30 -0,19 

Zn 0,35 0,66 -0,21 0,01 -0,03 0,27 0,23 -0,29 1,00 0,35 0,52 

As 0,53 0,63 -0,14 0,27 0,10 0,54 0,72 0,30 0,35 1,00 0,06 

Ba -0,09 0,34 -0,26 -0,16 -0,12 -0,02 -0,16 -0,19 0,52 0,06 1,00 
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Σχήµα 1.1: Μεταβλητές που είναι υπεύθυνες για τον διαχωρισµό των οµάδων και υπο-όµάδων στην CA.
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1.2. ΣΥΜΠΛΗΡΩΜΑ ΣΤΟ ΠΕΙΡΑΜΑΤΙΚΟ ΜΕΡΟΣ (∆ΙΚΤΥΟ KOHONEN) 

1.2.1. Πίνακες και σχήµατα 

 

Πίνακας 1.3: Παράµετροι εκπαίδευσης δικτύων Kohonen  

 Α Φάση Β Φάση 

Περίοδοι (Epochs) 20000 20000 

Ρυθµός εκπαίδευσης 

(Learning rate) 
0,1 – 0,02 0,1 – 0,01 

Ακτίνα γειτνίασης R 3 - 1 0 - 0 

Training / Selection / Test 45 / 22 / 22 45 / 22 / 22 

 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 1.2: Σχηµατική παράσταση της πορείας Kohonen (για την 4x2 δοµή). 

 
 
 
 
 
 
 
 
 
 

Ni 
As 

V 

wij 
3 µεταβλητές 

χαρτογραφούνται 

σε έναν 4x2 
Kohonen χάρτη 



12 / 95 

1.2.2. Αξιολόγηση βαρών του βελτιστοποιηµένου µοντέλου Kohonen  

 
Η αξιολόγηση των βαρών του βελτιστοποιηµένου Kohonen µοντέλου 3:3-8:1, µπο-

ρεί να γίνει µε την βοήθεια των αναλύσεων PCA και DA των βαρών των 8 νευρώνων. 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 1.3: ∆ιάγραµµα σκορ της PCA στα βάρη του βελτιστοποιηµένου µοντέλου Kohonen 

3:3-8:1 

 

Έτσι µε σκοπό την παραπέρα εξερεύνηση της σχέσης ανάµεσα στα βάρη των 

νευρώνων και τις οµάδες των δειγµάτων (Υ, ΜΟ, ΜΑ), εφαρµόζεται αρχικά PCA σε αυτά. 

Στο διάγραµµα σκορ (σχ. 1.3) αναπαρίσταται οι 8 νευρώνες του µοντέλου Kohonen: 

καθώς οι νευρώνες χαρακτηρίζονται από τον αριθµό των δειγµάτων που έχουν “πέσει” σε 

αυτούς, το ίδιο µπορεί να γίνει και στα σηµεία του σκορ διαγράµµατος. Εδώ, οι νευρώνες 

των διαφορετικών οµάδων περιγράφονται πολύ καλά από τις δύο συνιστώσες PC1 και 

PC2 οποίες ερµηνεύουν συνολικό ποσοστό ίσο µε 90, 2 %. Καθώς οι συνιστώσες αυτές, 

µπορούν να διαχωρίσουν τις τρεις οµάδες, είναι δυνατό να βρεθούν από το αντίστοιχο 

διάγραµµα φορτίσεων (σχ. 1.4) οι µεταβλητές που περιγράφουν αυτές τις οµάδες. Έτσι 
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είναι φανερό, ότι κάποιες από τις παραµέτρους δεν παίζουν σηµαντικό ρόλο σε κάποιο 

διαχωρισµό: το V δεν µπορεί να διαχωρίσει τις οµάδες των ΜΟ και ΜΑ, αλλά αντίθετα το 

είναι σηµαντικό για την διαφοροποίηση της Υλίκης (Υ). Τα As, Ni συµβάλλουν στην 

διαφοροποίηση ΜΟ και ΜΑ.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Σχήµα 1.4: ∆ιάγραµµα φορτίσεων PCA στα βάρη του βελτιστοποιηµένου µοντέλου Kohonen 

3:3-8:1 

 

Παρότι η PCA των βαρών µοντέλου Kohonen, έχει γίνει στο παρελθόν [1], η DA 

αυτών δεν έχει επαναληφθεί. Εφαρµόζεται λοιπόν DA στα βάρη των 8 νευρώνων και τα 

αποτελέσµατα φαίνονται στο canonical plot (σχ. 1.5). Τα σηµεία του διαγράµµατος αναπα-

ριστούν τους 8 νευρώνες. Ο διαχωρισµός τους είναι πολύ καλός µε το As να κρίνεται ως 

σηµαντικότερη µεταβλητή: As>Ni>V. Είναι φανερό ότι µέσω του µοντέλου Kohonen, ο 

διαχωρισµός των τριών λιµνών ανάγεται σε ένα γραµµικό πρόβληµα.  
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Σχήµα 1.5: Canonical plot από την κλασική DA στα βάρη του βελτιστοποιηµένου µοντέλου 

Kohonen 3:3-8:1 

 

Στο σχήµα 1.6 ανασκοπούνται όλα τα παραπάνω συµπεράσµατα. 
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Σχήµα 1.6: Συνολική αξιολόγηση των βαρών του βελτιστοποιηµένου µοντέλου Kohonen 3:3-8:1

Profile : SOFM 3:3-8:1 ,  

Train Perf. = 0.911(91.1%),  Select Perf. = 0.909(90.9%),  Test Perf. = 0.909(90.9%)
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ΚΕΦ. 2 ΠΕΡΙΒΑΛΛΟΝΤΙΚΗ ΕΠΙ∆ΡΑΣΗ ΤΗΣ ΕΝΤΑΤΙΚΗΣ 

ΙΧΘΥΟΚΑΛΛΙΕΡΓΕΙΑΣ (ΜΕΛΕΤΗ ΤΗΣ ΣΥΓΚΕΝΤΡΩΣΗΣ 

ΜΕΤΑΛΛΩΝ ΚΑΙ ΘΡΕΠΤΙΚΩΝ ΣΥΣΤΑΤΙΚΩΝ ΣΕ ΘΑΛΑΣΣΙΑ 

ΙΖΗΜΑΤΑ ΣΤΗΝ ΕΛΛΑ∆Α) 

2.1. ΕΙΣΑΓΩΓΗ  

 

Στη διάρκεια των τελευταίων χρόνων, εκτεταµένες ιχθυοκαλλιέργειες έχουν 

αναπτυχθεί κατά µήκος των ηπειρωτικών και νησιωτικών ελληνικών ακτών. Αυτή η 

ανάπτυξη απαιτεί περαιτέρω µελέτη όχι τόσο στην υδάτινη στήλη, αλλά στα θαλάσσια 

ιζήµατα γύρω από τους κλωβούς των ψαριών. Πραγµατικά, οι ιχθυοκαλλιέργειες φαίνεται 

να επηρεάζουν το προφίλ των συγκεντρώσεων της οργανικής ύλης, των θρεπτικών συστα-

τικών [2, 3] αλλά και των µετάλλων [4, 5, 6]. Εργασίες συντήρησης, ιχθυοτροφές, 

µεταβολικά προϊόντα και περιττώµατα συνεισφέρουν επίσης στην επιµόλυνση της 

περιοχής. 

Η αλλαγή της σύστασης των θαλάσσιων ιζηµάτων που συνορεύουν µε ιχθυο-

καλλιέργειες έχει µελετηθεί πολύ στην διάρκεια των δύο τελευταίων δεκαετιών. Ο Chou et 

al. [7] διαπίστωσε σηµαντική µείωση στην επίδραση των µονάδων ιχθυοκαλλιέργειας στα 

ιζήµατα απόστασης 50 m από τους κλωβούς των ψαριών στην New Brunswick (Καναδάς). 

Βρέθηκαν επίσης υψηλές συγκεντρώσεις Cu, Zn, C και σωµατιδίων <63 µm. PCA και CA 

χρησιµοποιήθηκαν για την αξιολόγηση των αποτελεσµάτων. Ο Mendiguchía et al. [8] 

επιβεβαίωσε την συγκέντρωση µετάλλων όπως Cu, Zn και Pb και οργανικής ύλης σε 

θαλάσσια ιζήµατα σαν συνέπεια της εντατικής ιχθυοκαλλιέργειας. Επιπλέον, η συγκέν-

τρωση του P βρέθηκε να µειώνεται δραστικά µε την αύξηση της απόστασης από ιχθυο-

καλλιέργειες στο Σούνιο (Ελλάδα) στην Alicante (Ισπανία) και την Sicily (Ιταλία) [9]. Ο 

Dalman et al. [10] έχει επίσης προσδιορίσει υψηλές συγκεντρώσεις Zn, Cd και Cu εξαιτίας 

παρακείµενων µονάδων ιχθυοκαλλιέργειας στην Gulluk Bay (Τουρκία). Ο Tovar et al. [4] 

αξιολόγησε την ποιότητα του νερού σε ένα ποτάµι στην Cadiz Bay (Ισπανία), όπου 

λειτουργούν εκτεταµένες µονάδες ιχθυοκαλλιέργειας. Πολλές παράµετροι προσδιο-

ρίστηκαν (pH, θερµοκρασία, αλατότητα, διαλυµένο οξυγόνο, θρεπτικά συστατικά) κατά 

µήκος των ακτών του ποταµού στην διάρκεια διαφορετικών εποχών του έτους. Το αµµώ-

νιο και τα αιωρούµενα στερεά ήταν οι πιο σηµαντικοί ρυπαντές. Ο Barasan et al. [11] επι-

βεβαίωσε την επίδραση των ιχθυοκαλλιεργειών στα θαλάσσια ιζήµατα (η οποία ήταν πολύ 

µικρότερη στην υδάτινη στήλη). Βρέθηκαν σηµαντικές διαφορές ανάµεσα στα “τυφλά” 
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σηµεία ελέγχου και τα παρακείµενα των κλωβών σηµεία για παραµέτρους όπως η 

οργανική ύλη και βαρέα µέταλλα (Fe και Zn). Οι συγγραφείς χρησιµοποίησαν τις δοκιµές 

Kruskal–Wallis και U Mann–Whitney για την ανίχνευση διαφορών ανάµεσα στις θέσεις 

δειγµατοληψίας και τις εποχές. Ο  Neofitou et al. [12] µελέτησε επίσης τις χωρικές και 

εποχιακές διακυµάνσεις στην επίδραση των µονάδων ιχθυοκαλλιέργειας στα θαλάσσια 

ιζήµατα και τους οργανισµούς σε δύο µονάδες στον Παγασητικό κόλπο. Από τους συγ-

γραφείς χρησιµοποιήθηκε ANOVA για την ταυτοποίηση των χωρικών διακυµάνσεων, ενώ 

δεν ανιχνεύτηκαν εποχιακές διαφορές. Τέλος, οι  Mente et al. [3], Cao et al. [13] και 

Sapkota et al. [14] επιβεβαίωσαν την επίδραση των µονάδων ιχθυοκαλλιέργειας σε πρό-

σφατες εργασίες ανασκόπησης. 

Έτσι είναι φανερό, ότι είναι σηµαντική η εκτίµηση της τύχης των αποβλήτων των 

µονάδων ιχθυοκαλλιέργειας για την βιοσιµώτητα της βιοµηχανίας αυτής. Συγκεκριµένα, ο 

σκοπός του κεφαλαίου αυτού, είναι η µελέτη της συσσώρευσης οργανικών C, N και P και 

οκτώ µετάλλων (Cu, Cd, Pb, Hg, Fe, Mn, Ni και Zn) και As σε θαλάσσια ιζήµατα σε 

µονάδες ιχθυοκαλλιέργειας κατά µήκος τριών παράκτιων περιοχών της Ελλάδας: Χίος-

Οινούσσες στο Βόρειο Αιγαίο και Ναύπακτος, Αστακός στην κεντρική Ελλάδα. Παράλ-

ληλα µελετάται η ιδιαιτερότητα των µονάδων αυτών και τυχόν εποχιακές διακυµάνσεις. 

Έτσι, συλλέγονται θαλάσσια ιζήµατα κοντά (µηδενική απόσταση) ή µακρύτερα (50 και 

100 m) από τους κλωβούς των ψαριών µε πέντε βασικούς στόχους: 

1. να εκτιµηθούν οι συγκεντρώσεις των µετάλλων/µεταλλοειδών και θρεπτικών 

συστατικών σε θαλάσσια ιζήµατα παρακείµενα σε ιχθυοκαλλιέργειες, 

2. να συγκριθούν τα αποτελέσµατα αυτά µε τα αντίστοιχα ιζηµάτων µακρύτερα των 

κλωβών ιχθυοκαλλιέργειας, ώστε να παρουσιαστούν οι επιπτώσεις των εγκατα-

στάσεων αυτών στην ποιότητα των παρακειµένων θαλασσίων ιζηµάτων, 

3. να µελετηθούν διαφορές µεταξύ των µονάδων που σχετίζονται µε την εποχή 

δειγµατοληψίας, 

4. να εφαρµοστούν βασικές πολυπαραµετρικές τεχνικές για την αξιολόγηση των 

αποτελεσµάτων, 

5. να ανιχνευτούν οι πιο σηµαντικοί από τους παράγοντες επιµόλυνσης στο σύνολο 

των µετάλλων και θρεπτικών συστατικών που προσδιορίζονται. 

Μη επιβλεπόµενες και επιβλεπόµενες τεχνικές όπως PCA/FA και DA αντίστοιχα 

χρησιµοποιήθηκαν για την εκτίµηση των αποτελεσµάτων. Οι PCA/FA εφαρµόστηκαν για 

την ταυτοποίηση των συσχετίσεων µεταξύ των µεταβλητών και την εύρεση των 

παραγόντων που επηρεάζουν την ρύπανση στην περιοχή ή καθορίζουν την διαφοροποίηση 
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των τριών µονάδων. Η DA επιβεβαίωσε την διαφοροποίηση των σηµείων δειγµατοληψίας 

εξαιτίας της απόστασής τους από τους κλωβούς ιχθυοκαλλιέργειας, τα ιδιαίτερα 

χαρακτηριστικά της κάθε µονάδας ή το διαφορετικό γεωλογικό υπόβαθρο. Είναι η πρώτη 

φορά που αποτελέσµατα από τόσες χηµειοµετρικές τεχνικές χρησιµοποιούνται σαν µια 

ισχυρή ένδειξη της συσσώρευσης µετάλλων και θρεπτικών συστατικών στα παρακείµενα 

των κλωβών ιζήµατα. 

 

   
2.2. ΠΕΙΡΑΜΑΤΙΚΟ ΜΕΡΟΣ 

2.2.1. ∆ειγµατοληψία  

 
Επιλέχθησαν τρεις µονάδες: Χίος-Οινούσσες (CH), Ναύπακτος (ΝΑ) και Αστακός 

(AS) (σχ. 2.1, πίνακας 2.1) οι οποίες χρησιµοποιούνται για την εκτροφή τσιπούρας και 

λαυρακιού. Όλα τα βασικά χαρακτηριστικά των µονάδων περιγράφονται στον πίνακα 2.1. 

Παράγοντες όπως τα χρόνια λειτουργίας, το βάθος, η κατεύθυνση των ανέµων, ο τύπος 

του ιζήµατος και η δυναµικότητα της µονάδας ενδέχεται να έχουν επίδραση στην εκτίµηση 

των αποτελεσµάτων.  

Οι θέσεις δειγµατοληψίας επιλέχθησαν µε βάση σχέδια προτεινόµενα από άλλες 

µελέτες για την περιβαλλοντική επίδραση των ιχθυοκαλλιεργειών στα ιζήµατα [15, 16, 17, 

18, 19], όπου ένα δείγµα συλλέγεται κάτω από τον κλωβό, ένα δεύτερο σε απόσταση από 

αυτόν ώστε αν αξιολογηθεί η έκταση της ρύπανσης και ένα τρίτο σε σηµείο τελείως 

ανεπηρέαστο από την δραστηριότητα. Το τελευταίο αναφέρεται σαν δείγµα ελέγχου ή 

αναφοράς (“control” ή “reference”).  

Ενενήντα δείγµατα (90) συλλέχθησαν συνολικά (56 CH, 16 NA και 18 AS), κάτω 

από τον κλωβό των ψαριών (µηδενική απόσταση) και 50 ή 100 m µακριά από αυτά, κατά 

µήκος των κυριότερων θαλάσσιων ρευµάτων. ∆εκαέξι (16) δείγµατα από αυτά ήταν 

“δείγµατα-µάρτυρες” ή ελέγχου και βρίσκονταν µακριά από τις ιχθυοκαλλιέργειες (πίνακες 

2.2-2.4). Η δειγµατοληψία έγινε σε τέσσερις περιόδους: τον ∆εκέµβριο του 2005, τον 

Ιούνιο και ∆εκέµβριο του 2006 και τον ∆εκέµβριο του 2007. Τα βάθη δειγµατοληψίας 

κυµαίνονταν από 15 ως 42 m. Όλα τα δείγµατα συλλέχθησαν από δύτες σε πλαστικά 

δοχεία 1 L και φυλλάχθησαν στους -20°C µέχρι την ανάλυση. 
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Σχήµα 2.1: Μονάδες ιχθυοκαλλιέργειας που χρησιµοποιήθηκαν στον προσδιορισµό των 

µετάλλων/µεταλλοειδών και θρεπτικών συστατικών σε θαλάσσια ιζήµατα (1: ΝΑ, 

Ναύπακτος, 2: CH, Χίος-Οινούσσες, 3: AS, Αστακός 

 

1 

3 

2 
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Πίνακας 2.1: Περιγραφή των θέσεων δειγµατοληψίας των θαλασσίων ιζηµάτων 

Χαρακτηριστικά φάρµας 

Κωδικός 
δειγµατοληψίας* 

Μονάδα 
ιχθυοκαλλιέργειας 

Φάρµα 
Έτη 

λειτουργίας 
Βάθος 

(m) 

Κατεύθυνση 
ανέµων 

(µέγιστη 
ταχύτητα) 

Τύπος 
ιζήµατος 

∆υναµικότητα 
(t/έτος) 

108.1.S 
N-E των 

Οινουσσών 
Γαβάθι 9 26-38 S αµµώδες 230  

108.2.S Χίος Αιγέας 12 12-40 S-E αµµώδες 230  

108.3.S N-E of Inousses Ιχθύς 11 17-28 E-W αµµώδες 230  

108.5.S Χίος Πρωτέας 14 30-50 S-E αµµώδες 290 

108.6.S N-E της Χίου Ροδόσσι 9 20-50 N & S-E 
αµµώδες-
βραχώδες 

190 

108.7.S 
N-E των 

Οινουσσών 
Οινούσσες 12 16-27 --- αµµώδες 230 

CH.6.M Χίος ∆είγµα ελέγχου --- 15-20 N-SE αµµώδες --- 

CH.IN.M Οινούσσες ∆είγµα ελέγχου --- 15-20 N-SE αµµώδες --- 

107.1.S Ναύπακτος Εκάλ 19 19-38 S-SW αµµώδες 190 

107.2.S Ναύπακτος Υδροκάλ 12 20-70 E-SE 
αµµώδες-

χαλίκι 
280 

107.3.S Ναύπακτος Αγ. Νικόλαος 16 19-35 S-SW χαλίκι 160 

NA.M1 Ναύπακτος 
∆είγµα ελέγχου Εκάλ-

Υδροκάλ 
--- 8 E 

βραχώδες-
χαλίκι 

--- 

NA.M3 Ναύπακτος 
∆είγµα ελέγχου Αγ. 

Νικολάου 
--- 6 W 

βραχώδες-
χαλίκι 

--- 

109.1.S Αστακός Προβάτι 6 42-49 
N-NE & SE 

(10.4) 
λασπώδες 700 
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Χαρακτηριστικά φάρµας 

Κωδικός 
δειγµατοληψίας* 

Μονάδα 
ιχθυοκαλλιέργειας 

Φάρµα 
Έτη 

λειτουργίας 
Βάθος 

(m) 

Κατεύθυνση 
ανέµων 

(µέγιστη 
ταχύτητα) 

Τύπος 
ιζήµατος 

∆υναµικότητα 
(t/έτος) 

109.2.S Αστακός Ποντικός 13 33-42 N (6.2) λασπώδες 700 

109.3.S Αστακός Παλαιά ∆ραγονέρα 11 25-47 NW λασπώδες 150 

109.4.S Αστακός Νέα ∆ραγονέρα 3 45-62 N-NE & SW 
λασπώδες-
αµµώδες 

390 

AS.M1 Αστακός 
∆είγµα ελέγχου 

∆ραγονέρας 
--- 20-25 NW αµµώδες --- 

AS.M2 Αστακός 
∆είγµα ελέγχου Προβάτι-

Ποντικός 
--- 20-25 N αµµώδες --- 

* Με την προσθήκη της κατάλληλης τιµής: 0, 50,100 σε αυτόν τον κωδικό, καθορίζεται η απόσταση από τον κλωβό (βλ. παρακάτω πίνακες 2.2, 
2.3, 2.4). 
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Πίνακας 2.2: Αποτελέσµατα Cu, Cd, Pb, Hg, As, Fe, Mn, Zn, Ni, C, N  & P για την µονάδα Χίου-Οινουσσών (CH) 

∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

1η δειγµατοληψία: 12/2005 

108.1.S 100 DI 13,4 90,0 0,52 0,031 6,30 3177 67,7 31,5 17,1 15,0 0,66 0,45 

108.1.S 0 ZE 47,9 253 0,73 0,047 6,74 6617 74,8 136 18,4 29,8 3,64 6,41 

108.7.S 100 DI 17,9 128 0,75 0,044 7,46 7418 97,8 45,4 35,1 29,6 2,59 0,66 

108.7.S 0 ZE 83,1 311 0,77 0,054 7,82 8020 101 256 29,3 36,2 3,87 19,5 

108.3.S 100 DI 10,1 101 0,79 0,042 7,61 6722 110 30,2 26,3 16,2 1,33 0,32 

108.3.S 0 ZE 20,8 218 0,69 0,056 14,2 7917 117 141 42,4 36,0 4,18 6,26 

108.6.S 100 DI 22,0 204 0,95 0,079 16,1 8096 117 47,8 28,3 22,6 2,24 0,94 

108.6.S 0 ZE 72,5 619 0,74 0,339 9,52 8577 140 448 27,8 65,6 5,11 17,9 

108.2.S 100 DI 3,14 109 0,23 0,029 5,77 117 29,4 11,6 1,83 7,38 0,82 0,45 

108.2.S 0 ZE 68,1 305 0,34 0,038 7,39 558 45,5 114 10,9 15,3 2,47 9,69 

108.6.S 0 ZE 20,9 243 0,45 0,131 5,16 2678 96,2 77,5 8,33 16,2 1,45 6,65 

108.6.S 100 DI 14,5 373 0,40 0,089 5,50 2902 133 104 7,77 11,7 1,04 1,05 

CH.IN.M 
∆είγµα 
ελέγχου 

8,59 140 0,71 0,053 8,00 6341 93,0 50,3 20,8 21,2 1,87 0,33 

CH.6.M 
∆είγµα 
ελέγχου 

11,4 117 0,29 0,065 7,97 3956 112 25,2 13,9 18,5 1,52 0,43 

2η δειγµατοληψία: 6/2006 

108.2.S 0 ZE 23,6 245 0,27 2,44 12,8 4167 89,3 95,7 13,6 17,2 1,60 3,85 

108.2.S 100 DI 6,69 109 0,15 0,247 7,97 872 42,8 11,2 5,21 3,93 0,360 0,17 
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∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

108.5.S 0 ZE 33,6 168 0,24 66,6 14,4 7977 109 116 108 20,4 1,62 2,85 

108.5.S 100 DI 27,3 174 1,20 3,67 21,2 8895 131 65,9 88,9 22,4 1,72 0,83 

108.6.S 0 ZE 39,9 223 0,36 4,52 7,68 4976 129 74,5 73,5 19,9 1,63 3,47 

108.6.S 100 DI 16,6 103 0,71 3,78 6,54 5090 94,2 18,2 65,3 21,6 1,87 0,53 

108.1.S 0 ZE 106 480 0,29 0,041 7,10 3540 60,0 270 9,64 20,4 2,55 8,28 

108.1.S 100 DI 25,9 89,9 0,53 0,029 6,60 3820 81,1 49,9 6,61 7,18 0,75 0,77 

108.3.S 0 ZE 113 772 0,70 0,092 7,30 7048 101 702 16,8 36,5 4,79 13,9 

108.3.S 100 DI 19,2 86,8 1,02 0,050 9,04 6585 118 27,2 24,9 13,5 0,99 0,33 

108.7.S 0 ZE 119 365 0,64 0,236 10,9 7591 95,2 237 52,9 26,8 3,65 10,8 

108.7.S 100 DI 76,2 343 2,57 0,184 9,40 8127 102 154 59,6 30,8 1,07 3,73 

CH.6.M 
∆είγµα 
ελέγχου 

9,77 88,4 0,19 1,10 9,37 1758 59,7 5,10 39,5 7,33 0,57 0,22 

CH.IN.M 
∆είγµα 
ελέγχου 

7,90 48,2 0,85 0,099 9,01 10076 76,3 19,2 11,5 3,61 0,39 0,13 

3η δειγµατοληψία: 12/2006 

108.2.S 0 ZE 21,3 309 1,37 0,067 12,8 4167 89,3 92,1 13,6 31,4 2,06 6,21 

108.2.S 100 DI 28,4 176 0,013 0,069 7,97 872 42,8 55,7 5,21 4,60 1,28 0,91 

108.5.S 0 ZE 98,7 634 1,17 0,090 14,4 7977 109 532 108 28,8 3,68 5,02 

108.5.S 100 DI 69,4 97 4,44 0,074 21,2 8895 131 61,4 88,9 4,60 1,91 1,52 

108.6.S 0 ZE 24,6 313 0,59 0,044 7,68 4976 129 276 73,5 16,9 2,21 3,72 

108.6.S 100 DI 19,6 152 0,03 0,022 6,54 5090 94,2 30,5 65,3 2,00 1,04 0,91 

108.1.S 0 ZE 64,5 769 0,33 0,022 30,1 6090 299 211 38,0 20,3 3,03 7,22 
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∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

108.1.S 100 DI 18,3 113 0,53 0,020 3,68 20505 374 35,6 110 9,20 1,08 1,06 

108.3.S 0 ZE 269 864 2,83 0,067 21,0 8139 285 1007 50,5 35,2 5,58 5,26 

108.3 S 100 DI 21,5 60 1,67 0,035 11,2 2350 185 27,7 22,7 13,8 1,02 0,32 

108.7.S 0 ZE 266 1296 1,82 0,052 6,72 1786 181 434 17,8 26,8 6,61 13,7 

108.7.S 100 DI 39,2 154 2,20 0,044 9,27 2814 225 59,1 24,3 31,4 2,21 1,03 

CH.6.M 
∆είγµα 
ελέγχου 

23,4 581 0,10 0,047 9,37 1758 59,7 78,2 39,5 9,80 1,57 4,91 

CH.IN.M 
∆είγµα 
ελέγχου 

11,4 170 3,06 0,089 7,06 2730 206 32,1 40,3 3,90 0,51 0,22 

4η δειγµατοληψία: 12/2007 

108.1.S 0 ZE 800 286 0,10 0,040 4,60 2679 129 161 19,0 14,6 1,56 5,57 

108.1.S 50 DI 44,0 219 0,27 0,020 10,1 7454 202 172 24,0 10,7 1,09 2,72 

108.3.S 0   ZE 92,0 457 2,91 0,060 5,42 4087 199 755 33,3 22,0 1,70 4,58 

108.3.S 50 DI 19,0 38,2 0,56 0,070 4,99 6092 198 22,3 31,4 13,4 0,45 0,48 

108.7.S 50 DI 26,0 64,9 1,92 0,10 5,48 8375 239 36,9 50,1 23,0 1,02 0,86 

108.7.S 0 ZE 766 494 1,13 0,79 6,93 6789 195 2790 38,8 34,5 4,80 6,31 

108.2.S 0 ZE 53,2 74,2 0,41 0,10 8,25 4886 256 54,2 37,0 15,1 0,67 1,73 

108.2.S 50 DI 111 23,8 0,040 0,050 3,95 829 60,7 3,74 10,8 25,2 0,60 0,48 

108.6.S 0 ZE 38,4 135 0,23 0,31 6,51 3967 269 86,3 21,8 15,7 0,31 3,22 

108.6.S 50 DI 14,5 48,8 0,10 0,080 6,93 5288 245 11,1 17,7 13,1 0,51 0,37 

108.5.S 0 ZE 39,8 57,8 0,67 0,060 7,17 3782 139 48,4 21,9 16,6 0,47 1,72 

108.5.S 50 DI 10,3 32,5 0,27 0,14 5,81 2704 145 9,35 15,91 8,29 0,30 0,25 



25 / 95 

∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

CH.IN.M 
∆είγµα 
ελέγχου 

27,5 6,23 1,93 0,090 10,9 14216 273 26,1 26,3 5,41 0,51 0,12 

CH.6.M 
∆είγµα 
ελέγχου 

6,03 35,7 0,35 0,10 5,32 4847 356 9,27 13,4 12,0 0,62 0,24 

Τα αποτελέσµατα στα µέταλλα/µεταλλοειδή αναφέρονται σε mg/kg, εκτός του Cd που αναγράφεται σε µg/kg. Τα θρεπτικά συστατικά C, N, P 
δίνονται σε mg/g. 
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Πίνακας 2.3: Αποτελέσµατα Cu, Cd, Pb, Hg, As, Fe, Mn, Zn, Ni, C, N  & P για την µονάδα Ναυπάκτου (ΝΑ) 

∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

2η δειγµατοληψία: 6/2006 

107.1.S 0 ZE 46,7 153 1,91 0,066 13,0 21879 316 66,7 97,0 12,1 0,53 0,54 

107.1.S 100 DI 49,7 159 6,45 0,049 12,9 30524 281 72,4 119 22,5 0,59 0,33 

107.2.S 0 ZE 33,9 291 0,287 0,034 7,76 3504 186 86,7 25,9 13,4 1,18 3,33 

107.2 S 100 DI 19,3 183 0,205 0,031 9,65 3356 215 25,7 22,4 6,85 0,59 0,61 

107.3.S 0 ZE 250,4 217 0,263 0,036 10,9 3992 272 26,3 241 7,78 1,13 1,65 

107.3.S 100 DI 27,3 203 0,740 0,017 10,0 10260 238 38,4 86,5 8,78 0,53 0,41 

NA.M1 
∆είγµα 
ελέγχου 

18,0 166 0,479 0,024 4,58 3909 254 21,1 42,9 6,71 0,68 0,24 

NA.M3 
∆είγµα 
ελέγχου 

27,1 173 0,436 0,020 5,44 8306 306 31,8 60,9 5,86 0,57 0,28 

4η δειγµατοληψία: 12/2007 

107.1.S 0 ZE 54,9 50,1 13,0 0,087 10,2 41515 916 74,9 182 9,24 0,34 0,37 

107.1.S 50 DI 49,2 145 9,55 0,085 6,99 31787 1417 105 173 10,2 0,28 1,48 

107.2.S 0 ZE 15,6 186 0,04 0,038 8,26 2794 496 53,0 35,6 6,55 0,89 0,99 

107.2.S 50 DI 16,1 147 0,16 0,049 8,74 3784 415 14,9 38,9 7,44 0,76 0,99 

107.3.S 0 ZE 104,8 382 0,04 0,013 8,65 5138 483 136 68,3 14,4 2,20 6,20 

107.3.S5 0 DI 20,5 209 0,83 0,031 10,8 10661 643 43,0 90,0 7,46 0,14 0,74 

NA.M1 
∆είγµα 
ελέγχου 

12,5 51,6 0,10 0,060 6,48 3284 351 3,69 41,8 4,01 0,66 0,12 

NA.M3 ∆είγµα 11,2 84,8 0,04 0,014 8,35 2534 502 12,6 28,9 2,87 0,68 0,12 
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∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

ελέγχου 

Τα αποτελέσµατα στα µέταλλα/µεταλλοειδή αναφέρονται σε mg/kg, εκτός του Cd που αναγράφεται σε µg/kg. Τα θρεπτικά συστατικά C, N, P 
δίνονται σε mg/g. 

 

Πίνακας 2.4: Αποτελέσµατα Cu, Cd, Pb, Hg, As, Fe, Mn, Zn, Ni, C, N  & P για την µονάδα Αστακού (AS) 

∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

2η δειγµατοληψία: 6/2006 

109.1.S 0 ZE 44,2 16533 51,8 0,100 8,00 25386 445 130 129 11,6 1,05 0,940 

109.1 S 100  DI 16,8 129 0,497 0,058 30,1 6090 299 53,5 38,0 4,67 0,430 0,320 

109.2.S 0  ZE 113 6873 24,5 0,081 3,68 20505 374 596 110 50,1 5,87 12,9 

109.2.S 100  DI 24,1 125 0,576 0,051 21,1 8139 285 27,1 50,5 5,17 0,460 0,370 

109.3.S 0  ZE 145 1096 0,362 0,026 11,2 2350 185 955 22,7 18,6 3,13 20,0 

109.3.S 100  DI 27,8 164 0,141 0,013 6,72 1786 181 37,7 17,8 7,34 0,790 1,56 

109.4.S 100 DI 16,3 140 0,347 0,024 9,27 2814 225 27,8 24,3 5,34 0,560 0,310 

AS.M1 
∆είγµα 
ελέγχου 

15,0 131 0,319 0,094 7,06 2730 206 16,6 40,3 8,58 0,820 0,270 

AS.M2 
∆είγµα 
ελέγχου 

19,3 153 0,788 0,101 18,7 6678 318 39,1 57,7 8,10 0,660 0,230 

4η δειγµατοληψία: 12/2007 

109.1.S 0 ZE 39,4 95,8 9,69 0,056 9,85 33093 977 63,8 149 14,4 0,835 0,370 
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∆είγµα / απόσταση 

από τον κλωβό (m) 
Κωδικός Cu Cd Pb Hg As Fe Mn Zn Ni C N P 

109.1 S 50 DI 13,2 41,6 0,13 0,017 25,1 9607 805 15,0 56,6 3,99 0,516 1,483 

109.2 S 0 ZE 187 1068 9,87 0,080 5,81 26299 1077 677 155 45,2 4,978 5,205 

109.2 S 50 DI 46,8 121 9,13 0,060 9,51 35884 1434 80,8 187 7,62 0,548 0,492 

109.3 S 0 ZE 1081 546 0,15 0,067 6,56 1762 302 709 25,4 18,9 1,28 8,99 

109.3 S 50 DI 47,6 109 0,040 0,006 4,20 2484 320 16,4 27,3 12,3 0,372 0,367 

109.4 S 50 DI 24,2 50,0 0,040 0,027 6,00 14202 358 11,2 17,3 4,53 0,185 0,367 

AS.M1 
∆είγµα 
ελέγχου 

10,0 27,4 0,040 0,017 5,37 974 288 9,25 12,3 2,85 0,441 0,122 

AS.M2 
∆είγµα 
ελέγχου 

22,3 84,5 2,20 0,086 7,82 11845 851 35,3 84,6 11,2 0,546 0,490 

Τα αποτελέσµατα στα µέταλλα/µεταλλοειδή αναφέρονται σε mg/kg, εκτός του Cd που αναγράφεται σε µg/kg. Τα θρεπτικά συστατικά C, N, P 
δίνονται σε mg/g. 
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2.2.2. Μέθοδοι και οργανολογία  

 
Μετά τη συλλογή τους, τα δείγµατα των θαλασσίων ιζηµάτων καταψύχτηκαν. Πριν 

την ανάλυση κοσκινίστηκαν και το κλάσµα των 0,63 mm χρησιµοποιήθηκε για τον 

προσδιορισµό των 12 µετάλλων/µεταλλοειδών και ανόργανων στοιχείων. Ειδικότερα, ο 

οργανικός C (TOC) προσδιορίστηκε µε την ογκοµετρική µέθοδο Walkey και Black [20], 

ενώ τα Ν, P προσδιορίστηκαν συγχρόνως µε αυτόµατη peroxodisulfate µέθοδο οξείδωσης. 

Για τον προσδιορισµό των µετάλλων και του As, έγινε χώνευση των δειγµάτων µε HF και 

βασιλικό νερό. Για τα Fe και Zn χρησιµοποιήθηκε φασµατόµετρο Ατοµικής Απορρόφησης 

Perkin Elmer 2380 (τεχνική φλόγας), ενώ τα Cu, Cd, Pb, Mn, As, και Ni προσδιορίστηκαν 

µε την τεχνική φούρνου γραφίτη Zeeman THGA σε φασµατόµετρο Ατοµικής Απορ-

ρόφησης Perkin Elmer SIMAA 6000. Ο Hg προσδιορίστηκε µε την cold-vapor τεχνική 

(CVAAS). 

Οι αναλύσεις πραγµατοποιήθηκαν από τους Ν. Θωµαΐδη, Ι. Πασιά, Κ. 

Μπαρκονίκο, Α. Καστρίτη και Π. Νησιανάκη στα Εργαστήρια Αναλυτικής Χηµείας και 

Χηµείας Περιβάλλοντος του Ε.Κ.Π.Α. Ο ποιοτικός έλεγχος των αποτελεσµάτων διασφα-

λίστηκε µέσω τυφλών δειγµάτων, διπλών προσδιορισµών και διεργαστηριακών δειγµά-

των, (river sediment/Quality Consult, Italy, πίνακας 2.5). Όλες οι µετρήσεις πραγµα-

τοποιήθηκαν εις τριπλούν, ενώ χρησιµοποιήθηκε ο µέσος όρων για την εκτίµηση των 

αποτελεσµάτων. 

 

Πίνακας 2.5: Ποιοτικός έλεγχος (υλικό: river sediment) 

Στοιχείο Συγκέντρωση(mg/Kg)  z-score 

Cr 96,0 +1,10 

As 21,9 +2,40 

Cd 2,68 +2,50 

Pb 79,7 +0,40 

Ni 39,7 +1,70 
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2.2.3. Ανάλυση των δεδοµένων και στατιστικές µέθοδοι  

 
Τα 90 δείγµατα χαρακτηρίζονταν από 12 µεταβλητές. Στα αποτελέσµατα αυτά 

εφαρµόστηκαν βασικές µη παραµετρικές και παραµετρικές δοκιµές και διαφορετικές 

πολυπαραµετρικές τεχνικές. Για την πρώτη ανάλυση (διαφοροποίηση µεταξύ των µονά-

δων ιχθυοκαλλιέργειας), καθορίστηκαν οι τρεις οµάδες, δηλαδή οι αντίστοιχες ανεξάρ-

τητες µονάδες: CH (Χίος-Οινούσσες), NA (Ναύπακτος) και AS (Αστακός). Επιπλέον, 

ερευνήθηκαν εποχιακές διακυµάνσεις για κάθε είδος. Μόνο τα αποµακρυσµένα 

(DISTANT, DI) δείγµατα, δηλαδή εκείνα που συλλέχθηκαν 50 ή 100 m µακριά από τους 

κλωβούς ή τα παρακείµενα (ZERO, ZE) δείγµατα χρησιµοποιήθηκαν αντίστοιχα για την 

κάθε ανάλυση. Οι τελευταίες δύο οµάδες δειγµάτων (DI και ZE) χρησιµοποιήθηκαν για 

την δεύτερη ανάλυση (την µελέτη της επίδρασης των ιχθυοκαλλιεργειών στην σύσταση 

των θαλασσίων ιζηµάτων). 

Έτσι, αρχικά οι µη παραµετρικές δοκιµές Kruskal-Wallis και U Mann-Whitney 

χρησιµοποιήθηκαν, ώστε να διερευνηθεί η σηµαντικότητα των διαφορών στις µεταβλητές. 

Επιπλέον, διαγράµµατα Whiskers χρησιµοποιήθηκαν για την οπτικοποίηση των αποτελε-

σµάτων. 

Η PCA εφαρµόστηκε στα DI δείγµατα, ώστε να αποκαλυφθούν τυχόν “γηγενείς” 

διαφορές µεταξύ των µονάδων ιχθυοκαλλιέργειας, αλλά και στο σύνολο των δειγµάτων, 

ώστε να ανιχνευτούν διαφορές µεταξύ των DI και ZE δειγµάτων. Οι συσχετίσεις µεταξύ 

των µεταβλητών µελετήθηκαν µε την βοήθεια της FA. Έτσι, ταυτοποιήθηκαν επίσης οι 

παράγοντες που καθορίζουν την διαφοροποίηση των µονάδων (στην πρώτη ανάλυση) ή 

την µόλυνση στην περιοχή (στην δεύτερη ανάλυση). 

Η DA στο κεφάλαιο αυτό, χρησιµοποιήθηκε για την αποκάλυψη των διαφο-

ρών/οµοιοτήτων µεταξύ των θέσεων δειγµατοληψίας, Εφαρµόστηκε στα αρχικά δεδοµένα 

µε την βοήθεια της κλασικής προσέγγισης. Τριάντα-οκτώ (38) DI δείγµατα χρησιµοποι-

ήθηκαν για την διαφοροποίηση των µονάδων ιχθυοκαλλιέργειας, ενώ το σύνολο αυτών 

(48 CH, 12 NA και 14 AS) για την διαφοροποίηση των ZE και DI δειγµάτων. Στην 

τελευταία αυτή ανάλυση, τα DI δείγµατα διαχωρίστηκαν ανάλογα µε την απόστασή τους 

από τους κλωβούς  (50 ή 100 m), καθώς η DA απαιτεί τουλάχιστον τρεις οµάδες για την 

κατασκευή των LDF. Επικύρωση των DA µοντέλων δεν έγινε, καθώς ήταν εκτός του 

σκοπού του κεφαλαίου αυτού. 
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2.3. ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΣΥΖΗΤΗΣΗ 

2.3.1. Πρώτες παρατηρήσεις 

 
Από τους πίνακες 2.2-2.4 των αποτελεσµάτων, µπορούν να γίνουν οι πρώτες βασι-

κές παρατηρήσεις. 

Έτσι, η µονάδα των Χίου-Οινουσσών (CH) έδωσε υψηλές τιµές σε θρεπτικά 

συστατικά, Hg και Zn συγκρινόµενη µε την µονάδα της Ναυπάκτου (ΝΑ). Επιπλέον, 

υπάρχει συσσώρευση σε Cu, Cd, Hg, As, Zn, C, N και  P για τα δείγµατα που βρίσκονται 

κάτω από τους κλωβούς. Σε πολλές περιπτώσεις, η συγκέντρωση των C και  N σε από-

σταση 100 m από τους κλωβούς ήταν αµελητέα και συγκρίσιµη µε των δειγµάτων 

ελέγχου. Εξαίρεση αποτελούν οι  φάρµες των Οινουσσών (108.7.S) και του Πρωτέα 

(108.5.S), οι οποίες είναι πολύ καλά προστατευµένες από τα θαλάσσια ρεύµατα (σχ. 2.2). 

Η συσσώρευση του C κάτω από τους κλωβούς, κυµαίνεται από 83 ως 350 % σε σχέση µε 

τα δείγµατα ελέγχου. Αυτές οι τιµές είναι χαµηλότερες από τις αντίστοιχες που καταγρά-

φηκαν από παρόµοια µελέτη [8], όπου αναφέρθηκαν τιµές αύξησης 445 % (µέση τιµή) και 

641 % (µέγιστη). Σηµαντική συσσώρευση παρατηρείται επίσης για τον P µε τις συγκεν-

τρώσεις κάτω από τους κλωβούς να καταγράφονται ως 100 φορές µεγαλύτερες των δειγ-

µάτων ελέγχου. Σε απόσταση 100 m από τους κλωβούς οι συγκεντρώσεις ήταν αµελητέες. 

 

 

Σχήµα 2.2 : Σηµεία δειγµατοληψίας για την µονάδα των Χίου-Οινουσσών (CH). 

Reference 
Chios 

Reference 
Inousses 

   
Predominant currents 

Inousses 
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Ο Cu έδωσε ιδιαίτερα αυξηµένες τιµές στα αποµακρυσµένα δείγµατα (µεγαλύτερες 

των δειγµάτων ελέγχου). Έτσι, στις περισσότερες των περιπτώσεων, υψηλές τιµές Cu (αν 

και χαµηλότερες των ZE) καταγράφηκαν και για τα DI δείγµατα. Τα µέταλλα Cd και Zn 

έδωσαν πολύ υψηλές τιµές για τα DI δείγµατα. Για τα Pb, As, Fe, Mn και Ni δεν µπορούν 

να εξαχθούν ασφαλή αποτελέσµατα που να αφορούν τις διαφορές µεταξύ DI και ZE 

δειγµάτων. Ο Hg έδωσε µια πολύ υψηλή τιµή στην θέση Πρωτέας (ZE σηµείο). Τα Fe, Mn 

και Ni ήταν εντυπωσιακά χαµηλότερα στα δείγµατα ZE σε σχέση µε τα αντίστοιχα δείγ-

µατα των άλλων δύο µονάδων. Για το Cd, οι Οινούσσες έδωσαν µια πολύ υψηλή τιµή. 

Αυτές οι µεµονωµένα υψηλές τιµές για τα Hg και Cd στον Πρωτέα και τις Οινούσσες, 

φαίνεται να αντανακλούν σηµειακές τιµές εκποµπών καθώς πρόκειται για πολύ καλά 

προστατευµένες περιοχές. 

Οι µονάδες των Ναυπάκτου (ΝΑ) και Αστακού (AS) βρέθηκαν φορτισµένες µε Pb, 

Fe, Mn και Ni συγκρινόµενες µε την CH. Οι ρύποι αυτοί δεν φαίνεται να προέρχονται από 

την δραστηριότητα της ιχθυοκαλλιέργειας, όπως περιγράφεται και παρακάτω. 

Η Ναύπακτος εµφάνισε συσσώρευση θρεπτικών συστατικών, όχι µόνο κάτω από 

τους κλωβούς αλλά και σε µεγαλύτερη απόσταση. Στην Εκάλ (107.1.S), το φαινόµενο 

ήταν ακόµα πιο έντονο εξαιτίας των ισχυρών ανέµων (σχ. 2.3, πίνακας 2.3). Η µακρά 

περίοδος λειτουργίας και η αµµώδης υφή του ιζήµατος στην περιοχή αυτή (πίνακας 2.1), 

πιθανώς συνεισέφεραν στην προσρόφηση των ρυπαντών.  Οι τιµές των C και P στα ZE και 

DI δείγµατα ήταν υψηλότερα των δειγµάτων ελέγχου. Αντίθετα, οι τιµές του Ν σε όλα 

σχεδόν τα DI σηµεία ήταν χαµηλότερα των δειγµάτων ελέγχου. Ωστόσο, εξαιτίας της 

µικρότερης δυναµικότητας των µονάδων, (µόνο η Υδροκάλ (107.2.S) έχει αντίστοιχη 

δυναµικότητα µε την CH), τα ZE δείγµατα βρέθηκαν λιγότερο φορτισµένα. Αυτή η τελευ-

ταία παρατήρηση, αφορά θρεπτικά συστατικά και µέταλλα-µεταλλοειδή όπως Hg, As, Zn. 

Τα Fe και Ni έδωσαν υψηλές τιµές σε ZE και DI δείγµατα. Γενικότερα, οι τιµές των 

συγκεντρώσεων ήταν πιο οµοιόµορφες σε αυτήν την µονάδα σε σχέση µε τις άλλες. 
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 Σχήµα 2.3 : Σηµεία δειγµατοληψίας για την µονάδα της Ναυπάκτου (ΝΑ). 

 

Στον Αστακό, οι µονάδες ιχθυοκαλλιέργειες δείχνουν καθαρά ότι είναι υπεύθυνες 

για την συσσώρευση θρεπτικών συστατικών κάτω από τους κλωβούς. Ο Ποντικός 

(109.2.S) ήταν η πιο προβληµατική περιοχή, ενώ το Προβάτι (109.1.S) η καθαρότερη (σχ. 

2.4, πίνακας 2.4) εξαιτίας ασθενέστερων ανέµων (πίνακας 2.1) που δεν µπορούν να 

διαµοιράσουν τους ρυπαντές σε όλη την περιοχή. Επιπλέον, ο Ποντικός λειτουργεί για 

µεγάλο χρονικό διάστηµα. Το Προβάτι δέχεται δυνατούς βόρειους ανέµους που “ξεπλέ-

νουν” την περιοχή. Όπως και στην περιοχή των Οινουσσών, η επίδραση της ιχθυοκαλ-

λιέργειας (ειδικότερα για τον C) εκτείνεται σε µεγαλύτερη έκταση για την Παλαιά 

∆ραγονέρα (109.3.S), αν και οι απόλυτες τιµές δεν είναι πολύ υψηλές, προφανώς λόγω της 

µικρής δυναµικότητας της φάρµας. Σχετικά µε τα µέταλλα-µεταλλοειδή, τα Cu, Cd, Pb και 

Zn έδειξαν πολύ υψηλές τιµές στα ΖΕ σηµεία, ενώ αντίθετα αποτελέσµατα έδωσε το As. 

Συγκρινόµενη µε τις άλλες µονάδες, ο Αστακός είναι η µόνη που χαρακτηρίζεται από 

υψηλές τιµές Pb σε ZE δείγµατα, προφανώς λόγω των µηχανισµών µεταφοράς (φερτά 

υλικά), καθώς ολόκληρη η µονάδα βρίσκεται σε ένα ιδιαίτερα κλειστό κόλπο (σχ. 2.1). 
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Σχήµα 2.4 : Σηµεία δειγµατοληψίας για την µονάδα του Αστακού (AS). 
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Σχήµα 2.5 : Συγκεντρώσεις χαρακτηριστικών µεταβλητών για κάθε φάρµα (ξεχωριστά 

κάθε µονάδα): (α) Cu στην CH, (β) N στην ΝΑ και (γ) Pb στον AS. Η κόκκινη γραµµή 

δείχνει τα δείγµατα ελέγχου. 

 

Οι παραπάνω παρατηρήσεις επαληθεύονται στο σχήµα 2.5 ξεχωριστά για κάθε 

µονάδα και το σχήµα 2.6, για όλα τα δείγµατα των τριών µονάδων (74 συνολικά, εκτός 

των δειγµάτων ελέγχου). Τα C, N, P, Cu, Zn και λιγότερο το Cd φαίνεται ότι αποτελούν 

τις κρισιµότερες µεταβλητές για τον διαχωρισµό των σηµείων που γειτονεύουν µε τους 

κλωβούς και τα πιο αποµακρυσµένα από αυτά. Η πολυπαραµετρική ανάλυση που έγινε 

παρακάτω, επιβεβαίωσε αυτές τις παρατηρήσεις. 
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Μεταβολή του Cu σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Cd σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Pb σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Fe σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Mn σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Zn σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Ni σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του C σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του Ν σε σχέση µε την απόσταση από τον κλωβό
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Μεταβολή του P σε σχέση µε την απόσταση από τον κλωβό
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Σχήµα 2.6: ∆ιαγράµµατα συγκεντρώσεων για τις πιο χαρακτηριστικές µεταβλητές, σε σχέση µε την απόσταση των σηµείων από τους κλωβούς. 
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Επιπλέον στο σχήµα 2.7, δίνονται τα διαγράµµατα whiskers των πιο χαρα-

κτηριστικών µεταβλητών σε σχέση µε την απόσταση από τους κλωβούς, ξεχωριστά για 

κάθε µονάδα ιχθυοκαλλιέργειας. Είναι φανερό, ότι στοιχεία σαν τα Cu, Zn, C, N, P και 

Mn, Ni τα οποία διαφοροποιούνται ή όχι αντίστοιχα για τα ZE και DI σηµεία, δείχνουν 

παρόµοια συµπεριφορά για όλες τις µονάδες. 
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Σχήµα 2.7: ∆ιαγράµµατα whiskers για τις πιο χαρακτηριστικές µεταβλητές σε σχέση µε την 

απόσταση από τους κλωβούς για κάθε µονάδα ξεχωριστά (καταγράφονται η µέση τιµή και τα 

25, 75 %  τεταρτηµόρια). 

 

Οι εποχιακές διακυµάνσεις (σχ. 2.8) µεταξύ χειµώνα και καλοκαιριού, επιβε-

βαίωσαν την επίδραση των µονάδων ιχθυοκαλλιέργειας στα ιζήµατα, καθώς οι διαφορές 

µεταξύ των DI δειγµάτων φαίνεται να µηδενίζονται. Αντίθετα, τα ZE δείγµατα παρου-

σιάζουν µεγαλύτερες διακυµάνσεις, εξαιτίας της ρύπανσης, αφού τουλάχιστον θεωρητικά, 

κατά την διάρκεια του καλοκαιριού, τα ψάρια καταναλώνουν περισσότερη τροφή και ο 

µεταβολισµός είναι ταχύτερος. Ωστόσο, δεν µπορούν να εξαχθούν ασφαλή συµπεράσµατα 

ακόµα και γι΄αυτά τα δείγµατα: χαµηλές διαφορές καταγράφηκαν στις µέσες τιµές, ενώ τα 

εύρη διακύµανσης ποικίλουν. Μη εποχιακές διακυµάνσεις έχουν καταγραφεί και σε 

σχετικές πρόσφατες δηµοσιεύσεις [11, 12]. 

 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 
(α) 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 
(β) 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 
(γ) 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 
(δ) 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 
(ε) 
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Σχήµα 2.8: ∆ιαγράµµατα whiskers για τις πιο χαρακτηριστικές µεταβλητές σε σχέση µε την 

απόσταση από τους κλωβούς για τις δύο εποχές δειγµατοληψίας (Winter και Summer) 

ξεχωριστά (καταγράφονται η µέση τιµή και τα 25, 75 %  τεταρτηµόρια). 

 

Τα ίδια αποτελέσµατα επιβεβαιώθηκαν και στο σχήµα 2.9, όπου µόνο τα ΖΕ δείγ-

µατα χρησιµοποιήθηκαν. Μέταλλα όπως τα Pb, Fe, Mn έδειξαν διαφορές ανάµεσα στις 

δύο εποχές για τις µονάδες NA και AS προφανώς εξαιτίας µηχανισµών µεταφοράς 

(θαλάσσια ρεύµατα). Γενικά. ωστόσο, οι εποχιακές διαφορές δεν ήταν ιδιαίτερα σηµα-

ντικές όπως έδειξε και η δοκιµή U Mann-Whitney (πίνακας 2.6). 

 

P
b

 Median 

 25%-75% 

 Outliers

Culture: CH

W S
-10

0

10

20

30

40

50

60

Culture: NA

W S

Culture: AS

W S
-10

0

10

20

30

40

50

60

 
(α) 



44/ 95 

F
e

 Median 

 25%-75% 

 Outl iers

Culture: CH

W S
0

5000

10000

15000

20000

25000

30000

35000

40000

45000

Culture: NA

W S

Culture: AS

W S
0

5000

10000

15000

20000

25000

30000

35000

40000

45000

 
(β) 

M
n

 Median 

 25%-75% 

 Outl iers

Culture: CH

W S
0

200

400

600

800

1000

1200

Culture: NA

W S

Culture: AS

W S
0

200

400

600

800

1000

1200

 
(γ) 

Σχήµα 2.9: ∆ιαγράµµατα whiskers για τις πιο χαρακτηριστικές µεταβλητές σε σχέση µε την 

απόσταση από τους κλωβούς για τις δύο εποχές δειγµατοληψίας (Winter και Summer 

ξεχωριστά (καταγράφονται η µέση τιµή και τα 25, 75 %  τεταρτηµόρια). Χρησιµοποιήθηκαν 

µόνο ΖΕ δείγµατα.  

 

Πίνακας 2.6: Στατιστική εκτίµηση των διαφορών ανάµεσα στις δυο εποχές για τα ΖΕ 

δείγµατα (δοκιµή U Mann-Whitney). Για τον χειµώνα N=24 και το καλοκαίρι N=12.  
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Στοιχείο p-level Στοιχείο p-level 

Cu 0,92 Mn 0,43 

Cd 0,52 Zn 0,66 

Pb 0,59 Ni 0,43 

Hg 0,35 C 0,56 

As 0,32 N 0,76 

Fe 0,67 P 0,84 

 

 

Στο σχήµα 2.10, αναλύονται µόνο τα DI δείγµατα, ώστε να µελετηθούν οι γηγενείς 

διαφορές (λόγω θαλασσίων ρευµάτων και γεωλογικού υποβάθρου) µεταξύ των µονάδων. 

Τα Cd, Mn, Ni, C, N και λιγότερο τα Pb και Fe φαίνεται να είναι οι κρισιµότερες 

µεταβλητές, όπως έχει ήδη αναφερθεί. 
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Σχήµα 2.10: ∆ιαγράµµατα box & whiskers για τις πιο χαρακτηριστικές µεταβλητές. 

Χρησιµοποιήθηκαν µόνο DI δείγµατα.  

 

Για τον ίδιο σκοπό χρησιµοποιήθηκαν οι µη παραµετρικές δοκιµές Kruskal-Wallis 

και U Mann-Whitney για τα δείγµατα DI (πίνακας 2.7). Εξήχθησαν τα ίδια αποτελέσµατα. 
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Πίνακας 2.7: Στατιστική εκτίµηση των διαφορών µεταξύ των µεταβλητών για τα DI 

δείγµατα. Χρησιµοποιήθηκαν οι δοκιµές Kruskal-Wallis και U Mann-Whitney για τις τρεις 

µονάδες: CH (N=48), NA (N=12) and AS (N=14). Όταν p<0,001 καταγράφεται ως “++”, 

ενώ όταν 0,001<p<0,05 καταγράφεται  “+” [21].  

U Mann-Whitney 
Στοιχείο 

Kruskal-
Wallis 

CH-NA CH-AS NA-AS 

Σηµαντικότερες 
µεταβλητές 

Cu 0,57 0,32 0,571 0,60  

Cd 0,056 + 0,90 + √ 

Pb 0,22 0,41 0,21 +  

Hg + 0,19 + 0,37  

As 0,13 0,069 0,18 0,80  

Fe 0,098 + 0,33 0,30  

Mn ++ ++ ++ 1,0 √ 

Zn 0,63 0,57 0,51 0,37  

Ni + + 0,31 0,16 √ 

C + 0,23 + 0,053 √ 
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U Mann-Whitney 
Στοιχείο 

Kruskal-
Wallis 

CH-NA CH-AS NA-AS 

Σηµαντικότερες 
µεταβλητές 

N ++ + + 0,70 √ 

P 0,58 0,98 0,34 0,37  

 

Επιπλέον, για την εκτίµηση των διαφορών µεταξύ των δειγµάτων DI και ZE, οι 

ίδιες δοκιµές χρησιµοποιήθηκαν για το σύνολο των δειγµάτων. Τα αποτελέσµατα φαί-

νονται στον πίνακα 2.8. Cu, Cd, Zn, C, N και P ήταν οι κρισιµότερες µεταβλητές. Η δοκι-

µή U Mann-Whitney εφαρµόστηκε για τον παραπέρα διαχωρισµό των DI δειγµάτων (50 

και 100 m απόσταση από τους κλωβούς).  

 

 

 

 

 

 

Πίνακας 2.8 : Στατιστική εκτίµηση των διαφορών µεταξύ των µεταβλητών για όλα τα 

δείγµατα (δοκιµή Kruskal-Wallis για δύο οµάδες: ZE (N=36) και DI (N=38) και δοµική U 

Mann-Whitney για τρεις οµάδες: 0 (N=36), 50 (N=13) και 100 (N=25). Όταν p<0,001 

καταγράφεται ως “++”, ενώ όταν 0,001<p<0,05 καταγράφεται  “+” [21].  

U Mann-Whitney 
Στοιχείο 

Kruskal-
Wallis 

0-50 50-100 0-100 

Σηµαντικότερες 
µεταβλητές 

Cu ++ + 0,49 ++ √ 

Cd ++ ++ + ++ √ 

Pb 0,32 0,094 0,26 0,80  

Hg + 0,14 0,96 +  

As 0,60 0,12 0,14 0,76  

Fe 0,99 0,40 0,21 0,57  

Mn 0,90 + + 0,11  
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U Mann-Whitney 
Στοιχείο 

Kruskal-
Wallis 

0-50 50-100 0-100 

Σηµαντικότερες 
µεταβλητές 

Zn ++ ++ 0,087 ++ √ 

Ni 0,35 0,82 0,59 0,26  

C ++ ++ 0,94 ++ √ 

N ++ ++ + ++ √ 

P ++ ++ 0,77 ++ √ 

 
 

Παρόµοια αποτελέσµατα καταγράφηκαν και από το t-test για το σύνολο των 

δειγµάτων (διαφοροποίηση µεταξύ DI και ZE σηµείων). Τα αποτελέσµατα φαίνονται στον 

πίνακα 2.9. Η µηδενική υπόθεση Ho που αφορά την ισότητα των µέσων τιµών για τα Cu, 

Zn, N, C και P απορρίφθηκε. 

 
 
 
 
 
 
 
 
 
 

Πίνακας 2.9: t-test για τις δύο οµάδες DI και ZE (df = 72) 

Μέση τιµή  SD 
Μεταβλητή 

DI ZE DI ZE 
t-value p-value(1) 

Αποδοχή 
της Ho(2)  

Cu 28,2 150 21,2 237 -3,15 + X 

Cd 132 1038 75,1 2882 -1,94 0,0565 � 

Pb 1,33 3,66 2,30 9,55 -1,46 0,150 � 

Hg 0,250 2,14 0,83 11,1 -1,05 0,298 � 

As 9,94 9,63 6,12 4,95 0,239 0,812 � 

Fe 8012 8811 8386 9477 -0,385 0,702 � 

Mn 273 263 317 252 0,154 0,878 � 
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Μέση τιµή  SD 
Μεταβλητή 

DI ZE DI ZE 
t-value p-value(1) 

Αποδοχή 
της Ho(2)  

Zn  44,5 352 37,5 501 -3,78 ++ X 

Ni 46,9 59,0 44,0 55,8 -1,05 0,299 � 

C 12,5 23,3 8,24 12,7 -4,37 ++ X 

N 0,913 2,57 0,61 1,77 -5,47 ++ X 

P 0,815 6,54 0,70 5,28 -6,62 ++ X 
(1) + για 0,001 < p-value < 0,05 και ++ για p-value < 0,001 
(2) η Ho αφορά την ισότητα των µέσων τιµών 

 

2.3.2. Εφαρµογή της PCA  

 
Η PCA εφαρµόστηκε στα ΖΕ δείγµατα (36), ώστε να αποκαλυφθούν οι παράγοντες 

που διαµορφώνουν την ρύπανση στην κάθε περιοχή ξεχωριστά, αλλά και στο σύνολο των 

δειγµάτων ώστε να ανιχνευτούν δυνητικές διαφορές ανάµεσα στα DI και ZE δείγµατα και 

συσχετίσεις µεταξύ των µεταβλητών. 

Τα διαγράµµατα φορτίσεων και σκορ, φαίνονται στο σχήµα 2.11. Οι περισσότερες 

µεταβλητές Zn, C, N, P, Cd, Pb, Fe, Mn και Ni φαίνονται να συνεισφέρουν στην 

διαφοροποίηση των τριών µονάδων (σχ. 2.11(α)). Οι παρατηρήσεις αυτές καταγράφηκαν 

και παραπάνω (§ 2.3.1). Η CH µονάδα διαφοροποιείται από την AS, ενώ δείγµατα των CH 

και NA συγχέονται µεταξύ τους (σχ. 2.11(β)). 
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Σχήµα 2.11: ∆ιαγράµµατα φορτίσεων (α) και σκορ (β) της PCA για τα ΖΕ µόνο δείγµατα.  

 

Για την συνολική PCA, τρεις οµάδες µεταβλητών ταυτοποιήθηκαν (σχ. 2.12 (α)). 

Τα P, C, N, Zn και Cu αποτελούν την πρώτη οµάδα, υπεύθυνες για την πλειοψηφία των 

ΖΕ δειγµάτων (βλ. το αριστερό τµήµα στο σκορ διάγραµµα, σχ. 2.12(β)). Αυτά είναι τα 

ίδια στοιχεία που απέρριψαν την µηδενική υπόθεση Ho που αφορούσε την ισότητα των 

µέσων τιµών των δύο οµάδων (πίνακας 2.9). Η δεύτερη οµάδα µεταβλητών περιέχει τα 
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Cd, Pb, Fe, Ni και Mn υπεύθυνα για τον λιγότερο επιτυχή διαχωρισµό των DI και ZE 

δειγµάτων στον άξονα Y. Τα Hg και As δεν φαίνονται να συνεισφέρουν στην διαφορο-

ποίηση των σηµείων. Όλα τα παραπάνω σχόλια έχουν ήδη αναφερθεί και παραπάνω σαν 

πρώτες παρατηρήσεις (§ 2.3.1). 
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Σχήµα 2.12: ∆ιαγράµµατα φορτίσεων (α) και σκορ (β) της συνολικής PCA.  
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2.3.3. Ταυτοποίηση των πηγών ρύπανσης 

 
Αρχικά, µόνο τα δείγµατα ΖΕ χρησιµοποιήθηκαν για την εφαρµογή της FA. Οι 

µεταβλητές προς ανάλυση ήταν τα προσδιοριζόµενα στοιχεία, ενώ η εξαρτηµένη µετα-

βλητή ήταν οι µονάδες ιχθυοκαλλιέργειας (CH, NA, AS). Η FA (Varimax normalized 

rotation) επέτυχε την µείωση των αρχικών µεταβλητών σε τέσσερις παράγοντες µε 

ερµηνεία ποσοστού ίσου µε το 74 % της αρχικής διακύµανσης. Οι αντίστοιχες φορτίσεις 

φαίνονται στον πίνακα 2.10. 

 

Πίνακας 2.10: Φορτίσεις για τους τέσσερις επιλεγµένους παράγοντες (µόνο ΖΕ δείγµατα 

χρησιµοποιούνται). 

Μεταβλητή VF1  VF2 VF3 VF4 

Cu 0,048 0,116 0,808 -0,272 

Cd 0,174 0,062 0,065 0,910 

Pb 0,424 0,011 0,050 0,877 

Hg 0,078 -0,034 -0,423 -0,204 

As 0,156 0,150 -0,578 -0,322 

Fe 0,861 0,009 -0,101 0,318 

Mn 0,876 -0,107 0,080 0,084 

Zn  0,123 0,564 0,583 -0,203 

Ni 0,835 -0,140 -0,141 0,117 

C -0,015 0,906 -0,030 0,052 

N -0,052 0,940 0,045 0,012 

P -0,420 0,735 0,084 0,056 

Ιδιοτιµές 3,49 2,57 1,40 1,36 

% Ποσοστό 

διακύµανσης  
29,1 50,5 62,2 73,5 
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Ο πρώτος παράγοντας VF1 (Varimax Factor) ερµήνευσε 29,1 % από την αρχική 

διακύµανση και περιλαµβάνει τα µέταλλα Fe, Mn, Ni που διαχωρίζουν την µονάδα CH 

από τις υπόλοιπες λόγω των χαµηλότερων τιµών τους. Ο VF2 ερµηνεύοντας ποσοστό 21,4 

% της αρχικής διακύµανσης αντιπροσωπεύει τα θρεπτικά συστατικά C, N και P υπεύθυνα 

για την διαφοροποίηση της ΝΑ (οι τιµές τους ήταν χαµηλότερες σε σχέση µε των CH και 

AS). Ο VF3 αντιπροσωπεύει τα µέταλλα Cu και Zn και ερµήνευσε 11,7 % της αρχικής 

διακύµανσης. Τελικά, ο VF4 περιλαµβάνει τα Cd και Pb. Οι δύο παράγοντες VF3 και VF4 

χαρακτηρίζουν την AS µονάδα. 

 

Πίνακας 2.11: Φορτίσεις για τους πέντε επιλεγµένους παράγοντες (χρησιµοποιούνται όλα 

τα δείγµατα) 

Variable VF1  VF2 VF3 VF4 VF5 

Cu 0,190 0,008 -0,050 0,894 0,008 

Cd 0,123 0,084 0,960 0,004 0,007 

Pb 0,056 0,398 0,902 -0,024 -0,030 

Hg -0,054 -0,046 0,042 0,050 0,934 

As 0,152 0,214 -0,273 -0,387 0,414 

Fe 0,000 0,902 0,242 -0,071 -0,029 

Mn -0,133 0,899 0,014 0,045 -0,115 

Zn  0,550 0,061 -0,008 0,674 0,032 

Ni -0,050 0,865 0,169 0,006 0,190 

C 0,879 -0,012 0,086 0,062 0,012 

N 0,937 -0,037 0,062 0,134 0,033 

P 0,833 -0,147 0,025 0,161 -0,050 

Ιδιοτιµές 3,22 3,05 1,40 1,19 0,96 

% Ποσοστό 

διακύµανσης  
26,9 52,3 64,0 73,9 81,9 
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Στην συνολική FA, η εξαρτηµένη µεταβλητή ήταν οι οµάδες DI και ZE. Η FA 

ερµήνευσε το 82 % της συνολικής διακύµανσης σε πέντε παράγοντες. Οι αντίστοιχες φορ-

τίσεις φαίνονται στον πίνακα 2.11. 

Οι φορτίσεις για τον VF1 δείχνουν ότι ο παράγοντας αυτός ερµηνεύοντας ποσοστό 

ίσο µε 26,9 % της αρχικής διακύµανσης περιλαµβάνει τα C, N και P που προέρχονται από 

την δραστηριότητα της ιχθυοκαλλιέργειας (ιχθυοτροφές). Οι τιµές τους είναι πάντα 

υψηλότερες εξαιτίας των παρακείµενων ιχθυοκαλλιεργειών [3, 8, 9]. Ο VF2 ερµηνεύοντας 

ποσοστό 25,4 %, αντιπροσωπεύει τα µέταλλα  Fe, Mn, Ni µε φυσική προέλευση, εφόσον 

οι τιµές τους δεν παρουσιάζουν διαφορές στα δείγµατα κοντά και µακρύτερα των κλωβών. 

Ο VF3 περιέχει τα Cd και Pb που οφείλουν την προέλευσή τους σε ανθρωπογενείς πηγές 

[22, 23], όπως φαίνεται από τις υψηλές τιµές τους στα ΖΕ δείγµατα (σχ. 2.5 (γ), 2.6 (β) και 

2.6(γ)). Τα µέταλλα Cu και Zn συνεισέφεραν στο παράγοντα VF4 ερµηνεύοντας ποσοστό 

9,9 % της διακύµανσης τα οποία προέρχονται από ανθρωπογενείς πηγές [8, 10, 11]. 

Συγκεκριµένα τα Cu και Zn χρησιµοποιούνται σαν αντισκουριακά στους κλωβούς [7, 14, 

22, 23, 24, 25]. Βρίσκονται ακόµα στις ιχθυοτροφές σαν προσθετικά ή συντηρητικά [22] 

και στα περιττώµατα των ψαριών [24, 25]. Τέλος, ο πέµπτος παράγοντας VF5 περιλαµ-

βάνει µόνο τον Hg (ο οποίος βρέθηκε σε περίσσεια στην µονάδα CH) και λιγότερο το As 

και έχουν την προέλευσή τους σε φυσικές και ανθρωπογενείς πηγές. Οι τιµές και των δύο 

στοιχείων ήταν γενικά πολύ χαµηλές.  

 

2.3.4. Εφαρµογή της ∆ιαχωριστικής Ανάλυσης (DA) 

 
H DA εφαρµόστηκε στα δεδοµένα µε την κλασική της προσέγγιση. Χρησιµοποι-

ήθηκε στα DI δείγµατα (38) αλλά και στο σύνολο αυτών (74).   

Για την πρώτη ανάλυση, ερευνήθηκαν οι γηγενείς διαφορές των τριών µονάδων. 

Το canonical plot της ανάλυσης φαίνεται στο σχήµα 2.13. Ο διαχωρισµός είναι πολύ καλός 

εξαιτίας µερικών κρίσιµων µεταβλητών όπως οι Cd, As, Mn. 

Το canonical plot της συνολικής ανάλυσης φαίνεται στο σχήµα 2.14. Τρεις οµάδες 

δειγµάτων ταυτοποιούνται ανάλογα µε την απόστασή τους από τους κλωβούς (0, 50 και 

100 m). Όλα τα αποµακρυσµένα δείγµατα (τετράγωνα και ρόµβοι) διαφοροποιήθηκαν 

εµφανώς. 
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Σχήµα 2.13: Canonical plot της DA µόνο για τα DI δείγµατα. 
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Σχήµα 2.14: Canonical plot της συνολικής DA. 

 

 



59/ 95 

2.4. ΣΥΜΠΕΡΑΣΜΑΤΑ 

 

Στο κεφάλαιο αυτό, µελετήθηκαν θαλάσσια ιζήµατα από τρεις µονάδες ιχθυο-

καλλιέργειας της χώρας. Τα αποτελέσµατα έδειξαν ότι υπάρχει συσσώρευση των θρεπτι-

κών συστατικών P, N, C στα δείγµατα κοντά στους κλωβούς των ψαριών. Αυτό έρχεται σε 

συµφωνία µε το γεγονός ότι τα απόβλητα από τις ιχθυοκαλλιέργειες αποτελούνται κυρίως 

από σωµατίδια που προέρχονται από υπολείµµατα τροφών και περιττώµατα περιέχοντα 

οργανικές ενώσεις, άζωτο και φώσφορο.  

Ο προσδιορισµός των µετάλλων και As στα ιζήµατα έδειξε µια συσσώρευση  Cu 

και Zn και λιγότερο των Cd και Pb. Οι κύριες πηγές των µετάλλων αυτές είναι οι ιχθυο-

τροφές και οι εργασίες για την αντισκουριακή προστασία των κλωβών. Η συσσώρευση 

των Fe, Ni, As, Hg και Mn στα δείγµατα κάτω από τους κλωβούς ήταν αµελητέα, καθώς 

ήταν παρόµοιες οι συγκεντρώσεις τους σε όλα τα σηµεία (µακριά ή κοντά στους κλω-

βούς). 

Επιπλέον, µελετήθηκαν τα ιδιαίτερα χαρακτηριστικά της κάθε µονάδας. Τα C, N, 

Cd, Mn και Ni ήταν οι πιο κρίσιµες µεταβλητές για την διαφοροποίησή τους. 

Οι πολυπαραµετρικές τεχνικές που χρησιµοποιήθηκαν συνήνεσαν στα παραπάνω 

συµπεράσµατα. Έτσι, οι PCA και DA επικύρωσαν τις χωρικές διαφοροποιήσεις µεταξύ 

των σηµείων κοντά και µακριά των κλωβών. Στην αξιολόγηση των µεταβλητών, η FA 

υπέδειξε τα  P, C, N, Cu και Zn σαν τις πιο κρίσιµες µεταβλητές για την διαµόρφωση των 

οµάδων και υπεύθυνων για την ρύπανση των παρακείµενων σηµείων. Είναι φανερό, ότι 

τεχνητά παρασκευασµένες  τροφές, συµπληρώµατα, εργασίες συντήρησης και επισκευών 

είναι υπεύθυνες για την επιµόλυνση των θαλάσσιων ιζηµάτων. 

Οι ίδιες τεχνικές εφαρµόστηκαν και για την διαφοροποίηση των µονάδων µεταξύ 

τους. Μόνο ZE ή DI δείγµατα χρησιµοποιήθηκαν. Στην πρώτη περίπτωση  τα Cd, Pb, Fe, 

Mn, Ni, C, N, P ήταν οι κρίσιµες µεταβλητές, ενώ τα Cd, Mn, Ni, C, N διαφοροποίησαν 

τις µονάδες στη δεύτερη περίπτωση. Θαλάσσια ρεύµατα και το γεωλογικό υπόβαθρο είναι 

οι παράγοντες που συνεισφέρουν σε αυτόν το διαχωρισµό.  
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ΚΕΦ. 3 ΠΟΛΥΠΑΡΑΜΕΤΡΙΚΕΣ ΤΕΧΝΙΚΕΣ ΣΤΗΝ ΜΕΛΕΤΗ 

ΤΗΣ ΕΠΙ∆ΡΑΣΗΣ ΤΩΝ ΙΧΘΥΟΚΑΛΛΙΕΡΓΕΙΩΝ ΣΤΑ 

ΘΑΛΑΣΣΙΑ ΙΖΗΜΑΤΑ 

3.1. ΑΠΟΣΠΑΣΜΑΤΑ ΘΕΩΡΙΑΣ 

3.1.1. ROC (Receiving Operating Characteristic) καµπύλες 

 
Οι καµπύλες αυτές αποτελούν ένα µη-παραµετρικό δείκτη σύγκρισης µοντέλων 

[26] και διευκολύνουν στην επιλογή των καλύτερων από αυτά [27] και την απόρριψη των 

λιγότερων καλών, παρέχοντας άµεσα τα αποτελέσµατα της πρόβλεψης σε µια δυαδική 

ταξινόµηση. Οι ROC καµπύλες πρωτοεµφανίστηκαν κατά τη διάρκεια του Β΄ Παγκοσµίου 

Πολέµου για την ανάλυση των σηµάτων radar που χρησιµοποιούνταν στην ανίχνευση των 

εχθρικών αεροπλάνων [28]. Εδώ αντικατοπτρίζεται ίσως, η χρήση του πρώτου συνθετικού 

(receiving για τη λήψη σηµάτων), στο ακρώνυµο της λέξης ROC. Οι καµπύλες εξάλλου, 

είναι επίσης γνωστές ως Relative Operating Characteristic curves, επειδή συγκρίνουν 

βασικά λειτουργικά χαρακτηριστικά (TP vs FN, βλ. παρακάτω).  

Οι ROC καµπύλες συνοψίζουν την απόδοση ενός δικτύου ταξινόµησης δυο 

οµάδων, κατά την αλλαγή στις τιµές των κατωφλιών ταξινόµησης (classification 

thresholds). Ο άξονας Y απεικονίζει την ευαισθησία (sensitivity) του δικτύου, δηλαδή την 

αναλογία των αληθώς θετικά ταξινοµηµένων σηµείων (true positive, TP) της δεύτερης 

οµάδας (σχ. 3.1). Ο άξονας Χ απεικονίζει συνολικά τη σχέση: 1-εξειδίκευση (1-speci-

ficity), δηλαδή την αναλογία των ψευδώς αρνητικά ταξινοµηµένων (false negative, FN) 

της πρώτης οµάδας  ή των ψευδώς θετικά ταξινοµηµένων σηµείων (false positive, FP) 

της δεύτερης οµάδας [29, 30, 31].  

Με αλλαγή των κατωφλιών ταξινόµησης, κατασκευάζονται δίκτυα µε εναλλαγές 

στην αναλογία των ψευδώς θετικά ταξινοµηµένων και των ψευδώς αρνητικά ταξινο-

µηµένων. Με ένα κατώφλι ταξινόµησης ίσο µε το 0, όλα τα σηµεία θα κατατάσσονταν στη 

δεύτερη οµάδα και έτσι θα αποδίδονταν τα περισσότερα εσφαλµένα θετικά (για τη 

δεύτερη οµάδα) και καθόλου εσφαλµένα αρνητικά (για την πρώτη οµάδα). Το αντίθετο θα 

συνέβαινε µε κατώφλι ταξινόµησης ίσο µε το 1. Καθώς το κατώφλι ταξινόµησης αυξά-

νεται, η καµπύλη “µετακινείται” από αριστερά προς τα δεξιά. 

Όσο µεγαλύτερη είναι η περιοχή κάτω από την καµπύλη (AUC, Area Under 

Curve), τόσο µεγαλύτερη είναι η ικανότητα ταξινόµησης του µοντέλου που αντιπρο-

σωπεύει [32], καθώς η AUC ερµηνεύεται ως την πιθανότητα της σωστής ταξινόµησης 

[33]. Μια ROC καµπύλη ιδανικού δικτύου προσεγγίζει την πάνω αριστερή καµπύλη του 
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διαγράµµατος και η AUC που καλύπτει είναι 1,0. Το σηµείο (0,1) (σχ. 7.15) ονοµάζεται το 

τέλειο σηµείο ταξινόµησης (perfect classification, [28]), και αντιπροσωπεύει 100 % 

ευαισθησία (µηδενικά ψευδώς αρνητικά) και 100 % εξειδίκευση (µηδενικά ψευδώς 

θετικά). Αυτό σηµαίνει ότι το µοντέλο θα έχει 100 % επιτυχία στη εύρεση της σωστής 

οµάδας [33]. Η µαθηµατική σχέση που περιγράφει τα παραπάνω (δηλαδή τα ποιοτικά 

χαρακτηριστικά ενός µοντέλου), δίνεται από το γεωµετρικό µέσο όρο G των ποσοστών της 

ευαισθησίας και εξειδίκευσης [32]: 

G = κευσηεξειδ×αευαισθησ ί%ί%  

Ο Rao et al. [34] αντί αυτού ωστόσο, προτιµά τους δείκτες συνολικής ακρίβειας 

(overall prediction accuracy, Q) και το συντελεστή Mattheews (Mattheews coefficient, C) 

που δίνονται αντίστοιχα από τις σχέσεις: 

Q = 
FPTNFNTP

TNTP

+++

+
 

C = 
)FPTN()FNTN()FPTP()FNTP(

FPFNTNTP

++++

×−×
 

 
Η ιδανική ROC καµπύλη επιτυγχάνεται µόνο για τις πολύ καλά διαφοροποιηµένες 

οµάδες, µερικές φορές, απλά θεωρείται σηµαντικότερο να αποφθεχθούν λάθη στη µια 

οµάδα, από όσο στη δεύτερη. Αυτό συµβαίνει για παράδειγµα, σε ιατρικές εφαρµογές.  

Ένα µοντέλο µε AUC 0,7 για την ROC καµπύλη θεωρείται ότι επιτυγχάνει 

ικανοποιητικό διαχωρισµό των οµάδων, µε AUC 0,8 καλό διαχωρισµό και µε AUC 0,9 

πολύ καλό [35]. Ένα πείραµα τυχαίας πρόβλεψης (random classifier [29]) δίνει AUC 

περίπου 0,5. Ένα τέτοιο σηµείο (random guess [28], που θα λαµβάναµε για παράδειγµα µε 

το γνωστό παιγνίδι του κορώνα-γράµµατα σε ένα νόµισµα), θα βρισκόταν πάνω στη 

διαγώνια κόκκινη γραµµή (line of no-discrimination, σχ. 3.1) που ενώνει την κάτω 

αριστερή γωνία του διαγράµµατος µε την πάνω δεξιά.  Η διαγώνια αυτή χωρίζει το χώρο 

της καµπύλης ROC, σε περιοχές καλής και κακής ταξινόµησης. Σηµεία πάνω από τη 

γραµµή δηλώνουν ορθά αποτελέσµατα, ενώ σηµεία κάτω από αυτή, εσφαλµένα. Εδώ 

επισηµαίνεται, ότι µε την “αντιστροφή” της µεθόδου πρόβλεψης (δηλαδή αντιστροφή των 

αποφάσεων της µεθόδου, όλα τα εσφαλµένα αποτελέσµατα µετατρέπονται σε ορθά). 

 

Σφάλµα! Τα αντικείµενα δεν µπορούν να δηµιουργηθούν από την επεξεργασία κωδικών πεδίων. 

Σχήµα 3.1: ROC καµπύλη µε AUC = 0,95. 

 (0,1) 
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3.2. ΣΥΜΠΛΗΡΩΜΑ ΣΤΟ ΠΕΙΡΑΜΑΤΙΚΟ ΜΕΡΟΣ 

 

Πίνακας 3.1: Στοιχεία της κατασκευής του δέντρου (µέθοδος CART). 

Κόµβοι 
Αριστ. 
κλάδος 

∆εξιός 
κλάδος 

DI ZE Πρόβλεψη 
Σταθερά 
διαχ/µου 

Μεταβλητή 
διαχ/µου 

1 2 3 31 29 DI -1,64 P 

2 4 5 29 4 DI -11,2 Pb 

3*   2 25 ZE   

4 6 7 29 2 DI -307,5 Mn 

5*   0 2 ZE   

6*   23 0 DI   

7 8 9 6 2 DI -148,8 Cd 

8*   5 0 DI   

9*   1 2 ΖΕ   

* Τερµατικοί κόµβοι 
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ΚΕΦ. 4 ΤΑΞΙΝΟΜΗΣΗ ΕΛΑΙΟΛΑ∆ΩΝ ΜΕ ΒΑΣΗ ΤΗΝ ΓΕΩΓΡΑΦΙΚΗ ΤΟΥΣ ΠΡΟΕΛΕΥΣΗ  

4.1. ΣΥΜΠΛΗΡΩΜΑ ΣΤΟ ΠΕΙΡΑΜΑΤΙΚΟ ΜΕΡΟΣ 

 

Πίνακας 4.1: Συγκεντρωτικά αποτελέσµατα για την περιεκτικότητα ελαιολάδων από έντεκα (11) περιοχές της Ελλάδας σε 14 σπάνιες γαίες. 

Προέλευση 

Κ
ω

δ
ικ

ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Αρκαδία --- 318 <475 <849 135 232 211 103 <29,6 124 116 118 94,1 159 132 

 

Εύβοια --- 297 <475 <849 126 242 197 117 <29,6 129 117 123 96,6 126 155 

 

Ζάκυνθος ΖA 344 797 <849 140 309 189 122 <29,6 122 110 112 89,0 129 148 

Ζάκυνθος ΖA 220 <475 <849 109 <200 201 108 2490 112 103 110 87,8 118 122 

Ζάκυνθος ΖA 323 834 1243 197 469 230 138 <29,6 129 104 110 86,9 127 213 

Ζάκυνθος ΖA 238 <475 <849 124 235 177 115 <29,6 113 106 114 93,7 125 142 

Ζάκυνθος ΖA 356 <475 <849 132 265 179 130 <29,6 140 118 124 95,4 136 143 

Ζάκυνθος ΖA 198 <475 <849 114 233 153 102 <29,6 104 100 96,6 88,0 118 127 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Ζάκυνθος ΖA 580 706 895 206 510 305 160 73,3 276 142 97,7 72,5 134 <111 

Ζάκυνθος ΖA 376 <475 <849 159 <200 198 76,2 53,6 152 108 103 47,6 70,8 <111 

Ζάκυνθος ΖA 374 615 915 193 420 230 87,9 47,0 160 95,5 134 42,4 59,7 119 

Ζάκυνθος ΖA 364 609 <849 228 426 184 114 49,9 179 96,5 129 42,6 55,8 124 

Ζάκυνθος ΖA 260 <475 <849 135 <200 200 <64,5 46,1 152 78,7 98,8 38,9 57,6 <111 

Ζάκυνθος ΖA 325 <475 <849 <84,2 <200 185 103 47,8 172 89,9 82,2 45,9 88,8 <111 

Ζάκυνθος ΖA 385 544 <849 177 <200 253 101 51,4 145 103 108 47,9 79,2 121 

Ζάκυνθος ΖA 322 <475 <849 146 <200 181 73,3 36,8 163 105 109 46,9 58,7 <111 

Ζάκυνθος ΖA 352 525 <849 171 <200 257 118 56,8 167 99,8 110 44,1 59,8 <111 

Ζάκυνθος ΖA 219 <475 <849 120 <200 175 64,7 33,4 123 98,4 81,8 36,0 64,2 <111 

Ζάκυνθος ΖA 341 <475 <849 144 <200 172 82,3 50,4 176 97,9 127 42,8 49,9 <111 

Ζάκυνθος ΖA 236 <475 <849 <84,2 <200 179 <64,5 29,6 155 91,1 77,8 50,1 49,4 <111 

Ζάκυνθος ΖA 394 654 923 193 468 224 94,6 50,8 149 90,9 97,1 46,9 76,2 142 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Ζάκυνθος ΖA 340 541 <849 152 <200 200 88,3 30,6 162 68,2 110 28,9 49,6 <111 

Ζάκυνθος ΖA 377 570 <849 181 <200 216 94,8 44,5 169 89,4 125 48,8 71,3 128 

Ζάκυνθος ΖA 420 681 1103 209 491 257 138 64,6 193 93,9 125 39,5 86,3 151 

Ζάκυνθος ΖA 281 <475 <849 157 <200 181 69,3 43,6 128 59,6 102 47,7 36,0 130 

Ζάκυνθος ΖA 385 2579 5934 343 <200 228 162 52,0 180 106 124 45,0 82,6 149 

 

Ηράκλειο Ι 274 <475 <849 125 243 201 117 339 129 109 122 91,0 127 129 

Ηράκλειο Ι 277 <475 <849 131 229 186 110 <29,6 116 111 113 96,8 126 138 

Ηράκλειο Ι 310 <475 <849 130 218 196 108 <29,6 116 107 120 92,0 131 140 

Ηράκλειο Ι 281 <475 <849 170 272 237 117 <29,6 152 132 110, 97,3 137 130 

Ηράκλειο Ι 579 886 1335 221 676 307 170 52,3 207 85,1 120 54,3 101 212 

Ηράκλειο Ι 307 <475 <849 158 <200 210 90,2 41,4 146 82,8 84,7 37,0 61,9 117 

Ηράκλειο Ι 579 669 1075 192 578 294 150 63,6 216 105 134, 53,8 86,7 201 

Ηράκλειο Ι 554 805 1202 235 651 234 139 45,9 236 83,6 154 40,2 108 204 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Ηράκλειο Ι 410 517 <849 172 <200 212 111 56,9 176 106 137 54,0 74,1 128 

Ηράκλειο Ι 464 752 1252 199 461 240 135 51,9 182 97,0 134 37,4 82,8 145 

Ηράκλειο Ι 483 760 <849 227 569 268 165 61,0 225 90,1 134 59,1 85,0 243 

Ηράκλειο Ι 261 <475 <849 145 <200 190 83,7 37,0 144 103 110 43,4 57,1 <111 

Ηράκλειο Ι 349 486 <849 135 <200 189 82,6 48,0 154 105 95,8 45,2 52,2 <111 

Ηράκλειο Ι 348 1108 1161 213 470 191 101 37,4 151 82,6 95,0 39,1 60,6 <111 

Ηράκλειο Ι 388 530 <849 174 <200 209 92,4 43,2 165 92,7 109 43,7 71,4 <111 

Ηράκλειο Ι 389 550 <849 183 <200 254 123 50,8 168 93,8 131 42,0 84,9 130 

Ηράκλειο Ι 355 528 <849 158 <200 204 97,1 56,9 159 102 104 48,5 79,5 <111 

Ηράκλειο Ι 379 531 <849 150 <200 215 98,4 54,4 164 89,3 118 47,0 64,6 117 

Ηράκλειο Ι 430 830 1265 235 465 272 128 47,1 214 75,0 132 37,5 49,2 146 

Ηράκλειο Ι 285 <475 <849 142 <200 207 86,2 56,8 142 85,9 121 50,2 69,5 <111 

Ηράκλειο Ι 215 507 <849 142 <200 188 100 <29,6 153 86,6 92,0 31,3 49,3 <111 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Ηράκλειο Ι 310 <475 <849 141 <200 183 72,6 34,9 148 79,9 80,7 35,8 66,1 <111 

 

Λακωνία La 462 1718 3018 401 1224 348 271 <29,6 157 104 127 90,0 141 264 

Λακωνία LΑ 967 2399 3888 523 1671 436 346 <29,6 244 122 176 97,3 176 857 

Λακωνία LA 248 <475 <849 134 238 220 130 <29,6 126 116 122 100 141 <111 

Λακωνία LA 287 <475 <849 <84,2 <200 254 90,7 102 125 101 81,2 36,7 47,0 <111 

Λακωνία LA 201 <475 <849 135 <200 201 81,4 111 140 88,1 101 38,1 61,1 <111 

Λακωνία LA 481 632 925 234 481 310 170 107 214 88,9 131 41,4 70,8 161 

Λακωνία LA 235 <475 <849 <84,2 <200 167 108 78,4 132 111 83,0 30,2 47,0 <111 

Λακωνία LA 272 <475 <849 <84,2 <200 190 110 91,5 123 86,5 104 46,1 43,1 <111 

Λακωνία LA 373 <475 <849 163 <200 262 134 119 174 112 110 40,3 81,1 117 

Λακωνία LA 316 <475 <849 <84,2 <200 220 113 98,0 162 93,8 122 28,0 75,9 <111 

Λακωνία LA 314 <475 <849 <84,2 <200 252 99,7 106 153 111 112 40,3 70,4 <111 

Λακωνία LA 406 475 <849 179 465 255 164 98,9 163 80,5 118 35,5 70,3 206 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Λακωνία LA 420 570 907 204 522 293 152 102 161 108 119 38,5 91,7 165 

Λακωνία LA 513 609 1025 229 580 231 183 106 191 109 118 37,0 94,8 205 

Λακωνία LA 391 <475 <849 173 <200 245 162 105 145 77,3 120 43,3 66,8 168 

Λακωνία LA 444 518 <849 172 441 241 140 95,2 191 93,4 133 25,5 78,7 163 

Λακωνία LA 428 <475 <849 216 462 287 162 99,6 173 118 143 40,2 121 279 

 

Λέσβος --- 358 661 <849 159 247 208 123 249 138 128 121 93,3 129 147 

Λέσβος --- 288 <475 <849 127 265 154 115 <29,6 105 95,0 103 87,5 120 143 

Λέσβος --- 780 2067 6455 338 848 284 272 <29,6 167 112 126 89,9 138 581 

 

Μεσσηνία ME 282 648 <849 127 225 182 124 144 111 98,4 123 96,9 128 129 

Μεσσηνία ME 312 683 <849 159 346 199 137 <29,6 107 104 121 89,3 122 157 

Μεσσηνία ME 660 2433 2518 398 945 313 246 <29,6 186 112 141 96,3 155 176 

Μεσσηνία ME 760 835 <849 177 341 196 140 <29,6 147 115 136 95,8 131 240 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Μεσσηνία ME 350 930 1995 193 467 218 143 <29,6 130 102 112 83,7 118 294 

Μεσσηνία ME 345 719 <849 167 297 188 129 <29,6 125 112 131 93,4 134 147 

Μεσσηνία ME 275 5311 1811 241 492 190 124 <29,6 112 103 108 90,7 130 142 

Μεσσηνία ME 1489 2632 3501 463 1248 450 320 <29,6 261 187 244 118 245 400 

Μεσσηνία ME 356 <475 <849 164 <200 188 110 50,6 155 82,1 109 42,0 42,1 <111 

Μεσσηνία ME 355 549 <849 153 <200 194 124 40,3 165 106 93,1 33,3 56,7 114 

Μεσσηνία ME 320 479 <849 154 <200 184 106 36,1 142 93,3 97,7 31,2 54,3 <111 

Μεσσηνία ME 367 <475 <849 148 <200 173 136 50,0 171 101 104 39,7 59,1 <111 

Μεσσηνία ME 338 676 <849 164 <200 194 142 38,8 155 82,7 102 32,7 52,6 142 

Μεσσηνία ME 367 670 1015 179 <200 185 121 41,4 150 88,0 132 45,2 73,6 131 

Μεσσηνία ME 290 <475 <849 <84,2 <200 171 96,6 47,5 126 94,2 96,9 37,3 69,1 <111 

Μεσσηνία ME 406 754 924 187 440 231 130 54,2 166 102 102 40,6 63,4 140 

Μεσσηνία ME 348 <475 <849 146 <200 187 121 53,9 150 94,9 94,1 40,0 55,9 <111 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Μεσσηνία ME 292 <475 <849 142 <200 159 108 44,2 155 98,9 109 46,1 69,8 <111 

Μεσσηνία ME 308 560 <849 171 <200 185 83,3 37,4 128 82,3 106 44,8 42,5 <111 

Μεσσηνία ME 303 <475 <849 135 <200 173 99,0 38,4 153 82,0 98,9 38,7 72,2 <111 

Μεσσηνία ME 294 <475 <849 147 <200 175 99,2 51,4 137 101 95,9 40,4 45,3 <111 

Μεσσηνία ME 257 <475 <849 <84,2 <200 154 77,6 34,4 116 69,5 97,9 34,8 46,1 <111 

Μεσσηνία ME 334 632 1018 185 487 190 136 <29,6 130 91,9 98,8 36,2 <35,5 <111 

Μεσσηνία ME 358 711 1117 171 <200 178 114 30,7 167 73,5 77,0 29,5 61,6 <111 

Μεσσηνία ME 380 558 <849 191 <200 198 108 <29,6 163 68,2 84,4 33,9 47,2 139 

Μεσσηνία ME 368 498 <849 143 <200 159 93,8 <29,6 114 79,7 90,6 34,4 36,7 114 

Μεσσηνία ME 302 547 <849 187 <200 172 75,5 31,5 129 54,8 77,9 28,5 39,6 <111 

Μεσσηνία ME 480 723 1237 220 501 224 151 40,9 167 75,3 83,2 31,3 45,4 <111 

Μεσσηνία ME 364 1188 1764 250 665 212 149 30,2 161 69,1 73,5 31,9 44,9 133 

Μεσσηνία ME 390 762 1043 194 416 198 146 34,8 154 62,9 92,5 27,7 52,1 136 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Μεσσηνία ME 306 552 <849 153 <200 200 82,1 40,7 143 90,2 73,4 38,7 <35,5 117 

Μεσσηνία ME 440 2986 3552 405 1074 247 196 <29,6 157 82,8 102 33,8 52,9 133 

Μεσσηνία ME 265 <475 <849 <84,2 <200 135 66,3 <29,6 104 89,4 63,9 22,0 <35,5 <111 

Μεσσηνία ME 479 1081 1361 247 620 201 128 36,9 144 62,7 84,6 26,7 61,2 166 

 

Πιερία --- 421 911 1461 214 434 258 178 <29,6 157 112 139 91,9 142 240 

Πιερία --- 398 1587 3640 300 856 257 228 <29,6 156 110 127 92,4 144 539 

 

Ρέθυµνο --- 326 <475 940 180 485 282 151 98,3 163 99,1 80,3 23,9 48,8 <111 

Ρέθυµνο --- 623 643 <849 216 563 362 203 135 300 165 112 76,9 143 123 

Ρέθυµνο --- 374 507 <849 187 435 264 117 104 159 106 145 40,0 59,8 129,8 

Ρέθυµνο --- 256 <475 <849 <84,2 <200 231 82,9 102 150 87,9 106 36,1 57,3 <111 

Ρέθυµνο --- 326 <475 <849 <84,2 <200 218 133 105 173 101 89,2 44,0 89,2 <111 

Ρέθυµνο --- 388 <475 <849 172 <200 289 131 109 144 115 117 46,2 79,6 132 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Ρέθυµνο --- 353 <475 <849 165 <200 294 150 114 168 111 119 42,1 60,1 119 

Ρέθυµνο --- 218 <475 <849 <84,2 <200 208 93,3 89,5 122 110 89,3 33,7 64,9 <111 

Ρέθυµνο --- 342 <475 <849 154 417 288 168 102 170 119 137 46,9 64,4 117 

 

Χαλκιδική --- 317 4751 <849 140 287 182 125 <29,6 110 124 117 91,8 137 144 

Χαλκιδική --- 248 <475 <849 127 231 168 100 <29,6 111 112 110 89,8 125 117 

Χαλκιδική --- 359 611 <849 136 248 202 117 <29,6 134 115 109 90,0 137 145 

Χαλκιδική --- 571 876 <849 205 333 252 147 <29,6 154 147 152 102 154 172 

 

Χανιά --- 265 598 <849 150 303 190 140 <29,6 119 124 141 97,1 138 128 

Χανιά --- 259 <475 <849 135 254 157 109 <29,6 113 98,5 102 86,1 116 132 

Χανιά --- 313 624 <849 150 305 180 110 <29,6 124 110 115 96,3 129 168 

Χανιά --- 265 <475 <849 126 219 197 109 <29,6 116 102 110 87,1 125 128 

Χανιά --- 252 <475 <849 121 <200 159 107 <29,6 129 116 116 90,3 121 <111 
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Προέλευση 
Κ

ω
δ

ικ
ο

π
ο

ίη
σ

η
 

Y  La Ce Pr Nd Sm Gd Tb Dy Ho Er Tm Yb Th 

Χανιά --- 257 <475 <849 119 224 165 113 <29,6 118 103 112 93,3 123 129 

Χανιά --- 342 <475 <849 135 245 215 102 <29,6 137 125 113 98,7 131 137 

Χανιά --- 712 698 <849 161 308 179 95,8 <29,6 136 114 124 95,7 126 138 

Μέσος όρος  374 663 822 171 345 218 125 70,3 153 99,9 112 57,4 87,5 132 

∆ιάµεση 

τιµή 
 348 518 436 159 229 201 117 41,4 152 101 110 45,2 74,1 128 

Εύρος  198-
1489 

238-
5310 

424-
6455 

63.0-
523 

100-
1671 

135-450 
32,3-
346 

14,8-
2490 

104-300 
54,8-
187 

63,9-
244 

22,0-
118 

17,8-
245 

55,7-
857 

Τα αποτελέσµατα δίνονται σε ng/kg. 
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Πίνακας 4.2: Παράµετροι λειτουργίας του ICP-MS για τον προσδιορισµό REE σε 

δείγµατα ελαιολάδου. 

RF Power (W) 950 

Nebulizer (carrier gas) flow rate (L min-1) 0,78 

Lens Voltage (V) 5,75 

Analog stage voltage (V) -1900 

Pulse stage voltage (V) 950 

Discrimination threshold (V) 17 

AC Rod Offset (V) -2 

Resolution (amu) 0,7 

Detector Dual 

Speed of peristaltic pump (rpm) 24 

Sweeps/ reading 3 

Dwell time (ns) 60 
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Πίνακας 4.3: ∆εδοµένα ποιοτικού ελέγχου και επικύρωσης για τον προσδιορισµό REE σε 

δείγµατα ελαιολάδου. 

 m/z LOD (ng/kg) 

Ανακτησιµότητα QC* (%) 

(250 ng/kg) 

(% RSD, n=3) 

Ανακτησιµότητα QC* (%) 

(500 ng/kg) 

(% RSD, n=3) 

Y 89 228,8 88 (5,2) 126 (2,4) 

La 139 475,2 97 (6,4) 125 (11) 

Ce 140 872,2 99 (14) 113 (10) 

Pr 141 125,9 93 (10) 100 (15) 

Nd 142 415,1 98 (9,3) 108 (5,6) 

Sm 152 75,4 92 (5,4) 102 (9,3) 

Gd 158 64,6 108 (9,5) 106 (9,6) 

Tb 159 29,6 87 (5,5) 97 (7,8) 

Dy 164 81,8 96 (8,9) 106 (7,6) 

Ho 165 10,5 83 (4,1) 96 (5,9) 

Er 166 31,3 123 (3,7) 117 (8,5) 

Tm 169 14,6 92 (6,4) 100 (7,3) 

Yb 174 35,5 101 (12) 102 (13) 

Th 232 111 95 (10) 112 (5,5) 

*QC: ∆είγµα ποιοτικού ελέγχου 
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∆ιακυµάνσεις στην συγκέντρωση των REE ανά περιοχή
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Σχήµα 4.1: ∆ιαγράµµατα των µεταβλητών (λανθανίδες) ανά περιοχή (Ι: Ηράκλειο, LA: Λακωνία, ME: Μεσσηνία, ZA: Ζάκυνθος) 
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Πίνακας 4.4: Roots 1, 2, 3 όπως προκύπτουν µετά από DA κλασική ανάλυση 

Προέλευση Κωδικοποίηση Root 1 Root 2 Root 3 

Ηράκλειο Ι -0,026 -1,224 0,421 

Ηράκλειο Ι -1,000 -0,665 0,995 

Ηράκλειο Ι -0,598 -0,869 0,643 

Ηράκλειο Ι -0,585 -2,959 2,217 

Ηράκλειο Ι 1,288 -0,735 -1,782 

Ηράκλειο Ι -0,340 -0,487 0,653 

Ηράκλειο Ι 0,830 -1,345 -1,500 

Ηράκλειο Ι -1,404 -2,059 -3,131 

Ηράκλειο Ι -0,794 -1,064 -0,722 

Ηράκλειο Ι 0,813 -0,387 -0,824 

Ηράκλειο Ι -0,083 -1,572 -2,471 

Ηράκλειο Ι -0,379 -0,969 0,851 

Ηράκλειο Ι -1,417 -0,012 0,795 

Ηράκλειο Ι -1,799 0,409 0,236 

Ηράκλειο Ι -1,285 -0,899 -0,052 

Ηράκλειο Ι 1,559 -1,458 -0,516 

Ηράκλειο Ι -0,843 -0,660 0,569 

Ηράκλειο Ι -0,467 -0,779 -0,849 

Ηράκλειο Ι -0,114 -2,317 -2,441 

Ηράκλειο Ι -0,049 -1,511 -0,467 

Ηράκλειο Ι 1,127 -0,969 0,456 

Ηράκλειο Ι -1,567 -0,448 0,469 
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Προέλευση Κωδικοποίηση Root 1 Root 2 Root 3 

Λακωνία LA 3,605 0,613 0,881 

Λακωνία LA 2,570 1,138 -1,344 

Λακωνία LA 0,774 -1,682 0,943 

Λακωνία LA 3,346 0,064 1,529 

Λακωνία LA 1,126 -2,183 0,722 

Λακωνία LA 2,327 -1,566 -1,695 

Λακωνία LA 1,962 2,119 1,517 

Λακωνία LA 2,024 1,630 -0,693 

Λακωνία LA 2,371 -1,021 0,968 

Λακωνία LA 3,463 -0,239 -0,913 

Λακωνία LA 3,385 -1,109 0,588 

Λακωνία LA 3,082 0,926 -1,192 

Λακωνία LA 3,539 -0,688 1,068 

Λακωνία LA 1,201 1,667 0,089 

Λακωνία LA 2,901 1,269 -1,289 

Λακωνία LA 1,998 -0,328 -1,196 

Λακωνία LA 3,823 -1,646 0,995 

 

Μεσσηνία ME -0,371 0,079 -0,202 

Μεσσηνία ME 0,344 0,622 0,592 

Μεσσηνία ME -0,191 1,070 -0,161 

Μεσσηνία ME -3,630 2,805 -0,867 

Μεσσηνία ME -0,129 0,291 0,580 

Μεσσηνία ME -0,910 -0,118 0,397 



79/ 95 

Προέλευση Κωδικοποίηση Root 1 Root 2 Root 3 

Μεσσηνία ME -2,126 1,837 0,810 

Μεσσηνία ME 0,519 1,721 -0,977 

Μεσσηνία ME -0,858 0,660 -0,960 

Μεσσηνία ME 0,303 1,262 0,795 

Μεσσηνία ME 0,137 1,092 0,613 

Μεσσηνία ME -0,163 1,686 -0,240 

Μεσσηνία ME 1,087 1,952 -0,717 

Μεσσηνία ME -0,240 0,535 -1,063 

Μεσσηνία ME 1,346 1,493 0,332 

Μεσσηνία ME 0,470 0,523 0,539 

Μεσσηνία ME 0,064 1,461 0,310 

Μεσσηνία ME -1,000 0,533 0,208 

Μεσσηνία ME -1,362 0,208 0,009 

Μεσσηνία ME -0,609 0,174 -0,398 

Μεσσηνία ME -0,498 0,933 1,005 

Μεσσηνία ME 0,340 1,451 -0,985 

Μεσσηνία ME 0,511 2,901 0,329 

Μεσσηνία ME -1,283 1,372 -0,383 

Μεσσηνία ME -1,548 0,735 -0,742 

Μεσσηνία ME -1,076 2,795 0,168 

Μεσσηνία ME -2,189 0,724 -0,339 

Μεσσηνία ME -0,246 2,502 -0,510 

Μεσσηνία ME -0,594 2,142 -0,127 

Μεσσηνία ME 0,428 2,530 -1,308 



80/ 95 

Προέλευση Κωδικοποίηση Root 1 Root 2 Root 3 

Μεσσηνία ME -1,300 0,592 0,962 

Μεσσηνία ME -0,415 3,086 0,623 

Μεσσηνία ME -0,348 3,166 1,475 

Μεσσηνία ME -1,452 2,576 -0,336 

 

Ζάκυνθος ZA -0,770 0,379 0,809 

Ζάκυνθος ZA 0,526 -0,970 0,810 

Ζάκυνθος ZA 0,013 -0,589 0,968 

Ζάκυνθος ZA -0,512 -0,442 0,681 

Ζάκυνθος ZA -1,122 -0,134 0,365 

Ζάκυνθος ZA -1,155 0,137 1,084 

Ζάκυνθος ZA -1,089 -3,260 0,712 

Ζάκυνθος ZA -1,756 -0,943 1,241 

Ζάκυνθος ZA -0,484 -1,878 -0,308 

Ζάκυνθος ZA -2,021 -0,583 -0,659 

Ζάκυνθος ZA -2,142 -3,146 0,082 

Ζάκυνθος ZA 0,115 0,159 -0,472 

Ζάκυνθος ZA 0,659 -1,153 1,210 

Ζάκυνθος ZA -2,044 -1,259 0,492 

Ζάκυνθος ZA 1,349 -1,132 0,275 

Ζάκυνθος ZA 0,244 -1,265 2,232 

Ζάκυνθος ZA -1,934 -1,061 -0,950 

Ζάκυνθος ZA -2,318 -2,025 0,377 

Ζάκυνθος ZA -1,141 -0,597 0,745 
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Προέλευση Κωδικοποίηση Root 1 Root 2 Root 3 

Ζάκυνθος ZA -0,488 -0,500 -1,511 

Ζάκυνθος ZA -1,147 -1,565 -0,809 

Ζάκυνθος ZA 0,997 -1,397 -0,750 

Ζάκυνθος ZA -2,052 -0,479 -1,281 

Ζάκυνθος ZA -1,097 0,323 0,697 

 
 
 
 

Πίνακας 4.5: Πίνακας ταξινόµησης µε τη βάση την οµάδα εκπαίδευσης (3 τεχνικές DA: 10 

µεταβλητές και 97 δείγµατα). 

Κλασική FW BW 
Περιοχή 

Συνολικός αρ. 

δειγµάτων I LA ME ZA I LA ME ZA I LA ME ZA 

Ι 22 11 0 1 10 8 1 2 11 7 1 2 12 

LA 17 2 14 1 0 1 14 1 1 1 14 1 1 

ME 34 0 0 33 1 0 0 32 2 0 2 28 4 

ZA 24 5 0 3 16 6 0 3 15 6 0 6 12 
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Πίνακας 4.6: Κατασκευή δέντρου, (tree structure), κόµβοι (nodes) που δηµιουργούνται, παρατηρούµενες (στήλες) έναντι προβλεπόµενων 

(σειρές) θέσεων, σταθερές και µεταβλητές διαχωρισµού. Με αστερίσκο (*) σηµειώνονται οι τερµατικοί κόµβοι (µέθοδος LCM) 
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Υ La Pr Sm Gd Dy Ho Er Tm Yb 

1 2 3 9 13 10 17 ME 0,4436 0,0009 0,0001 -0,0002 -0,0027 0,0006 -0,0013 0,0006 -0,0010 0,0026 -0,0025 

2 4 5 9 10 8 3 ZA 0,8067 0,0010 0,0002 0,0004 -0,0010 -0,0053 0,0005 -0,0012 -0,0048 0,0043 -0,0002 

3*   0 3 2 14 ME            

4*   6 0 0 0 LA            

5 6 7 3 10 8 3 ZA 0,7442 0,0027 -0,0005 0,0040 -0,0090 0,0060 -0,0023 0,0043 -0,0040 0,0099 -0,0123 

6 8 9 3 10 7 1 ZA 2,5414 0,0042 -0,0005 0,0056 -0,0104 0,0027 -0,0045 0,0048 -0,0132 0,0090 -0,0112 

7*   0 0 1 2 ME            

8*   3 0 0 0 LA            

9 10 11 0 10 7 1 ZA 2,5811 0,0047 -0,0004 0,0054 -0,0116 0,0022 -0,0060 0,0050 -0,0166 0,0127 -0,0116 

10* 12 13 0 8 7 0 ZA -0,8476 -0,0020 -0,0009 0,0078 -0,0010 0,0075 0,0014 -0,0091 0,0045 0,0007 0,0020 

11*   0 2 0 1 ZA            

12*   0 7 1 0 ZA            

13*   0 1 6 0 I            
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Πίνακας 4.7: Πίνακας ταξινόµησης για την οµάδα εκπαίδευσης (µέθοδος Classic CT): 

Παρατηρούµενες θέσεις (στήλες) έναντι προβλεπόµενων (σειρές)  

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 7 1 0 1 

ZA 0 1 0 0 

I 0 1 4 0 

ME 2 10 6 16 

Συνολικά 

Συνολικός αρ. 

δειγµάτων 
7/9 1/13 4/10 16/17 28/49 

% Ποσοστά 

επιτυχίας 
77,8 7,69 40,0 94,1 57,1 
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Number of splits = 7; Number of terminal nodes = 8

1

2 3

4 5 6 7

8 9 10 11

12 13 14 15

Tm<=56,6

Dy<=172,0

Gd<=257,9

Gd<=116,0 La<=1199

Sm<=234,4 La<=658,0

33 16

23 10 13 3

16 7 9 1

14
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Σχήµα 4.2: ∆έντρο ταξινόµησης για τα δείγµατα (ελαιόλαδα) των τεσσάρων περιοχών. Μέθοδος: 

Discriminant-based univariate method, Classic CT. 
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Πίνακας 4.8: Κατασκευή δέντρου (µέθοδος Classic CT) 

Κόµβοι 
Αριστ. 

κλάδος 

∆εξιός 

κλάδος 
LA ZA I ME Πρόβλεψη 

Σταθερά 
διαχ/µου 

Μεταβλητή 
διαχ/µου 

1 2 3 9 13 10 17 ME -56,64 Tm 

2 4 5 6 8 9 10 ME -171,95 Dy 

3 6 7 3 5 1 7 ME -257,94 Gd 

4 8 9 2 6 5 10 ME -115,98 Gd 

5 10 11 4 2 4 0 LA -1199,0 La 

6*   1 5 1 6 ME   

7*   2 0 0 1 LA   

8 12 13 2 5 4 5 ZA -234,45 Sm 

9*   0 1 1 5 ME   

10 14 15 4 1 4 0 LA -658,01 La 

11*   0 1 0 0 ZA   

12*   1 4 4 5 ME   

13*   1 1 0 0 LA   

14*   4 0 0 0 LA   

15*   0 1 4 0 I   

* Τερµατικοί κόµβοι 
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Πίνακας 4.9: Πίνακας ταξινόµησης για την οµάδα ελέγχου (µέθοδος Classic CT): 

Παρατηρούµενες θέσεις (στήλες) έναντι προβλεπόµενων (σειρές)  

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 2 2 1 0 

ZA 0 0 0 0 

I 0 0 1 0 

ME 6 9 10 17 

Συνολικά 

Συνολικός αρ. 

δειγµάτων 
2/8 0/11 1/12 17/17 20/48 

% Ποσοστά 

επιτυχίας 
25,0 0,0 8,33 100,0 41,7 

 
 
 

Πίνακας 4.10: Πίνακας ταξινόµησης για την οµάδα εκπαίδευσης (µέθοδος CART): 

Παρατηρούµενες θέσεις (στήλες) έναντι προβλεπόµενων (σειρές) 

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 9 0 1 2 

ZA 0 10 1 2 

I 0 2 8 1 

ME 0 1 0 12 

Συνολικά 

Συνολικός αρ. 

δειγµάτων 
9/9 10/13 8/10 12/17 39/49 

% Ποσοστά 

επιτυχίας 
100,0 76,9 80,0 94,1 79,6 
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Number of splits = 7; Number of terminal nodes = 8

1

2 3

4 5 6 7

8 9 10 11

12 13 14 15

Sm<=201,1

Gd<=123,1 La<=521,8

Sm<=174,1 Gd<=169,7

Pr<=135,2

Er<=128,1

24 25
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Σχήµα 4.3: ∆έντρο ταξινόµησης για τα δείγµατα (ελαιόλαδα) των τεσσάρων περιοχών. Μέθοδος: CART. 
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Πίνακας 4.11: Κατασκευή δέντρου (µέθοδος CART) 

Κόµβοι 
Αριστ. 

κλάδος 

∆εξιός 

κλάδος 
LA ZA I ME Πρόβλεψη 

Σταθερά 
διαχ/µου 

Μεταβλητή 
διαχ/µου 

1 2 3 9 13 10 17 ME -201,1 Sm 

2 4 5 0 7 4 13 ME -123,1 Gd 

3 6 7 9 6 6 4 LA -521,8 La 

4 8 9 0 7 4 5 ZA -174,1 Sm 

5*   0 0 0 8 ME   

6*   5 0 1 0 LA   

7 10 11 4 6 5 4 ZA -169,7 Gd 

8*   0 1 0 4 ME   

9 12 13 0 6 4 1 ZA -135,2 Pr 

10 14 15 0 6 5 2 ZA -128,1 Er 

11*   4 0 0 2 LA   

12*   0 4 0 0 ZA   

13*   0 2 4 1 I   

14*   0 6 1 2 ZA   

15*   0 0 4 0 I   

* Τερµατικοί κόµβοι 
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Πίνακας 4.12: Πίνακας ταξινόµησης για την οµάδα ελέγχου (µέθοδος CART): 

Παρατηρούµενες θέσεις (στήλες) έναντι προβλεπόµενων (σειρές)  

Παρατηρήσεις 

Προβλέψεις   
LA ZA I ME 

LA 5 0 3 1 

ZA 2 4 6 2 

I 0 5 3 8 

ME 1 2 0 6 

Συνολικά 

Συνολικός αρ. 

δειγµάτων 
5/8 4/11 3/12 6/17 18/48 

% Ποσοστά επιτυχίας 62,5 36,4 25,0 35,3 37,5 
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