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Κεφάλαιο 1: Εισαγωγή 

 

1.1  Εισαγωγή 

 

Μία από τις τεχνικές της Πολυµεταβλητής Ανάλυσης είναι η συσταδική ανάλυση 

(Cluster Analysis). Πρόκειται για µία µέθοδο που έχει ως σκοπό να κατατάξει σε 

οµάδες τις υπάρχουσες παρατηρήσεις, χρησιµοποιώντας την πληροφορία που υπάρχει 

σε κάποιες µεταβλητές. Με άλλα λόγια η ανάλυση κατά συστάδες εξετάζει πόσο 

όµοιες είναι κάποιες παρατηρήσεις ως προς κάποιον αριθµό µεταβλητών µε σκοπό να 

δηµιουργήσει οµάδες από παρατηρήσεις που µοιάζουν µεταξύ τους. Θέλουµε δηλαδή 

να δηµιουργήσουµε οµάδες (clusters) από παρατηρήσεις για τις οποίες τα δεδοµένα 

δείχνουν πως έχουν παρόµοια χαρακτηριστικά. Μία επιτυχηµένη ανάλυση θα πρέπει 

να καταλήξει σε οµάδες για τις οποίες οι παρατηρήσεις µέσα σε κάθε οµάδα να είναι 

όσο γίνεται πιο οµοιογενείς, αλλά παρατηρήσεις διαφορετικών οµάδων να διαφέρουν 

όσο γίνεται περισσότερο. Μερικά παραδείγµατα εφαρµογών της συσταδικής 

ανάλυσης είναι τα ακόλουθα: 

 Oι βιολόγοι ενδιαφέρονται να κατατάξουν διαφορετικά είδη ζώων σε οµάδες 

µε βάση κάποια χαρακτηριστικά τους. 
 Στο margeting είναι ενδιαφέρον πως µπορούν να οµαδοποιηθούν οι πελάτες 

σύµφωνα µε τα στοιχεία που υπάρχουν σχετικά µε τις αγοραστικές τους συνήθειες 

και τα δηµογραφικά χαρακτηριστικά τους. Κάτι τέτοιο είναι πολλαπλά χρήσιµο, 

κυρίως για διαφηµιστικούς λόγους, για παράδειγµα κάποια προϊόντα απευθύνονται σε 

συγκεκριµένη αγοραστική οµάδα. 
 Οι σχεδιαστές ηλεκτρονικών σελίδων ενδιαφέρονται να βρουν και να 

οµαδοποιήσουν τη συµπεριφορά των χρηστών του Internet ανάλογα µε τον τρόπο µε 

τον οποίο σερφάρουν ανάµεσα σε διαφορετικές σελίδες. Εποµένως, η συµπεριφορά 

τους όπως  καταγράφεται µε τη διαδοχική εναλλαγή σελίδων προσφέρει δεδοµένα µε 

σκοπό την οµαδοποίηση των χρηστών. 
   Οι γενετιστές ενδιαφέρονται να κατατάξουν ασθενείς σε διαφορετικές 

οµάδες ανάλογα µε τη γενετική έκφραση κάποιων γονιδίων. 
Υπάρχουν διαφορετικές προσεγγίσεις για το πώς µπορούµε να κατατάξουµε σε 

οµάδες τα δεδοµένα µας. Κάποιες από αυτές είναι εµπειρικές και βασίζονται στην 
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έννοια της απόστασης, όπου απόσταση δύο παρατηρήσεων είναι ένα µέτρο που 

εκφράζει το βαθµό ετερογένειάς τους, το πόσο πολύ δηλαδή διαφέρουν.  Σε αυτές τις 

µεθόδους οι παρατηρήσεις µέσα σε κάθε οµάδα που θέλουµε να είναι οµοιογενείς θα 

έχουν µικρή απόσταση, ενώ παρατηρήσεις µεταξύ των οµάδων, που είναι λιγότερο 

οµοιογενείς, θα έχουν µεγαλύτερη απόσταση. Φυσικά, υπάρχουν διάφορα µέτρα 

αποστάσεων που χρησιµοποιούνται στην πράξη. Τα µέτρα αυτά χωρίζονται σε 

οµάδες ανάλογα µε το είδος των δεδοµένων στα οποία µπορούν να εφαρµοστούν. Για 

συνεχή δεδοµένα το πιο απλό και γνωστό µέτρο αποστάσεως είναι η ευκλείδεια 

απόσταση. Άλλα µέτρα είναι η City-block (Manhattan) distance, η απόσταση 

Minkowski, η απόσταση Chebychev κ.α. Ωστόσο, η επιλογή του κατάλληλου µέτρου 

απόστασης συνιστά ένα ερώτηµα και έχει να κάνει κυρίως µε τη µέθοδο που θα 

χρησιµοποιήσουµε αλλά και µε τον τύπο των δεδοµένων µας. Επίσης, είναι 

σηµαντικό να γνωρίζουµε το σκοπό της ανάλυσης αλλά και κάποια επιµέρους 

χαρακτηριστικά. Συνεπώς, το πρόβληµα της επιλογής του κατάλληλου µέτρου 

απόστασης είναι αρκετά περίπλοκο. Παρ’ όλα αυτά, οι µέθοδοι αποστάσεων έχουν 

ιδιαίτερη απήχηση σε εφαρµοσµένα προβλήµατα, καθώς δε χρειάζονται υποθέσεις 

και λειτουργούν εύκολα στην πράξη. Παραδείγµατα µεθόδων αποστάσεων είναι  

o Ιεραρχική Ανάλυση: Εδώ ξεκινάµε µε κάθε παρατήρηση να είναι από µόνη 

της µια οµάδα. Σε κάθε βήµα ενώνουµε τις 2 παρατηρήσεις που έχουν πιο µικρή 

απόσταση. Αν 2 παρατηρήσεις έχουν ενωθεί σε προηγούµενο βήµα ενώνουµε µια 

προϋπάρχουσα οµάδα µε µια παρατήρηση µέχρι να φτιάξουµε µια οµάδα. Κοιτώντας 

τα αποτελέσµατα (υπό µορφή κάποιου δέντρου/δενδρογράµµατος) διαλέγουµε πόσες 

οµάδες τελικά προκύπτουν και σε ποια οµάδα ανήκει κάθε παρατήρηση. Ιεραρχικές 

µέθοδοι χρησιµοποιούνται ευρέως σε προβλήµατα φυλογενετικής ανάλυσης. 

o K-Means: Εδώ ο αριθµός των οµάδων θεωρείται γνωστός εκ των προτέρων. 

Με έναν επαναληπτικό αλγόριθµο µοιράζουµε τις παρατηρήσεις στις οµάδες ανάλογα 

µε το ποια οµάδα είναι πιο κοντά στην κάθε παρατήρηση.   

Αυτές οι µέθοδοι αποστάσεων δε στηρίζονται σε κανένα πιθανοθεωρητικό 

µοντέλο και στην πραγµατικότητα προσφέρουν πολύ λίγα στοιχεία στατιστικής 

συµπερασµατολογίας. Οι προσεγγίσεις τους είναι κυρίως µαθηµατικές και σε κανένα 

σηµείο δε λαµβάνεται υπ’ όψιν η µεταβλητότητα που ίσως έχει σοβαρό ρόλο στα 

αποτελέσµατα. Όµως, σε αρκετές εφαρµογές αυτή η έλλειψη κάποιου µοντέλου είναι 

επιθυµητή. Ουσιαστικά αφήνουµε τα δεδοµένα να µιλήσουν χωρίς να τα 

προσαρµόζουµε σε κάποιο ιδεατό και πιθανότατα λανθασµένο µοντέλο. Από την 
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άλλη, αυτή η έλλειψη στατιστικού υποβάθρου µας εµποδίζει από το να κάνουµε 

στατιστική συµπερασµατολογία. Προς αυτή την κατεύθυνση έχει αναπτυχθεί µια 

διαφορετική µεθοδολογία (model-based clustering) η οποία δεν έχει να κάνει µε την 

έννοια της απόστασης, αλλά χρησιµοποιεί στατιστικά µοντέλα. Η µεθοδολογία αυτή 

έχει αφενός ένα σηµαντικό θεωρητικό υπόβαθρο και αφετέρου προσφέρει µια σειρά 

από µεθοδολογικά εργαλεία για να µπορέσουµε να αξιολογήσουµε τα αποτελέσµατα. 

Μέθοδοι ανάλυσης σε οµάδες µε χρήση πιθανοθεωρητικών µοντέλων θα 

αναπτυχθούν εκτενώς στη συνέχεια.   

Στο κεφάλαιο 2 γίνεται µια εισαγωγή στα µείγµατα πολυµεταβλητών κανονικών 

κατανοµών και πως αυτά χρησιµοποιούνται στο πλαίσιο του model-based clustering. 

Επίσης, παρουσιάζονται εκτενώς τα µοντέλα της GPCM (Gaussian Parsimonious 

Clustering Models) οικογένειας και ο αλγόριθµος ΕΜ που χρησιµοποιείται για την 

εκτίµηση των παραµέτρων τους. Επιπλέον, µελετώνται ζητήµατα όπως το ποιο είναι 

το κατάλληλο µοντέλο, ποιες οι κατάλληλες αρχικές τιµές, πως θα εκτιµήσουµε το 

σωστό αριθµό οµάδων, πως θα αξιολογήσουµε τα αποτελέσµατα της οµαδοποίησης 

κ.α. 

Στο 3ο κεφάλαιο παρουσιάζεται η χρήση των factor analyzers στο πλαίσιο του 

model-based clustering. Επίσης, παρουσιάζεται ο αλγόριθµος AECM που 

χρησιµοποιείται για την εκτίµηση των παραµέτρων καθώς και τρόποι ορισµού των 

αρχικών τιµών. Επιπλέον παρέχονται παραδείγµατα και εφαρµογές. 

Στο 4ο κεφάλαιο παρουσιάζεται η PGMM (Parsimonious Gaussian Mixture 

Models) οικογένεια µοντέλων καθώς και η επέκταση αυτής, η EPGMM (Expanded 

Parsimonious Gaussian Mixture Models), που είναι κατάλληλες για εφαρµογή σε high 

dimensional δεδοµένα. Επίσης παρέχονται παραδείγµατα και συζήτηση γύρω από την 

επιλογή του κατάλληλου µοντέλου. 

Στο 5ο κεφάλαιο παρουσιάζεται η χρήση της πολυµεταβλητής t κατανοµής στο 

πλαίσιο του model-based clustering καθώς και ο ΕΜ αλγόριθµος για την εκτίµηση 

των παραµέτρων. Επίσης, παρουσιάζεται η χρήση των factor analyzers για την 

περίπτωση της πολυµεταβλητής t-κατανοµής καθώς και τα µοντέλα της MMtFA 

οικογένειας που προκύπτουν.  

Τέλος, το 6ο κεφάλαιο περιέχει µια εφαρµογή των µοντέλων της PGMM 

οικογένειας σε high dimensional δεδοµένα από µια µελέτη έκφρασης γονιδίων.   
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Κεφάλαιο 2: Η τεχνική του model based clustering 

 

 

2.1 Πεπερασµένα Μείγµατα Κατανοµών 

 
Τα στατιστικά µοντέλα που θα αναπτυχθούν στη συνέχεια βασίζονται σε 

πεπερασµένες µίξεις κατανοµών και ιδιαίτερα σε πεπερασµένες µίξεις κανονικών 

κατανοµών. Γνωρίζουµε από το θεώρηµα ολικής πιθανότητας ότι αν Α1, Α2,…,Αn 

είναι µία διαµέριση του δειγµατικού χώρου S τότε για κάθε ενδεχόµενο Ε ισχύει 

. Το θεώρηµα αυτό µπορεί να χρησιµοποιηθεί και στην 

περίπτωση που αντί για ενδεχόµενα, έχουµε τυχαίες µεταβλητές και συναρτήσεις 

πυκνότητας πιθανότητας. Έστω, ότι ο πληθυσµός µας αποτελείται από g 

υποπληθυσµούς, g οµάδες δηλαδή, και ότι γνωρίζουµε για κάθε οµάδα την κατανοµή 

της. Ξέρουµε δηλαδή ότι  

( ) (
1

( ) |
n

j
j

P E P E A P A
=

=∑ )j

 

Οµάδα Κατανοµή
οµάδα 1 1( | )f x θ  
οµάδα 2 2( | )f x θ  

… … 
οµάδα g ( | )gf x θ  

 
∆ιαλέγοντας ένα άτοµο τυχαία από το γενικό πληθυσµό, χωρίς να γνωρίζουµε σε ποια 

οµάδα αυτός ανήκει, τότε η συνάρτηση πυκνότητας πιθανότητάς του θα είναι 

( ) (
1

|
g

j j j
j

f x f x )|θ π
=

=∑�
θ  όπου πj>0, µε 

1
1

g

j
j
π

=

=∑  και τα πj δηλώνουν την 

πιθανότητα το άτοµο αυτό να προέρχεται από την j οµάδα. Το διάνυσµα θ
�

, είναι το 

διάνυσµα των παραµέτρων, δηλαδή ( )1 1 1,..., , ,...,g gθ π π θ θ−=
�

. Η παράµετρος θj της 

κάθε οµάδας δεν είναι απαραίτητο να είναι µία, αλλά µπορεί να είναι και διάνυσµα 

παραµέτρων. Για παράδειγµα αν η κατανοµή της j οµάδας είναι η κανονική τότε θα 

 11



έχουµε ότι 2( , )j j jθ µ σ=
�

. Επίσης, το x δεν είναι απαραίτητο να είναι µία τυχαία 

µεταβλητή αλλά µπορεί να είναι διάνυσµα τυχαίων µεταβλητών, οδηγώντας έτσι σε 

πολυµεταβλητές κατανοµές. Για παράδειγµα σε αυτή την περίπτωση η κατανοµή της 

j οµάδας δε θα είναι η κανονική αλλά η πολυµεταβλητή κανονική. Η συνάρτηση 

πυκνότητας πιθανότητας ( |f x )θ
�

 που µόλις ορίσαµε ονοµάζεται πεπερασµένο 

µείγµα (finite mixture) g-οµάδων. Στην πράξη, και όταν χρησιµοποιούµε κάποια 

µέθοδο οµαδοποίησης (clustering), εµείς παρατηρούµε µόνο το x και όχι την οµάδα 

στην οποία ανήκει και εποµένως οι παρατηρήσεις µας είναι ένα τυχαίο δείγµα από 

την ( |f x )θ
�

 και όχι από τις επιµέρους ( )|jf x jθ . Αυτό βέβαια προϋποθέτει ότι η 

( |f x )θ
�

 είναι όντως αυτή η αληθινή συνάρτηση πυκνότητας πιθανότητας που 

περιγράφει τον πληθυσµό µας. Οι επιµέρους συναρτήσεις πυκνότητας πιθανότητας 

των διαφόρων κατανοµών µπορεί να είναι διαφορετικές µεταξύ τους. Για παράδειγµα 

µπορεί η πρώτη να είναι κανονική κατανοµή, η δεύτερη student κτλ. Όµως, συνήθως 

σε προβλήµατα της cluster analysis και οι g συναρτήσεις πυκνότητας πιθανότητας 

λαµβάνονται ώστε να ανήκουν στην ίδια οικογένεια κατανοµών. Η κατανοµή που 

χρησιµοποιείται ευρέως είναι η κανονική, εξαιτίας των υπολογιστικών ευκολιών που 

παρουσιάζει.  

Αν υποθέσουµε ότι ( ) ( )2
2

1 1| , exp , , 0
22

f x xµ σ µ µ σ
σσ π

⎧ ⎫= − −⎨ ⎬
⎩ ⎭

>  τότε 

προκύπτει το µείγµα των κανονικών κατανοµών µε συνάρτηση πυκνότητας 

πιθανότητας ( ) ( )2

2
1

1 1| exp
22

g

j j
j jj

f x xθ π µ
σσ π=

⎧ ⎫⎪ ⎪= − −⎨ ⎬
⎪ ⎪⎩ ⎭

∑�
, όπου 

( 2
1 1 1 1,..., , ,..., , ,..., )2

g g gθ π π µ µ σ σ−=
�

. Αν οι σ.π.π. των οµάδων είναι πολυµεταβλητές 

κανονικές κατανοµές διαστάσεως p, δηλαδή 

( ) ( ) 1/2/2 11| , 2 exp ( ) ( )
2

p Tx xϕ µ π µ µ−− −⎧Σ = Σ − − Σ −⎨
⎩ ⎭� �� �

x ⎫
⎬� �

, όπου µ το διάνυσµα µέσων 

τιµών και Σ ο πίνακας διασποράς-συνδιασποράς τότε η σ.π.π. του µείγµατος θα είναι 

( ) ( ) 1/2/2 1

1

1| 2 exp ( ) (
2

g
p T

j j j j
j

f x x xθ π π µ µ
−− −

=

)j
⎧ ⎫= Σ − − Σ −⎨ ⎬
⎩ ⎭

∑� � � �� �
, µε 

( 1 1 1 1,..., , ,..., , ,..., )g gθ π π µ µ−=
� gΣ Σ . Ωστόσο, στην ανάλυση σε οµάδες ανάλογα µε 

τον τύπο των δεδοµένων µας, θα µπορούσαµε να χρησιµοποιήσουµε διάφορες 
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κατανοµές. Εδώ υποθέτοντας υποπληθυσµούς από την πολυµεταβλητή κανονική 

κατανοµή, ουσιαστικά υποθέτουµε ότι τα δεδοµένα µας είναι συνεχή. Άλλες επιλογές 

κατανοµών θα ήταν πιο σωστές ανάλογα µε το είδος των δεδοµένων.  

Επίσης, µπορούµε να θέσουµε διάφορους περιορισµούς στις κατανοµές των 

επιµέρους οµάδων και ιδιαίτερα στους πίνακες διασποράς. Για παράδειγµα θα 

µπορούσαµε να θέσουµε 1 2 ... gΣ = Σ = = Σ , δηλαδή όλες οι οµάδες να έχουν τον ίδιο 

πίνακα διακύµανσης. ∆εδοµένου ότι ο πίνακας διακύµανσης ουσιαστικά καθορίζει το 

σχήµα της οµάδας υποθέτουµε ότι όλες οι οµάδες έχουν το ίδιο σχήµα. Επίσης σε 

αυτή την περίπτωση έχουµε τον µικρότερο αριθµό παραµέτρων προς εκτίµηση. 

Ωστόσο, µπορούµε να αφήσουµε τους πίνακες να διαφέρουν µεταξύ τους 

1 2 ... gΣ ≠ Σ ≠ ≠ Σ . Αυτή η περίπτωση εµφανίζει προβλήµατα στην πράξη, αλλά από 

την άλλη επιτρέπει πολύ πιο ευέλικτα µοντέλα. Έτσι, µπορούµε να πάρουµε µια 

οικογένεια διαφορετικών κατανοµών περισσότερο ή λιγότερο φειδωλές ως προς τον 

αριθµό των παραµέτρων. Τέλος, αυτό που πρέπει να επισηµανθεί είναι ότι στον 

ορισµό της σ.π.π. του µείγµατος κατανοµών ο αριθµός των οµάδων g είναι γνωστός. 

Σε πολλές εφαρµογές, όπως και στην οµαδοποίηση δεδοµένων, ο αριθµός των 

οµάδων δεν είναι γνωστός και πρέπει να εκτιµηθεί από τα δεδοµένα. Περισσότερες 

πληροφορίες για µοντέλα µίξεων κατανοµών και εφαρµογές τους δίνονται από τους 

McLachlan and Peel (2000a).  

 

 

2.2  Αλγόριθµος ΕΜ 

 
Από τον ορισµό των µοντέλων µίξεων κατανοµών είναι σαφές ότι προϋποθέτουν 

την ύπαρξη ανοµοιογενών πληθυσµών και συνεπώς είναι συνδεδεµένα µε την ιδέα 

της ανάλυσης σε οµάδες. Υποθέτουµε ότι ο πληθυσµός αποτελείται από επιµέρους 

οµάδες που έχουν κάποια χαρακτηριστικά που εκφράζονται από τις παραµέτρους της 

κατανοµής κάθε οµάδας, αλλά καθώς δε γνωρίζουµε σε ποια οµάδα ανήκει κάθε 

παρατήρηση, οι παρατηρήσεις µας προέρχονται από το µείγµα τους. ∆ηλαδή, στο 

model based clustering, θεωρούµε ότι τα δεδοµένα µας προέρχονται από το µείγµα 

των κατανοµών των επιµέρους οµάδων µε σ.π.π. 
1

( ) ( | )
g

j j
j

f x f xπ θ
=

=∑ , όπου fj είναι η 
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σ.π.π. της κατανοµής της j οµάδας και πj είναι η πιθανότητα µία τυχαία παρατήρηση 

(πριν αρχίσουµε να παρατηρούµε δεδοµένα) να ανήκει στην j οµάδα. Για την 

εφαρµογή στην περίπτωση της οµαδοποίησης δεδοµένων το πρόβληµα είναι καθαρά 

στατιστικό: θέλουµε να εκτιµήσουµε τις άγνωστες παραµέτρους 

( 1 1 1,..., , ,..., )g gθ π π θ θ−=
�

, όπου τα jθ , όπως αναφέραµε και προηγουµένως, µπορεί να 

είναι διανύσµατα (π.χ. µέση τιµή και διακύµανση για την περίπτωση µονοδιάστατων 

κανονικών κατανοµών). Η κύρια µέθοδος που χρησιµοποιείται για να εκτιµήσουµε 

τις παραµέτρους µας είναι η µέθοδος µέγιστης πιθανοφάνειας. Η πιθανοφάνεια είναι 

( ) (
11 1

|
gn n

i j i
ji i

L f x f x )jπ θ
== =

⎡ ⎤
= = ⎢ ⎥

⎣ ⎦
∑∏ ∏ . Άρα, η λογαριθµική πιθανοφάνεια γίνεται  

( ) ( ) (
1 1 11

| log | log |
g gn n

j i j j i j
j i ji

l x f x f xθ π θ π
= = ==

⎧ ⎫ )θ
⎡ ⎤ ⎡⎪ ⎪= =⎨ ⎬

⎤
⎢ ⎥ ⎢

⎪ ⎪
⎥

⎣ ⎦ ⎣⎩ ⎭
∑ ∑ ∑∏

⎦
 που στην περίπτωση 

πολυµεταβλητών κανονικών κατανοµών αντιστοιχεί σε  

( ) ( ) 1/2/2 1

1 1

1| log 2 exp ( ) ( )
2

gn
p T

j
i j

l x x xθ π π µ−− −

= =

⎡ ⎤
µ⎧ ⎫= Σ − − Σ − =⎨ ⎬⎢ ⎥

⎩ ⎭⎣ ⎦
∑ ∑ � �� �

 

( ) 1/2/2 1
1 1 1 1 1

1

1log 2 exp ( ) ( ) ...
2

n
p T

i
x xπ π µ µ−− −

=

⎡ ⎧ ⎫Σ − − Σ − +⎨ ⎬⎢ ⎩ ⎭⎣
∑ � �� �

( ) 1/2/2 11... 2 exp ( ) ( )
2

p T
g g g g gx xπ π µ µ

−− − ⎤⎧ ⎫+ Σ − − Σ −⎨ ⎬⎥⎩ ⎭⎦� �� �
.  

Γενικά η εκτίµηση των παραµέτρων είναι αρκετά δύσκολη, καθώς η µεγιστοποίηση 

της log-likelihood δεν είναι καθόλου απλή και για αυτό το λόγο χρειαζόµαστε χρήση 

αριθµητικών µεθόδων και υπολογιστή. Συγκεκριµένα θα χρησιµοποιήσουµε τον 

αλγόριθµο EM.  

Ο αλγόριθµος αυτός είναι ένας επαναληπτικός αλγόριθµος  για εκτίµηση µε τη 

µέθοδο µέγιστης πιθανοφάνειας. Τυπικά είναι µια αριθµητική µέθοδος 

µεγιστοποίησης που έχει όµως πολύ ενδιαφέρουσα στατιστική ερµηνεία και 

προσφέρει σηµαντική βοήθεια στην απλοποίηση προβληµάτων εκτίµησης µε τη 

µέθοδο µέγιστης πιθανοφάνειας. Ο αλγόριθµος είναι γνωστός στη στατιστική εδώ και 

πολλά χρόνια, αλλά από το 1977 (Dempster et al., 1977) έγινε γνωστός στη γενική 

του µορφή. Η εξάπλωση της χρήσης υπολογιστών βοήθησε ώστε ο αλγόριθµος να 

εφαρµοστεί σε µια µεγάλη ποικιλία εφαρµογών που µπορούν να ειδωθούν κάτω από 

το πρίσµα των "χαµένων δεδοµένων" (missing data). Ο αλγόριθµος χρησιµοποιείται 

όταν έχουµε  missing data ή όταν µπορούµε να εκφράσουµε το πρόβληµα σαν να 
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έχουµε missing data. Στην περίπτωση της cluster analysis, όπου είπαµε ότι 

χρησιµοποιούνται οι µίξεις κατανοµών, ως missing data θεωρούµε τις ετικέτες που θα 

µας υποδείκνυαν από ποιον υποπληθυσµό προέρχεται κάθε παρατήρηση. Ο 

αλγόριθµος χρωστά το όνοµά του στα δύο βήµατα που τον απαρτίζουν. Το Ε-βήµα 

(Expectation step) και το Μ-βήµα (Maximization step). Γενικά η φιλοσοφία του 

αλγορίθµου είναι η εξής: στο Ε-step εκτιµάµε τα δεδοµένα που λείπουν, 

χρησιµοποιώντας την πληροφορία που έχουµε µέχρι εκείνη τη στιγµή (δηλαδή τις 

παρατηρήσεις και τις τιµές των εκτιµητριών των παραµέτρων των κατανοµών µέχρι 

τη στιγµή αυτή). Εκτιµάµε δηλαδή την πιθανότητα κάθε παρατήρηση να ανήκει στην 

κάθε οµάδα, δοθέντος των εκτιµήσεων των παραµέτρων που έχουµε µέχρι στιγµής. 

Στο M-step χρησιµοποιούµε τις εκτιµήσεις των πιθανοτήτων αυτών, για να 

µεγιστοποιήσουµε την πιθανοφάνεια και να υπολογίσουµε έτσι νέες εκτιµήσεις για 

τις παραµέτρους των κατανοµών. 

Αποδεικνύεται ότι ο αλγόριθµος µεγαλώνει την πιθανοφάνεια σε κάθε 

επανάληψη, εποµένως συγκλίνει προς ένα µέγιστό της. ∆εν είµαστε όµως ποτέ 

σίγουροι ότι αυτό το µέγιστο είναι το ολικό µέγιστο, εποµένως θα πρέπει να 

προσέξουµε για να είµαστε σίγουροι ότι βρήκαµε  το ολικό µέγιστο. Στην πράξη 

χρειάζεται να εκτελέσουµε τον αλγόριθµο περισσότερες από µία φορές, ξεκινώντας 

από διαφορετικές αρχικές τιµές, για να µεγιστοποιήσουµε την πιθανότητα να βρούµε 

το ολικό µέγιστο και όχι ένα τοπικό.  

Το πρόβληµα µε τον ΕΜ αλγόριθµο γενικά, είναι ότι πρέπει να βρούµε έναν 

τρόπο να ορίσουµε κατάλληλα τα missing data ώστε να διευκολυνόµαστε στη 

µεγιστοποίηση της πιθανοφάνειας. Γενικά, χρειάζεται αρκετή εµπειρία και φαντασία 

για να βρει κανείς την κατάλληλη δοµή να συµπληρώσει τα παρατηρηθέντα δεδοµένα 

µε µη παρατηρηθέντα. Η τεχνική αυτή ονοµάζεται data augmentation. Στην 

περίπτωση των πεπερασµένων µειγµάτων της πολυµεταβλητής κανονικής κατανοµής, 

αυτό που εµείς παρατηρούµε είναι τα διανύσµατα xi, i=1,…,n που ακολουθούν ένα 

µείγµα πολυµεταβλητών κανονικών κατανοµών όπως ορίστηκε παραπάνω. Έστω 

τυχαίες µεταβλητές Zij, i=1,…,n, j=1,…,g µε τιµές Zij=1 αν η i παρατήρηση ανήκει 

στη j οµάδα και 0 αλλιώς. Αν γνωρίζαµε τα Zij τότε η εκτίµηση θα ήταν εύκολη, 

καθώς για κάθε παρατήρηση θα ξέραµε σε ποια οµάδα ανήκει και άρα το πρόβληµα 

θα ήταν απλά να εκτιµήσουµε τις παραµέτρους πολλών απλών πολυµεταβλητών 

κανονικών κατανοµών. Συνεπώς, στην περίπτωσή µας τα Zij είναι τα missing data και 
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στο E-step εκτιµάµε τη δεσµευµένη αναµενόµενή τους τιµή, ενώ στο Μ-step 

χρησιµοποιούµε αυτές τις εκτιµήσεις, για να ανανεώσουµε τις παραµέτρους µας.     

      

 

2.3  Βασική Θεωρία Αλγορίθµου ΕΜ 

 

Έστω το παρακάτω µείγµα κατανοµών  

( ) (
1

|
g

i j j i
j

f y f y )| jπ θ
=

Ψ =∑                                           (2.1) 

όπου  τα δεδοµένα που έχουµε παρατηρήσει και ( 1 ,...,
TT T

ny y y= ) ( )1 1,..., ,gπ π ξ−Ψ =  

το διάνυσµα που περιέχει όλες τις άγνωστες παραµέτρους του µείγµατος, µε το 

διάνυσµα ξ να περιέχει τις άγνωστες παραµέτρους 1,..., gθ θ . Θεωρούµε ότι κάθε 

παρατήρηση yi έχει προέλθει από µία συγκεκριµένη κατανοµή του µείγµατος, χωρίς 

όµως να γνωρίζουµε από ποια συγκεκριµένα. Έτσι, θεωρούµε τα διανύσµατα 1,..., nz z  

όπου κάθε zi είναι ένα διάνυσµα διάστασης g, το οποίο µας υποδεικνύει αν η i 

παρατήρηση προέρχεται ή όχι από την j οµάδα, ( ) 1 0ij i jz z ή= =  αντίστοιχα. Αυτά 

τα zij όµως δεν τα παρατηρούµε και άρα δεν τα γνωρίζουµε. Έτσι, τα 

αντιµετωπίζουµε ως χαµένα δεδοµένα (missing data).  Κατά συνέπεια, το διάνυσµα 

 το θεωρούµε ως ηµιτελές (incomplete), αφού δεν περιέχει τα z( 1 ,...,
TT T

ny y y= )

) )

i j

ij. 

Αντίθετα το συµπληρωµένο (complete) διάνυσµα παρατηρήσεων είναι το  

, όπου . Τότε η log-likelihood όλων των δεδοµένων 

(complete-data log-likelihood) δίνεται από  τον τύπο 

( ,
TT T

cy y z= ( 1 ,...,
TT T

nz z z=

( ) ( ){ }
1 1

log log log |
g n

c ij j j
j i

L z f yπ θ
= =

Ψ = +∑∑ .  

Ο ΕΜ αλγόριθµος εφαρµόζεται επαναληπτικά σε δύο βήµατα (Ε & Μ steps). Στο 

Ε βήµα ο αλγόριθµος υπολογίζει τη δεσµευµένη αναµενόµενη τιµή της complete-data 

log-likelihood δοθέντος των παρατηρηµένων δεδοµένων y. Πάντα ξεκινάµε δίνοντας 

κάποιες αρχικές τιµές Ψ(0) στις παραµέτρους Ψ. Τότε, στην πρώτη επανάληψη του 

αλγορίθµου η δεσµευµένη αναµενόµενη τιµή της complete-data log-likelihood µπορεί 

να γραφεί ως ( ) ( ){ }(0)
(0)| log cQ

Ψ
Ψ Ψ = Ε Ψ |L y . Ο δείκτης Ψ(0) του Ε δηλώνει ότι 
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αυτή η αναµενόµενη τιµή εξαρτάται από τις αρχικές τιµές του Ψ. Κατά συνέπεια στην 

 επανάληψη υπολογίζεται η 1k + ( )( )| kQ Ψ Ψ , όπου Ψ(k) είναι η τιµή των Ψ µετά την 

k επανάληψη. Επίσης, καθώς η  complete-data log-likelihood είναι γραµµική ως προς 

τα zij, στο Ε βήµα υπολογίζεται η δεσµευµένη αναµενόµενη τιµή των Zij δοθέντος 

των παρατηρήσεων , όπου  Z( 1 ,...,
TT T

ny y y= ) ij είναι η τυχαία µεταβλητή που 

αντιστοιχεί στην παρατήρηση zij (την οποία επαναλαµβάνεται ότι δεν την 

γνωρίζουµε). Έτσι, στην k 1+  επανάληψη έχουµε ότι 

( ) { } ( )( ) ( )
( )| 1|k k
k

ij ij j iE Z y P Z y yτ
Ψ Ψ

= = = Ψ|  όπου αποδεικνύεται ότι 

( ) ( )
( )

( )
( )

( ) ( ) ( ) ( )
( )

( )
( ) ( )

1

| |
|

| |

k k k k
j j i j j j i jk

j i gk
k ki

h h i h
h

f y f y
y

f y f y

π θ π θ
τ

π θ
=

Ψ = =
Ψ ∑

, i=1,…,n και j=1,…,g    (2.2)  

Την ποσότητα ( )( )| k
j iyτ Ψ  θα την συµβολίζουµε από εδώ και στο εξής µε  και 

είναι η εκ των υστέρων πιθανότητα η i παρατήρηση να ανήκει στην j οµάδα. Έτσι, η 

complete-data log-likelihood στην k+1 επανάληψη γίνεται  

( 1)k
ijτ

+

( ) ( ){ }( ) ( 1)

1 1

| log log
g n

k k
ij j j i j

j i

Q f |yτ π θ+

= =

Ψ Ψ = +∑∑ . 

Στο Μ step της 1  επανάληψης µεγιστοποιούµε την k + ( )( )| kQ Ψ Ψ  ως προς Ψ, 

ώστε να πάρουµε µια νέα εκτίµηση Ψ(k+1)  για το διάνυσµα των παραµέτρων Ψ. Οι 

εκτιµήσεις  υπολογίζονται ανεξάρτητα από τις παραµέτρους ξ( 1)k
jπ + (k+1) του 

διανύσµατος ξ, όπου ( 1,..., )gξ θ θ= . Αν τα zij ήταν παρατηρήσιµα τότε η εκτιµήτρια 

µέγιστης πιθανοφάνειας των πi θα δινόταν από 
1

ˆ ( 1,..., )
n

ij
j

i

z
j

n
π

=

= =∑ g . Καθώς 

όµως τα zij τα έχουµε εκτιµήσει από τα ( 1)k
ijτ

+  στο Ε-βήµα, χρησιµοποιούµε αυτή τους 

την εκτίµηση για να υπολογίσουµε τα πj. Άρα  

  
( 1)

1

ˆ ( 1,..., )
kn

ij
j

i

j
n

τ
π

+

=

= =∑ g                                         (2.3) 

∆ηλαδή, η εκτίµηση του πj στην k+1 επανάληψη είναι ο µέσος όρος των εκ των 

υστέρων πιθανοτήτων όλων των παρατηρήσεων να ανήκουν στην j οµάδα. Όσο 

αφορά την εκτίµηση των παραµέτρων ξ στο Μ βήµα της k+1 επανάληψης, αυτές 

δίνονται από την επίλυση της   
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( )( 1)

1 1

log |
0

g n
j i jk

ij
j i

f y θ
τ

ξ
+

= =

∂
=

∂∑∑                                     (2.4) 

Ένα µεγάλο πλεονέκτηµα του ΕΜ αλγορίθµου σε αυτό το σηµείο είναι ότι η λύση 

αυτή συχνά είναι δυνατό να υπολογιστεί σε κλειστή µορφή, όπως για παράδειγµα 

στην περίπτωση µίξης πολυµεταβλητών κανονικών κατανοµών.  

Τα Ε και Μ βήµατα επαναλαµβάνονται διαδοχικά µέχρι τη σύγκλιση, η οποία 

µπορεί να καθοριστεί χρησιµοποιώντας µία κατάλληλη συνθήκη τερµατισµού, όπως 

για παράδειγµα η διαφορά ( ) ( )( 1) ( )k kL L ε+Ψ − Ψ < , για κάποια µικρή θετική 

ποσότητα ε. Οι Dempster et al. (1977) έδειξαν ότι η πιθανοφάνεια L(Ψ) δε µειώνεται 

µετά από µία επανάληψη του αλγορίθµου, δηλαδή ισχύει ( ) (( 1) ( )k kL L+Ψ ≥ Ψ )  για 

k=0,1,2,…Περισσότερες λεπτοµέρειες σχετικά µπορούν να βρεθούν και στο Ng et al. 

(2004). Ωστόσο, δεν υπάρχει καµία εγγύηση ότι η σύγκλιση η οποία επιτυγχάνεται 

είναι στο ολικό µέγιστο και όχι σε ένα τοπικό µέγιστο. Για συναρτήσεις 

πιθανοφάνειας µε πολλά τοπικά µέγιστα η σύγκλιση στο ολικό µέγιστο εξαρτάται από 

τις αρχικές τιµές Ψ(0). 

Μία σηµαντική παρατήρηση είναι ότι τα ( 1)k
ijτ

+  περιέχουν την εκ των υστέρων 

πιθανότητα η i παρατήρηση να ανήκει στην j οµάδα. Όταν ο αλγόριθµος έχει 

συγκλίνει, αυτές οι πιθανότητες είναι διαθέσιµες και µπορούν να χρησιµοποιηθούν 

για να κατατάξουν τις παρατηρήσεις σε οµάδες. Συνήθως, κατατάσσουµε κάθε 

παρατήρηση στην οµάδα µε τη µεγαλύτερη πιθανότητα. Ένα από τα πλεονεκτήµατα 

της µεθόδου (model based clustering) είναι πως έχουµε πιθανότητες για κάθε οµάδα, 

δηλαδή κάθε παρατήρηση µπορεί να ανήκει σε περισσότερες από µία οµάδες µε 

κάποια πιθανότητα. Γι’ αυτό και οι οµάδες µπορούν να επικαλύπτονται, κάτι που δεν 

είναι δυνατό στην οµαδοποίηση µέσω µεθόδων αποστάσεων, όπως ο K-means.    

 

 

2.4  Μίξεις Πολυµεταβλητών Κανονικών Κατανοµών στον ΕΜ 

Αλγόριθµο 

 
Παραπάνω περιγράψαµε τη γενική µορφή του αλγορίθµου στην περίπτωση που το 

µείγµα αποτελείται από διαφόρων ειδών κατανοµές. Τώρα θα δούµε το αποτέλεσµα 
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του αλγορίθµου στην περίπτωση που όλες οι κατανοµές είναι πολυµεταβλητές 

κανονικές. Πρώτα θα θεωρήσουµε την ετεροσκεδαστική περίπτωση όπου δηλαδή 

όλοι οι πίνακες διασποράς-συνδιασποράς των οµάδων επιτρέπεται να είναι 

διαφορετικοί µεταξύ τους.  

Έστω δηλαδή ότι έχουµε το µείγµα  

( ) (
1

| |
g

i j i
j

f y yπ ϕ µ
=

),j jΨ =∑ Σ

)

                                (2.5) 

 όπου ( 1 1,..., ,gπ π ξ−Ψ =  και το ξ περιέχει τους µέσους µj (διάστασης p) και τους 

πίνακες διασποράς-συνδιασποράς Σj (διάστασης pxp) των οµάδων για j=1,…,g.  Στο 

Ε-βήµα, από την (2.2) έχουµε ότι η εκτίµηση των zij, που µας δείχνουν από ποια 

οµάδα προέρχεται κάθε παρατήρηση, στην k+1 επανάληψη είναι 

( )
( )

( ) ( ) ( )
( 1)

( ) ( ) ( )

1

| ,

| ,

k k k
j j i j jk

ij g
k k k

h h i h h
h

y

y

π ϕ µ
τ

π ϕ µ

+

=

Σ
= =

Σ∑
  

( ) ( ) ( )

( ) ( ) ( )

1/2/2( ) 1

1/2/2( ) 1

1

12 exp
2

12 exp
2

Tpk
j j i j j i j

g
p Tk

h h i h h i h
h

y y

y y

π π µ µ

π π µ µ

−− −

−− −

=

⎧ ⎫Σ − − Σ −⎨ ⎬
⎩ ⎭=
⎧ ⎫Σ − − Σ −⎨ ⎬
⎩ ⎭

∑
1,..., & 1,...,j g, i n     (2.6)   = =

Στο Μ βήµα, στην k+1 επανάληψη, η εκτίµηση των πj είναι η ίδια όπως τη 

βρήκαµε στην (2.3), δηλαδή 
( 1)

1

ˆ ( 1,..., )
kn

ij
j

i

j
n

τ
π

+

=

= =∑ g . Οι εκτιµήσεις των µέσων 

τιµών µj και πινάκων διακύµανσης-συνδιακύµανσης Σj υπάρχουν σε κλειστή µορφή 

καθώς η (2.4) επιλύεται αναλυτικά. Έτσι έχουµε:  

( 1)

( 1) 1

( 1)

1

n
k

ij i
k i

j n
k

ij
i

yτ
µ

τ

+

+ =

+

=

=
∑

∑
   και                                                 (2.7) 

( )( )( 1) ( 1) ( 1)

( 1) 1

( 1)

1

n Tk k k
ij i j i j

k i
j n

k
ij

i

y yτ µ µ

τ

+ + +

+ =

+

=

− −
Σ =

∑

∑
  για i=1,…,n  και  j=1,…,g.      (2.8)   

Ωστόσο, για διευκόλυνση των υπολογισµών και κυρίως για να µειώσουµε το 

χρόνο εκτέλεσης του αλγορίθµου στον υπολογιστή αλλά και για να κερδίσουµε χώρο 

στη µνήµη είναι καλύτερα να γράψουµε τη (2.8) µέσω των ποσοτήτων Τj1, Tj2, Tj3 
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όπου: ,  και . Άρα η (2.8) 

γίνεται  

( 1) ( 1)
1

1

n
k k

j i
i

T τ+ +

=

= ∑ j i
T

i iy y( 1) ( 1)
2

1

n
k k

j ij
i

T yτ+ +

=

= ∑ ( 1) ( 1)
3

1

n
k k

j ij
i

T τ+ +

=

= ∑

1( 1) ( 1) ( 1) ( 1)
3 1 2 2( 1)

( 1)
1

( 1,..., )
Tk k k k

j j j jk
j k

j

T T T T
j

T

−+ + + +
+

+

−
Σ = = g                          (2.9) 

Στην πράξη, και όπως θα δούµε παρακάτω, συχνά τίθενται διάφοροι περιορισµοί, 

κυρίως στους πίνακες διακυµάνσεων. Για παράδειγµα µπορεί να ζητάµε να ισχύει 

Σj=Σ (j=1,…,g), δηλαδή όλοι οι πίνακες διασποράς-συνδιασποράς των οµάδων να 

ισούνται µεταξύ τους (οµοσκεδαστικότητα). Σε αυτή την περίπτωση οι πίνακες Σj, 

όπου βέβαια τώρα έχουµε µόνο έναν πίνακα Σ αφού όλοι ισούνται µεταξύ τους, 

δίνεται από 

( 1) ( 1)
1

1( 1)

g
k k

j j
jk

T

n

+ +

=+

Σ
Σ =

∑
                                              (2.10) 

όπου ο  δίνεται από την σχέση (2.9). Οι εκτιµήσεις των π( 1)k
j
+Σ j και µj είναι ίδιες όπως 

στην ετεροσκεδαστική περίπτωση. Μπορούµε να θέσουµε επιπλέον περιορισµούς 

στους πίνακες διασποράς-συνδιασποράς όπως για παράδειγµα να απαιτήσουµε ο 

κοινός πίνακας Σ να είναι διαγώνιος µε ίσα διαγώνια στοιχεία σ2, δηλαδή  

McLachlan and Peel (2000a). 

2
pσΣ = Ι

 

2.5  Αρχικές τιµές 

 
Όπως αναφέρθηκε και παραπάνω ο αλγόριθµος για να τρέξει απαιτεί να του 

δώσουµε αρχικές τιµές Ψ(0). Καλές αρχικές τιµές µας εξασφαλίζουν γρήγορη 

σύγκλιση µέσα σε λίγες επαναλήψεις. Αντίθετα, αν οι αρχικές τιµές δεν είναι καλές ο 

αλγόριθµος θα αργήσει πολύ να συγκλίνει. Επίσης σε εφαρµογές όπου η συνάρτηση 

πιθανοφάνειας έχει πολλές ρίζες, που αντιστοιχούν σε πολλά τοπικά µέγιστα, ο 

αλγόριθµος θα πρέπει να εφαρµόζεται για διαφορετικές αρχικές τιµές ώστε να 

εντοπίσουµε το ολικό µέγιστο.  

Είδαµε ότι στο Ε-βήµα εκτιµούµε τις posterior πιθανότητες τij, τις πιθανότητες 

δηλαδή η i παρατήρηση να ανήκει στην j οµάδα έχοντας παρατηρήσει δεδοµένα. Με 

βάση τη (2.2) βλέπουµε ότι αυτές οι τij, εξαρτώνται από τις πιθανότητες πj, την 
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πιθανότητα δηλαδή µία παρατήρηση να ανήκει στην j οµάδα πριν παρατηρήσουµε 

δεδοµένα, και τις κατανοµές των διαφόρων οµάδων. ∆ίνουµε λοιπόν αρχικές τιµές 

στις πιθανότητες πj καθώς επίσης και στις µέσες τιµές µj και στους πίνακες 

διασποράς-συνδιασποράς των οµάδων. Αυτό δηλαδή που γίνεται επί της ουσίας είναι 

µία διαµέριση των παρατηρήσεών µας στις επιµέρους οµάδες.  

Εδώ όµως προκύπτει το ερώτηµα µε ποιον τρόπο µπορεί να γίνει αυτή η αρχική 

διαµέριση. Ένα παράδειγµα αρχικής διαµέρισης των παρατηρήσεων για την 

περίπτωση g=2 οµάδων µε ίδιο πίνακα διασποράς-συνδιασποράς, θα µπορούσε να 

γίνει παραστώντας γραφικά τα δεδοµένα για ανά δύο µεταβλητές από τις p και 

τραβώντας µια γραµµή που να χωρίζει τα διµεταβλητά δεδοµένα σε δύο οµάδες έτσι 

ώστε οι δύο οµάδες να είναι όσο γίνεται πιο κοντά στην κανονικότητα. Ωστόσο αυτό 

είναι δύσκολο όταν έχουµε δεδοµένα πολλών διαστάσεων. Σε αυτή την περίπτωση, 

αρχική διαµέριση θα µπορούσε να γίνει µε τη χρήση κάποιας µεθόδου αποστάσεων, 

όπως ο K-means αλγόριθµος ή κάποια µέθοδο ιεραρχικής ανάλυσης αν το πλήθος 

των δεδοµένων δεν είναι πολύ µεγάλο (γιατί τότε οι ιεραρχικοί αλγόριθµοι είναι 

αργοί), (McLachlan and Peel 2000a).  

Άλλος τρόπος για να πάρουµε µια αρχική διαµέριση των παρατηρήσεών µας είναι 

να κατατάξουµε τις παρατηρήσεις στις οµάδες τυχαία. Ωστόσο, µε αυτό τον τρόπο 

όταν οι παρατηρήσεις µας είναι πολλές οι αρχικές τιµές των πj που θα πάρουµε θα 

είναι παρόµοιες. Ένας τρόπος για να µειώσουµε αυτήν την επίδραση των ίσων πj 

είναι να πάρουµε ένα µικρό τυχαίο υποδείγµα από τις παρατηρήσεις µας και να 

διαµερίσουµε τυχαία τις παρατηρήσεις του στις g οµάδες. Τότε το πρώτο Ε & Μ 

βήµα θα εκτελεστεί µε βάση αυτό το υποδείγµα. Το υποδείγµα όµως θα πρέπει να 

είναι αρκετά µεγάλο ώστε να µπορούν να εκχωρηθούν τουλάχιστο p+1 παρατηρήσεις 

σε κάθε οµάδα για να µην έχουµε υπολογιστικά προβλήµατα (McLachlan and Peel 

2000a, section 2.12).  

Ένας εναλλακτικός τρόπος τυχαίας αρχικοποίησης είναι να πάρουµε αρχικές τιµές 

για τους µέσους των οµάδων µέσω προσοµοίωσης.  Συγκεκριµένα παίρνουµε τα (0)
jµ  

έτσι ώστε (
. . .

(0) (0)
1 ,..., ,

i i d

g N y Sµ µ ∼ )  όπου y  είναι ο δειγµατικός µέσος και S είναι ο 

δειγµατικός πίνακας διασποράς-συνδιασποράς όλων των παρατηρηµένων δεδοµένων. 

Με αυτό τον τρόπο υπάρχει µεγαλύτερη µεταβλητότητα µεταξύ των αρχικών τιµών 

των (0)
jµ  απ’ ότι να διαµερίζαµε τυχαία τις παρατηρήσεις σε οµάδες και είναι και 
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υπολογιστικά λιγότερο απαιτητικό. Οι πίνακες διασποράς-συνδιαποράς και οι 

πιθανότητες πj µπορούν να οριστούν ως εξής:  

Ng S.K. et al. (2004). Σηµαντικό σηµείο για το καλό fit στα δεδοµένα µοντέλων 

µίξεων κατανοµών είναι η ακριβής εκτίµηση των πιθανοτήτων π

(0) (0) 1 / ( 1,..., )j jS g jκαι πΣ = = = g

p

j. Ένας τρόπος 

εκτίµησης των πj για την περίπτωση µονοδιάστατων κανονικών κατανοµών 

προτείνεται από τον Fowlkes (1979).  

 

2.6 Gaussian Parsimonious Clustering Models (GPCM) 

 
Οι πίνακες διασποράς-συνδιασποράς των επιµέρους οµάδων είναι αυτοί που 

καθορίζουν τα γεωµετρικά χαρακτηριστικά κάθε οµάδας, όπως το σχήµα το µέγεθος 

και τον προσανατολισµό της. Στην παράγραφο 2.4 είδαµε την περίπτωση όπου οι 

πίνακες διασποράς-συνδιασποράς των επιµέρους οµάδων ήταν διαφορετικοί µεταξύ 

τους (ετεροσκεδαστικότητα). Ωστόσο, είπαµε ότι µπορεί να τεθούν διάφοροι 

περιορισµοί στους πίνακες Σj, και είδαµε την περίπτωση όπου Σj=Σ καθώς επίσης και 

 για την περίπτωση των πολυµεταβλητών κανονικών κατανοµών. Για την 

ακρίβεια υπάρχει η δυνατότητα να θέσουµε διάφορους περιορισµούς στα στοιχεία 

των πινάκων Σ

2
j σΣ = Ι

j, και άρα να πάρουµε µια οικογένεια διαφορετικών µοντέλων για τον 

ίδιο αριθµό οµάδων.  Μια οικογένεια τέτοιων µοντέλων υπάρχει στο πακέτο mclust 

της R (Fraley and Raftery  2006, September) και µια περιγραφή τους παρέχεται από 

τους Fraley and Raftery (2007) καθώς επίσης και από τον McNicholas (2011). Ένα 

επιπλέον πλεονέκτηµα που έχουµε θέτοντας περιορισµούς, είναι η µείωση των 

παραµέτρων προς εκτίµηση. Αν δε θέσουµε κανένα περιορισµό στους πίνακες Σj, 

τότε ο αριθµός των παραµέτρων προς εκτίµηση για κάθε πίνακα Σj είναι 
1 ( 1
2

p p + )

j

. 

∆ηλαδή έχουµε να εκτιµήσουµε αρκετές παραµέτρους για κάθε οµάδα. Επιβάλλοντας 

περιορισµούς µειώνουµε τον αριθµό παραµέτρων που πρέπει να εκτιµήσουµε, αλλά 

όµως ελαττώνουµε την ευελιξία του µοντέλου µας. 

Ένα γενικό πλαίσιο για να θέτουµε διάφορους περιορισµούς στους πίνακες Σj 

παρέχεται µέσω της φασµατικής ανάλυσης ενός πίνακα και είναι το εξής:  
T

j j j jD A DλΣ =                                                  (2.11)   
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(Banfield and Raftery 1993),  όπου Dj είναι ο ορθογώνιος πίνακας των 

ιδιοδιανυσµάτων, Aj είναι ο διαγώνιος πίνακας του οποίου τα στοιχεία είναι ανάλογα 

προς τις ιδιοτιµές και λj είναι µία σταθερά κανονικοποίησης. Τους παράγοντες Dj, Aj, 

λj τους χειριζόµαστε σα να είναι ανεξάρτητοι και µπορεί να είναι είτε ίδιοι µεταξύ 

των οµάδων είτε διαφορετικοί. Κάθε ένας από αυτούς τους παράγοντες προσδίδει και 

ένα διαφορετικό γεωµετρικό χαρακτηριστικό σε κάθε οµάδα και άρα όταν θέτουµε 

περιορισµούς, οι οµάδες µοιράζονται ορισµένες κοινές γεωµετρικές ιδιότητες. Για 

παράδειγµα ο πίνακας Dj καθορίζει τον προσανατολισµό της οµάδας, ο Aj το σχήµα 

και τα λj το µέγεθος τα οποία είναι ανάλογα µε det( )d
j jAλ .  

Τα διαφορετικά µοντέλα που προκύπτουν για διάφορους περιορισµούς των Dj, Aj, 

λj και είναι διαθέσιµα στο πακέτο mclust της R συνοψίζονται στον παρακάτω πίνακα. 

Αυτή η οικογένεια µοντέλων θα αναφέρεται από εδώ και στο εξής ως MCLUST 

(Fraley and Raftery 2007). Η πρώτη στήλη µας υποδεικνύει το όνοµα του µοντέλου. 

Το γράµµα Ε (equal) συµβολίζει την ισότητα µεταξύ των οµάδων, το V (varying) τη 

διαφορετικότητα και το I (identity) το µοναδιαίο πίνακα. Για παράδειγµα το όνοµα 

EVI του µοντέλου, µας υποδεικνύει ότι πρόκειται για ένα µοντέλο στο οποίο το 

µέγεθος των οµάδων (λj) είναι το ίδιο (Ε), το σχήµα των οµάδων (Aj) µπορεί να 

διαφέρει (V) και ο προσανατολισµός (Dj) είναι ο ίδιος και καθορίζεται από το 

µοναδιαίο πίνακα (Ι). ∆ηλαδή το πρώτο γράµµα αναφέρεται στα λj, το δεύτερο στους 

πίνακες Aj και το τρίτο στους πίνακες Dj.  

 

   Πίνακας 2.1. Μοντέλα της MCLUST οικογένειας. 

Model 
Volume 

jλ  
Shape 

jA  
Orientation 

jD  jΣ  Free Covariance Parameters Distribution 

EII Equal Spherical - λΙ  1 Spherical 
VII Variable Spherical - jλ Ι  g Spherical 

EEI Equal Equal Axis-
Alligned Aλ  p Diagonal 

VEI Variable Equal Axis-
Alligned j Aλ  p 1g+ −  Diagonal 

EVI Equal Variable Axis-
Alligned jAλ  pg 1g− +  Diagonal 

VVI Variable Variable Axis-
Alligned j jAλ  pg  Diagonal 

EEE Equal Equal Equal TDADλ  ( )p p 1 / 2+  Ellipsoidal 

EEV Equal Equal Variable T
j jD ADλ  ( ) ( )gp p 1 / 2 1 pg+ − −  Ellipsoidal 

VEV Variable Equal Variable T
j j jD ADλ  ( ) ( )( )gp p 1 / 2 1 p 1g+ − − −  Ellipsoidal 

VVV Variable Variable Variable T
j j j jD A Dλ  ( )gp p 1 / 2+  Ellipsoidal 
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Η στήλη Covariance parameters περιέχει το συνολικό αριθµό παραµέτρων που 

πρέπει να εκτιµήσουµε για τους πίνακες διασποράς-συνδιασποράς, όπου g ο αριθµός 

των οµάδων και p ο αριθµός των µεταβλητών. Οι πίνακες διασποράς-συνδιασποράς 

στο EVI µοντέλο έχουν τη µορφή 2

1 0 0
0 0

0 0

j p

p

a

a

λ p

⎡ ⎤
⎢ ⎥
⎢ ⎥Σ = Ι Ι
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

…
…

# # % #
…

. ∆ηλαδή για κάθε 

οµάδα έχουµε να εκτιµήσουµε p-1 παραµέτρους για τον πίνακα Aj. Επειδή όµως 

έχουµε g οµάδες, συνολικά για όλους τους Aj πίνακες πρέπει να εκτιµήσουµε (p-1)g 

παραµέτρους. Αν βάλουµε και άλλη µία παράµετρο, την λ, που πρέπει να βρούµε, 

συνολικά θα πρέπει να εκτιµήσουµε ( 1) 1p g pg g 1− + = − +  παραµέτρους, όπως 

άλλωστε υποδεικνύεται και στην τελευταία στήλη του πίνακα 1.  

Άλλο παράδειγµα µοντέλου είναι το VEI. Σε αυτό το µοντέλο τα λj διαφέρουν 

µεταξύ των οµάδων, οι πίνακες Aj ισούνται µεταξύ τους και οι πίνακες Dj είναι 

µοναδιαίοι. ∆ηλαδή οι πίνακες Σj σε αυτό το µοντέλο είναι της µορφής 

, όπου ο πίνακας 2

1 0 0
0 0

0 0

j j p

p

a

a

λ

⎡ ⎤
⎢ ⎥
⎢Σ = Ι Ι
⎢
⎢ ⎥
⎢ ⎥⎣ ⎦

…
…

# # % #
…

p
⎥
⎥

2

1 0 0
0 0

0 0 p

a

a

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

…
…

# # % #
…

 είναι ίδιος για όλες 

τις οµάδες. Εδώ, πρέπει να εκτιµήσουµε τις g παραµέτρους λj και άλλες p-1 

παραµέτρους για τον πίνακα Αj=A. ∆ηλαδή συνολικά πρέπει να εκτιµήσουµε g+p-1 

παραµέτρους για τους πίνακες διασποράς-συνδιασποράς των οµάδων. Σε κάθε 

περίπτωση για να βρούµε το συνολικό αριθµό παραµέτρων προς εκτίµηση αρκεί στις 

παραµέτρους της τελευταίας στήλης να προσθέσουµε gp παραµέτρους για την 

εκτίµηση των µέσων µj και g-1 παραµέτρους για τις πιθανότητες πj. 

Με παρόµοιο τρόπο αναλύονται και τα υπόλοιπα µοντέλα. Το πιο φειδωλό από 

αυτά είναι το πρώτο (ΕΙΙ) το οποίο υποθέτει ίσους πίνακες Σj για όλες τις οµάδες, 

διαγώνιους µε ίσα διαγώνια στοιχεία. Το EΙI µοντέλο είναι το ίδιο µε την περίπτωση 

 που αναφέρθηκε στην 2.4. Αντίθετα, τo πιο "πλούσιο" µοντέλο είναι 

το VVV όπου όλοι οι πίνακες και τα στοιχεία τους επιτρέπεται να είναι διαφορετικά. 

Αυτό το µοντέλο έχει το πλεονέκτηµα ότι είναι το πιο γενικό µοντέλο και άρα το πιο 

ευέλικτο και κατά συνέπεια µπορεί να εφαρµοστεί σε κάθε περίπτωση, αλλά έχει το 

2
j σΣ = Σ = Ι p
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µειονέκτηµα ότι περιέχει το µέγιστο αριθµό παραµέτρων που πρέπει να εκτιµηθούν 

και άρα απαιτεί περισσότερα δεδοµένα σε κάθε οµάδα.    

Αντιλαµβάνεται κανείς ότι µέσω της (2.11) δηµιουργείται µια οικογένεια 

µοντέλων, όπου επιτρέποντας σε µερικές και όχι σε όλες τις παραµέτρους να 

διαφοροποιούνται, έχουµε µεγαλύτερη δυνατότητα στο να µοντελοποιήσουµε 

καλύτερα δεδοµένα που έχουν ποικίλα χαρακτηριστικά. Επίσης, έχουµε µοντέλα 

περισσότερο ή λιγότερο φειδωλά ως προς τον αριθµό παραµέτρων προς εκτίµηση.  

 

 

2.7  Επιλογή µοντέλου (Model selection) 

 
Από όσα έχουµε δει µέχρι στιγµής ο ΕΜ αλγόριθµος ταξινοµεί τις παρατηρήσεις 

µας σε οµάδες, έτσι ώστε οι περισσότερο όµοιες παρατηρήσεις να ανήκουν σε ίδιες 

οµάδες. Ωστόσο, ο ίδιος ο αλγόριθµος δεν έχει τη δυνατότητα να εκτιµήσει ποιος 

είναι ο κατάλληλος αριθµός οµάδων στις οποίες πρέπει να κατατάξουµε τις 

παρατηρήσεις. Εµείς είµαστε αυτοί που του ορίζουµε εξ’ αρχής σε πόσες οµάδες να 

κατατάξει τις παρατηρήσεις και στη συνέχεια ο ΕΜ εκτιµά τις παραµέτρους και κάνει 

την οµαδοποίηση των παρατηρήσεων. Άλλη παράµετρος που πρέπει να καθορίσουµε 

εκ των προτέρων, πριν τρέξουµε τον αλγόριθµό µας, είναι να καθορίσουµε ποιον 

περιορισµό να θέσουµε στους πίνακες Σj, να αποφασίσουµε δηλαδή ποιο µοντέλο 

(σαν αυτά που περιγράφηκαν στην 2.6) είναι κατάλληλο να χρησιµοποιήσουµε. Κάθε 

συνδυασµός µοντέλου του πίνακα 2.1 και αριθµού οµάδων, συνιστά ένα ξεχωριστό 

µοντέλο. Άρα, το πρόβληµα επιλογής του κατάλληλου περιορισµού των πινάκων Σj 

και του αριθµού οµάδων συνιστά ένα πρόβληµα επιλογής µοντέλου. Αυτό είναι 

σηµαντικό γιατί υπάρχει µια σχέση (tradeoff) µεταξύ µοντέλου και του αριθµού 

οµάδων. Για να γίνει πιο κατανοητό, αν κάποιος χρησιµοποιήσει ένα περίπλοκο 

µοντέλο (π.χ. VVV) ίσως ένας µικρός αριθµός οµάδων να είναι αρκετός ώστε να 

επιτευχθεί ικανοποιητικό fit στα δεδοµένα, αλλά αν χρησιµοποιήσει ένα φειδωλό 

µοντέλο (π.χ. EII) τότε ίσως να χρειάζεται µεγαλύτερος αριθµός οµάδων.  

Για παράδειγµα, ας θεωρήσουµε τα δεδοµένα του παρακάτω σχήµατος. Στην 

πρώτη περίπτωση χρησιµοποιούµε µόνο µία οµάδα, της οποίας ο πίνακας 

διακύµανσης-συνδιακύµανσης αντιστοιχεί σε µια έλλειψη µε µεγάλο τον ένα της 
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άξονα. Ας φανταστούµε ότι η περίπτωση αυτή αντιστοιχεί σε ένα "πλούσιο" µοντέλο 

µε µικρό αριθµό οµάδων. Αν όµως αντί για έλλειψη περιορίζαµε τον πίνακα 

διακύµανσης-συνδιακύµανσης να είναι σφαιρικός, τότε θα χρειαζόµασταν 2 οµάδες 

για να πετύχουµε καλύτερο fit στα δεδοµένα. Η περίπτωση αυτή αντιστοιχεί σε πιο 

φειδωλό µοντέλο αλλά µε περισσότερες οµάδες.  

 

Γράφηµα 2.1. ∆ιαφορετικοί τρόποι οµαδοποίησης των  
ίδιων δεδοµένων σε 1 και 2 οµάδες. 
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Η επιλογή του κατάλληλου µοντέλου και του αριθµού οµάδων µπορεί να γίνει µε 

βάση το Bayesian Information Criterion (BIC). Το BIC ισούται µε 

( )ˆ2 , log( )BIC l y m nθ= − , όπου m είναι ο αριθµός των παραµέτρων προς εκτίµηση, n 

ο αριθµός των παρατηρήσεων, και ( )ˆ,l y θ  η εκτίµηση µέγιστης πιθανοφάνειας. Ο 

δεύτερος όρος θέτει µια ποινή στην πιθανοφάνεια ανάλογα µε τις παραµέτρους του 

µοντέλου προς εκτίµηση, διότι η πιθανοφάνεια µπορεί να αυξηθεί απλά προσθέτοντας 

περισσότερες παραµέτρους προς εκτίµηση. Όσες περισσότερες παραµέτρους έχουµε 

να εκτιµήσουµε τόσο µεγαλύτερη η ποινή. Μάλιστα η ποινή που θέτει το BIC είναι 

µεγαλύτερη από την αντίστοιχη που χρησιµοποιεί το AIC κριτήριο 

( )( ˆ2 , 2 )AIC l y mθ= −  καθώς για 8  ισχύει . Όσο µεγαλύτερη είναι n ≥ log( ) 2m n > m
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η τιµή BIC τόσο καλύτερο είναι το µοντέλο. Κατά συνέπεια, µπορούµε να 

χρησιµοποιήσουµε αυτό το κριτήριο για να συγκρίνουµε µεταξύ τους µοντέλα µε 

διαφορετικούς περιορισµούς στις παραµέτρους των πινάκων διασποράς-

συνδιασποράς αλλά και µε διαφορετικό αριθµό οµάδων. To BIC παρέχει επιπλέον το 

πλεονέκτηµα της σύγκρισης δύο µη nested µοντέλων. Συνήθως διαφορές στην τιµή 

του BIC µεγαλύτερες των 10 µονάδων συνιστούν ισχυρή ένδειξη υπέρ του ενός 

µοντέλου.  

Όµως, τα µοντέλα µίξεων κατανοµών δεν ικανοποιούν πλήρως τις συνθήκες 

κανονικότητας και γενικά τις υποθέσεις πάνω στις οποίες βασίζεται η εξαγωγή του  

BIC. Ωστόσο, διάφορα αποτελέσµατα µελετών υποδεικνύουν την καταλληλότητα και 

την καλή επίδοση του BIC στο πλαίσιο του model-based clustering (Fraley and 

Raftery 1998, 2002).  

Φυσικά υπάρχουν και άλλα κριτήρια που έχουν προταθεί για την επιλογή του 

καλύτερου µοντέλου. Ένα από αυτά είναι το Normalized Entropy Criterion (NEC) 

(Biernacki and Govaert 1999), το οποίο είναι ένα κριτήριο ταξινόµησης και µας 

δείχνει πόσο καλή είναι η οµαδοποίηση. Το κριτήριο αυτό δίνεται από τον τύπο  

1

, 1g
g

g

I
NEC g

l l
για= >

−
, όπου 

1 1

log
g n

g ij ij
j i

I τ τ
= =

= −∑∑ , και όπου g είναι ο αριθµός 

των οµάδων. Επίσης χρησιµοποιούµε την συνθήκη 0 log 0 0=  και τα τij όπως έχουµε 

δει είναι διαθέσιµα µετά το τέλος του ΕΜ αλγορίθµου και µπορούµε να τα 

χρησιµοποιήσουµε στο NECg. Ωστόσο, η ποσότητα Ιg παίρνει την τιµή 0 στην 

περίπτωση τέλειας οµαδοποίησης. Αυτή αντιστοιχεί στην περίπτωση που κάθε 

παρατήρηση ανήκει µε πιθανότητα 1 σε µια οµάδα και άρα τα τij για κάθε 

παρατήρηση αποτελούνται από µία µονάδα και g-1 µηδενικά. Στην περίπτωση που η 

οµαδοποίηση είναι η χειρότερη δυνατή, θα ισχύει ότι 1 / 1,..., , 1,...,ij g i n j gτ = = = , 

και εποµένως 1loggI n
g

⎛ ⎞
= − ⎜ ⎟

⎝ ⎠
. Γι’ αυτό πολλές φορές χρησιµοποιούµε ως κριτήριο 

την ποσότητα ( ) ( )
1 1

ln
,

log 1/

g n

ij ij
j iJ g n
n g

τ τ
= ==
∑∑

. Τιµές της ( ),J g n  κοντά στο 1 υποδεικνύουν 

πολύ καλή οµαδοποίηση.  

Άλλα παρόµοια κριτήρια µε το BIC και το NEC, είναι τα AIC, AIC3, AWE (για 

το οποίο όµως έχει βρεθεί ότι δεν είναι τόσο καλό όσο το BIC), ICOM, ICL 
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(Integrated Completed Likelihood) και άλλα. Οι επιδόσεις µερικών από αυτών στο 

model based clustering συγκρίνονται στην εργασία των Biernacki and Govaert 

(1999). Το ICL µάλιστα εµφανίζεται να είναι πιο ανθεκτικό από το BIC σε τυχόν 

αποκλίσεις των υποθέσεων που αφορούν τα µείγµατα κατανοµών και δοκιµές σε 

προσοµοιωµένα και αληθινά δεδοµένα έχουν δείξει ότι δίνει συγκρίσιµα 

αποτελέσµατα µε το BIC (Biernacki et al. 2000). To ICL (ή καλύτερα η προσέγγιση 

του ICL, approximate ICL) δίνεται από τον τύπο { }
1 1

log
gn

ij ij
i j

ICL BIC MAP τ τ
= =

≈ +∑∑ , 

όπου { }ijMAP τ  είναι η ταξινόµηση που προκύπτει µετά το τέλος του αλγορίθµου 

οµαδοποίησης βάσει των εκτιµώµενων εκ των υστέρων πιθανοτήτων ijτ  και δίνεται 

από { } { }1, max

0,
j ij

ij

ύ j ά
MAP

ώ

αν το τ προκ πτει στην οµ δα
τ

αλλι ς

⎧⎪= ⎨
⎪⎩

. Το διπλό 

άθροισµα αναφέρεται στη βιβλιογραφία ως estimated mean entropy και είναι ένα 

µέτρο που µας δείχνει την αβεβαιότητα για την ταξινόµηση της i παρατήρησης στην j 

οµάδα. Κατά συνέπεια το ICL θα µας υποδεικνύει λιγότερο συχνά µεγάλο αριθµό 

οµάδων σε σχέση µε το BIC, καθώς είναι πιο πιθανό για µια παρατήρηση να ανήκει 

σε µια µεγαλύτερη οµάδα απ’ ότι σε µια µικρότερη (δεδοµένου του ότι όταν έχουµε 

πολλές οµάδες αυτές θα είναι και µικρότερου µεγέθους για σταθερό αριθµό 

δεδοµένων). 

Ανάµεσα σε όλα αυτά τα κριτήρια, αυτό που συνήθως χρησιµοποιείται στην 

πράξη είναι το BIC, εξαιτίας της υπολογιστικής ευκολίας του και της καλής επίδοσής 

του. Σε περιπτώσεις που τα αποτελέσµατα βάση αυτών των κριτηρίων δεν είναι 

ξεκάθαρα, η καταλληλότητα της οµαδοποίησης µπορεί να ποσοτικοποιηθεί και να 

αξιολογηθεί χρησιµοποιώντας τον Rand Index που αναφέρεται παρακάτω αρκεί να 

υπάρχει κάποια εκ των προτέρων γνώση της οµαδοποίησης.       

 

2.8  Rand Index & Adjusted Rand Index 

 
Το αποτέλεσµα του EM αλγορίθµου στο model-based clustering είναι µια 

διαµέριση των παρατηρήσεών µας σε διάφορες οµάδες. Έτσι, το να συγκρίνουµε την 

οµαδοποίηση που προκύπτει από τον ΕΜ µε κάποια γνωστή εξωτερική οµαδοποίηση 

 28



είναι σα να συγκρίνουµε δύο διαφορετικές οµαδοποιήσεις µεταξύ τους. Ένα µέτρο 

συµφωνίας µεταξύ δύο οµαδοποιήσεων είναι ο adjusted Rand Index. Ο δείκτης αυτός 

µπορεί να χρησιµοποιηθεί ακόµα και στην περίπτωση διαφορετικού αριθµού οµάδων.  

Ο Rand Index είναι ο λόγος των συµφωνιών (agreements) προς όλα τα δυνατά 

ζεύγη παρατηρήσεων µεταξύ των δύο διαµερίσεων. ∆ηλαδή είναι ο αριθµός των 

ζευγών παρατηρήσεων που ανήκουν είτε στις ίδιες οµάδες και στις δύο διαµερίσεις, 

είτε σε διαφορετικές οµάδες και στις δύο διαµερίσεις, προς τον ολικό αριθµό ζευγών 

παρατηρήσεων. Για να γίνει πιο κατανοητό ας θεωρήσουµε δύο διαφορετικές 

διαµερίσεις U και V όπως παρακάτω. 

 

          Πίνακας 2.2. ∆ύο τυχαίες διαµερίσεις U και V. 

  Method V  

  Cluster 1 Cluster 2 … Cluster c2  

Cluster 1 n11 n12 … 21cn  1n ⋅  

Cluster 2 n21 n22  22cn  2n ⋅  

…  #  #  % #  #  
Method U

Cluster c1 11cn  
1 2cn  … 1 2c cn  

1c
n ⋅  

  1n⋅  2n⋅  … 2cn⋅  n⋅⋅  

 

 Έστω α ο αριθµός ζευγών παρατηρήσεων που ανήκουν στην ίδια οµάδα στη U 

διαµέριση και στην ίδια στη V διαµέριση, b ο αριθµός των ζευγών παρατηρήσεων 

που ανήκουν στην ίδια οµάδα στη U αλλά όχι στην ίδια οµάδα στη V, c o αριθµός 

των ζευγών που ανήκουν στην ίδια οµάδα στη V αλλά όχι στην ίδια οµάδα στη U και 

d o αριθµός των ζευγών παρατηρήσεων που ανήκουν σε διαφορετικές οµάδες στη U 

και σε διαφορετικές στη V. Τότε οι ποσότητες α και d µπορούν να ερµηνευθούν ως 

"συµφωνίες" (agreements ή concordances) και οι b, c ως "διαφωνίες" (disagreements 

ή discordances). Έτσι, ο Rand Index ισούται µε 

2
Rand Index

2

n
b c

d
nb c d

α
α

⎛ ⎞
− −⎜ ⎟+ ⎝ ⎠= =

+ + + ⎛ ⎞
⎜ ⎟
⎝ ⎠

, µε τα b και c να ισούνται µε 
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Ο Rand Index κυµαίνεται από 0 έως 1. Όσο µεγαλύτερη είναι η τιµή του δείκτη 

τόσο µεγαλύτερη είναι η συµφωνία των δύο οµαδοποιήσεων. Τιµή 1 αντιστοιχεί σε 

πλήρη συµφωνία των δύο διαµερίσεων. Το πρόβληµα όµως µε αυτό το δείκτη είναι 

ότι δε λαµβάνει υπ’ όψιν του την τυχαιότητα. ∆ηλαδή ο δείκτης δεν παίρνει µια 

σταθερή τιµή (ας πούµε 0) για δύο τυχαίες διαµερίσεις. Σε αυτή την περίπτωση των 

τυχαίων διαµερίσεων ο Rand Index δεν είναι απαραίτητα µηδέν όπως θα αναµενόταν, 

γιατί περιµένουµε µόνο και µόνο λόγω τύχης να έχουµε κάποιες "συµφωνίες" ή/και 

"διαφωνίες". Ο adjusted Rand Index διορθώνει για αυτό ακριβώς το πρόβληµα 

(Hubert and Arabie 1985, Yeung and Ruzzo 2001). Έτσι, η αναµενόµενη τιµή του 

adjusted Rand Index για την περίπτωση δύο τυχαίων διαµερίσεων είναι µηδέν. Ο 

adjusted Rand Index δίνεται από τον τύπο 
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 και προέρχεται 

από τον τύπο Rand Index - Expected Rand IndexAdjusted Rand Index =
Max Rand Index - Expected Rand Index

. Ο 

δείκτης αυτός παίρνει τιµές από -1 έως 1, µε τις αρνητικές τιµές να υποδεικνύουν 

πολύ κακή συµφωνία  και χρησιµοποιείται ευρέως για να συγκρίνουµε οµαδοποιήσεις 

µεταξύ τους.     

  

 

 

 

 

 30



2.9  Παραδείγµατα 

 

2.9.1  Παράδειγµα 1 

 

Θα εφαρµόσουµε την τεχνική του model-based clustering µέσω του ΕΜ 

αλγορίθµου για την οικογένεια µοντέλων MCLUST, για τα δεδοµένα diabetes, τα 

οποία υπάρχουν στο πακέτο mclust της R. Τα δεδοµένα αυτά αφορούν 145 ασθενείς 

οι οποίοι εξετάστηκαν κλινικά και χωρίστηκαν σε 3 οµάδες: normal, chemically 

diabetic και overtly diabetic. Για τους ασθενείς αυτούς έχουµε δεδοµένα για τις 

ακόλουθες 3 µεταβλητές: 

 

Variable Description 
glucose plasma glucose response to oral  glucose 
insulin plasma insulin response to oral glucose 
sspg steady-state plasma glucose (measures insulin resistance) 

  

 

Θέλουµε να οµαδοποιήσουµε αυτούς τους ασθενείς. Για να πετύχουµε την καλύτερη 

οµαδοποίηση εφαρµόζουµε τον ΕΜ αλγόριθµο και για τα 10 µοντέλα της οικογένειας 

MCLUST για διάφορους αριθµούς οµάδων. Η σύγκριση των µοντέλων γίνεται µε 

βάση το κριτήριο BIC που περιγράφηκε προηγουµένως. Τα αποτελέσµατα φαίνονται 

στο ακόλουθο γράφηµα. 
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        Γράφηµα 2.2: BIC κριτήριο για τα 10 µοντέλα της MCLUST  µέχρι 9 οµάδες για      
        τα  δεδοµένα diabetes της βιβλιοθήκης mclust της R. 

 
Από το γράφηµα 1 γίνεται αντιληπτό ότι το καλύτερο µοντέλο µε βάση το BIC 

κριτήριο είναι το VVV για την περίπτωση των 3 οµάδων, καθώς εκεί η τιµή BIC είναι 

η µέγιστη. Και οι 3 οµάδες που δηµιουργούνται εδώ έχουν διαφορετικό πίνακα 

διακύµανσης. Σηµειώνεται ότι οι 3 διαφορετικές οµάδες που προτείνονται εδώ από το 

BIC κριτήριο ως καλύτερη οµαδοποίηση, συµπίπτουν µε τον αριθµό οµάδων στις 

οποίες είχαν χωριστεί οι ασθενείς κλινικά.  

Στο παρακάτω γράφηµα φαίνεται µια προβολή των δεδοµένων πάνω στις 

µεταβλητές insulin και sspg και η οµαδοποίησή τους µε βάση το καλύτερο VVV 

µοντέλο. ∆ιαφορετικά σύµβολα υποδεικνύουν παρατηρήσεις διαφορετικών οµάδων. 

Με αστεράκι συµβολίζονται οι µέσοι των οµάδων και οι ελλείψεις αντιστοιχούν 

στους πίνακες διασποράς-συνδιασποράς.      
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          Γράφηµα 2.3: Προβολή των diabetes δεδοµένων πάνω στις insulin & sspg  
         µεταβλητές και οµαδοποίησής τους µε βάση το VVV µοντέλο. 

 
 

Στο ακόλουθο γράφηµα παριστάνονται σηµεία µε µεγάλη αβεβαιότητα ως προς την 

οµαδοποίησή τους (έντονο µαύρο χρώµα). Η αβεβαιότητα ταξινόµησης µιας 

παρατήρησης δίνεται ως *1 max j ijτ− , όπου *
ijτ  είναι η τιµή της πιθανότητας ijτ  στο 

σηµείο µεγίστου της ( ) (
1

|
g

j j j
j

f y f y )|π θ
=

Ψ =∑  (Fraley and Raftery 2002). 

 

           Γράφηµα 2.4: Οµαδοποίηση των diabetes δεδοµένων µε βάση το VVV  
          µοντέλο  και σηµεία µε µεγάλη αβεβαιότητα ως προς την οµαδοποίσηση. 
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Επειδή όµως για την περίπτωση των 3 οµάδων, που προέκυψε εδώ ως ο 

κατάλληλος αριθµός οµάδων για οµαδοποίηση, υπάρχει ήδη µια γνωστή 

οµαδοποίηση, η κλινική: normal, chemically diabetic και overtly diabetic, µπορούµε 

να βρούµε ποια και πόσα σηµεία έχουν καταταχτεί εσφαλµένα µε βάση αυτή την 

αρχική κλινική οµαδοποίηση. Έτσι, το ακόλουθο γράφηµα παρουσιάζει τις 

παρατηρήσεις που έχουν καταταχτεί λάθος (έντονο µαύρο χρώµα). 

 

            Γράφηµα 2.5: Σηµεία εσφαλµένης οµαδοποίησης (έντονο µαύρο χρώµα)  
            των  diabetes δεδοµένων µε βάση το VVV µοντέλο.   

 
Αυτό που παρατηρούµε από τα γραφήµατα 3 και 4 είναι ότι κάποιες από τις 

παρατηρήσεις µε µεγάλη αβεβαιότητα έχουν καταταχθεί και λάθος. Αυτά τα σηµεία 

αντιστοιχούν σε outliers των κατανοµών των οµάδων. Περισσότερα για το 

παράδειγµα αυτό παρέχονται από τους Fraley and Raftery (2007). 

 

2.9.2  Παράδειγµα 2 

 

Στο παράδειγµα αυτό χρησιµοποιούµε ένα µέρος των Ovary data. Τα δεδοµένα 

αυτά αφορούν 235 αλληλουχίες DNA (235 παρατηρήσεις) από 24 ιστούς γυναικών 

(24 µεταβλητές) όπου κάποιοι ιστοί προέρχονται από υγιείς γυναίκες και κάποιοι από 

γυναίκες µε καρκίνο ωοθηκών διαφόρων σταδίων. Βρέθηκε ότι αυτές οι 235 

αλληλουχίες προέρχονται από 4 διαφορετικά γονίδια, δηλαδή σχηµατίζουν 4 οµάδες, 

όπου η 1η περιέχει 58 αλληλουχίες, η 2η 88, η 3η 57 και η 4η 32. Αυτή η οµαδοποίηση 
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(την οποία θα αναφέρουµε ως "πραγµατική") θα χρησιµοποιηθεί ως βάση για να 

συγκρίνουµε τις διαφορετικές οµαδοποιήσεις που θα προκύψουν από τα διαφορετικά 

µοντέλα. Ωστόσο, στο παράδειγµα που θα ακολουθήσει δε θα χρησιµοποιήσουµε τα 

αυθεντικά δεδοµένα, αλλά αρχικά θα προσοµοιώσουµε δεδοµένα από 4 

πολυµεταβλητές κανονικές κατανοµές µε µέσους το δειγµατικό µέσο κάθε µίας από 

τις 4 οµάδες της πραγµατικής οµαδοποίησης, και πίνακες διασποράς-συνδιασποράς 

τους δειγµατικούς. Συνολικά µέσω προσοµοίωσης παίρνουµε 2350 παρατηρήσεις και 

επαναλαµβάνουµε την προσοµοίωση 10 φορές παίρνοντας έτσι 10 διαφορετικά σετ 

δεδοµένων. Το µέγεθος κάθε οµάδας στα προσοµοιωµένα δεδοµένα είναι 10πλάσιο 

από το αντίστοιχο των αυθεντικών δεδοµένων, δηλαδή οι οµάδες αποτελούνται από 

580, 880, 570 και 320 αλληλουχίες η κάθε µία. Αυτά τα 10 προσοµοιωµένα σετ 

περιέχουν δεδοµένα που προέρχονται από πολυµεταβλητές κανονικές κατανοµές για 

κάθε οµάδα. Οπότε η πολυµεταβλητή κανονικότητα δεν είναι µια υπόθεση εδώ, είναι 

µια πραγµατικότητα.  

Στο προηγούµενο παράδειγµα είχαµε απλά δει την εφαρµογή του model-based 

clustering για τα µοντέλα της οικογένειας MCLUST. Εδώ θα δούµε και µια σύγκριση 

µοντέλων αυτής της οικογένειας µε δύο άλλα µοντέλα, το diagonal µοντέλο και το 

CAST καθώς επίσης και τη χρήση του adjusted Rand Index για σύγκριση. Στο 

diagonal µοντέλο οι πίνακες διασποράς-συνδιασποράς κάθε οµάδας ισούνται µε 

j j jλΣ = Β  όπου Βj είναι ένας διαγώνιος πίνακας µε 1jB = . Το CAST είναι ένας 

ευρετικός αλγόριθµος οµαδοποίησης ο οποίος συγκρινόµενος µε άλλες ιεραρχικές 

µεθόδους οµαδοποίησης έχει βρεθεί ότι είναι καλύτερος (Yeung et al. 2001a). Στο 

παρακάτω γράφηµα φαίνονται τα αποτελέσµατα. 
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Γράφηµα 2.6: Μέσος Adjusted Rand Index και µέσο BIC κριτήριο για την 
οµαδοποίηση των 10 προσοµοιωµένων datasets των Ovary data. 

 
 

Το πρώτο γράφηµα απεικονίζει τη µέση τιµή του adjusted Rand Index για τα 10 

προσοµοιωµένα σετ δεδοµένων για επιλογή διαφορετικού αριθµού οµάδων. Κάθε 

οµαδοποίηση που προκύπτει από διαφορετικό µοντέλο και αριθµό οµάδων 

συγκρίνεται µε την πραγµατική, και προκύπτει ο αντίστοιχος adjusted Rand Index. 

Επειδή όµως έχουµε 10 διαφορετικά σετ δεδοµένων, άρα και 10 διαφορετικούς 

δείκτες για το ίδιο µοντέλο και αριθµό οµάδων, παίρνουµε το µέσο όρο αυτών και 
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αυτός ο µέσος όρος είναι που απεικονίζεται στο γράφηµα. Το ίδιο γίνεται και για το 

BIC κριτήριο το οποίο απεικονίζεται στο δεύτερο γράφηµα. 

Η µέση τιµή του adjusted Rand Index γίνεται µέγιστη για 4 οµάδες (όσες και στην 

πραγµατική οµαδοποίηση) µε το VVV, το diagonal µοντέλο και το CAST να έχουν 

περίπου παρόµοιες µέσες τιµές. Τα µοντέλα VI και EI είναι τα ίδια µε τα VII και EII 

που είδαµε στην 2.6. Όσο αφορά το BIC κριτήριο το καλύτερο µοντέλο, µεταξύ των 

τεσσάρων είναι το VVV, πάλι για 4 οµάδες. Επίσης, το diagonal µοντέλο παράγει 

τιµές BIC που είναι υψηλότερες από τα VII και EII µοντέλα, κάτι που είναι σε 

συµφωνία και µε τα αποτελέσµατα του adjusted Rand Index. Κατά συνέπεια η 

ανάλυση που βασίζεται στο BIC κριτήριο διαλέγει το σωστό µοντέλο και το σωστό 

αριθµό οµάδων σε αυτά τα προσοµοιωµένα δεδοµένα που ενισχύει το BIC ως 

κατάλληλο κριτήριο για την επιλογή του σωστού µοντέλου.  

Όλα τα παραπάνω µοντέλα του model-based clustering που έχουµε δει µέχρι 

στιγµής υποθέτουν ότι τα δεδοµένα µας ακολουθούν πολυµεταβλητή κανονική 

κατανοµή, πράγµα που σπανίως ικανοποιείται στην πράξη. Ωστόσο, τα µοντέλα είναι 

αρκετά ανθεκτικά σε αποκλίσεις από την κανονικότητα αλλά δουλεύουν καλύτερα 

όταν τα δεδοµένα είναι κανονικά ή µπορούν να µετασχηµατιστούν όσο πιο κοντά 

γίνεται στην κανονικότητα. Επειδή είναι δύσκολο να ελέγξουµε για πολυµεταβλητή 

κανονικότητα αλλά και επειδή σπάνια αυτή ικανοποιείται, µια συνήθης πρακτική 

είναι να ελέγχουµε για κάθε µεταβλητή αν τα δεδοµένα της ακολουθούν 

µονοδιάστατη κανονική κατανοµή και αν όχι, να µετασχηµατίζουµε τα δεδοµένα 

κατάλληλα ώστε να υπάρχει η ελάχιστη δυνατή απόκλιση από την κανονικότητα. 

Στο παράδειγµα των Ovary δεδοµένων βρέθηκε ότι ο κατάλληλος 

µετασχηµατισµός για τα original δεδοµένα είναι η τετραγωνική ρίζα. Έτσι 

µετασχηµατίστηκαν όλες οι µεταβλητές µε βάση την τετραγωνική ρίζα και 

ξαναέτρεξε η οµαδοποίηση. Τα αποτελέσµατα φαίνονται παρακάτω: 
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Γράφηµα 2.7: Adjusted Rand Index και BIC κριτήριο για την οµαδοποίηση των Ovary 
data µετά από µετασχηµατισµό τετραγωνικής ρίζας για 6 µοντέλα. 

 
 

Το πρώτο γράφηµα περιέχει τον adjusted Rand Index όπως αυτός προκύπτει 

συγκρίνοντας το αποτέλεσµα κάθε µοντέλου µε την πραγµατική οµαδοποίηση για 

διάφορους αριθµούς οµάδων και το δεύτερο περιέχει το BIC κριτήριο για τα 

αντίστοιχα µοντέλα. Από το πρώτο γράφηµα φαίνεται ότι τα µοντέλα ΕΙΙ,VII και 

ΕΕΕ δίνουν καλύτερη οµαδοποίηση σε σχέση µε τα diagonal, CAST και VVV για την 

περίπτωση των 4 οµάδων (που είναι και οι πραγµατικές οµάδες). Ωστόσο, ο ρυθµός 
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µε τον οποίο µειώνεται ο adjusted Rand Index για το CAST είναι µικρότερος από τα 

υπόλοιπα µοντέλα οδηγώντας έτσι το µοντέλο αυτό να είναι προτιµότερο όταν οι 

οµάδες είναι περισσότερες. Όσο αφορά τα αποτελέσµατα του BIC κριτηρίου, 

βλέπουµε ότι το ΕΕΕ µοντέλο που ήταν το καλύτερο µε βάση τον adjusted Rand 

Index στις 4 οµάδες, παρουσιάζει το ένα από τα δύο µέγιστά του στις 4 οµάδες (που 

είναι και οι πραγµατικές) και το diagonal µοντέλο παρουσιάζει και αυτό το ολικό 

µέγιστό του στις 4 οµάδες. Με βάση το BIC το ΕΕΕ είναι καλύτερο από όλα τα άλλα 

στις 4 οµάδες και αυτό είναι σύµφωνο και µε την Rand Index ανάλυση. Τα άλλα δύο 

µοντέλα, ΕΙΙ και VII, παρουσιάζουν µέγιστο στις 8 οµάδες. Ωστόσο, η λύση των 8 

οµάδων ίσως έχει κάποια ερµηνεία καθώς διαφέρει από την πραγµατική λύση στο ότι 

χωρίζει τις µεγάλες οµάδες σε δύο ή τρεις επιµέρους (κάτι το οποίο µπορεί να 

αντανακλά διαφορές στις αλληλουχίες DNA, για παράδειγµα). Οπότε, η λύση των 8 

οµάδων που προτείνεται από το BIC δεν είναι παράλογη. 

Άρα, γενικά θα λέγαµε ότι η model-based προσέγγιση δίνει ελαφρώς καλύτερα 

αποτελέσµατα από την CAST (βάσει του Rand Index) για αυτά τα πραγµατικά 

δεδοµένα και η ανάλυση µέσω του BIC έδωσε επίσης µια λογική υπόδειξη για τον 

αριθµό των οµάδων. Περισσότερες πληροφορίες σχετικά µε αυτό το παράδειγµα 

υπάρχουν στο Yeung et al. (2001b).   

 

 

2.10  Παρατηρήσεις 

 

Στο σηµείο αυτό, µετά και τα προηγούµενα παραδείγµατα αλλά κατόπιν και όλων 

όσων έχουν αναφερθεί προηγουµένως, αξίζει να επισηµάνουµε το µεγάλο 

πλεονέκτηµα του model-based clustering έναντι των κλασικών µεθόδων αποστάσεων 

στην οµαδοποίηση δεδοµένων. Η τεχνική του model-based clustering βασίζεται σε 

πιθανοθεωρητικά µοντέλα και αυτό είναι ένα σηµαντικό πλεονέκτηµα έναντι των 

µεθόδων αποστάσεων διότι µπορούν να υποστηρίξουν στατιστική 

συµπερασµατολογία. Υπό την υπόθεση ότι τα δεδοµένα µας ακολουθούν 

πολυµεταβλητή κανονική κατανοµή µέσα σε κάθε οµάδα (cluster), ή οποιαδήποτε 

άλλη κατανοµή, το πρόβληµα καθορισµού του σωστού αριθµού οµάδων αλλά και του 

κατάλληλου αλγόριθµου οµαδοποίησης (το µοντέλο δηλαδή) ανάγεται σε ένα 

στατιστικό πρόβληµα επιλογής µοντέλου και είδαµε τρόπους για να το επιτύχουµε 
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αυτό. Κατά συνέπεια µπορούµε να προβούµε σε στατιστική συµπερασµατολογία. 

Αντιθέτως, στις µεθόδους αποστάσεων, η απουσία οποιουδήποτε στατιστικού 

µοντέλου καθιστά δύσκολο τον προσδιορισµό του κατάλληλου αλγορίθµου και του 

σωστού αριθµού οµάδων. Έτσι, το model-based clustering υπερέχει στον τοµέα της 

στατιστικής συµπερασµατολογίας. 

Όσο αφορά τον ΕΜ αλγόριθµο, αυτός έχει µερικές ελκυστικές ιδιότητες κάποιες 

από τις οποίες είναι οι εξής: 

 Έχει µονότονη σύγκλιση καθώς σε κάθε επανάληψη η πιθανοφάνεια 

µεγαλώνει. Αυτό µας επιτρέπει να αποφασίσουµε πότε θα σταµατήσουµε τις 

επαναλήψεις θέτοντας κάποιο κριτήριο τερµατισµού. 

 Για καλές αρχικές τιµές ο αλγόριθµος συγκλίνει σε ολικό µέγιστο της 

πιθανοφάνειας. 

 Μπορεί εύκολα να υλοποιηθεί, αναλυτικά και υπολογιστικά. Ιδιαίτερα είναι 

εύκολο να προγραµµατιστεί και απαιτεί λίγο χώρο στη µνήµη του υπολογιστή. 

Ελέγχοντας τη µονότονη σύγκλιση της πιθανοφάνειας µε το πέρασµα των 

επαναλήψεων µπορούµε να ελέγξουµε πότε έχει συγκλίνει ο αλγόριθµος. 

 Μπορεί να χρησιµοποιηθεί για να πάρουµε εκτιµήσεις και άλλων ποσοτήτων 

που τις θεωρούµε ως missing data (όπως οι πιθανότητες τij). 

 ∆ίνει εκτιµήσεις µέσα στα επιτρεπτά όρια (π.χ. δε δίνει αρνητική 

διακύµανση), αν οι αρχικές τιµές είναι µέσα στα επιτρεπτά όρια. Αυτό δεν 

είναι σίγουρο όταν χρησιµοποιούµε άλλες αριθµητικές µεθόδους 

µεγιστοποίησης. 

Ωστόσο υπάρχουν και µειονεκτήµατα όπως: 

 Το αποτέλεσµα εξαρτάται από τις αρχικές τιµές και άρα χρειαζόµαστε καλές 

αρχικές τιµές. Στον ΕΜ οι καλές αρχικές τιµές ισοδυναµούν µε γρήγορη 

σύγκλιση µέσα σε λίγες επαναλήψεις, ενώ σε άλλες µεθόδους αν δεν έχουµε 

καλές αρχικές τιµές αυτό µπορεί να  σηµαίνει και ότι ο αλγόριθµος δε 

συγκλίνει ποτέ. 

 Μπορεί να καταλήξουµε σε µία λύση που να αντιστοιχεί σε τοπικό και όχι σε 

ολικό µέγιστο. Εποµένως, χρειάζεται να ξεκινήσουµε από διαφορετικές 

αρχικές τιµές για να είµαστε σίγουροι πως θα βρούµε τη λύση που αντιστοιχεί 

στο ολικό µέγιστο της πιθανοφάνειας. 
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 Ο αλγόριθµος δεν παρέχει αυτόµατα εκτίµηση των διασπορών & 

συνδιασπορών των εκτιµηµένων παραµέτρων. Ωστόσο το µειονέκτηµα αυτό 

µπορεί να ξεπεραστεί χρησιµοποιώντας κατάλληλη µεθοδολογία. 

 Μερικές φορές η σύγκλιση είναι πολύ αργή. 

 Σε µερικές περιπτώσεις τα Ε ή Μ βήµατα µπορεί να είναι αναλυτικά δύσκολο 

να υπολογιστούν. 

 

 

  2.11  Παραλλαγές του ΕΜ 

 
Υπάρχουν διάφορες παραλλαγές του ΕΜ αλγορίθµου. Ο ECM (expectation 

conditional maximization) είναι µία από αυτές. Ένας από τους κύριους λόγους που ο 

ΕΜ αλγόριθµος είναι δηµοφιλής είναι επειδή στο Μ-βήµα του περιέχει την επίλυση 

της complete-data log-likelihood η οποία είναι υπολογιστικά εύκολη. Αλλά αν η 

επίλυση της complete-data log-likelihood είναι δύσκολη, ανάλογα µε τις κατανοµές 

που χρησιµοποιούµε, τότε ο ΕΜ δε φαίνεται και τόσο ελκυστικός. Ωστόσο, σε πολλές 

περιπτώσεις η επίλυση της complete-data log-likelihood µπορεί να γίνει σχετικά 

εύκολα αν η µεγιστοποίηση υπολογιστεί δοθέντος κάποιων από τις παραµέτρους (ή 

δοθέντος κάποιων συναρτήσεων των παραµέτρων). Προς αυτή την κατεύθυνση οι 

Meng and Rubin (1993) δηµιούργησαν τον ECM αλγόριθµο. Ο αλγόριθµος αυτός 

εκµεταλλεύεται την ευκολία του υπολογισµού της δεσµευµένης complete-data log-

likelihood αντικαθιστώντας το περίπλοκο Μ-βήµα του ΕΜ αλγορίθµου µε άλλα, 

υπολογιστικώς πιο απλά CM-βήµατα. Το CM βήµα µπορεί να υπάρχει σε κλειστή 

µορφή ή µπορεί να χρειάζεται επαναληπτική διαδικασία για να υπολογιστεί, αλλά 

επειδή ο παραµετρικός χώρος πάνω στον οποίο πραγµατοποιείται έχει µικρότερες 

διαστάσεις, συχνά είναι πιο απλό και πιο γρήγορο από το αντίστοιχο Μ-βήµα του ΕΜ 

αλγορίθµου. Κατά συνέπεια ο ECM συγκλίνει πιο αργά από τον ΕΜ ως προς τον 

αριθµό των επαναλήψεων που απαιτούνται για τη σύγκλιση αλλά µπορεί να είναι πιο 

γρήγορος χρονικά. Και το πιο σηµαντικό, ο ECM διατηρεί τις ιδιότητες του EM όπως 

τη µονότονη σύγκλιση. Περισσότερες πληροφορίες όπως και αναλυτική περιγραφή 

του ECM παρέχεται από τους McLachlan and Krishnan (2008).   
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Άλλη παραλλαγή του EM είναι ο CEM (conditional expectation maximization). Η 

διαφορά του CEM είναι ότι στο Ε-βήµα και αφού υπολογιστούν τα τij για κάθε 

παρατήρηση βρίσκουµε την οµάδα που έχει τη µεγαλύτερη πιθανότητα να ανήκει και 

θέτουµε  για αυτή την οµάδα και  * 1ijτ = * 0ijτ =  για όλες τις υπόλοιπες. ∆ηλαδή 

κατατάσσουµε την κάθε παρατήρηση σε µία µόνο οµάδα. Στη συνέχεια στο Μ-βήµα 

χρησιµοποιούµε τα *
ijτ  στη θέση των τij. Ουσιαστικά ο αλγόριθµος αυτός µοιάζει 

πολύ µε τον αλγόριθµο Κ-means. Αποδεικνύεται µάλιστα ότι ο CEM ταυτίζεται µε 

τον K-means, όταν υποθέσουµε κοινό πίνακα διακύµανσης για όλες τις οµάδες ο 

οποίος να είναι και διαγώνιος. Ουσιαστικά ο Κ-means φτιάχνει στρογγυλές οµάδες 

(επειδή ο πίνακας διακύµανσης είναι διαγώνιος) και οι οµάδες δεν τέµνονται (γιατί 

κάθε παρατήρηση ανήκει αναγκαστικά σε µία οµάδα) κάτι το οποίο αντιστοιχεί σε 

περιορισµούς όχι ρεαλιστικούς στην πράξη. Αντίθετα, µε τον ΕΜ µπορούµε να 

πάρουµε οµάδες που τέµνονται και έχουν διαφορετικό σχήµα, όχι αναγκαστικά 

σφαιρικό, όπως είδαµε στο παράδειγµα 1 (γράφηµα 2.3). 

 Υπάρχουν επίσης διάφορες άλλες παραλλαγές του ΕΜ αλγορίθµου, όπως οι 

ECME (expectation conditional maximization either), SAGE (space-alternating 

generalized EM), PX-EM (parameter-expanded EM), AECM (alternating expectation 

conditional maximization) κτλ. οι οποίοι δεν αναπτύσσονται εδώ. Παρακάτω θα 

εξετάσουµε αναλυτικά µόνο την περίπτωση του AECM στη χρήση των factor 

analyzers. 
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Κεφάλαιο 3: Το πρόβληµα των high-dimensional data 

 

3.1  High-Dimensional Data 

 
Είδαµε στο προηγούµενο κεφάλαιο την εφαρµογή του EM αλγορίθµου στο 

model-based clustering, παρουσιάσαµε κάποια από τα πλεονεκτήµατά του και είδαµε 

και κάποια παραδείγµατα εφαρµογής του στην οµαδοποίηση δεδοµένων. Παρά την 

πολύ καλή επίδοσή του σε µια πληθώρα προβληµάτων της cluster analysis η 

εφαρµογή του σε µερικά είδη δεδοµένων παρουσιάζει κάποιες δυσκολίες. Μια τέτοια 

περίπτωση είναι αυτή των high-dimensional δεδοµένων. High-dimensional δεδοµένα 

είναι αυτά όπου έχουµε πολύ µεγάλο αριθµό µεταβλητών (p). Ο αριθµός των 

µεταβλητών µπορεί να είναι οποιοσδήποτε, από µερικές δεκάδες µέχρι και χιλιάδες. 

Φυσικά όταν έχουµε ένα τόσο µεγάλο αριθµό µεταβλητών είναι δύσκολο να 

συγκεντρώσουµε περισσότερες παρατηρήσεις και έτσι καταλήγουµε να έχουµε 

διαθέσιµες λιγότερες παρατηρήσεις (n) από µεταβλητές. Βρισκόµαστε δηλαδή στην 

περίπτωση όπου . Τέτοιου είδους δεδοµένα συναντάµε συνήθως στη γενετική, 

σε gene-expression πειράµατα.  

n� p

Ένα πρόβληµα του EM αλγορίθµου όταν χρησιµοποιούµε πολύ ευέλικτα 

µοντέλα, όπως το VVV, είναι ο µεγάλος αριθµός παραµέτρων που πρέπει να 

εκτιµήσουµε. Το πρόβληµα αυτό γιγαντώνεται στην περίπτωση των high-dimensional 

δεδοµένων, καθώς εκεί ο αριθµός των παραµέτρων που θα πρέπει να εκτιµήσουµε 

είναι πραγµατικά τεράστιος ειδικά αν χρησιµοποιούµε και πολλές οµάδες. Επιπλέον, 

η εφαρµογή του EM αλγορίθµου σε ελλειπτικά µοντέλα (ΕΕΕ, EEV, VEV, VVV βλ. 

πίνακα 1.1) για την περίπτωση των high-dimensional δεδοµένων καθίσταται εντελώς 

αδύνατη καθώς προκύπτουν αριθµητικά προβλήµατα (singularities) στον υπολογισµό 

της log-likelihood. Ωστόσο, είναι πιθανό να µπορεί να εφαρµοστεί για σφαιρικά (ΕΙΙ, 

VII) και διαγώνια (EEI, VEI, EVI, VVI) µοντέλα. Όµως τα µοντέλα αυτά, παρ’ ότι 

απαιτούν λιγότερες παραµέτρους προς εκτίµηση, δεν παρέχουν την ευελιξία των 

ελλειπτικών µοντέλων και άρα δεν είναι πάντοτε κατάλληλα. 

Όταν λοιπόν τα δεδοµένα µας είναι πολλών διαστάσεων, χωρίς απαραίτητα οι 

παρατηρήσεις να είναι λιγότερες από τις µεταβλητές, είναι φανερό ότι τα δεδοµένα 

µας απαιτούν κάποια τροποποίηση, ώστε να µειώσουµε τον αριθµό των διαστάσεών 
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τους. Μερικές φορές συσχετίσεις ή άλλες σχέσεις µεταξύ των µεταβλητών είναι 

προφανείς, οπότε µπορούµε εύκολα να διαλέξουµε µερικές µεταβλητές από όλο το 

πλήθος των µεταβλητών και να προχωρήσουµε στην οµαδοποίηση χρησιµοποιώντας 

µόνο αυτές. Επίσης, υπάρχουν τεχνικές της πολυµεταβλητής ανάλυσης για τη µείωση 

των διαστάσεων όπως η µέθοδος κύριων συνιστωσών (Principal Components 

Analysis) και η παραγοντική ανάλυση (Factor Analysis).  

Με βάση τη µέθοδο κύριων συνιστωσών, µετασχηµατίζουµε όλα τα αρχικά 

δεδοµένα µας σε κύριες συνιστώσες και προχωρούµε στην οµαδοποίηση µε βάση τις 

κύριες συνιστώσες ως νέες µεταβλητές (βλ. Καρλής 2005 για µέθοδο κύριων 

συνιστωσών). Οι κύριες συνιστώσες που υπολογίζουµε προφανώς θα είναι πολύ 

µικρότερες σε αριθµό από τις µεταβλητές, διότι σε διαφορετική περίπτωση δεν έχει 

νόηµα η όλη µετατροπή. Όµως έχει βρεθεί ότι σε µερικές περιπτώσεις αυτός ο 

µετασχηµατισµός των δεδοµένων µπορεί να αποκρύψει παρά να αναδείξει 

διαφορετικές οµάδες δεδοµένων. Εάν υπάρχουν λίγες διαφορετικές οµάδες και είναι 

καλά διαχωρισµένες µεταξύ τους και η διασπορά µεταξύ των οµάδων είναι πολύ 

µεγαλύτερη των διασπορών µέσα στις οµάδες, τότε αναµένουµε οι πρώτες κύριες 

συνιστώσες να αναδεικνύουν τη δοµή των δεδοµένων και να αποκαλύπτουν τις 

οµάδες. Ωστόσο, εάν αυτές οι προϋποθέσεις δεν ισχύουν η µέθοδος κύριων 

συνιστωσών αποτυγχάνει να διαχωρίσει τις οµάδες, ανεξάρτητα του αν θα 

χρησιµοποιήσουµε τον πίνακα διασποράς ή τον πίνακα συσχετίσεων για την ανάλυση 

κύριων συνιστωσών. Το ακόλουθο παράδειγµα βοηθά στην κατανόηση του 

συγκεκριµένου προβλήµατος. 

Έστω ότι προσοµοιώνουµε 100 παρατηρήσεις από την 5-µεταβλητή κανονική 

κατανοµή για κάθε µία από δύο οµάδες παρατηρήσεων. Συνολικά δηλαδή έχουµε 200 

παρατηρήσεις, 100 για κάθε οµάδα.  Η πρώτη οµάδα έχει µέσο και πίνακα διασποράς  

( ) (1 15,0,0,0,0 1,10,10,10,10T diagµ και= Σ = )

⎟

)

 αντίστοιχα  και η δεύτερη 

 αντίστοιχα. ∆ηλαδή για την 1( )2 2

1 3 0 0 0
3 10 0 0 0

0,0,0,0,0 0 0 10 0 0
0 0 0 10 0
0 0 0 0 10

Tµ και

⎛ ⎞
⎜ ⎟
⎜ ⎟
⎜= Σ =
⎜ ⎟
⎜ ⎟
⎜ ⎟
⎝ ⎠

η 

οµάδα ισχύει   και για τη δεύτερη (5 1 1,iy N µ Σ∼ ( )5 2 2,iy N µ Σ∼ . Στη συνέχεια 

πολλαπλασιάζουµε κάθε µία από τις 200 παρατηρήσεις µε τον ορθογώνιο πίνακα  
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Εκτελούµε δηλαδή ένα ορθογώνιο µετασχηµατισµό στα δεδοµένα. Έτσι, υπό τα 

µετασχηµατισµένα δεδοµένα οι δύο οµάδες είναι σχετικά καλά διαχωρισµένες µεταξύ 

τους. Στο ακόλουθο σχήµα φαίνονται οι οµάδες προβάλλοντας τα δεδοµένα πάνω σε 

κάποιες από τις πέντε µεταβλητές. 

 

Γράφηµα 3.1. Scatterplot για διάφορες ανά δύο µεταβλητές των 
µετασχηµατισµένων δεδοµένων ανάλογα µε την οµάδα. 
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Βλέπουµε από τα παραπάνω γραφήµατα ότι οι οµάδες διαχωρίζονται µεταξύ τους 

καλά, µόνο στις 2 πρώτες περιπτώσεις (γραφήµατα της 1ης γραµµής), για τις 

µεταβλητές 1, 2 και 3. Επίσης αντιλαµβανόµαστε ότι οι µέσοι των οµάδων διαφέρουν 

σηµαντικά µόνο κατά τις 2 πρώτες µεταβλητές και κατά συνέπεια µόνο οι 2 πρώτες 

µεταβλητές παρέχουν σηµαντική πληροφορία για το διαχωρισµό των οµάδων. Αυτό 

έχει σαν συνέπεια η µέθοδος κύριων συνιστωσών να αποτυγχάνει στον καλό 
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διαχωρισµό των οµάδων. Από το ακόλουθο γράφηµα το οποίο παριστάνει τις δύο 

πρώτες κύριες συνιστώσες (µε βάση τον πίνακα συσχετίσεων) δε φαίνεται να υπάρχει 

καµία ένδειξη ότι τα δεδοµένα µας προέρχονται από 2 διαφορετικές οµάδες.  

 

Γράφηµα 3.2. Scatterplot των 2 πρώτων κύριων συνιστωσών των  
µετασχηµατισµένων δεδοµένων ανάλογα µε την οµάδα. 
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Πράγµατι αν εφαρµόζαµε τον ΕΜ αλγόριθµο για την οµαδοποίηση των 

παραπάνω δεδοµένων σε δύο οµάδες, χρησιµοποιώντας τις 2 πρώτες κύριες 

συνιστώσες θα καταλήγαµε να κατατάξουµε λάθος το 41% των παρατηρήσεων. 

Αντίθετα αν χρησιµοποιούσαµε την παραγοντική ανάλυση µέσα σε κάθε οµάδα για 

τη µείωση των διαστάσεων και εφαρµόζαµε τον αντίστοιχο αλγόριθµο (AECM) δε θα 

κατατάσσαµε καµία παρατήρηση λάθος.  

Ένα επιπλέον µειονέκτηµα της χρησιµοποίησης της PCA ανάλυσης στα αρχικά 

high-dimensional δεδοµένα είναι, ότι ακόµα και να πετύχουµε µια πολύ καλή 

οµαδοποίηση, στο τέλος δε θα ξέρουµε ποιες ακριβώς από τις µεταβλητές είναι αυτές 

που διαφοροποιούνται περισσότερο µεταξύ τους και άρα συµβάλλουν περισσότερο 

στο διαχωρισµό των οµάδων. Και αυτό γιατί η όλη ανάλυση πλέον δε βασίζεται στις 

αρχικές µεταβλητές αλλά στις κύριες συνιστώσες. Οπότε, έτσι χάνουµε τη 

δυνατότητα εύκολης ερµηνείας των αποτελεσµάτων.  

Το πρόβληµα αυτής της προσέγγισης είναι ότι η PCA επιβάλει ένα γραµµικό 

µετασχηµατισµό καθολικά, σε όλα δηλαδή τα δεδοµένα και αυτό συνιστά ένα µεγάλο 

περιορισµό, ο οποίος οδηγεί τη µέθοδο συχνά σε αποτυχία. Εντούτοις, η PCA µπορεί 

να χρησιµοποιηθεί επιτυχώς στην cluster analysis εάν εφαρµοστεί τοπικά µέσα σε 
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κάθε οµάδα. Αν επιπλέον εφαρµόσουµε ένα πεπερασµένο µείγµα κατανοµών για να 

περιγράψουµε τα νέα δεδοµένα οδηγούµαστε σε ένα πιθανοθεωρητικό µοντέλο όπου 

όλες οι παράµετροι µπορούν να εκτιµηθούν από µία και µόνη συνάρτηση 

πιθανοφάνειας. Η προσέγγιση αυτή οδηγεί στην ανάπτυξη του µοντέλου PPCA 

(probabilistic principal component analysis). Έτσι αποκτούµε όχι µόνο έναν 

αλγόριθµο επίλυσης αλλά και µια συνάρτηση πυκνότητας πιθανότητας του µοντέλου. 

Με τον τρόπο αυτό πετυχαίνουµε µία αρχική µείωση στον αριθµό παραµέτρων προς 

εκτίµηση. Επίσης µπορούµε να πετύχουµε περαιτέρω µείωση των παραµέτρων αν 

επιβάλουµε κάποιους περιορισµούς στους πίνακες διασποράς των πολυµεταβλητών 

κανονικών κατανοµών των οµάδων, όπως και στην περίπτωση της παραγράφου 2.6. 

Οι δύο περιορισµοί που εφαρµόζονται εδώ αναγκάζουν τον κάθε πίνακα διασποράς 

να είναι διαγώνιος µε ίσα ή διαφορετικά στοιχεία. Στο PPCA µοντέλο ο πίνακας 

διασποράς κάθε οµάδας είναι της µορφής , όπου W είναι ο πίνακας 

που περιέχει ως γραµµές τα ιδιοδιανύσµατα του δειγµατικού πίνακα διακύµανσης των 

δεδοµένων κάθε οµάδας. Αναλυτική περιγραφή του PPCA µοντέλου, καθώς επίσης 

παραδείγµατα και εφαρµογές µπορούν να βρεθούν στην εργασία των Tipping and 

Bishop (1999). 

2 TC I WWσ= +

Φυσικά υπάρχουν και άλλοι τρόποι προσέγγισης του προβλήµατος οµαδοποίησης 

high-dimensional δεδοµένων. Ένας από αυτούς είναι ο αλγόριθµος HDDC (High-

Dimensional Data Clustering) ο οποίος εφαρµόζεται κυρίως για να εντοπίζει τη θέση 

διαφόρων αντικειµένων µέσα σε εικόνες χρησιµοποιώντας ένα πιθανοθεωρητικό 

πλαίσιο (Bouveyron et al. 2007). Άλλη προσέγγιση είναι η µέθοδος EMMIX-GENE, 

η οποία χρησιµοποιείται στην οµαδοποίηση microarray expression data όπου ο 

αρχικός µεγάλος αριθµός των γονιδίων (µεταβλητές) µειώνεται µε τη χρήση του 

λόγου πιθανοφανειών πριν στη συνέχεια εφαρµοστεί κάποιος αλγόριθµος 

οµαδοποίησης, McLachlan et al. (2002). 
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3.2  Single-factor Analysis Model 

 

Είδαµε προηγουµένως ότι η εφαρµογή της ανάλυσης κύριων συνιστωσών πάνω 

σε όλα τα δεδοµένα απέτυχε να συµβάλει ικανοποιητικά στην οµαδοποίηση των 

δεδοµένων. Αντίθετα η εφαρµογή της µεθόδου µέσα σε κάθε οµάδα οδήγησε στην 

ανάπτυξη του PPCA µοντέλου το οποίο εφαρµόζεται στη συσταδική ανάλυση. Αντί 

να εφαρµόσουµε ανάλυση κύριων συνιστωσών µέσα σε κάθε οµάδα ώστε να 

µειώσουµε τον αριθµό των παραµέτρων προς εκτίµηση, µπορούµε εναλλακτικά να 

εφαρµόσουµε παραγοντική ανάλυση οδηγώντας έτσι σε ένα µοντέλο ενός µείγµατος 

από factor analyzers (mixtures of factor analyzers model). Αυτό το µοντέλο 

παρουσιάστηκε για πρώτη φορά από τους Ghahramani and Hinton (1997) οι οποίοι 

υπέθεσαν για τον πίνακα διασποράς κάθε οµάδας ότι είναι της µορφής 

, ( 1,..., )T
j j jB B D j gΣ = + = , όπου Bj είναι ο πίνακας επιβαρύνσεων και D ο πίνακας 

ιδιαιτεροτήτων, που προκύπτουν από την εφαρµογή της παραγοντικής ανάλυσης. 

Αργότερα οι  McLachlan and Peel (2000b) επέκτειναν αυτό το µοντέλο υποθέτοντας 

, ( 1,..., )T
j j j jB B D j gΣ = + = , δηλαδή διαφορετικό πίνακα ιδιαιτεροτήτων για κάθε 

οµάδα. Επίσης περισσότερες πληροφορίες σχετικά µπορούν να βρεθούν και στα 

McLachlan and Peel (2000a, chapter 8), McLachlan et al. (2002). Τέλος, το PPCA 

µοντέλο των Tipping and Bishop (1999) που αναφέρθηκε παραπάνω υποθέτει ότι 

, ( 1,..., )T
j j j j pB B d I j gΣ = + = . 

Η παραγοντική ανάλυση χρησιµοποιείται ιδιαίτερα για να διερευνούµε 

συσχετίσεις µεταξύ των µεταβλητών σε πολυµεταβλητά δεδοµένα, αλλά επίσης 

µπορεί να χρησιµοποιηθεί και για µείωση διαστάσεων. Το µοντέλο παραγοντικής 

ανάλυσης είναι το ( 1,...,i i iY BU e i )nµ= + + = , όπου Υi είναι η i παρατήρηση 

(διάνυσµα p-διαστάσεων), Ui είναι ένα διάνυσµα q-διαστάσεων (q<p) που περιέχει 

τους παράγοντες, Β είναι ένας p q×  πίνακας όπου τα στοιχεία του είναι οι 

επιβαρύνσεις (loadings) των παραγόντων πάνω στις µεταβλητές, µ είναι το διάνυσµα 

των µέσων και ei είναι το σφάλµα, το µέρος δηλαδή της µεταβλητής το οποίο δεν 

µπορεί να εξηγηθεί από τους παράγοντες. Για τους παράγοντες θεωρούµε ότι ισχύει 

 και για τα σφάλµατα , όπου D είναι ένας διαγώνιος 

πίνακας 

(
. . .

0,
i i d

iU N I∼ )q )

)2

(
. . .

0,
i i d

ie N D∼

( 2
1 ,..., pD diag σ σ= . Επίσης υποθέτουµε ότι οι παράγοντες είναι 
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ανεξάρτητοι των σφαλµάτων, δηλαδή ισχύει ( )cov , 0,k iU e i k= ∀ ≠ . Επειδή 

ακριβώς υποθέτουµε ότι οι παράγοντες είναι ανεξάρτητοι µεταξύ τους, το µοντέλο 

αυτό της παραγοντικής ανάλυσης λέγεται ορθογώνιο. Με βάση τις παραπάνω 

υποθέσεις έχουµε ότι ( )|i i p iY U N BU Dµ +∼ , . Άρα οι παρατηρήσεις µας θα 

κατανέµονται κανονικά µε µέσο µ και διασπορά  

DΤΣ = ΒΒ +                                                       (3.1) 

δηλαδή θα ισχύει  . Αυτό ισχύει επειδή: ( , T
iY N BB Dµ +∼ )

( )( ) ( ) ( )T TCov Y Cov U e BCov U B Cov e BIB D BB DµΣ = = +Β + = + = + = +T

)

i

)

. 

Φυσικά µπορούµε να κεντροποιήσουµε τις παρατηρήσεις µας, οπότε τότε 

καταλήγουµε ότι  . Αυτό που στην ουσία έχουµε υποθέσει εδώ 

και από το οποίο προκύπτουν τα υπόλοιπα είναι ότι το από κοινού διάνυσµα των 

 ακολουθεί πολυµεταβλητή κανονική κατανοµή, δηλαδή , 

όπου  και 

(0, T
iY N BB D+∼

,iY U ( )*,i
p q

i

Y
N

U
µ+

⎛ ⎞
Σ⎜ ⎟

⎝ ⎠
∼

(* ,0µ µ=
T

T
q

BB D B
B I

⎡ ⎤+
Σ = ⎢

⎢ ⎥⎣ ⎦
⎥ . Περισσότερες λεπτοµέρειες για την 

παραγοντική ανάλυση µπορούν να βρεθούν στο Καρλής (2005).  

Αν επιλέξουµε το q να είναι πολύ µικρότερο από το p, η αναπαράσταση του 

πίνακα διασποράς Σ µέσω της (3.1) επιβάλει κάποιους περιορισµούς στα στοιχεία του 

πίνακα Σ και κατά συνέπεια µειώνεται έτσι ο αριθµός των παραµέτρων προς 

εκτίµηση. Ωστόσο, πρέπει να σηµειωθεί ότι στην περίπτωση που , υπάρχουν 

άπειρες επιλογές για τον πίνακα Β, αφού η (3.1) θα ικανοποιείται αν ο Β 

αντικατασταθεί από τον πίνακα BC, όπου C ένας οποιοσδήποτε ορθογώνιος πίνακας 

τάξης q, και αυτό γιατί 

1q >

( )( )T T T TBC BC D BCC B D BB D+ = + = +  (επειδή C 

ορθογώνιος ισχύει ). Ένας αυθαίρετος τρόπος για να ορίσουµε µοναδικά τον 

Β είναι να διαλέξουµε τον ορθογώνιο πίνακα C έτσι ώστε ο πίνακας 

1TC C −=
1TB D B−  να είναι 

διαγώνιος και τα στοιχεία του να είναι σε φθίνουσα σειρά. Υποθέτοντας ότι οι 

ιδιοτιµές του πίνακα TBB  είναι θετικές και διαφορετικές µεταξύ τους, η παραπάνω 

συνθήκη για τον πίνακα 1TB D B−  επιβάλει 1 ( 1
2

q q )−  περιορισµούς στις παραµέτρους 

προς εκτίµηση του πίνακα DΤΣ = ΒΒ + . Έτσι ο αριθµός των παραµέτρων προς 
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εκτίµηση ισούται πλέον µε 1 ( 1
2

pq p q q )+ − − , γιατί χρειαζόµαστε pq παραµέτρους 

για να προσδιορίσουµε τον πίνακα Β, p παραµέτρους για να προσδιορίσουµε τον D, 

µείον 1 ( 1
2

q q − )  περιορισµούς που έχουµε επιβάλει στις παραµέτρους.  

Άρα, για να επιστρέψουµε στο πρόβληµα της οµαδοποίησης δεδοµένων µέσω 

πεπερασµένου µείγµατος πολυµεταβλητών κανονικών κατανοµών, ενώ 

προηγουµένως είχαµε να εκτιµήσουµε 1 ( 1
2

p p )+  παραµέτρους για τον πίνακα 

διασποράς κάθε οµάδας, τώρα µέσω της εφαρµογής της παραγοντικής ανάλυσης 

έχουµε να εκτιµήσουµε 1 ( 1
2

pq p q q+ − − )  παραµέτρους. Έτσι, αν επιλέξουµε το q να 

είναι αρκετά µικρότερο από το p, ώστε η διαφορά 

{ 21 1 1( 1) ( 1) ( ) ( )
2 2 2

C p p pq p q q p q p q⎧ ⎫= + − + − − = − − +⎨ ⎬
⎩ ⎭

}   να είναι θετική, τότε 

µειώνουµε τον αριθµό των παραµέτρων που πρέπει να εκτιµήσουµε.  

Το πρόβληµα πλέον βρίσκεται στο να εκτιµήσουµε τους πίνακες B και D. Ας 

πάρουµε την περίπτωση όπου έχουµε µία µόνο οµάδα και θέλουµε να εφαρµόσουµε 

παραγοντική ανάλυση. Τότε, η εκτίµηση των πινάκων B και D γίνεται µε χρήση του 

ΕΜ αλγορίθµου επαναληπτικά, καθώς δεν υπάρχει λύση σε κλειστή µορφή για τις 

εκτιµήσεις µέγιστης πιθανοφάνειας των B και D. Αυτό που πρέπει να σηµειωθεί είναι 

ότι για τον υπολογισµό της log-likelihood 

( ) ( ) (
1

1

1log ( ) log
2

n
T T

i
i

L n BB D y BB D y )iµ µ
−Τ

=

⎧ ⎫Ψ = − + + − + −⎨ ⎬
⎩ ⎭

∑  (η log-likelihood 

εδώ είναι χωρίς το σταθερό όρο) δε χρειάζεται να υπολογίζουµε άµεσα τον 

αντίστροφο του  πίνακα p p× DΤΣ = ΒΒ + , ο οποίος µάλιστα µπορεί να µην 

υπολογίζεται για περιπτώσεις όπου  εξαιτίας αριθµητικών προβληµάτων (π.χ. 

µηδενική ορίζουσα), αλλά µπορούµε να τον υπολογίσουµε έµµεσα µέσω της 

ταυτότητας του Woodbury  

n� p

( ) ( )1 11 1 1T T
qD D D B I B D B B D

− −Τ − − −ΒΒ + = − + 1−                        (3.2) 

Με αυτό τον τρόπο αντί να αντιστρέφουµε p p×  πίνακες που είναι υπολογιστικά 

δύσκολο και χρονοβόρο, αντιστρέφουµε q q×  πίνακες  ( )( )11T
qI B D Bτους

−−+ . 

 50



Επίσης, η ορίζουσα του DΤΒΒ +  µπορεί να υπολογιστεί ως εξής: 

( ) 1
/ T T

qD D I B BB D B
−ΤΒΒ + = − + . 

  

 

3.3  Mixtures of factor analyzers 

 
Αντί να εφαρµόσουµε το ίδιο µοντέλο παραγοντικής ανάλυσης πάνω σε όλα τα 

δεδοµένα,  το εφαρµόζουµε στα δεδοµένα κάθε οµάδας ξεχωριστά. Και αυτό γιατί 

ένα µόνο µοντέλο παραγοντικής ανάλυσης πάνω σε όλα τα δεδοµένα, παρέχει ένα 

γραµµικό µοντέλο για την αναπαράσταση των δεδοµένων σε ένα χώρο µικρότερων 

διαστάσεων, κάτι το οποίο µπορεί να είναι µη αποδοτικό και να µην ισχύει στην 

πράξη. Σε αντίθεση, µπορούµε να πάρουµε ένα καθολικό µη γραµµικό µοντέλο αν 

εφαρµόσουµε την παραγοντική ανάλυση ξεχωριστά µέσα σε κάθε οµάδα. Έτσι 

λοιπόν, η κάθε παρατήρηση Yi µοντελοποιείται πλέον ως: i j j ijY B U ijeµ= + + , όπου 

 είναι οι διαφορετικές παρατηρήσεις και 1,...,i = n g1,...,j =  είναι οι διαφορετικές 

οµάδες. Για τους παράγοντες 1 ,...,j njU U  υποθέτουµε ότι ακολουθούν , είναι 

ανεξάρτητοι από τα σφάλµατα e

(0, qN I )

ij, τα οποία ακολουθούν ( )0, jN D  κατανοµή, όπου 

Dj είναι ένας διαγώνιος πίνακας. Κατά συνέπεια το µοντέλο που περιγράφει τα 

δεδοµένα είναι  

( ) (
1

| |
g

i j i
j

f y yπ ϕ µ
=

),j jΨ =∑ Σ

g

                                     (3.3) 

 όπου                                    (3.4)  , 1,...,T
j j j jD jΣ = Β Β + =

Βj ο αντίστοιχος p q×  πίνακας επιβαρύνσεων. Το διάνυσµα των παραµέτρων Ψ τώρα 

αποτελείται από τα στοιχεία των µj, Βj, Dj µαζί µε τις πιθανότητες 

, καθώς ( )1,..., 1j j gπ = −
1

1

1
g

g j
j

π π
−

=

= −∑ .  

Το µοντέλο της µίξης των factor analyzers (3.3) παίζει καθοριστικό ρόλο στη 

µοντελοποίηση high-dimensional δεδοµένων µε τη χρήση πολυµεταβλητών 

κανονικών κατανοµών. Εάν εφαρµόσουµε ένα µείγµα πολυµεταβλητών κανονικών 

κατανοµών χωρίς να θέσουµε κανένα περιορισµό στους πίνακες διασποράς Σj τότε 
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για τον κάθε ένα πίνακα πρέπει να εκτιµήσουµε (1 12 p p )+  παραµέτρους. Αυτό 

σηµαίνει πως όσο ο αριθµός των οµάδων (g) αυξάνεται, ο συνολικός αριθµός των 

παραµέτρων προς εκτίµηση µπορεί πολύ γρήγορα να γίνει αρκετά µεγάλος σε σχέση 

µε τις παρατηρήσεις (n), οδηγώντας έτσι σε overfitting και κάνοντας το µοντέλο µας 

να µην είναι ανθεκτικό (robust). To µοντέλο του µείγµατος των factor analyzers 

παρέχει έναν τρόπο να ελέγξουµε τον αριθµό των παραµέτρων προς εκτίµηση µέσω 

του "µειωµένου" µοντέλου (3.4) για τους πίνακες διασποράς των οµάδων.  

 

 

 

3.4  O AECM αλγόριθµος στην προσαρµογή του µείγµατος των factor 

analyzers. 

 

3.4.1 Γενικό πλαίσιο του AECM  

 
Το µοντέλο του µείγµατος των factor analyzers (3.3) µπορεί να εφαρµοστεί 

χρησιµοποιώντας τον αλγόριθµο AECM (alternating expectation conditional 

maximization) για την εκτίµηση των παραµέτρων. Όπως είδαµε στη 2.11 παράγραφο, 

ο expectation-conditional maximization (ECM) αλγόριθµος αντικαθιστά το Μ-βήµα 

του ΕΜ αλγορίθµου από έναν αριθµό πιο υπολογιστικά απλών δεσµευµένων 

βηµάτων (CM-steps). Ο AECM είναι µια επέκταση του ECM, όπου ο προσδιορισµός 

των complete-data επιτρέπεται να είναι διαφορετικός σε κάθε CM-βήµα. Για να 

εφαρµόσουµε τον AECM αλγόριθµο στο µοντέλο της µίξης των factor analyzers, 

διαµερίζουµε το διάνυσµα των αγνώστων παραµέτρων Ψ ως ( )1 2,
ΤΤ ΤΨ Ψ , όπου το 

διάνυσµα Ψ1 περιέχει τις πιθανότητες ( )1,..., 1j j gπ = −  και τα στοιχεία των 

διανυσµάτων των µέσων .  Το διάνυσµα Ψ( 1,...,j iµ = )g 2 περιέχει τα στοιχεία των 

πινάκων jB  και .  ( )1,...,jD j g=
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H log-likelihood του µοντέλου είναι ( ) ( )
1 1

log log | ,
gn

j i j j
i j

L yπ ϕ µ
= =

⎧ ⎫
Ψ = Σ⎨ ⎬

⎩ ⎭
∑ ∑ , 

όπου yi οι παρατηρήσεις µας. Όπως είχαµε κάνει και στο κεφάλαιο 2, για κάθε 

παρατήρηση yi θεωρούµε το διάνυσµα zi το οποίο µας υποδεικνύει από ποια οµάδα 

προέρχεται η συγκεκριµένη παρατήρηση. Τα zi όµως δεν τα γνωρίζουµε και κατά 

συνέπεια τα θεωρούµε ως missing data. Με Ζi συµβολίζουµε τη µεταβλητή που µας 

υποδεικνύει σε ποια οµάδα ανήκει η i παρατήρηση και µε zi συµβολίζουµε την 

παρατηρηµένη τιµή, την οποία όµως δε γνωρίζουµε. Σε αυτό το πλαίσιο το  ( )ij i j
z z=  

είναι 1 ή 0, ανάλογα µε το αν η παρατήρηση yi προέκυψε ή όχι από την j οµάδα 

. Η δεσµευµένη αναµενόµενη τιµή της µεταβλητής Ζ( 1,..., , 1,...,i n j= = )g ij 

δοθέντος της παρατήρησης yi, είναι η εκ των υστέρων πιθανότητα η i παρατήρηση να 

προέρχεται από  την j οµάδα και δίνεται από τον τύπο: 

( ) { } ( )
( )

1

| ,
| 1|

| ,

j i j j
ij j i ij i g

k i k k
k

y
y P Z y

y

π ϕ µ
τ τ

π ϕ µ
=

Σ
= Ψ = = =

Σ∑
, όπου ο πίνακας Σj έχει τη 

µορφή της (3.4) και .  Με 1,..., , 1,...,i n j= = g ( )( ) ( ) ( )
1 2,

T T T
k k kΨ = Ψ Ψ συµβολίζουµε 

την τιµή των παραµέτρων Ψ µετά την k επανάληψη του AECM αλγορίθµου. Κάθε 

επανάληψη του αλγορίθµου αποτελείται από δύο κύκλους, και σε κάθε κύκλο 

εκτελείται ένα Ε-βήµα και ένα CM-βήµα. Τα δύο CM-βήµατα αντιστοιχούν στα δύο 

διανύσµατα Ψ1 και Ψ2, τα οποία συνιστούν το διάνυσµα παραµέτρων Ψ. ∆ηλαδή, 

στον πρώτο κύκλο θεωρούµε ως missing-data τα διανύσµατα zi και στο CM-βήµα 

εκτιµούµε τις παραµέτρους πj και µj του Ψ1 και στο δεύτερο κύκλο θεωρούµε ως 

missing-data τα διανύσµατα zi και τους παράγοντες και στο CM-βήµα εκτιµούµε τους 

πίνακες Βj και Dj του Ψ2. 

 

 

 

3.4.2 Πρώτος κύκλος 

 
Στον πρώτο κύκλο του AECM αλγορίθµου, ορίζουµε ως missing data τα 

διανύσµατα z1,…,zn, τα οποία µας υποδεικνύουν από ποια οµάδα προέρχεται κάθε 
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παρατήρηση. Κατά συνέπεια η log-likelihood όλων των δεδοµένων (complete data 

log-likelihood) δίνεται από ( ) ( ){ }
1 1

log log | ,
g n

c ij j i
j i

L z yπ ϕ µ
= =

j jΨ = Σ∑∑ . 

 Όπως και στον ΕΜ αλγόριθµο έτσι και εδώ, στο Ε-βήµα ο AECM υπολογίζει τη 

δεσµευµένη αναµενόµενη τιµή της complete-data log-likelihood δοθέντος των 

παρατηρηµένων δεδοµένων y. Πάντα και εδώ ξεκινάµε δίνοντας κάποιες αρχικές 

τιµές Ψ(0) στις παραµέτρους Ψ. Τότε, στο Ε-βήµα του πρώτου κύκλου της k+1 

επανάληψης η δεσµευµένη αναµενόµενη τιµή της complete-data log-likelihood 

γράφεται ως ( ) ( ){ }( )
( )

1 | logk
k

cQ
Ψ

Ψ Ψ = Ε Ψ |L y

)

. Το Ε-βήµα επιτυγχάνεται απλά 

αντικαθιστώντας κάθε zij µε τη δεσµευµένη αναµενόµενη τιµή του, δοθέντος των 

παρατηρηµένων δεδοµένων και των εκτιµήσεων των παραµέτρων µετά την k 

επανάληψη. ∆ηλαδή αντικαθιστούµε τα  zij µε τις εκτιµήσεις τους, 

.  ( )( 1/2) ( )|k k
ij j iyτ τ+ = Ψ

Το CM-βήµα του πρώτου κύκλου πραγµατοποιείται µεγιστοποιώντας την 

 ως προς Ψ, µε το Ψ( ( )
1 | kQ Ψ Ψ 2 να έχει την τιµή ( )

2
kΨ . Οπότε στο k+1 βήµα οι 

εκτιµήσεις των πj και µj που περιέχονται στο διάνυσµα Ψ1 δίνονται από: 

 

( 1) ( 1/2)

1
/

n
k k

j ij
i

nπ τ+ +

=

=∑                                               (3.5) 

( 1/2)

( 1) 1

( 1/2)

1

n
k

ij i
k i

j n
k

ij
i

yτ
µ

τ

+

+ =

+

=

=
∑

∑
  για 1,...,j g=                                 (3.6)     

και όπου 

( )
( )

( ) ( ) ( )
( 1/2)

( ) ( ) ( )

1

| ,

| ,

k k k
j i j jk

ij g
k k

h i h h
h

y

y

π ϕ µ
τ

π ϕ µ

+

=

Σ
=

Σ∑ k
                                   (3.7) 

είναι η εκ των υστέρων πιθανότητα η i παρατήρηση να ανήκει στην j οµάδα. Τώρα, 

µετά το τέλος του πρώτου κύκλου, θέτουµε ( )( 1/2) ( 1) ( )
1 2,

T T T
k k k+ +Ψ = Ψ Ψ .  

 

 54



3.4.3 ∆εύτερος κύκλος 

 

Στο δεύτερο κύκλο, προκειµένου να εκτιµήσουµε το διάνυσµα Ψ2, το οποίο 

περιέχει τα στοιχεία των πινάκων Βj και Dj, θεωρούµε ως missing data ξανά τα 

διανύσµατα z1,…,zn, αλλά καθώς επίσης και τους παράγοντες . Τώρα, η 

complete data log-likelihood δίνεται από 

, όπου µ

1,..., nu u

( ) ({ }
1 1

log | ,
g n

c ij j i j j i
j i

L z y B uπ ϕ µ
= =

Ψ = + Σ∑∑ )j j j και πj είναι αυτά που 

εκτιµήσαµε στον πρώτο κύκλο.  

Το Ε-βήµα στο δεύτερο κύκλο στην k+1 επανάληψη, πραγµατοποιείται για να 

υπολογίσουµε την ( )( 1/2)
2 | kQ +Ψ Ψ , που είναι η δεσµευµένη αναµενόµενη τιµή της 

log-likelihood, δοθέντος των παρατηρηµένων δεδοµένων y. ∆ηλαδή 

( ) ( ){ }( 1/2)
( 1/2)

2 | logk
k

cQ +
+

Ψ
Ψ Ψ = Ε Ψ |L y

)k+

. Εδώ, στο Ε-βήµα του 2ου κύκλου στην k+1 

επανάληψη υπολογίζουµε ξανά τις εκ των υστέρων πιθανότητες 

, δοθέντος τώρα των εκτιµήσεων των  µ(( 1) ( 1/2)|k
ij j iyτ τ+ = Ψ j και πj που πήραµε 

από τον πρώτο κύκλο. Επίσης όµως εδώ το Ε-βήµα απαιτεί τον υπολογισµό των 

δεσµευµένων αναµενόµενων τιµών 

( ){ } ( ) ( )( 1/2)
( 1/2) ( )| |

Tk k
ij ij j i j i j i jE U y y yκ µ τ γ+

+
Ψ

Ζ − = Ψ − µ  και 

( )( ){ } ( ) ( )( ){ }( 1/2)
( 1/2) ( ) ( ) ( )| |

TT Tk k k
ij ij j ij j i j i j i j i j j jE U U y y y yκ µ µ τ γ µ µ γ ω+

+
Ψ

Ζ − − = Ψ − − + k

k
jόπου ( ) 1

( ) ( ) ( ) ( ) ( )Tk k k k
j j j jB B D Bγ

−
= +   και  

( ) ( ) ( )Tk k
j q j j

kI Bω γ= − ,  για .  1,...,j g=

Το CM-βήµα σε αυτό το δεύτερο κύκλο πραγµατοποιείται µεγιστοποιώντας την 

( )( 1/2)
2 | kQ +Ψ Ψ  ως προς Ψ, µε το Ψ1 να είναι ίσο µε ( 1)

1
k+Ψ . Έτσι παίρνουµε 

εκτιµήσεις των Βj και Dj που περιέχονται στο διάνυσµα Ψ2 όπως παρακάτω: 

 

( ) 1
( 1) ( 1) ( ) ( ) ( 1) ( ) ( )Tk k k k k k k
j j j j j j jV Vγ γ γ ω

−
+ + +Β = +                             (3.8) 

και 

( )( 1) ( 1) ( 1) ( ) ( 1)Tk k k k
j j j jD diag V V Bγ+ + += − k

j
+                                (3.9) 
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όπου 

( )( )( 1) ( 1) ( 1)

( 1) 1

( 1)

1

n Tk k k
ij i j i j

k i
j n

k
ij

i

y y
V

τ µ µ

τ

+ + +

+ =

+

=

− −
=
∑

∑
. 

 

Αν παραγωγίσουµε άµεσα τη log-likelihood µπορεί να δειχτεί ότι µια 

εναλλακτική εκτίµηση του πίνακα Dj είναι  

( )T
j j j jD diag V B B= −                                          (3.10) 

όπου 

 
( )( )

1

1

n T

ij i j i j
i

j n

ij
i

y y
V

τ µ µ

τ

=

=

− −
=
∑

∑
. 

Όµως, αν και αυτή η εκτίµηση είναι πολύ ελκυστική εξαιτίας της απλότητάς της, 

ωστόσο δε χρησιµοποιείται λόγω προβληµάτων στη σύγκλιση του αλγορίθµου 

(McLachlan et al. 2002).   

 

 

3.4.4 Παρατηρήσεις 

 

Από την κατασκευή του αλγορίθµου ισχύει ότι 

  και  ( ) (( 1/2) ( ) ( ) ( )
1 1| |k k kQ Q+Ψ Ψ ≥ Ψ Ψ )k ( ) ( )( 1) ( 1/2) ( 1/2) ( 1/2)

2 2| |k k k kQ Q+ + + +Ψ Ψ ≥ Ψ Ψ  

το οποίο µας εξασφαλίζει ότι ( ) ( )( 1/2) ( )k kL L+Ψ ≥ Ψ   και  ( ) (( 1) ( 1/2)k kL L+ +Ψ ≥ Ψ )  

αντίστοιχα. Άρα εξασφαλίζεται ότι η (incomplete-data) likelihood L(Ψ) δε µειώνεται 

µετά από κάθε κύκλο, και άρα µετά από κάθε επανάληψη του AECM αλγορίθµου για 

οποιεσδήποτε αρχικές τιµές. 

Με βάση την (3.10) µπορεί να δειχτεί ότι, αν δεν ταξινοµηθούν περισσότερες από 

q παρατηρήσεις στην j οµάδα του µείγµατος πολυµεταβλητών κανονικών κατανοµών 

µε βάση τις εκ των υστέρων πιθανότητες τij, τότε τα διαγώνια στοιχεία του πίνακα Dj 

θα είναι κοντά στο µηδέν. Αυτό προκαλεί διάφορα υπολογιστικά προβλήµατα στον 

υπολογισµό της log-likelihood (singularities, spikes). Ένας τρόπος για να 
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αποφύγουµε αυτά τα προβλήµατα είναι να επιβάλουµε έναν κοινό πίνακα 

 σε όλες τις οµάδες. Μία άλλη λύση είναι να υιοθετήσουµε 

κάποια εκ των προτέρων κατανοµή (prior) για τους πίνακες D

( 1,..., )jD D j g= =

j, όπως στην µπεϋζιανή 

προσέγγιση των Fokoué and Titterington (2003).  

 

 

3.5  Αρχικές τιµές του AECM 

 
Έχει ήδη γίνει µια σύντοµη αναφορά στο probabilistic PCA  (PPCA) µοντέλο των 

Tipping και Bishop στην 3.1 παράγραφο. Η προσέγγιση των Tipping και Bishop 

υιοθετεί ένα µοντέλο το οποίο σχετίζεται στενά µε το µοντέλο j i i ij ijY BU eµ= + +  της 

παραγοντικής ανάλυσης, και το οποίο είναι το ( )|t y x w ε= +  (Tipping and Bishop, 

1999), όπου t είναι οι παρατηρήσεις, x είναι οι κύριες συνιστώσες, w είναι οι 

παράµετροι προς εκτίµηση και ε είναι ο θόρυβος. Ανάµεσα σε αυτά τα δύο µοντέλα 

έχει παρατηρηθεί ότι υπάρχει µια σχέση. Για την ακρίβεια το PPCA µοντέλο είναι µια 

ειδική περίπτωση του µοντέλου παραγοντικής ανάλυσης 

( 1,..., )T
j j j j ,B B D j gΣ = + =  το οποίο υποθέτει οµοσκεδαστικότητα των σφαλµάτων 

 µέσα σε κάθε οµάδα, ισχύει δηλαδή ije ( 1,..., )T
j j j j pB B d I j gΣ = + = . Ας 

θεωρήσουµε την περίπτωση µιας οµάδας.  

 Στην παραγοντική ανάλυση, ο υπόχωρος που προσδιορίζεται από τις στήλες του 

πίνακα επιβαρύνσεων Β, από τους παράγοντες δηλαδή, δεν αντιστοιχεί γενικά µε τον 

υπόχωρο που παίρνουµε από τις κύριες συνιστώσες της PCA. Ωστόσο, έχει 

παρατηρηθεί ότι τα στοιχεία του πίνακα Β της παραγοντικής ανάλυσης και του 

πίνακα w της ανάλυσης κύριων συνιστωσών είναι παρόµοια όταν οι εκτιµήσεις των 

στοιχείων του διαγώνιου πίνακα D είναι σχεδόν ίδιες. Πράγµατι, αυτό συµβαίνει όταν 

ισχύει  (οµοσκεδαστικότητα) και οι 2
pD σ= Ι p q−  µικρότερες ιδιοτιµές του 

δειγµατικού πίνακα διακύµανσης S είναι ακριβώς ίσες. Σε αυτή την οµοσκεδαστική 

περίπτωση, οι Tipping και Bishop έδειξαν ότι οι εκτιµήσεις µέγιστης πιθανοφάνειας 

B̂  και 2σ̂  σχετίζονται µε την PCA, καθώς B̂  είναι ο πίνακας του οποίου οι στήλες 

περιέχουν τα βαθµιδωτά ιδιοδιανύσµατα (αυτά δηλαδή που αντιστοιχούν στις 

ιδιοτιµές ταξινοµηµένες από τη µεγαλύτερη προς τη µικρότερη) του δειγµατικού 
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πίνακα διακύµανσης και 2σ̂  είναι ο µέσος όρος της διασποράς στις διαστάσεις που 

αφαιρέσαµε. Πιο συγκεκριµένα η log-likelihood του µοντέλου, υπό τον περιορισµό 

, µεγιστοποιείται από  2
pD σ= Ι

( )1/22ˆ ˆ qB A σ= Λ − Ι R                                                (3.11) 

όπου 

( ) ( ) 2
1 1

1

ˆ,..., , ,..., , ,
p

h
q q

h q

A a a diag
p q
λλ λ σ

= +

= Λ = =
−∑� �

 µε  µοναδιαία 

διανύσµατα που αντιστοιχούν στις ιδιοτιµές 

1,..., qa a
� �

1 2 ... qλ λ≥ ≥ ≥ λ  του δειγµατικού πίνακα 

διακύµανσης και R έναν αυθαίρετο q q×  ορθογώνιο πίνακα.  

Τo µείγµα των PCAs όπως προτάθηκε από τους Tipping και Bishop έχει και αυτό 

τη µορφή της (3.3) και όπου τα Dj τώρα έχουν τη δοµή  
2 1,...,j j pD jσ= Ι ∀ = g                                            (3.12). 

Με βάση τα προηγούµενα, υπό αυτόν τον οµοσκεδαστικό περιορισµό, το CM-βήµα 

του AECM για την ανανέωση των εκτιµήσεων των ,j jB D  δεν είναι απαραίτητο, 

καθώς δοθέντος των παρατηρήσεων που έχουν καταταχθεί στην j οµάδα στην k 

επανάληψη, βάση του µείγµατος των PCAs, τα ( 1)k
jB +  και  δίνονται από τη 

φασµατική ανάλυση του πίνακα 

2( 1)k
jσ +

( 1)k
jV + . 

Όπως και ο ΕΜ αλγόριθµος έτσι και ο ΑΕCM απαιτεί αρχικές τιµές στις 

παραµέτρους του για να λειτουργήσει. Προκειµένου να βρούµε αρχικές τιµές Ψ(0) για 

τις παραµέτρους Ψ του AECM αλγορίθµου, κάνουµε χρήση της παραπάνω σχέσης 

της παραγοντικής ανάλυσης µε το PPCA µοντέλο (3.12). Υπό το (3.3) µοντέλο µας, 

αν µια παρατήρηση yi µετασχηµατισθεί σε , τότε ο πίνακας διακύµανσης της j 

οµάδας θα έχει τη µορφή 

1/2
jD y−

i

( )( )1/2 1/2 1/2 1/2 T

j j j j j j jD D D B D B I− − − −Σ = + p  η οποία αντιστοιχεί 

στο PPCA µοντέλο (3.12) µε ( )2 1 1,...,j jσ = = g

j

. Υπενθυµίζεται ότι στο PPCA 

µοντέλο ο πίνακας διακύµανσης κάθε οµάδας έχει τη µορφή , άρα 

εδώ ο πίνακας  αντιστοιχεί στον W και το 

2 TC I WWσ= +
1/2

jD B− 2 1jσ = , οπότε και οι δύο εκφράσεις 

είναι της ίδιας µορφής. Κατά συνέπεια χρησιµοποιώντας κάποιες αρχικές τιµές  

και  για τους πίνακες D

(0)
jD

(0)
jΣ j και Σj, µπορούµε να πάρουµε αρχικές τιµές (0)

jB  για τους 

πίνακες jB  εφαρµόζοντας την (3.11) ως εξής: 
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( )1/2 1/2(0) (0) 1,...,= Λ − Ι =j j j j qB D A j g                              (3.13) 

όπου οι q στήλες του πίνακα Αj είναι τα ιδιοδιανύσµατα που αντιστοιχούν στις 

ιδιοτιµές 1 2 ...j j jqλ λ≥ ≥ ≥ λ jq του πίνακα  και 
1/2 1/2(0) (0) (0)

j j jD D
− −

Σ ( )1,...,j jdiag λ λΛ = . 

Καθώς όµως σαν αρχικές τιµές  και (0)
jD (0)

jΣ  χρησιµοποιούµε απλά κάποιες 

εκτιµήσεις που έχουµε, µπορεί να προκύψει αρνητική τιµή στον πίνακα j qIΛ −  κάτι 

το οποίο είναι πρόβληµα αφού οι τιµές του πίνακα είναι κάτω από ρίζα. Αυτό µπορεί 

να συµβεί αν για παράδειγµα 1jhλ <  για κάποιο  όπου . Για να 

αποφύγουµε αυτό το πρόβληµα, µπορούµε να περιορίσουµε τον αριθµό των 

παραγόντων q να είναι µικρότερος από . Αυτό που προτιµάται όµως είναι να 

αντικαθιστούµε στην (3.13) τον πίνακα 

*h q≥ *q q≤

*q

j qIΛ −  µε τον πίνακα 2
j j qIσΛ − �  που δίνει  

( )1/2 1/2(0) (0) 2 1,...,= Λ − =�j j j j j qB D A I jσ g                           (3.14)

όπου το 2
jσ�  δίνεται από  

2

1

ˆ
p

jh
j

h q p q
λ

σ
= +

=
−∑ . 

Για να προσδιορίσουµε τον πίνακα (0)
jΣ , µπορούµε να διαµερίσουµε αυθαίρετα τα 

δεδοµένα µας σε g οµάδες και να πάρουµε ως (0)
jΣ  το δειγµατικό πίνακα διασποράς-

συνδιασποράς της j οµάδας (j=1,…,g). Όσο αφορά την επιλογή του πίνακα , 

µπορούµε να πάρουµε ως  το διαγώνιο πίνακα που σχηµατίζεται από τα διαγώνια 

στοιχεία του . Σε αυτή την περίπτωση ο πίνακας  έχει τη µορφή 

ενός πίνακα συσχετίσεων. Αυτή η διαδικασία µπορεί να επαναληφθεί πολλές φορές 

για να πάρουµε µια ποικιλία διαφορετικών αρχικών τιµών. 

(0)
jD

(0)
jD

(0)
jΣ

1/2 1/2(0) (0) (0)
j j jD D

−

Σ
−

Μια άλλη προσέγγιση, αν ο αριθµός των µεταβλητών δεν είναι µεγάλος σε σχέση 

µε τον αριθµό των παρατηρήσεων, ώστε να µην έχουµε προβλήµατα µε την 

αντιστροφή των πινάκων διακύµανσης των οµάδων, είναι να χρησιµοποιήσουµε 

περίπου ίσους πίνακες διασποράς µεταξύ των οµάδων, χρησιµοποιώντας ένα πλήθος 

αρχικών διαµερίσεων. ∆ηλαδή, κατατάσσουµε αρχικά τις παρατηρήσεις σε οµάδες µε 

τέτοιον τρόπο ώστε οι πίνακες διασποράς των οµάδων να είναι όσο το δυνατό ίσοι 

µεταξύ τους. Έτσι όµως υπάρχει ο κίνδυνος µια οµάδα να περιέχει λιγότερες 

παρατηρήσεις απ’ ότι ο αριθµός των µεταβλητών αν στο σύνολο των παρατηρήσεων 
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το p είναι µεγάλο σε σχέση µε το n (όχι αναγκαστικά µεγαλύτερο από το n αλλά απλά 

µεγάλο). Η εκτίµηση του κοινού πίνακα Σ που παίρνουµε µε αυτό τον τρόπο µπορεί 

να χρησιµοποιηθεί ως αρχική τιµή (0)
jΣ . Αν το p είναι µεγάλο σε σχέση µε το n, 

µπορούµε να περιορίσουµε τους πίνακες διασποράς να είναι διαγώνιοι (McLachlan 

and Peel (2000a)).  

Ένας εναλλακτικός τρόπος προσδιορισµού των αρχικών τιµών για τους πίνακες Bj 

είναι να πάρουµε τα στοιχεία τους τυχαία. Για παράδειγµα µπορούµε να πάρουµε τις 

αρχικές τιµές ως 
1/21/

(0) ( 1,..., )
p

j j

S
B W j

q

⎛ ⎞
= ⎜ ⎟ =

⎜ ⎟
⎝ ⎠

g , όπου κάθε στοιχείο του πίνακα Wj 

προέρχεται από την τυποποιηµένη κανονική κατανοµή και S είναι ο δειγµατικός 

πίνακας διακύµανσης των όλων δεδοµένων. Επίσης τους πίνακες  µπορούµε να 

τους πάρουµε ως τους διαγώνιους πίνακες που προκύπτουν από τα διαγώνια στοιχεία 

του δειγµατικού S πίνακα. Μόνο που σε αυτή την περίπτωση όλοι οι  θα 

ισούνται µεταξύ τους. Τέλος οι αρχικές τιµές 

(0)
jD

(0)
jD

(0)
jµ  για κάθε οµάδα µπορούν να 

ληφθούν τυχαία από µια πολυµεταβλητή κανονική κατανοµή µε µέσο το δειγµατικό 

µέσο και πίνακα διασποράς το δειγµατικό S.   

Ένα επιπλέον ερώτηµα που υπάρχει στον AECM αλγόριθµο σε σχέση µε τον EM, 

πέρα από τον αριθµό των οµάδων και το κατάλληλο µοντέλο, (που θα αναπτυχθούν 

παρακάτω),  είναι ο αριθµός των παραγόντων q που πρέπει να χρησιµοποιήσουµε. 

Μια εκτίµηση για τον αριθµό των παραγόντων δεδοµένου του αριθµού των οµάδων 

µπορούµε να πάρουµε χρησιµοποιώντας το likelihood-ratio test. Η µηδενική υπόθεση 

είναι η  µε εναλλακτική την 0 :H q q= 0 11 0:H q q= + . Η στατιστική συνάρτηση 

2 logλ−  ακολουθεί ασυµπτωτικά την x2 κατανοµή µε 0(d g p q )= −  βαθµούς 

ελευθερίας, και όπου λ είναι ο λόγος των δύο πιθανοφανειών. Ωστόσο, σε 

περιπτώσεις όπου το n δεν είναι µεγάλο σε σχέση µε τον αριθµό των άγνωστων 

παραµέτρων, τότε προτιµάµε να χρησιµοποιούµε για τον ίδιο σκοπό το BIC κριτήριο. 

Για να απορρίψουµε τη µηδενική υπόθεση εδώ θα πρέπει να ισχύει 2 log logd nλ− > .  
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Κεφάλαιο 4: Οικογένειες µοντέλων για high-
dimensional data 

 

4.1  Parsimonious Gaussian Mixture Models (PGMM) 

 
Tο µοντέλο (3.3) του µείγµατος πολυµεταβλητών κανονικών κατανοµών έχει 

συνολικά προς εκτίµηση  παραµέτρους, από τις οποίες οι 

 χρησιµοποιούνται για τον προσδιορισµό των πινάκων διακύµανσης. 

Ωστόσο, αν αναγκάσουµε τους πίνακες διακύµανσης να είναι ίσοι για όλες τις οµάδες 

τότε ο αριθµός των παραµέτρων µειώνεται σε 

( )1 ( 1g gp gp p− + + + ) / 2

2( 1) /gp p +

( )1 ( 1g gp p p− + + + ) / 2

1

 (ΕΕΕ 

µοντέλο). Για την ακρίβεια, στην παράγραφο 2.6 παρουσιάστηκαν διάφοροι 

περιορισµοί που µπορούν να τεθούν στους πίνακες διακύµανσης Σj µέσω της 

φασµατικής ανάλυσης αυτών, οδηγώντας έτσι σε µια οικογένεια µοντέλων 

(MCLUST) που απαιτεί προς εκτίµηση από έναν ελάχιστο αριθµό παραµέτρων 

, µέχρι έναν µέγιστο ( )1g gp− + + ( )1 ( 1g gp gp p− + + + ) / 2 . Όµως, όπως 

αναφέρθηκε στην 3.1 παράγραφο, τα "πλούσια" µοντέλα ΕΕΕ, EEV, VEV, VVV της 

οικογένειας MCLUST δεν µπορούν να εφαρµοστούν σε high-dimensional δεδοµένα 

εξαιτίας τόσο των πολλών παραµέτρων που απαιτούν προς εκτίµηση, όσο και 

εξαιτίας αριθµητικών προβληµάτων που προκύπτουν στον υπολογισµό της log-

likelihood. Απ’ την άλλη, τα φειδωλά µοντέλα ΕΙΙ, VII, EEI, VEI, EVI, VVI της 

MCLUST αν και απαιτούν λιγότερες παραµέτρους, δεν είναι πάντα κατάλληλα καθώς 

δεν παρέχουν µεγάλη ευελιξία.  

Το µοντέλο της cluster analysis που αναπτύχθηκε στο κεφάλαιο 3 βάση του 

AECM αλγορίθµου και βασίζεται στη σχέση (3.4) απαιτεί 

( ) [ ]1g gp g pq p q q− + + + − −( 1) / 2

1

 παραµέτρους προς εκτίµηση. Οι McNicholas 

and Murphy (2008) ανέπτυξαν µια νέα οικογένεια µοντέλων επιβάλλοντας διάφορους 

περιορισµούς στους πίνακες Bj και Dj. Ανάγκασαν τους πίνακες αυτούς να είναι ίσοι 

ή διαφορετικοί µεταξύ των οµάδων καθώς επίσης επέβαλαν και περεταίρω 

περιορισµούς στους πίνακες Dj οδηγώντας έτσι σε µια οικογένεια 8 µοντέλων. Σε 

αυτά τα µοντέλα οι πίνακες διακύµανσης µπορεί να έχουν από  ( 1) / 2pq q q− − +
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παραµέτρους προς εκτίµηση, µέχρι  [ ]( 1) / 2g pq p q q+ − − , όπου . 

Αυτή η νέα οικογένεια µοντέλων ονοµάζεται parsimonious Gaussian mixture models 

(PGMMs). 

0,1, 2,...,q p=

Πιο συγκεκριµένα, εκτός από τον περιορισµό οι πίνακες Bj και Dj να είναι ίσοι ή 

όχι µεταξύ των οµάδων, έθεσαν τον επιπλέον περιορισµό να ισχύει j j pD d I= , σε 

κάθε οµάδα δηλαδή να ισχύει η οµοσκεδαστικότητα. Τα οχτώ µοντέλα που 

προέκυψαν παρουσιάζονται στον πίνακα 4.1 παρακάτω. 

 

Πίνακας 4.1. Μοντέλα της PGMM οικογένειας 
Model 

ID jB B=  jD D=  
Isotropic 

j j pD d I=  
Covariance 
Structure Covariance Parameters 

CCC C C C j pdIΤΣ = ΒΒ +  [ ]( 1) / 2pq q q− − +1  

CCU C C U j DΤΣ = ΒΒ +  [ ]( 1) / 2pq q q p− − +  

CUC C U C j j pd IΤΣ = ΒΒ +   

CUU C U U j jDΤΣ = ΒΒ +  [ ]( 1) / 2pq q q gp− − +  

UCC U C C T
j j j dIΣ = Β Β + p  [ ]( 1) / 2g pq q q− − +1  

UCU U C U T
j j j DΣ = Β Β +  [ ]( 1) / 2g pq q q p− − +  

UUC U U C T
j j j jd IΣ = Β Β + p  [ ]( 1) / 2g pq q q g− − +  

UUU U U U T
j j j jDΣ = Β Β +  [ ]( 1) / 2g pq q q gp− − +  

[ ]( 1) / 2pq q q g− − +

C: constrained,  U: unconstrained. 

 

Το γράµµα C δηλώνει την εφαρµογή του εκάστοτε περιορισµού, ενώ το U τη µη 

εφαρµογή του. Τα ονόµατα των µοντέλων προκύπτουν από τα γράµµατα που 

δηλώνουν  τον κάθε περιορισµό µε τη σειρά που αυτοί εµφανίζονται στον πίνακα 4.1. 

Έτσι, το CCC µοντέλο έχει σε ισχύ και τους τρεις περιορισµούς. Οι πίνακες 

επιβαρύνσεων Bj είναι ίσοι για όλες τις οµάδες καθώς επίσης και οι πίνακες Dj. 

Επιπλέον, τα στοιχεία του πίνακα D επιβάλλεται να είναι ίσα µεταξύ τους. Έτσι, για 

αυτό το µοντέλο απαιτούνται να εκτιµήσουµε [ ]( 1) / 2pq q q− −  παραµέτρους για 

όλους τους πίνακες Βj (αφού όλοι οι Βj ισούνται µε Β) και 1 παράµετρο, την d, για 

όλους τους πίνακες Dj (αφού όλοι οι Dj ισούνται µε pD dI= ). Άρα, καταλήγουµε σε 

ένα συνολικό αριθµό [ ]( 1) / 2pq q q− − +1  παραµέτρων προς εκτίµηση όπως 

αποτυπώνεται και στην τελευταία στήλη του πίνακα 4.1.  
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Στο CCU µοντέλο δεν ισχύει ο περιορισµός j j pD d I= , οπότε τα στοιχεία των 

πινάκων Dj επιτρέπεται να είναι διαφορετικά µεταξύ τους. Άρα, για κάθε πίνακα Dj 

πρέπει να εκτιµήσουµε p παραµέτρους. Καθώς όµως εδώ όλοι οι πίνακες Dj είναι ίσοι 

µεταξύ τους, έχουµε να εκτιµήσουµε µόνο p παραµέτρους για όλους τους πίνακες 

Dj=D. Μαζί µε τις [ ]( 1) / 2pq q q− −  παραµέτρους που απαιτούνται για όλους τους 

πίνακες Βj (αφού όλοι οι Βj ισούνται µε Β) οδηγούµαστε σε ένα συνολικό αριθµό 

[ ]( 1) / 2pq q q p− − +  παραµέτρων προς εκτίµηση. Με παρόµοια λογική προκύπτουν 

και οι παράµετροι προς εκτίµηση των υπόλοιπων µοντέλων.   

Τρία από τα µοντέλα του πίνακα 4.1, τα UCU, UUC και UUU έχουν αναφερθεί 

και στις προηγούµενες παραγράφους και είχαν εµφανιστεί πριν την ανάπτυξη της 

οικογένειας PGMM από τους McNicholas and Murphy (2008). Το UCU µοντέλο, που 

υποθέτει κοινό πίνακα ιδιαιτεροτήτων Dj=D για όλες τις οµάδες, είχε αναπτυχθεί από 

τους Ghahramani and Hinton (1997) και το συναντήσαµε στις παραγράφους 3.2 και 

3.4.4. Το UUU, που συνιστά τη γενικότερη περίπτωση αυτής της οικογένειας 

µοντέλων, αναπτύχθηκε από τους McLachlan και Peel (2000), και παρουσιάστηκε 

εκτενώς στην 3.4 παράγραφο. Τέλος, οι Tipping and Bishop (1999) είχαν προτείνει το 

µοντέλο των probabilistic principal component analyzers το οποίο υποθέτει τον 

περιορισµό j j pD d I=  του UUC µοντέλου, όπως αναφέρθηκε και στην 3.2. Τα 

υπόλοιπα 5 µοντέλα είναι καινούργια, και πρέπει να σηµειωθεί ότι επιβάλλοντας 

περιορισµούς στους πίνακες επιβαρύνσεων Βj, κάτι το οποίο δεν είχε εφαρµοστεί 

προηγουµένως, µειώνει δραµατικά τον αριθµό των παραµέτρων και κατά συνέπεια 

παράγει φειδωλά µοντέλα. Επίσης, επιτρέπεται να θέσουµε q=0. Όταν όµως έχουµε 

q=0, τότε τα µοντέλα της οικογένειας PGMM ισούνται µε τα µοντέλα EII, EEI, VII 

και VVI της MCLUST οικογένειας.  

Για την εκτέλεση όλων αυτών των µοντέλων χρησιµοποιείται ο AECM 

αλγόριθµος. Λεπτοµερείς περιγραφές για τον τρόπο µε τον οποίο ο αλγόριθµος αυτός 

εφαρµόζεται στα µοντέλα της οικογένειας PGMM καθώς επίσης και µαθηµατικοί 

υπολογισµοί παρέχονται από τους McNicholas and Murphy (2008). Πάντως, σε όλα 

τα µοντέλα η διαδικασία εκτίµησης των παραµέτρων είναι η ίδια. Όταν εκτιµούµε τις 

παραµέτρους πj και µj στον πρώτο κύκλο του AECM σαν missing-data θεωρούµε τα 

διανύσµατα ( 1,..., )iz i n= , που µας υποδεικνύουν σε ποια οµάδα ανήκει κάθε 

παρατήρηση, και όταν εκτιµούµε τους πίνακες Bj και Dj στο δεύτερο κύκλο του 
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AECM σαν missing-data θεωρούµε και τα διανύσµατα zi και τους παράγοντες U. Στο 

τέλος οι εκ των υστέρων πιθανότητες τij (παράγραφος 3.4.2) χρησιµοποιούνται για να 

κατατάξουµε τις παρατηρήσεις σε οµάδες.   

Τέλος, αν συγκρίνουµε τα µοντέλα της οικογένειας PGMM µε αυτά της 

MCLUST βλέπουµε ότι ο αριθµός παραµέτρων που χρειάζεται να εκτιµήσουµε για τα 

πρώτα, είναι της τάξης των  παραµέτρων, ενώ αυτά της MCLUST είναι της 

τάξης των . ∆ηλαδή, ο αριθµός παραµέτρων προς εκτίµηση στην PGMM 

αυξάνεται γραµµικά ως προς τον αριθµό µεταβλητών ενώ αυξάνεται τετραγωνικά 

στην MCLUST. Οπότε γίνεται αντιληπτό το συγκριτικό πλεονέκτηµα της οικογένειας 

PGMM ως προς τον αριθµό παραµέτρων προς εκτίµηση. 

)pΟ(

2( )O p

 

 4.2  Υπολογιστικά θέµατα 

4.2.1 Αρχικές τιµές για την οικογένεια PGMM 

 

Στην παράγραφο 3.6 είδαµε µερικούς τρόπους για να δώσουµε αρχικές τιµές στον 

AECM αλγόριθµο για το UUU µοντέλο. Ωστόσο, µια συνήθης πρακτική για τα 

µοντέλα της οικογένειας PGMM  (εκτός του CCC) είναι να χρησιµοποιούν ως 

αρχικές τιµές τα αποτελέσµατα του CCC µοντέλου. ∆ηλαδή, για να τρέξουµε για 

παράδειγµα ένα UUC µοντέλο, πρώτα απαιτείται να τρέξουµε ένα CCC µοντέλο και 

τα αποτελέσµατα αυτού να τα χρησιµοποιήσουµε ως αρχικές τιµές για να τρέξουµε εν 

τέλει το UUC µοντέλο. Το ερώτηµα όµως µετατίθεται σχετικά µε το τι αρχικές τιµές 

να δώσουµε πλέον στο CCC. 

Οι McNicholas and Murphy (2008) προτείνουν την παρακάτω προσέγγιση. 

Ξεκινάµε δίνοντας τυχαίες αρχικές τιµές στα στοιχεία zij των διανυσµάτων 

 για κάθε παρατήρηση i, έτσι ώστε .   Με βάση 

την ταξινόµηση των παρατηρήσεων που γίνεται από αυτή τη διαµέριση, 

υπολογίζουµε τις αρχικές τιµές για τους µέσους µ

( 1,..., )iz i n=
1

1 1,...,
g

ij
j

z i
=

= ∀ =∑ n

j ως τους δειγµατικούς µέσους από 

όλες τις παρατηρήσεις που ανήκουν στην κάθε οµάδα και τις πιθανότητες πj ως 

1

ˆ 1,...,
n

ij
j

i

z
j

n
π

=

= ∀ =∑ g . Οι αρχικές τιµές για τους πίνακες Βj και Dj προκύπτουν 
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βάση της φασµατικής ανάλυσης των πινάκων Σj οι οποίοι εκτιµώνται βάση των 

αρχικών τιµών zij. Έτσι, οι αρχικές τιµές για τα στοιχεία του πίνακα Bj καθορίζονται 

ως ji i jib e ρ= , όπου ei είναι η i µεγαλύτερη ιδιοτιµή του πίνακα Σj και ρji είναι το j  

µεγαλύτερο στοιχείο του ιδιοδιανύσµατος που αντιστοιχεί στην i µεγαλύτερη ιδιοτιµή 

του Σj. Οι πίνακες Dj καθορίζονται κατόπιν ως { }T
j j j jD diag B B= Σ − . Με αυτές τις 

αρχικές τιµές τρέχει το CCC µοντέλο, τα αποτελέσµατα του οποίου χρησιµοποιούνται 

ως αρχικές τιµές στα υπόλοιπα µοντέλα. 

 

 

4.2.2  Κριτήρια σύγκλισης 

 
Όπως έχει ήδη αναφερθεί, ο AECM αλγόριθµος είναι ένας επαναληπτικός 

αλγόριθµος ο οποίος εκτελείται µέχρι να επιτευχθεί σύγκλιση. Ωστόσο, η σύγκλιση 

αυτή καθ’ αυτή, δεν εξασφαλίζει ότι η log-likelihood έχει συγκλίνει σε ένα ολικό 

µέγιστο και όχι σε κάποιο τοπικό. Για αυτό το λόγο, προκειµένου δηλαδή να βρούµε 

τη λύση του ολικού µεγίστου, απαιτείται να εκτελούµε τον αλγόριθµο πολλές φορές 

ξεκινώντας από διαφορετικές αρχικές τιµές.  

∆ιάφορα κριτήρια σύγκλισης έχουν προταθεί. Ένα από αυτά είναι το  
( ) ( 1)

( )

k k

k

l l
l

ε
−−

<                                                  (4.1) 

όπου  είναι οι log-likelihood στις επαναλήψεις ( ) ( 1),k kl l − 1k kκαι − , αντίστοιχα. 

∆ηλαδή, ο αλγόριθµος εκτελείται µέχρι ο λόγος 
( ) ( 1)

( )

k k

k

l l
l

−−  να γίνει µικρότερος από 

µια πολύ µικρή ποσότητα ε. Ένα άλλο κριτήριο σύγκλισης βασίζεται  στο κριτήριο 

Aitken. Το κριτήριο του Aitken στην k επανάληψη δίνεται από 
( 1) ( )

( )
( ) ( 1)

k k
k

k k

l la
l l

+

−

−
=

−
, 

όπου  είναι οι log-likelihood στις επαναλήψεις , 

αντίστοιχα. Η ασυµπτωτική εκτίµηση της log-likelihood στην 1

( 1) ( ) ( 1), ,k k kl l l+ − 1, , 1k k k+ −

k +  επανάληψη είναι 

(( 1) ( ) ( 1) ( )
( )

1
1

k k k k
kl l l l

a
+

∞ = + −
−

)+ . Αυτή είναι η τιµή της log-likelihood στην οποία ο 
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αλγόριθµος εκτιµάται ότι συγκλίνει, βάση των τριών τελευταίων επαναλήψεων. Έτσι, 

ο αλγόριθµος µπορεί να τερµατιστεί όταν ισχύει  
( 1) ( 1)k kl l ε+ +
∞ − <                                                   (4.2) 

Μια τροποποίηση του Aitken κριτηρίου είναι  ( 1) ( )k kl l ε+
∞ − < , όπου ε µια πολύ µικρή 

ποσότητα, όπως για παράδειγµα 210ε −= . 

Μερικοί αλγόριθµοι του model-based clustering χρησιµοποιούν τη διαφορά των 

log-likelihood µεταξύ δύο διαδοχικών βηµάτων ως κριτήριο τερµατισµού, όπως 

άλλωστε έχει αναφερθεί στη 2.3 παράγραφο. Σε αυτήν την περίπτωση ο αλγόριθµος 

θεωρείται ότι έχει συγκλίνει όταν ισχύει  
( 1) ( )k kl l ε+ − <                                                    (4.3) 

Το κριτήριο αυτό δεν είναι τόσο κριτήριο σύγκλισης όσο κριτήριο µη αλλαγής 

κατάστασης από τη µία επανάληψη στην επόµενη. ∆ηλαδή, η διαµέριση των 

παρατηρήσεων σε οµάδες παραµένει πρακτικά η ίδια µεταξύ των δύο διαδοχικών 

επαναλήψεων. Στα παρακάτω γραφήµατα φαίνονται τρεις διαφορετικές περιπτώσεις 

σύγκλισης της log-likelihood συναρτήσει του αριθµού επαναλήψεων. 

 

Γράφηµα 4.1. Τρεις διαφορετικές περιπτώσεις σύγκλισης του AECM αλγορίθµου.
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Στην περίπτωση των 2 πρώτων γραφηµάτων τα κριτήρια (4.2) και (4.3) θα έδιναν 

παρόµοια αποτελέσµατα. Ωστόσο, στην περίπτωση του τελευταίου γραφήµατος τα 

δύο κριτήρια µπορεί να δώσουν διαφορετικά αποτελέσµατα. Εκεί, το κριτήριο (4.3) 

µπορεί να υποεκτιµήσει τη σωστή τιµή της log-likelihood. Οπότε το κριτήριο (4.2) 

προτιµάται έναντι του (4.3). Αυτά τα κριτήρια σύγκλισης µπορούν κάλλιστα να 

εφαρµοστούν και για τον ΕΜ αλγόριθµο. 

    

4.2.3  Επιλογή µοντέλου 

 
Η επιλογή µοντέλου όπως την είχαµε δει στην παράγραφο 2.7 είχε δύο πτυχές. 

Πρώτον, έπρεπε να διαλέξουµε τον κατάλληλο τύπο µοντέλου από την MCLUST 

οικογένεια και δεύτερον να προσδιορίσουµε τον αριθµό των οµάδων. Στα µοντέλα 

του µείγµατος των factor analyzers υπάρχει και µία τρίτη παράµετρος που θα πρέπει 

να τη διαλέξουµε σωστά και είναι ο αριθµός των παραγόντων. Η επιλογή του 

κατάλληλου συνδυασµού των τριών παραπάνω παραµέτρων (µοντέλο, αριθµός 

οµάδων και αριθµός παραγόντων) αντιµετωπίζεται ως ένα πρόβληµα επιλογής 

µοντέλου (model selection). Για την επιλογή του κατάλληλου τύπου µοντέλου από 

την οικογένεια PGMM, του κατάλληλου αριθµού οµάδων αλλά και του κατάλληλου 

αριθµού παραγόντων χρησιµοποιούµε το BIC κριτήριο. 

Υπενθυµίζεται ότι το BIC δίνεται από τον τύπο ( )ˆ2 , log( )BIC l y m nθ≈ − , όπου 

m είναι ο αριθµός των παραµέτρων προς εκτίµηση, n ο αριθµός των παρατηρήσεων, 

και ( ˆ,l y )θ  η εκτίµηση µέγιστης πιθανοφάνειας. Οι Fraley and Raftery (1998, 2002) 

έδειξαν ότι στην πράξη το BIC έχει καλή επίδοση σαν κριτήριο για την επιλογή 

µοντέλου. Ωστόσο, όπως έχει αναφερθεί και στην 2.7 οι υποθέσεις πάνω στις οποίες 

βασίζεται το BIC µπορεί να µην ισχύουν για την περίπτωση του µείγµατος 

κατανοµών και κατά συνέπεια µπορεί το µοντέλο που θα επιλεχθεί βάση του BIC να 

µην είναι αυτό που δίνει την καλύτερη οµαδοποίηση (βλ. παράγραφο 5.6). Παρ’ όλα 

αυτά το BIC είναι αυτό που χρησιµοποιείται έως τώρα ευρύτατα στην πράξη. Μπορεί 

οι υποθέσεις του BIC για την επιλογή µοντέλου και αριθµού οµάδων να µην ισχύουν, 

ισχύουν όµως για την επιλογή του αριθµού παραγόντων για δοθέν αριθµό οµάδων και 

µοντέλου (McLachlan and Peel Κεφάλαιο 8, 2000a). Επίσης για την επιλογή του 
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κατάλληλου αριθµού παραγόντων µπορούµε να εφαρµόσουµε likelihood ratio test 

όπως στην παράγραφο 3.5.  

Το BIC µπορεί να χρησιµοποιηθεί ακόµα και για να διαλέξουµε το σωστό 

µοντέλο µεταξύ της οικογένειας PGMM και της MCLUST. Ακόµα µε βάση το BIC 

µπορούµε να συγκρίνουµε µοντέλα που έχουν προκύψει από µείγµατα διαφορετικών 

πολυµεταβλητών κατανοµών (π.χ. κανονικών και student κατανοµών). Ωστόσο 

υπάρχουν και εναλλακτικά κριτήρια του BIC τα οποία έχουν αναφερθεί στην 2.7. 

 

4.3  Παράδειγµα 

 
Σε αυτό το παράδειγµα θα δούµε µια εφαρµογή των µοντέλων της οικογένειας 

PGMM και θα συγκρίνουµε τα αποτελέσµατα αυτής της οικογένειας µε την 

MCLUST οικογένεια καθώς και µε µία άλλη τεχνική οµαδοποίησης την variable 

selection.  

Μερικές φορές η οµαδοποίηση των δεδοµένων εξαρτάται σε µεγαλύτερο µέρος 

από µερικές και όχι από όλες τις µεταβλητές. ∆ηλαδή, µέσα στο σύνολο των 

διαθέσιµων µεταβλητών µπορεί να υπάρχουν κάποιες οι οποίες δε συνεισφέρουν 

πληροφορία στην οµαδοποίηση. Για την ακρίβεια τα πράγµατα µπορεί να είναι ακόµα 

χειρότερα, όπως να υπάρχουν κάποιες µεταβλητές οι οποίες όχι µόνο να µη βοηθάνε 

στην οµαδοποίηση, αλλά να τη δυσχεραίνουν ή να τη χαλάνε κιόλας. Οπότε µια 

τεχνική επιλογής του κατάλληλου υποσυνόλου από τις αρχικές µεταβλητές πριν την 

οµαδοποίηση θα ήταν πολύ χρήσιµη. Αυτό ακριβώς προσπαθεί να επιτύχει η variable 

selection τεχνική (Raftery and Dean (2006), Maugis et al. (2009a, 2009b)). ∆ηλαδή, 

από το σύνολο των διαθέσιµων µεταβλητών επιλέγει ένα υποσύνολο και έπειτα 

προχωρεί σε model-based clustering. Στη συνέχεια επιλέγει διαφορετικό υποσύνολο 

µεταβλητών και ξαναεκτελεί οµαδοποίηση, κ.ο.κ.. Οι διαφορετικές οµαδοποιήσεις 

που προκύπτουν από την επιλογή διαφορετικών µεταβλητών συγκρίνονται µεταξύ 

τους µε το BIC κριτήριο ώστε να βρεθεί το κατάλληλο υποσύνολο µεταβλητών. 

Τέλος, οι διαµερίσεις που προκύπτουν για διαφορετικά µοντέλα και αριθµό οµάδων 

αλλά για το ίδιο υποσύνολο µεταβλητών, συγκρίνονται µεταξύ τους µε το BIC 

κριτήριο ώστε να βρεθεί η καλύτερη οµαδοποίηση. Η variable selection τεχνική είναι 

διαθέσιµη στην R µέσω της βιβλιοθήκης clustvarsel (Dean and Raftery 2006).  
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Τα δεδοµένα του παραδείγµατος αφορούν 178 παρατηρήσεις και περιγράφουν 27 

χηµικές και φυσικές ιδιότητες τριών τύπων κρασιών (Barolo, Grignolino, Barbera) 

από την Ιταλία. Οι 59 παρατηρήσεις ανήκουν στον τύπο Barolo, οι 71 στον τύπο 

Grignolino και οι 48 στον τύπο Barbera. 13 από τις µεταβλητές αυτών των δεδοµένων 

είναι διαθέσιµες στη βιβλιοθήκη gclus της R (wine data) ενώ όλες οι µεταβλητές είναι 

διαθέσιµες στη βιβλιοθήκη pgmm. Τα 8 µοντέλα της οικογένειας PGMM 

εφαρµόστηκαν στα δεδοµένα των 27 µεταβλητών για 1, 2,..., 6g =  οµάδες, 

 παράγοντες και για 3 διαφορετικές τυχαίες αρχικές ταξινοµήσεις για το 

σύνολο των 27 µεταβλητών. ∆ηλαδή, συνολικά εκτελέστηκαν και συγκρίθηκαν 

µεταξύ τους βάση του BIC κριτηρίου 

1, 2,..., 6q =

8 6 6 3 864× × × =  διαφορετικά µοντέλα.  

 

Πίνακας 4.2: Τα καλύτερα 3 µοντέλα, βάση του BIC, για την 
PGMM οικογένεια στα wine data. 

Model Number of groups Number of factors BIC 
CUU 3 4 -11454.11 
CUU 3 5 -11457.70 
CUU 3 6 -11503.95 

 

 

Το καλύτερο µοντέλο ήταν το CUU για g=3 οµάδες και q=4 παράγοντες µε τιµή 

. Η οµαδοποίηση που έγινε βάση αυτού του µοντέλου φαίνεται στον 

παρακάτω πίνακα 4.3. Βλέπουµε ότι µόνο 1 παρατήρηση έχει ταξινοµηθεί 

εσφαλµένα! 

11454.11BIC = −

 

Πίνακας 4.3: Ταξινόµηση για το καλύτερο 
µοντέλο της PGMM στα wine data. 

 Cluster 
 1 2 3 

Barolo 59   
Grignolino  70 1 

Barbera   48 
 

 Η οµαδοποίηση των δεδοµένων βάση της οικογένειας MCLUST για  

οµάδες έδωσε ως καλύτερο µοντέλο το VVI για g=3 οµάδες µε . Η 

οµαδοποίηση βάση αυτού του µοντέλου φαίνεται στον παρακάτω πίνακα 4.4.  

1, 2,...,5g =

12119.3BIC = −
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Πίνακας 4.4: Ταξινόµηση για το καλύτερο 
µοντέλο της MCLUST στα wine data. 

 Cluster 
 1 2 3 

Barolo 58 1  
Grignolino 4 66 1 

Barbera   48 
 

Ενώ και η MCLUST οικογένεια ανέδειξε και αυτή τρεις οµάδες, το σωστό αριθµό 

οµάδων δηλαδή, είναι φανερό ότι η οµαδοποίηση που έκανε είναι λιγότερο καλή από 

την οµαδοποίηση που έδωσε η PGMM. 

Τέλος, στα δεδοµένα αυτά εφαρµόστηκε η variable selection τεχνική 

οµαδοποίησης για  διαφορετικές οµάδες. Η τεχνική αυτή επέλεξε 19 από 

τις αρχικές 27 µεταβλητές και µε βάση αυτές έδωσε ως καλύτερο αποτέλεσµα g=4 

οµάδες για το VVI µοντέλο. Η οµαδοποίηση για αυτό το µοντέλο φαίνεται παρακάτω. 

1, 2,...,8g =

 

Πίνακας 4.5: Ταξινόµηση για το καλύτερο µοντέλο της 
variable selection στα wine data. 

 Cluster 
 1 2 3 4 

Barolo 52 7   
Grignolino  17 54  

Barbera  1  47 
 

 

Πίνακας 4.6: Rand και Adjusted Rand indices για τα καλύτερα 
µοντέλα κάθε οικογένειας για τα  wine data. 

Model Rand Index Adjusted Rand Index 
CCU (PGMM) 0.99 0.98 
VVI (GPCM) 0.95 0.90 
Variable Selection 0.91 0.78 

 

 

Συγκρίνοντας τις τρεις µεθόδους οµαδοποίησης σε αυτά τα δεδοµένα βλέπουµε 

ότι οι δύο πρώτες πετυχαίνουν ικανοποιητική οµαδοποίηση και ανιχνεύουν τη δοµή 

που υπάρχει στα δεδοµένα ενώ η variable selection δεν τα καταφέρνει ιδιαίτερα 

ικανοποιητικά. Αυτό προφανώς συµβαίνει γιατί το υποσύνολο των µεταβλητών που 

διάλεξε δεν είναι τόσο καλό στο να διαχωρίσει τα κρασιά στα είδη τους όσο το 

πλήρες σετ των µεταβλητών. Οι οικογένειες MCLUST και PGMM βρίσκουν το 

σωστό αριθµό οµάδων. Ωστόσο, η PGMM οµαδοποίηση είναι πιο ακριβής καθώς 
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ταξινοµεί µόνο µία παρατήρηση λάθος. Επίσης, µε βάση τους δείκτες ταξινόµησης 

Rand Index και Adjusted Rand Index η PGMM οικογένεια παρουσιάζει καλύτερη 

ταξινόµηση. Επιπλέον, αν συγκρίνουµε τις τιµές του BIC κριτηρίου για τα δύο 

καλύτερα µοντέλα, CCU της PGMM οικογένειας και VVI της MCLUST 

( ,  αντίστοιχα) βλέπουµε ότι η πρώτη τιµή είναι 

υψηλότερη και άρα το CCU είναι καλύτερο. Το BIC της variable selection µεθόδου 

δεν µπορούµε να το συγκρίνουµε µε τα υπόλοιπα γιατί βασίζεται σε λιγότερες 

µεταβλητές. Τέλος, ενδιαφέρον είναι το γεγονός ότι το µοντέλο µε την µεγαλύτερη 

BIC τιµή έδωσε και την καλύτερη οµαδοποίηση. Ωστόσο, αυτό δεν είναι βέβαιο ότι 

θα ισχύει πάντα (βλ. παράγραφο 5.6). 

11454.11BIC = − 12119.3BIC = −

Στη συνέχεια τα 8 µοντέλα της PGMM οικογένειας εφαρµόστηκαν για τις 13 από 

τις συνολικά 27 µεταβλητές που παρέχονται από τη βιβλιοθήκη gclus της R για αυτά 

τα δεδοµένα. Το καλύτερο µοντέλο ήταν το CUU για g=4 οµάδες και q=2 παράγοντες 

µε BIC=-5294.68. Επίσης εφαρµόστηκαν τα µοντέλα της οικογένειας MCLUST, µε 

καλύτερο το VEI µοντέλο µε BIC=-5469.95, καθώς και η variable section τεχνική. Η 

αξιολόγηση της οµαδοποίησης και µε τις τρεις µεθόδους φαίνεται στον ακόλουθο 

πίνακα.   

 

Πίνακας 4.7: Rand, Adjusted Rand indices και αριθµός των οµάδων για τα 
καλύτερα µοντέλα κάθε οικογένειας για τα wine data (13 variables). 

Model Rand Index Adjusted Rand Index g 
CUU (PGMM) 0.91 0.79 4 
VEI (MCLUST) 0.80 0.48 8 
Variable Selection 0.90 0.78 3 

 

Βλέπουµε από τα παραπάνω αποτελέσµατα ότι και οι τρεις µέθοδοι δίνουν 

χειρότερα αποτελέσµατα για τις 13 µεταβλητές σε σχέση µε αυτά που έδωσαν για το 

σύνολο των 27 µεταβλητών καθώς επίσης οι δύο πρώτες αποτυγχάνουν να 

ανιχνεύσουν και το σωστό αριθµό οµάδων.  Ωστόσο, και πάλι η οµαδοποίηση που 

επιτυγχάνεται µέσω της PGMM οικογένειας είναι η καλύτερη, βάση του adjusted 

Rand Index, και είναι ικανοποιητική. Επίσης, ξανά το µοντέλο µε την µεγαλύτερη 

τιµή BIC (το CUU) έδωσε και καλύτερα αποτελέσµατα οµαδοποίησης µε βάση τον 

adjusted Rand Index. Στον ακόλουθο πίνακα φαίνεται η καλύτερη οµαδοποίηση που 

έγινε µε βάση το CUU µοντέλο.   
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Πίνακας 4.8: Ταξινόµηση για το καλύτερο µοντέλο της PGMM στα  
wine data (13 µεταβλητές). 

 Barolo Grignolino Barbera 
Years 71 73 74 70 71 72 73 74 75 76 74 76 78 79 

Cluster 1 19 20 20            
Cluster 2    7 8 4 8 8 2 1     
Cluster 3    2 1 2 1 8 7 10     
Cluster 4      1    1 9 5 29 5 

 

Από τον παραπάνω πίνακα είναι εµφανές ότι το CUU µοντέλο έχει χωρίσει τη 

δεύτερη οµάδα (Grignolino) σε δύο επιµέρους οµάδες. 

 

 

 

 4.4  Expanded Parsimonious Gaussian Mixture Models (EPGMM) 

 
Είδαµε στην 4.1 πως οι McNicholas and Murphy (2008) δηµιούργησαν διάφορα 

φειδωλά µοντέλα για τα µείγµατα των factor analyzers επιβάλλοντας διάφορους 

περιορισµούς στους πίνακες επιβαρύνσεων και ιδιαιτεροτήτων (Bj και Dj αντίστοιχα) 

του µοντέλου ( 1,..., )T
j j j jB B D j gΣ = + = . Ωστόσο, οι οι McNicholas and Murphy 

(2010) πρότειναν µια περεταίρω παραµετροποίηση του πίνακα διασποράς του 

παραγοντικού µοντέλου, γράφοντας τους πίνακες ιδιαιτεροτήτων ως j j jD ω= ∆ , 

όπου j Rω +∈  και { }1 2, ,...,j pdiag δ δ δ∆ =  έτσι ώστε 1j∆ = , για . 

Αποτέλεσµα αυτής της νέας παραµετροποίησης είναι ο πίνακας διασποράς των 

επιµέρους οµάδων να µπορεί να γραφεί ως  

1, 2,...,j g=

( 1,..., )T
j j j j jB B jωΣ = + ∆ = g . Η νέα 

δοµή του πίνακα διασποράς δίνει τη δυνατότητα παραγωγής νέων µοντέλων επιπλέον 

των 8 της οικογένειας PGMM. Πιο συγκεκριµένα, τα µοντέλα που προκύπτουν από 

την παραπάνω παραµετροποίηση είναι τα 8 προϋπάρχοντα µοντέλα της PGMM 

οικογένειας και 4 καινούργια. Έτσι, συνολικά έχουµε 12 µοντέλα τα οποία 

απαρτίζουν τη νέα οικογένεια µοντέλων Expanded Parsimonious Gaussian Mixture 

Models (EPGMM) και συνοψίζονται στον ακόλουθο πίνακα.  
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Πίνακας 4.9: Μοντέλα της EPGMM οικογένειας, δοµή του πίνακα διασποράς, αριθµό 
παραµέτρων του πίνακα διασποράς και ισοδύναµο µοντέλο της PGMM. 

EPGMM 
Model jB B=  j∆ = ∆  jω ω=  j p∆ = Ι PGMM 

equivalent
Covariance 
Structure Covariance Parameters 

CCCC C C C C CCC j pIωΤΣ = ΒΒ +  [ ]( 1) / 2pq q q− − +1  

CCUC C C U C CUC j j pIωΤΣ = ΒΒ +  [ ]( 1) / 2pq q q g− − +  

UCCC U C C C UCC T
j j j pIωΣ = Β Β +  [ ]( 1) / 2g pq q q− − +1

p

 

UCUC U C U C UUC T
j j j j IωΣ = Β Β +  [ ]( 1) / 2g pq q q g− − +  

CCCU C C C U CCU j ωΤΣ = ΒΒ + ∆  [ ]( 1) / 2pq q q p− − +  

CCUU C C U U −  
T

j jωΣ = ΒΒ + ∆  [ ] [ ]( 1) / 2 ( 1)pq q q g p− − + + −  

UCCU U C C U UCU T
j j j ωΣ = Β Β + ∆  [ ]( 1) / 2g pq q q p− − +  

UCUU U C U U −  
T

j j j jωΣ = Β Β + ∆  [ ] [ ]( 1) / 2 ( 1)g pq q q g p− − + + −  

CUCU C U C U −  j jωΤΣ = ΒΒ + ∆  [ ] [ ]( 1) / 2 1 ( 1)pq q q g p− − + + −  

CUUU C U U U CUU j jωΤ
jΣ = ΒΒ + ∆  [ ]( 1) / 2pq q q gp− − +  

UUCU U U C U −  
T

j j j jωΣ = Β Β + ∆  [ ] [ ]( 1) / 2 1 ( 1)g pq q q g p− − + + −  

UUUU U U U U UUU T
j j j jω jΣ = Β Β + ∆  [ ]( 1) / 2g pq q q gp− − +  

 

Σηµειώνεται ότι και τα 12 µοντέλα της EPGMM οικογένειας έχουν αριθµό 

παραµέτρων που αυξάνεται γραµµικά ως προς τον αριθµό µεταβλητών. Αυτό όπως 

έχουµε δει είναι ιδιαίτερα σηµαντικό για εφαρµογές σε high dimensional δεδοµένα 

καθώς δεν απαιτείται η εκτίµηση πάρα πολλών παραµέτρων.  

Όπως φαίνεται και από τον Πίνακα 4.8 παραπάνω, η νέα παραµετροποίηση 

οδηγεί στα 8 προϋπάρχοντα µοντέλα της PGMM οικογένειας αλλά δηµιουργούνται 

επίσης και 4 νέα.  Ας πάρουµε πρώτα το CCUU. Αυτό το µοντέλο επιτρέπει τα 

στοιχεία ωj να είναι διαφορετικά µεταξύ των οµάδων αλλά οι πίνακες ∆j να είναι ίσοι. 

Άρα, πρέπει να εκτιµήσουµε g παραµέτρους για τα στοιχεία ωj και p-1 παραµέτρους 

για τους διαγώνιους πίνακες ∆j=∆. Σηµειώνεται ότι ενώ οι πίνακες ∆j περιέχουν p 

στοιχεία, εµείς πρέπει να εκτιµήσουµε µόνο p-1 καθώς το ένα υπολειπόµενο στοιχείο 

είναι ίσο µε 1, υποδεικνύοντας ότι το στοιχείο που ανήκει σε αυτή τη θέση του 

πίνακα ιδιαιτεροτήτων Dj ισούται µε το ωj. Άρα για τους πίνακες ιδιαιτεροτήτων 

πρέπει να εκτιµήσουµε g+p-1 παραµέτρους. Ο πίνακας επιβαρύνσεων κάθε οµάδας 

απαιτεί τον υπολογισµό  παραµέτρων. Καθώς όµως οι πίνακες Β( 1) /pq q q− − 2 j 

είναι ίσοι µεταξύ των οµάδων, συνολικά πρέπει να εκτιµήσουµε 

[ ] [ ]( 1) / 2 ( 1)pq q q g p− − + + −  παραµέτρους. Παρόµοια λογική επικρατεί και για τα 

υπόλοιπα µοντέλα. 
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Η εκτίµηση των παραµέτρων των µοντέλων γίνεται µέσω του AECM αλγορίθµου 

µε τρόπο ανάλογο όπως στα µοντέλα της PGMM οικογένειας. Οι εκτιµήσεις των 

παραµέτρων για τα 8 µοντέλα της EPGMM που προϋπήρχαν στην PGMM, 

προκύπτουν από τις εκτιµήσεις της PGMM οικογένειας γράφοντας 

1/

1/

p j
j j p

j

D
D D

D
=  και θέτοντας µετά 

1/ p

j jDω =  και 1/
j

j p

j

D

D
∆ = . ∆ηλαδή, όπως 

έχουµε εκτιµήσει τους πίνακες Dj για τα 8 µοντέλα της PGMM, για να βρούµε τα ωj 

και ∆j των ίδιων µοντέλων στην EPGMM οικογένεια απλά θέτουµε 
1/ p

j jDω =  και 

1/
j

j p

j

D

D
∆ = . Ωστόσο, για να εκτιµήσουµε τις παραµέτρους µέγιστης πιθανοφάνειας 

των 4 νέων µοντέλων πρέπει να κάνουµε χρήση της µεθόδου των πολλαπλασιαστών 

Lagrange. Ο τρόπος εκτίµησης των παραµέτρων αυτών των µοντέλων παρουσιάζεται 

αναλυτικά από τους McNicholas and Murphy (2010).  

 

 

4.5  Παράδειγµα 

 
Στο παράδειγµα αυτό θα δούµε την εφαρµογή της EPGMM οικογένειας πάνω σε 

δεδοµένα (leukaemia dataset) που αφορούν εκφράσεις γονιδίων (microarray gene 

expression study) και θα συγκρίνουµε την επίδοσή της µε άλλες µεθόδους 

οµαδοποίησης. Πιο συγκεκριµένα τα δεδοµένα αφορούν 72 ασθενείς, 47 µε οξεία 

λεµφοβλαστική λευχαιµία (ALL, acute lymphoblastic leukaemia) και 25 µε οξεία 

µυελοειδή λευχαιµία (AML, acute myeloid leukaemia) από τους οποίους έχει 

µελετηθεί η γονιδιακή έκφραση 7129 γονιδίων (7129 µεταβλητές). Ωστόσο, στο 

παράδειγµα αυτό δε χρησιµοποιούνται όλα τα γονίδια αλλά µόνο τα 2030 καθώς τα 

υπόλοιπα αφαιρέθηκαν για λόγους µείωσης διαστάσεων. Μέσω model-based 

clustering επιθυµούµε να οµαδοποιήσουµε τους ασθενείς σε δύο οµάδες, όσες είναι 

δηλαδή και οι πραγµατικές οµάδες (ALL, AML), ώστε να δούµε ποια γονίδια 

εκφράζονται περισσότερο σε κάθε οµάδα. Εδώ είναι µία ιδανική περίπτωση όπου 

γνωρίζουµε τις πραγµατικές οµάδες. Στην πράξη όµως ποτέ δε γνωρίζουµε τις 

πραγµατικές οµάδες.  
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Τα 12 µοντέλα της EPGMM οικογένειας εφαρµόστηκαν σε αυτά τα δεδοµένα για 

g=2 οµάδες και 1, 2,..., 6q =  παράγοντες, για 10 διαφορετικές αρχικές τιµές. Η τιµή 

BIC που αντιστοιχεί στην καλύτερη επιλογή του q για κάθε ένα από τα 12 µοντέλα 

της EPGMM φαίνεται στον παρακάτω πίνακα.  

  

Πίνακας 4.10: BIC τιµή για τα µοντέλα της EPGMM 
οικογένειας µε το καλύτερο q για τα leukaemia δεδοµένα. 

Model q BIC Model q BIC 
CCCC 3 -411646.50 CCUC 3 -411566.29 
UCCC 1 -416954.56 UCUC 1 -416803.57 
CCCU 4 -414615.22 CCUU* 5 -413207.29 
UCCU 1 -423354.79 UCUU* 1 -422089.38 
CUCU* 4 -413966.90 CUUU 5 -413978.04 
UUCU* 1 -423933.46 UUUU 1 -423532.04 

                   *Ένα από τα 4 νέα µοντέλα. 
 

 

Το καλύτερο από τα 12 µοντέλα, µε βάση το BIC κριτήριο, είναι το CCUC µε 

q=3 παράγοντες. Στο µοντέλο αυτό οι συνδιασπορές των γονιδίων είναι ίσες µεταξύ 

των οµάδων αλλά οι διασπορές είναι διαφορετικές. Ωστόσο, µέσα σε κάθε οµάδα οι 

διασπορές όλων των γονιδίων είναι ίσες. Η ταξινόµηση που προκύπτει από αυτό το 

µοντέλο φαίνεται στον Πίνακα 4.11. Παρατηρούµε ότι µόνο 5 ασθενείς 

ταξινοµήθηκαν λανθασµένα κάτι το οποίο δείχνει πολύ καλή επίδοση του µοντέλου. 

 

                                 Πίνακας 4.11: Οµαδοποίηση βάσει του CCUC  
                                              για τα leukaemia δεδοµένα.  

 Cluster 
 1 2 

ALL 42 0 
AML 5 25 

 

 

Εκτός από τα µοντέλα της οικογένειας EPGMM, στα δεδοµένα αυτά 

εφαρµόστηκαν και άλλοι αλγόριθµοι οµαδοποίησης προκειµένου να µπορέσουµε να 

αξιολογήσουµε την επίδοση των EPGMM µοντέλων σε σχέση µε άλλα 

προϋπάρχοντα.  Χρησιµοποιήθηκαν ιεραρχικές µέθοδοι οµαδοποίησης βασισµένες 

στην Ευκλείδεια απόσταση, συγκεκριµένα 3 παραλλαγές της µεθόδου, οι single 

linkage, complete linkage και average linkage (βλ. Καρλής 2005). Επίσης, 

χρησιµοποιήθηκε ο αλγόριθµος K-means και K-medoids καθώς και τα µοντέλα της 
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οικογένειας MCLUST. Τα αποτελέσµατα συνοψίζονται στον Πίνακα 4.12 και οι 

δείκτες Rand Index και Adjusted Rand Index χρησιµοποιούνται για τη σύγκριση 

αυτών των µοντέλων. Αυτοί οι δείκτες δείχνουν ότι η καλύτερη από τις non-model-

based µεθόδους είναι ο K-means αλγόριθµος, µε adjusted rand index 0.187, ο οποίος 

ίσα που ξεπέρασε το καλύτερο µοντέλο VII της MCLUST οικογένειας. Ωστόσο, η 

υπεροχή του CCUC µοντέλου της EPGMM οικογένειας (για q=3) είναι ξεκάθαρη, 

καθώς δίνει adjusted rand index ίσο µε 0.738. 

 

 

    Πίνακας 4.12: Αποτελέσµατα αλγορίθµων οµαδοποίησης στα leukaemia δεδοµένα. 
 BIC Rand Index Adjusted Rand Index 

Hierarchical (complete) −  0.532 0.058 
Hierarchical (average) −  0.525 -0.024 
Hierarchical (single) −  0.532 -0.013 

K-means −  0.593 0.187 
K-medoids −  0.518 0.023 

MCLUST (VII) -416293.2 0.593 0.186 
EPGMM (CCUC) -411566.3 0.869 0.738 

  

 

4.6  Παρατηρήσεις 

 
Τα µοντέλα της οικογένειας EPGMM είναι ιδιαίτερα χρήσιµα για την ανάλυση 

high-dimensional δεδοµένων και υπάρχουν 3 κύριοι λόγοι γι’ αυτό. Πρώτον, ο 

αριθµός παραµέτρων που πρέπει να εκτιµήσουµε για τον πίνακα διασποράς κάθε 

οµάδας για κάθε µοντέλο αυξάνεται γραµµικά ως προς τον αριθµό µεταβλητών (και 

όχι τετραγωνικά όπως στην MCLUST οικογένεια) µε αποτέλεσµα να έχουµε αρκετά 

φειδωλά µοντέλα. ∆εύτερον, στα µοντέλα αυτά µπορεί να εφαρµοστεί η ταυτότητα 

του Woodbury (3.2) ώστε να αποφύγουµε την αντιστροφή πινάκων µεγάλων 

διαστάσεων ( )p p×  που είναι υπολογιστικά απαιτητική, υπολογίζοντας 

αντίστροφους πίνακες µικρότερων διαστάσεων ( )q q× . Τρίτον, αν και γενικά οι 

αλγόριθµοι υπολογισµού αυτών των µοντέλων είναι αργοί, η φύση των µοντέλων µας 

παρέχει τη δυνατότητα να χρησιµοποιήσουµε τρόπους για να επιταχύνουµε τη 

διαδικασία εκτίµησης.  
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  Συνοπτικά παρακάτω παρατίθενται µερικά από τα πλεονεκτήµατα και 

µειονεκτήµατα των µοντέλων της οικογένειας EPGMM. Ωστόσο, όλα αυτά αφορούν 

και την PGMM οικογένεια, αφού αυτή είναι ένα υποσύνολο της EPGMM.     

 Ο αριθµός των παραµέτρων προς εκτίµηση των πινάκων διασποράς αυξάνεται 

γραµµικά ως προς τον αριθµό των µεταβλητών, κάτι το οποίο είναι εξαιρετικά 

χρήσιµο για την εφαρµογή σε high dimensional δεδοµένα. Αντίθετα, στο model-

based clustering της οικογένειας MCLUST οι παράµετροι προς εκτίµηση στους 

µη διαγώνιους πίνακες αυξάνονται τετραγωνικά ως προς τον αριθµό των 

µεταβλητών. Έτσι, έχουµε πιο φειδωλά µοντέλα αλλά και µοντέλα µε µεγαλύτερη 

ευελιξία τα οποία είναι κατάλληλα για εφαρµογή σε high-dimensional δεδοµένα. 

 Εµφανίζονται ιδιαίτερα καλά στο να µοντελοποιούν δεδοµένα όπου κάποιες από 

τις µεταβλητές συσχετίζονται έντονα. 

 Τα µοντέλα αυτά µπορούµε να τα συγκρίνουµε µε άλλα µοντέλα του model based 

clustering  χρησιµοποιώντας το BIC  κριτήριο. 

 Τα µοντέλα αυτά έχουν πολύ καλή επίδοση στην οµαδοποίηση δεδοµένων. Οι 

οµάδες που σχηµατίζονται χρησιµοποιώντας τα, δείχνουν να ανιχνεύουν 

καλύτερα τη δοµή των δεδοµένων σε σχέση µε άλλες τεχνικές οµαδοποίησης.  

 Ένα µειονέκτηµα τους είναι ο µεγάλος υπολογιστικός φόρτος. Γενικά απαιτείται 

µεγάλος αριθµός υπολογισµών και καθώς πρέπει να τρέξουν πολλά και 

διαφορετικά µοντέλα και να συγκριθούν µεταξύ τους, ο χρόνος υπολογισµού 

αυξάνει. Ωστόσο, έχουν βρεθεί τρόποι να επιταχυνθεί ο αλγόριθµος υπολογισµού 

µέσω του συστήµατος master-slave (parallelization technique). Με βάση αυτό το 

σύστηµα, ένας κεντρικός επεξεργαστής (ο master) αναθέτει σε επιµέρους 

επεξεργαστές (τους slaves) να τρέξουν διάφορα µοντέλα της οικογένειας 

EPGMM και έπειτα ο master παίρνει απόφαση σχετικά µε το πιο είναι το 

καλύτερο µοντέλο. Έτσι, η όλη διαδικασία επιταχύνεται. Περισσότερες 

πληροφορίες σχετικά παρέχονται από τους McNicholas et al. (2010).  

 Άλλο µειονέκτηµα είναι ότι βασίζονται στις αρχικές τιµές και απαιτείται να 

ξεκινάµε από πολλές διαφορετικές τυχαίες αρχικές τιµές ώστε να εξασφαλίσουµε 

ότι θα βρούµε λύση που αντιστοιχεί σε ολικό µέγιστο της πιθανοφάνειας και όχι 

σε κάποιο τοπικό. Ωστόσο, δεν υπάρχει καµία εγγύηση ότι αυξάνοντας τον 

αριθµό των αρχικών τιµών θα πετύχουµε και καλύτερα αποτελέσµατα στην 

οµαδοποίηση.  
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To unrestricted µοντέλο UUUU της EPGMM οικογένειας είδαµε ότι µειώνει τον 

αριθµό παραµέτρων προς εκτίµηση σε σχέση µε το unrestricted VVV µοντέλο της 

MCLUST οικογένειας καθώς συνολικά απαιτεί την εκτίµηση 

( ) 11
2

⎧− + + + − −⎨
⎩ ⎭

g gp g pq p q q( 1)⎫⎬

ije

 παραµέτρων. Ωστόσο, παρά αυτή την αρχική 

µείωση, µπορεί ο αριθµός των παραµέτρων να εξακολουθεί να είναι µεγάλος, 

ιδιαίτερα αν ο αριθµός των διαστάσεων p είναι µεγάλος ή/και ο αριθµός των οµάδων 

g είναι µεγάλος. Για αυτό το λόγο κιόλας αναπτύχθηκαν τα πιο φειδωλά µοντέλα της 

PGMM και EPGMM οικογένειας. Οι Baek et al. (2010) εναλλακτικά των 

οικογενειών αυτών, πρότειναν το µοντέλο των mixtures of common factor analyzers 

(MCFA). Πιο συγκεκριµένα, αντί του κλασικού µοντέλου i j j ijY B Uµ= + + , 

 της παραγοντικής ανάλυσης, πρότειναν το µοντέλο 

, όπου οι παράγοντες 

( 1,..., , 1,...,i n j= = )g

iji ijY AU e= + 1 ,...,j njU U  ακολουθούν ( ),j jN ξ Ω , ανεξάρτητα 

από τα σφάλµατα, τα οποία ακολουθούν ( )0,N D , όπου D διαγώνιος πίνακας. Εδώ ο 

Α είναι ένας  πίνακας επιβαρύνσεων των παραγόντων για τον οποίο ισχύει ο 

περιορισµός 

p q×
T

qA A I= . Τότε οι µέσοι των οµάδων δίνονται από τη σχέση 

( )1,...,j jA jµ ξ= = g  και οι πίνακες διασπορών από τη σχέση 

( )1,...,j j D j gΤΣ = ΑΩ Α + = . Έτσι, υπό αυτό το πλαίσιο επιτυγχάνεται επιπλέον 

µείωση των παραµέτρων προς εκτίµηση, οι οποίοι πλέον είναι 

( ) ( ) ( ) (11
2

− + + + + − +g p q p g g q q )1 1 . Επίσης, µπορούν και εδώ να τεθούν 

διάφοροι περιορισµοί, όπως , οδηγώντας σε επιπλέον µείωση των 

παραµέτρων. Περισσότερες πληροφορίες για αυτό το µοντέλο παρέχεται από τους 

Baek et al. (2010). 

2
pD Iσ=
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Κεφάλαιο 5: Χρήση πολυµεταβλητής t κατανοµής 

 

 

5.1  Πολυµεταβλητή t κατανοµή 

 
Για τη µοντελοποίηση πολυµεταβλητών συνεχών δεδοµένων ιδιαίτερη έµφαση 

έχει δοθεί στη χρήση της πολυµεταβλητής κανονικής κατανοµής εξαιτίας κυρίως της 

υπολογιστικής ευκολίας που παρέχει. Αυτό έγινε ιδιαίτερα εµφανές και στην 

περίπτωση του model-based clustering, όπου όλα τα µοντέλα που παρουσιάστηκαν 

στα προηγούµενα κεφάλαια βασίζονται στην πολυµεταβλητή κανονική κατανοµή ή 

καλύτερα σε µίξεις πολυµεταβλητών κανονικών κατανοµών. Ωστόσο, σε πολλά 

πρακτικά προβλήµατα η κανονική κατανοµή δεν είναι η ιδανική για να 

αναπαραστήσουµε τα δεδοµένα. Συχνά η κανονική κατανοµή έχει πιο κοντές ουρές 

απ’ ότι υποδεικνύουν τα δεδοµένα ότι χρειάζονται για να µοντελοποιηθούν σωστά. 

Επίσης, οι εκτιµήσεις των παραµέτρων της κανονικής κατανοµής µπορεί να 

επηρεαστούν από ακραίες παρατηρήσεις (outliers). Το πρόβληµα του να 

αντιµετωπίσουµε τις ακραίες παρατηρήσεις σε πολυµεταβλητά δεδοµένα είναι 

ιδιαίτερα δύσκολο και αυξάνει όσο µεγαλώνουν οι διαστάσεις. Μία τεχνική στο να 

λάβουµε υπ’ όψιν µας καλύτερα τις ακραίες παρατηρήσεις είναι να 

χρησιµοποιήσουµε µια οµοιόµορφη κατανοµή µέσα στο µείγµα των πολυµεταβλητών 

κανονικών κατανοµών για να µοντελοποιήσουµε αυτές τις παρατηρήσεις (Fraley and 

Raftery 2002). Επίσης, η µοντελοποίηση µέσω της t κατανοµής φαίνεται να είναι µια 

ακόµα λύση στην περίπτωση που έχουµε long tail δεδοµένα ή/και ακραίες 

παρατηρήσεις, καθώς η t κατανοµή έχει πιο µακριές ουρές από την κανονική.   

Έτσι λοιπόν στο πλαίσιο του model-based clustering αντικαθιστούµε την 

πολυµεταβλητή κανονική κατανοµή κάθε οµάδας µε πολυµεταβλητή t κατανοµή και 

θεωρούµε πλέον ότι µια τυχαία παρατήρηση προέρχεται από τη µίξη g 

πολυµεταβλητών t κατανοµών. Με αυτό τον τρόπο το µοντέλο µας γίνεται πιο 

ανθεκτικό (robust) σε ακραίες παρατηρήσεις και long tail δεδοµένα. Ο αριθµός των 

ακραίων παρατηρήσεων που απαιτείται για να µη δουλεύει σωστά το µοντέλο είναι ο 

ίδιος και για την κανονική κατανοµή και για την t, αλλά στην περίπτωση της t 
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κατανοµής αυτές οι ακραίες παρατηρήσεις πρέπει να είναι µεγαλύτερες, να είναι 

δηλαδή πιο ακραίες. Αυτό είναι το κέρδος χρησιµοποιώντας την t κατανοµή. Ωστόσο, 

απαιτείται µια επιπλέον παράµετρος, οι βαθµοί ελευθερίας της κατανοµής (τους 

συµβολίζουµε µε ν) κάθε οµάδας οι οποίοι ελέγχουν το µήκος των ουρών της t 

κατανοµής. Όσο το ν τείνει στο άπειρο τόσο η t κατανοµή προσεγγίζει την κανονική. 

Κατά συνέπεια οι βαθµοί ελευθερίας µπορούν να ειδωθούν σαν µια παράµετρος που 

καθορίζει την ανθεκτικότητα (robustness) του µοντέλου. Οι β.ε. µπορεί να είναι 

προκαθορισµένοι ή µπορεί να εκτιµώνται για κάθε οµάδα από τα δεδοµένα. 

Πριν εφαρµόσουµε τη µίξη πολυµεταβλητών t κατανοµών θα δούµε πως 

προκύπτει η πολυµεταβλητή t κατανοµή για µία οµάδα. Έστω Υ µια τυχαία 

παρατήρηση (διάνυσµα) και ,µ Σ  η µέση τιµή και ο πίνακας διασποράς αντίστοιχα 

µιας τυχαίας οµάδας, από την οποία προέρχεται η παρατήρηση. Έστω U  µια τυχαία 

µεταβλητή για την οποία ισχύει 1 1,
2 2

U Gamma ν ν⎛
⎜
⎝ ⎠

∼ ⎞
⎟ . Τότε αν ισχύει 

| pY u N
u

µ Σ⎛
⎜
⎝ ⎠

∼ , ⎞
⎟ , η µη δεσµευµένη κατανοµή της Υ είναι πολυµεταβλητή t  

κατανοµή µε µέσο µ, πίνακα διασποράς 
2

ν
ν

Σ
−

 και βαθµούς ελευθερίας ν. ∆ηλαδή 

( , ,pY t )µ νΣ∼  και η Υ έχει σ.π.π.  

( )

( ) ( ) ( )

1/2

1
2

2

2| , ,
, |

1
2

p
p

p

f y
y

ν

ν

µ ν
δ µνπν

ν

−

+

+⎛ ⎞Γ Σ⎜ ⎟
⎝ ⎠Σ =

Σ⎧ ⎫⎛ ⎞Γ +⎨ ⎬⎜ ⎟
⎝ ⎠⎩ ⎭

,                        (5.1) 

όπου ( ) ( ) (1, | Ty y y )δ µ µ −Σ = − Σ − µ  είναι η απόσταση Mahalanobis µεταξύ της 

παρατήρησης y και του µέσου µ. Όσο οι β.ε. ν τείνουν στο άπειρο, η τυχαία 

µεταβλητή U τείνει στη µονάδα και άρα η Υ τείνει να ακολουθεί πολυµεταβλητή 

κανονική κατανοµή.  
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5.2 Eφαρµογή ΕΜ αλγορίθµου σε µίξεις t πολυµεταβλητών κατανοµών 

 
Εφαρµόζοντας τη µίξη πολυµεταβλητών t κατανοµών στο πλαίσιο του model-

based clustering θεωρούµε ότι µια τυχαία παρατήρηση y προέρχεται από το µείγµα g 

πολυµεταβλητών t κατανοµών µε σ.π.π.  

( ) (
1

| |
=

Ψ = Σ∑
g

j j j j j
j

f y f y ), ,π µ ν                                 (5.2)

όπου ( | , ,j j jf y )jµ νΣ  είναι η σ.π.π. της t πολυµεταβλητής κατανοµής της j οµάδας 

βάση της (5.1), ( ), ,π θ νΨ =  µε ( )1 1,..., gπ π π −= , ( )1,..., gν ν ν= , ( )1,..., gθ θ θ= και 

όπου το κάθε θj περιέχει τα στοιχεία του µj και του Σj 1, 2,...,j g∀ = .  Στόχος είναι να 

εκτιµήσουµε τις παραµέτρους Ψ και για το σκοπό αυτό χρησιµοποιείται ο ΕΜ 

αλγόριθµος. Όπως και στην περίπτωση του µείγµατος πολυµεταβλητών κανονικών 

κατανοµών έτσι και εδώ χρησιµοποιούµε την τεχνική της αύξησης δεδοµένων (data 

augmentation) προκειµένου να εκτιµήσουµε τις παραµέτρους. Θεωρούµε τα 

διανύσµατα  όπου κάθε z1,..., nz z i είναι ένα διάνυσµα διάστασης g, το οποίο µας 

υποδεικνύει αν η i παρατήρηση προέρχεται ή όχι από την i οµάδα, όπως ακριβώς και 

στην 2.3 παράγραφο. Αυτά τα zij δεν τα παρατηρούµε και άρα δεν τα γνωρίζουµε, 

έτσι τα αντιµετωπίζουµε ως χαµένα δεδοµένα (missing data). Οι εκτιµήσεις τij που θα 

πάρουµε για αυτά τα zij είναι που θα µας υποδείξουν σε ποια οµάδα θα ταξινοµηθεί η 

κάθε παρατήρηση. Εδώ όµως πέραν των στοιχείων zij θα πρέπει να θεωρήσουµε και 

άλλα στοιχεία ως missing data προκειµένου να µπορέσουµε να εκτιµήσουµε τις 

παραπάνω παραµέτρους. Θεωρούµε λοιπόν τα διανύσµατα  για τα οποία 

υποθέτουµε ότι ισχύει  και 

1,..., nw w

(
. . .

| , 1 , /
i i d

i i ij p j j iY w z N wµ= Σ∼ )
1 1| ~ ,
2 2i ij j jW z Gamma ν ν⎛

⎜
⎝ ⎠

⎞
⎟

n

3c

, όπου µε  συµβολίζεται η τ.µ. που αντιστοιχεί στο 

. Τα  θα τα ονοµάζουµε βάρη και θα φανεί παρακάτω στις σχέσεις (5.10) & 

(5.11) γιατί τα ονοµάζουµε µε αυτό τον τρόπο. Κατόπιν αυτής της προετοιµασίας, µε 

εφαρµογή του ΕΜ αλγορίθµου µπορούµε να εκτιµήσουµε τις παραµέτρους. 

iW

iw iw

Η log-likelihood όλων των δεδοµένων (complete-data log-likelihood) 

 µπορεί να γραφεί ως  ( )1 1 1,..., , ,..., , ,...,c n ny y y z z w w=

1 2log ( ) log ( ) log ( ) log ( )c c cL L L v Lπ θΨ = + +  όπου:  
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1
1 1

log ( ) log
g n

c ij
j i

L z jπ π
= =

=∑∑  

( )2
1 1

1 1 1 1log ( ) log log log log
2 2 2 2

g n

c ij j j j j i i
j i

L z w wν ν ν ν ν
= =

⎧ ⎫⎛ ⎞ ⎛ ⎞= − Γ + + − −⎨ ⎬⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠⎩ ⎭

∑∑ iw  

( ) ( ) ( )1
3

1 1

1 1 1log ( ) log 2 log
2 2 2

g n T

c ij j i i j j i
j i

L z p u y yθ π µ −

= =

⎧ ⎫= − − Σ − − Σ −⎨ ⎬
⎩ ⎭

∑∑ jµ . 

 

 

 E-βήµα 
 

Το Ε-βήµα στην 1  επανάληψη του ΕΜ αλγορίθµου υπολογίζει την 

αναµενόµενη τιµή της complete-data log-likelihood 

k +

( ) ( ){ }( )
( )| logk
k

cQ
Ψ

Ψ Ψ = Ε Ψ |L y . Έτσι έχουµε ότι  

( ) ( ) ( ) ( )( ) ( ) ( ) ( )
1 2 3| | | |k k kQ Q Q Qπ ν θΨ Ψ = Ψ + Ψ + Ψ k

log

                   (5.3)   

όπου: 

( )( ) ( )
1

1 1

|
g n

k k
ij j

j i

Q π τ
= =

Ψ =∑∑ π                                        (5.4) 

( ) ( )( ) ( ) ( ) ( )
2

1 1 1

1 1 1 1| log log log
2 2 2 2

g n n
k k k k

ij j j j j ij ij
j i i

Q wν τ ν ν ν ν
= = =

⎡ ⎧⎛ ⎞ ⎛ ⎞Ψ = − Γ + + −⎨⎢ ⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠ ⎩⎣

∑∑ ∑ w +  

( ) ( )

log
2 2

k k
j jp pν ν

ψ
⎤⎫⎛ ⎞ ⎛ ⎞+ + ⎪− ⎥⎜ ⎟ ⎜ ⎬⎜ ⎟ ⎜ ⎟⎟ ⎥⎪⎝ ⎠ ⎝ ⎠⎭⎦

                                       (5.5) 
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= =

⎧ ⎫Ψ = − − Σ + − − Σ −⎨ ⎬
⎩ ⎭

∑∑

µε ( )
( )

( )

x
xx
x

ψ

∂Γ
∂=
Γ

. Βάση της ( )( )| kQ Ψ Ψ  υπολογίζονται τα ( 1)k
ijτ

+  και  ως:  ( 1)k
ijw +

( )
( )

( ) ( ) ( ) ( )
( 1)

( )

| , ,

|

k k k
j j i j j jk

ij k

f y

f y

π µ ν
τ +

Σ
=

Ψ

k

                                     (5.7)  

και  
( )

( )
( 1)

( ) ( ) ( ), |

k
jk

ij k k
j i j

p
w

y
ν

ν δ µ
+ +

=
+ Σ k

j

,                                   (5.8) 

όπου ( ) ( ) ( )1( ) ( ) ( ) ( ) ( ), |
Tk k k k k

i j j i j j i jy y yδ µ µ µ
−

Σ = − Σ − . 
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Μ-βήµα 

Στο Μ-βήµα µεγιστοποιούµε την ( )( )| kQ Ψ Ψ  προκειµένου να πάρουµε 

εκτιµήσεις για τα πj, µj, Σj και νj. Από την (5.3) συνεπάγεται ότι τα 

 µπορούν να υπολογιστούν ανεξάρτητα το ένα απ’ τα 

υπόλοιπα µέσω των σχέσεων (5.4)-(5.6). Οι εκτιµήσεις των  

υπάρχουν σε κλειστή µορφή. Μόνο οι εκτιµήσεις των βαθµών ελευθερίας 

( 1) ( 1) ( 1) ( 1), , ,k k k kvπ µ+ + +Σ +

+( 1) ( 1) ( 1), ,k k k
j j jπ µ+ + Σ

( 1)k
jν +  

πρέπει να υπολογιστούν µε χρήση επαναληπτικού αλγορίθµου. Έτσι, το Μ-βήµα µας 

δίνει τις παρακάτω εκτιµήσεις: 
( 1)

( 1)

1

, ( 1,2,... )
kn

ijk
j

i

j
n

τ
π

+
+

=

= =∑ g                                      (5.9) 

( 1) ( 1)

( 1) 1

( 1) ( 1)

1

n
k k

ij ij i
k i

j n
k k

ij ij
i

w y

w

τ
µ

τ

+ +

+ =

+ +

=

=
∑

∑
                                          (5.10) 

και   
( )( )( 1) ( 1) ( 1) ( 1)

( 1) 1

( 1)

1

n Tk k k k
ij ij i j i j

k i
j n

k
ij

i

w y yτ µ µ

τ

+ + + +

+ =

+

=

− −
Σ =

∑

∑
                       (5.11) 

Άρα, το Ε-βήµα ανανεώνει τις τιµές , ενώ το Μ-βήµα χρησιµοποιεί τις  ως 

βάρη για να εκτιµήσει τα . Από την (5.10) φαίνεται ότι όσο οι βαθµοί 

ελευθερίας µειώνονται, τόσο µειώνεται το βάρος, άρα και η επιρροή µιας ακραίας 

παρατήρησης. Αυτό που µένει να εκτιµηθεί είναι οι βαθµοί ελευθερίας. Όπως έχει 

ήδη αναφερθεί προηγουµένως οι β.ε. µπορεί να είναι προκαθορισµένοι, οπότε και δε 

χρειάζεται κάποια εκτίµηση. Ωστόσο, όταν δεν είναι προκαθορισµένοι, η εκτίµησή 

τους δίνεται από τη λύση της εξίσωσης:  

ijw ijw

( 1) ( 1),k k
i iµ + Σ +

( )
( ) ( )

( 1) ( 1) ( 1)
( 1)

1

1 1 1log 1 log log 0
2 2 2 2

k kn
j jk k k

j j ij ij ijk
ij

p p
w w

n
ν ν

ψ ν ν τ ψ+ + +
+

=

⎛ ⎞ ⎛ ⎞+ +⎛ ⎞ ⎛ ⎞− + + + − + −⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠
∑ =

k
ij

+όπου . Η εξίσωση αυτή λύνεται επαναληπτικά µε χρήση αριθµητικών 

µεθόδων. Πλήρης παρουσίαση της υπολογιστικής διαδικασίας του ΕΜ αλγορίθµου 

για την περίπτωση του µείγµατος t πολυµεταβλητών κατανοµών µαζί µε 

( 1) ( 1)

1

n
k

j
i

n τ+

=

= ∑
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παραδείγµατα από προσοµοιωµένα και πραγµατικά δεδοµένα παρέχεται από τους 

Peel and McLachlan (2000).  

 

 

5.3  Μixtures of Multivariate t-factor analyzers (MMtFA) 

 
Θα θέλαµε σε ένα επόµενο βήµα να εφαρµόσουµε την t πολυµεταβλητή κατανοµή 

σε ένα µοντέλο µίξεων από factor analyzers. Είδαµε ότι η χρήση των factor analyzers 

ήταν καθοριστική στην οµαδοποίηση high-dimensional δεδοµένων και ως εκ τούτου 

θα ήταν ιδιαίτερα χρήσιµο να εισάγουµε την t-κατανοµή σε αυτή την περίπτωση. 

Έτσι, µπορούµε να κατασκευάσουµε µοντέλα ανθεκτικά σε ακραίες παρατηρήσεις τα 

οποία ταυτόχρονα θα µπορούν να εφαρµοστούν σε high-dimensional δεδοµένα.  

Το µοντέλο µας εξακολουθεί να είναι το (5.2). Εδώ όµως ισχύει ότι 

( )1,...,T
j j j jB B D j gΣ = + = , σύµφωνα µε το µοντέλο της παραγοντικής ανάλυσης 

, όπου  οι παράγοντες. Τώρα το διάνυσµα των 

άγνωστων παραµέτρων Ψ αποτελείται από τις πιθανότητες π

( )1,...,i j j ij ijY B U e jµ= + + = g ijU

j, τις µέσες τιµές µj τους 

βαθµούς ελευθερίας νj κάθε οµάδας, αλλά και από τους πίνακες Βj και Dj. Όπως στην 

περίπτωση της κανονικής κατανοµής (παράγραφος 3.2) είχαµε υποθέσει ότι για µια 

τυχαία οµάδα το από κοινού διάνυσµα ( ),i iY U  ακολουθεί πολυµεταβλητή κανονική 

κατανοµή, δηλαδή ( )*,i
p q

i

Y
N

U
µ+

⎛ ⎞
Σ⎜ ⎟

⎝ ⎠
∼ , εδώ υποθέτουµε ότι 

. ∆ηλαδή για µια τυχαία οµάδα, το από 

κοινού διάνυσµα 

( ) (*| 1 , , , 1,...,i
ij p q j j j

ij

Y
z t j

U
µ ν+

⎛ ⎞
= Σ =⎜ ⎟

⎝ ⎠
∼ )g

( ),i iY U  δοθέντος ότι η παρατήρηση προέρχεται από αυτή την 

οµάδα ακολουθεί πολυµεταβλητή t κατανοµή. Αυτό προκύπτει σύµφωνα µε τον 

τρόπο κατασκευής της πολυµεταβλητής t-κατανοµής που παρουσιάστηκε στην 5.1 

και πιο συγκεκριµένα αν υποθέσουµε ότι µια τυχαία µεταβλητή  (βάρη) ακολουθεί iW
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Gamma κατανοµή, 1 1~
2 2i jW Gamma , jν ν⎛

⎜
⎝ ⎠

⎞
⎟  και αν επιπλέον υποθέσουµε ότι ισχύει 

*| , 1 ,i j
i ij p q j

ij i

Y
w z N

U w
µ+

Σ⎛ ⎞ ⎛ ⎞
=⎜ ⎟ ⎜

⎝ ⎠⎝ ⎠
∼ ⎟

)g

 τότε έπεται ότι  

( ) (*| 1 , , , 1,...,i
ij p q j j j

ij

Y
z t j

U
µ ν+

⎛ ⎞
= Σ =⎜ ⎟

⎝ ⎠
∼ . Επίσης ισχύει ότι  

| , , 1 , j
ij ij i ij p j j ij

i

D
Y u w z N B u

w
µ
⎛ ⎞

= +⎜ ⎟
⎝ ⎠

∼ . 

Ως missing data θεωρούµε και εδώ, όπως και στην 5.2, τα στοιχεία zij και τα βάρη 

wij αλλά επιπλέον και τους παράγοντες uij. Οπότε το διάνυσµα όλων των δεδοµένων 

εδώ είναι το . Για την εκτίµηση των 

αγνώστων παραµέτρων π

( )1 1 1 1,..., , ,..., , ,..., , ,...,c n n ny y y z z w w u u= n

ija

j, µj, Βj, Dj, νj κάθε οµάδας χρησιµοποιείται ο AECM 

αλγόριθµος. Η log-likelihood όλων των δεδοµένων (complete-data log-likelihood) 

είναι , όπου  ( )
1 1

log log
g n

c ij
j i

L z
= =

Ψ =∑∑

1 1| , | 0, | ,
2 2

q j
ij j gamma i j j ij i j j ij

i i

I D
f w u y B u

w w
α π ν ν ϕ ϕ µ

⎛ ⎞ ⎛⎛ ⎞= +⎜ ⎟ ⎜⎜ ⎟
⎝ ⎠ ⎝ ⎠ ⎝

⎞
⎟
⎠

.    

 

5.3.1  Εφαρµογή AECM αλγορίθµου 

 

Η φιλοσοφία του αλγορίθµου παραµένει η ίδια. Ο αλγόριθµος εξακολουθεί να 

αποτελείται από 2 κύκλους, µε ένα Ε-βήµα και ένα CM-βήµα ο κάθε ένας, όπως και 

στην περίπτωση των factor analyzers για την κανονική κατανοµή. Το διάνυσµα των 

παραµέτρων Ψ χωρίζεται σε δύο µέρη Ψ1 και Ψ2, ( )1 2,Ψ = Ψ Ψ , όπου το διάνυσµα 

Ψ1 περιέχει τις πιθανότητες ( )1,..., 1j j gπ = − , τους µέσους  και 

τους βαθµούς ελευθερίας 

( )1,...,j jµ = g

g( 1,..., )j jν = . Το διάνυσµα Ψ2 περιέχει τα στοιχεία των 

πινάκων jB  και . Στον πρώτο κύκλο θεωρούµε ως missing-data τα 

στοιχεία z

( 1,...,jD j g= )

ij και τα βάρη wi και στο CM-βήµα εκτιµούµε τις παραµέτρους πj, µj και νj 

του Ψ1, ενώ στο δεύτερο κύκλο ως missing-data παίρνουµε τα zij τα wij και τους 

παράγοντες uij και στο CM βήµα εκτιµούµε τους πίνακες Βj και Dj του Ψ2. 
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     Έτσι, µετά το τέλος του πρώτου κύκλου στην 1k +  επανάληψη παίρνουµε ότι  

( ) ( )
( )

( ) ( ) ( ) ( )1

( ) ( ) ( ) ( )
( 1/2) ( )

( ) ( ) ( ) ( )

1

( )
( 1/2) ( ) ( ) ( ) ( ) ( )

( ) ( ) ( )

| , ,
| , ( 1,..., , 1,..., )

| , ,

,  , |
, |

k k k k
j j i j j jk k

ij j i g
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h h i h h h
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Tjk k k

ij i j j i j j i jk k k
j i j j

f y
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f y
E ή

p
w ό y y y

y

π µ ν
τ τ

π µ ν
β µα

ν
που δ µ µ µ

ν δ µ
−

+

=

+

⎧ Σ
⎪ = Ψ = = =
⎪ Σ⎪− ⎨
⎪ +

= Σ = −
+ Σ⎩

∑

⎪
⎪

k k k

i n

Σ −

( 1/2)
( 1)

1

( 1/2) ( 1/2)

( 1) 1

( 1/2) ( 1/2)

1

( 1) ...

kn
ijk

j
i

n
k k

ij ij i
k i

j n
k k

ij ij
i

k
j

n

w y
CM ή

w

τ
π

τ
β µα µ

τ

ν

+
+

=

+ +

+ =

+ +

=

+

⎧
=⎪

⎪
⎪
⎪
⎪− =⎨
⎪
⎪
⎪
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⎪⎩

∑

∑

∑
 

Η εκτίµηση ( 1)k
jν +  των βαθµών ελευθερίας δεν υπάρχει σε κλειστή µορφή αλλά 

µπορεί να βρεθεί από τη λύση της εξίσωσης 

( )
( ) ( )

( 1/2) ( 1/2) ( 1/2)
( 1/2)

1

1 1 1log 1 log log 0
2 2 2 2

k kn
j jk k k

j j ij ij ijk
ij

p p
w w

n
ν ν

ψ ν ν τ ψ+ + +
+

=

⎛ ⎞ ⎛ ⎞+ +⎛ ⎞ ⎛ ⎞− + + + − + −⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠
∑ =

k+ όπου . Η εξίσωση αυτή λύνεται επαναληπτικά ως προς ν( 1/2) ( 1/2)

1

n
k

j ij
i

n τ+

=

= ∑ j µε χρήση 

αριθµητικών µεθόδων. ( )k
jν  είναι η εκτίµηση των βαθµών ελευθερίας στην 

προηγούµενη επανάληψη k. Με το τέλος του πρώτου κύκλου, το διάνυσµα Ψ(k) που 

είχαµε πάρει ως εκτιµήσεις των παραµέτρων από την k επανάληψη ανανεώνεται σε 

( )( 1/2) ( 1) ( )
1 2,k k+ +Ψ = Ψ Ψ k .   

Μετά το τέλος του δεύτερου κύκλου στην 1k +  επανάληψη παίρνουµε ότι: 

( ) ( )
( )

( )
( ) ( )

( 1) ( 1) ( ) ( 1)
( 1) ( 1/2)

( 1) ( 1) ( ) ( 1)

1
( 1)

( 1)
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| , ,
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,
, |

, |

k k k k
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h h i h h h
h

k
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ij k k k
j i j j
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i j j i j

f y
y j

f y

p
E ή w
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ό y y

π µ ν
τ τ

π µ ν

ν
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ν δ µ

που δ µ µ

+ + +
+ +

+ + +

=

+
+

+ +

+ +

Σ
= Ψ = = =

Σ

+
− =

+ Σ

Σ = − Σ

∑

( )1( ) ( 1)k k
j i jy µ

− +

⎧
⎪
⎪
⎪
⎪
⎪
⎨
⎪
⎪

−⎪
⎪
⎪
⎩

g i n
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( )
( )

1
( 1) ( 1) ( ) ( ) ( 1) ( ) ( )

( 1) ( 1) ( 1) ( ) ( 1)

T

T

k k k k k k k
j j j j j j j

k k k k k
j j j j j

V V
CM ή

D diag V V B

γ γ γ ω
β µα

γ

−
+ + +

+ + + +

⎧Β = +⎪− ⎨
⎪ = −
⎩

 

 

όπου  ( ) 1
( ) ( ) ( ) ( ) ( )Tk k k k k

j ,   j j j jB B D Bγ
−

= + ( ) ( ) ( )Tk k k
j q j jI Bω γ= −

και  
( )( )( 1) ( 1) ( 1) ( 1)

( 1) 1

( 1)

1

n Tk k k k
ij ij i j i j

k i
j n

k
ij

i

w y y
V

τ µ µ

τ

+ + + +

+ =

+

=

− −
=
∑

∑
. Εδώ, οι νέες εκτιµήσεις των τij 

και wij έχουν βασιστεί στις εκτιµήσεις που πήραµε από τον πρώτο κύκλο της  

επανάληψης. 

1k +

Περισσότερες πληροφορίες για την υπολογιστική διαδικασία του AΕCΜ 

αλγορίθµου για την περίπτωση των t-factor analyzers παρέχεται από τους McLachlan 

and Peel (2007).  

 
 

5.4  Extending Mixtures of Multivariate t-factor analyzers (MMtFA) 

 

Είδαµε στην περίπτωση των factor analyzers του µείγµατος πολυµεταβλητών 

κανονικών κατανοµών ότι επιβάλλοντας κάποιους περιορισµούς στους πίνακες 

επιβαρύνσεων (Bj) και ιδιαιτεροτήτων (Dj) πήραµε την οικογένεια µοντέλων 

EPGMM (παράγραφος 4.4), η οποία απαιτεί την εκτίµηση µικρότερου αριθµού 

παραµέτρων. Αντίστοιχοι περιορισµοί µπορούν να τεθούν και στην περίπτωση των t-

factor analyzers οπότε και προκύπτει µια νέα οικογένεια µοντέλων. Επιπλέον όµως 

των περιορισµών στους πίνακες επιβαρύνσεων και ιδιαιτεροτήτων, περιορισµοί 

µπορούν να τεθούν και στον αριθµό των βαθµών ελευθερίας των οµάδων.  

Πιο συγκεκριµένα, οι Andrews and McNicholas (2011a) επέκτειναν το µοντέλο 

της παραγράφου 5.3 θέτοντας τους περιορισµούς jν ν= , j j pD d I=  και jB B= . 

∆ιάφοροι συνδυασµοί αυτών των περιορισµών έδωσαν µια νέα οικογένεια έξι 

µοντέλων τα οποία περιγράφονται στον Πίνακα 5.1. Από εδώ και στο εξής αυτά τα 

έξι µοντέλα θα αναφέρονται ως οικογένεια. Πρέπει να σηµειωθεί ότι για αυτά τα έξι 

µοντέλα ο αριθµός των παραµέτρων προς εκτίµηση αυξάνεται γραµµικά ως προς τον 
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αριθµό των µεταβλητών, όπως ακριβώς συνέβαινε και στα µοντέλα της EPGMM 

οικογένειας. Επίσης, το UCU µοντέλο είχε προταθεί και νωρίτερα µε την ονοµασία 

mixtures of probabilistic principal t-component analyzers (MPPtCA).    

 

Πίνακας 5.1: Μοντέλα της MMtFA οικογένειας 
MMtFA 
Model 

=B Bj  = pD d Ij j =ν νj  Covariance and d.f. 
parameters 

CCC C C C [ ]( 1) / 2 1pq q q g− − + +  

CCU C C U [ ]( 1) / 2pq q q g g− − + +  

UCC U C C [ ]( 1) / 2g pq q q g 1− − + +  

UCU U C U [ ]( 1) / 2g pq q q g g− − + +  

UUC U U C [ ]( 1) / 2g pq q q gp 1− − + +  

UUU U U U [ ]( 1) / 2g pq q q gp g− − + +  
  

Η ιδέα του να περιορίσουµε τον αριθµό των βαθµών ελευθερίας αρχικά µοιάζει 

αχρείαστη καθώς η µείωση στον αριθµό των παραµέτρων προς εκτίµηση που 

επιτυγχάνουµε είναι πολύ µικρή, εκτός και αν ο αριθµός των οµάδων είναι πολύ 

µεγάλος, κάτι όµως που δεν είναι σύνηθες στην οµαδοποίηση δεδοµένων. Όµως, στην 

πράξη τα µοντέλα µε περιορισµένους βαθµούς ελευθερίας δίνουν καλύτερες 

οµαδοποιήσεις. Η εκτίµηση των παραµέτρων γίνεται και εδώ µε τη χρήση του AECM 

αλγορίθµου.      

Όταν θέτουµε τον περιορισµό ( 1,..., )j j gν ν= = , δηλαδή οι β.ε. να ίδιοι για όλες 

τις οµάδες, τότε σε κάθε επανάληψη η εκτίµηση των β.ε. δίνεται από τη λύση της 

εξίσωσης   

( )
1 1

1log 1 log log 0
2 2 2 2

new new old oldg n

ij ij ij
j i

v p pw w
n

ν ν νψ τ ψ
= =

⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞+ +
− + + + − + −⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟

⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠
∑∑ =  

ως προς newν , όπου oldν  είναι η εκτίµηση των βαθµών ελευθερίας στην προηγούµενη 

επανάληψη. Επίσης, οι Andrews and McNicholas (2011a) επέβαλαν επιπλέον οι 

βαθµοί ελευθερίας να µην υπερβαίνουν τους 200 για κάθε οµάδα έτσι ώστε να µην 

καθυστερεί η σύγκλιση. Εάν δεν έχουµε επιβάλει άλλους περιορισµούς στους πίνακες 

επιβαρύνσεων και ιδιαιτεροτήτων, τότε οι εκτιµήσεις των υπόλοιπων µεταβλητών 

παραµένουν ως έχουν.  
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Αν θέσουµε τον περιορισµό j j pD d I=  τότε η εκτίµηση των παραµέτρων dj 

δίνεται από τον τύπο {1new new
j j j jd tr S B S

p
β= − }j  όπου  

( )( )
1

1 n T

j ij ij i j i j
ij

S w y y
n

τ µ µ
=

= − −∑  και ( ) 1T T
j j j j jB B B Dβ

−
= + , 

. Εάν δεν έχουµε επιβάλει άλλους περιορισµούς στους πίνακες 

επιβαρύνσεων και στους βαθµούς ελευθερίας, τότε οι εκτιµήσεις των υπόλοιπων 

παραµέτρων παραµένουν ως έχουν.  

( 1,..., , 1,...,i n j= = )g

Τέλος, ο περιορισµός jB B=  επιβάλει τη µεγαλύτερη µείωση στον αριθµό των 

παραµέτρων προς εκτίµηση. Υπό αυτό τον περιορισµό, η εκτίµηση του νέου πίνακα 

Β (ένας πίνακας πλέον, κοινός για όλες τις οµάδες) δίνεται από τον τύπο 
1

1 1

g g
j jnew

j j j
j jj j

n n
B S

d d
β

−

Τ

= =

⎡ ⎤ ⎡
= ⎢ ⎥ ⎢
⎢ ⎥ ⎢⎣ ⎦ ⎣
∑ ∑

⎤
Θ ⎥

⎥⎦

j

, όπου Sj και βj όπως προηγουµένως και 

T
j p j j j jI B Sβ β βΘ = − + , . Όµως, το να επιβάλλουµε ίδιους 

πίνακες επιβαρύνσεων για όλες τις οµάδες επηρεάζει την εκτίµηση των d

( 1,..., , 1,...,i n j= = )g

j. Έτσι, οι 

νέες εκτιµήσεις των dj δίνονται από τη σχέση 

( ){ }1 2
Tnew new new new

j j j j jd tr S B S B B
p

β= − + Θ . 

 

 

5.5  Επιλογή µοντέλου - Αρχικές τιµές - Σύγκλιση 

 

Όπως και στις προηγούµενες οµάδες µοντέλων (MCLUST, PGMM, EPGMM) 

έτσι και εδώ στην MMtFA εγείρονται ορισµένα ζητήµατα όπως, ποιο είναι το 

κατάλληλο µοντέλο να χρησιµοποιηθεί κάθε φορά, ποιος είναι ο βέλτιστος αριθµός 

οµάδων g, και ποιος ο κατάλληλος αριθµός παραγόντων q. Απαντήσεις σε αυτά τα 

ερωτήµατα δίνονται και εδώ µέσω των κριτηρίων που έχουν αναφερθεί στην 2.7 

παράγραφο µε το BIC να είναι ξανά αυτό που χρησιµοποιείται περισσότερο. Επίσης, 

για την αξιολόγηση της οµαδοποίησης χρησιµοποιούνται και τα ICL και adjusted 

Rand Index κριτήρια. 
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Άλλο πρόβληµα που πρέπει να αντιµετωπίσουµε ξανά εδώ είναι οι αρχικές τιµές. 

Ήδη έχουν αναφερθεί τρόποι για το πώς µπορούµε να δώσουµε αρχικές τιµές στον 

AECM αλγόριθµο. Παρόµοιοι τρόποι χρησιµοποιούνται και για αυτή την οικογένεια. 

Οι Andrews and McNicholas (2011a) προτείνουν να χρησιµοποιούµε ως αρχικές 

τιµές τα αποτελέσµατα της οµαδοποίησης µέσω της οικογένειας MCLUST για την 

περίπτωση που , και άρα αυτά τα µοντέλα µπορούν να εφαρµοστούν. Αν 

έχουµε high dimensional δεδοµένα προτείνουν την αρχικοποίηση του αλγορίθµου 

µέσω της φασµατικής ανάλυσης των πινάκων διακύµανσης όπως παρουσιάστηκε 

στην 4.2.1 παράγραφο για την περίπτωση της PGMM οικογένειας. Στην περίπτωση 

όµως που ο αριθµός των µεταβλητών είναι εξαιρετικά µεγάλος και άρα ο 

υπολογισµός των ιδιοτιµών είναι υπολογιστικά δύσκολος και αναξιόπιστος, 

προτείνουν τη χρήση του k-means αλγορίθµου.  

n p>

Τέλος, για τον έλεγχο της σύγκλισης του αλγορίθµου οι Andrews and McNicholas 

(2011a) προτείνουν τη χρήση του τροποποιηµένου Aitken κριτηρίου που αναφέρθηκε 

στην 4.2.2. παράγραφο.  

 

 

 

5.6  Παράδειγµα 

 

Στην εργασία των Andrews and McNicholas (2011a) υπάρχουν παραδείγµατα που 

δείχνουν την πολύ καλή επίδοση της MMtFA οικογένειας σε προσοµοιωµένα 

δεδοµένα από πολυµεταβλητές κανονικές κατανοµές καθώς επίσης γίνεται σύγκριση 

της MMtFA µε την MCLUST µε ευνοϊκά αποτελέσµατα υπέρ της MMtFA για τα 

δεδοµένα αυτά. Επίσης παραδείγµατα εφαρµογής της MMtFA σε πραγµατικά 

δεδοµένα παρέχονται και στο Andrews (2010) 

Παρακάτω θα δούµε τη εφαρµογή της MMtFA στα wine data δεδοµένα που 

παρουσιάστηκαν στην 4.3 παράγραφο, µόνο για τις 13 µεταβλητές που είναι 

διαθέσιµες στην gclus βιβλιοθήκη της R και όχι για το σύνολο των 27 µεταβλητών 

που τα δεδοµένα αυτά περιέχουν. Τα 6 µοντέλα της MMtFA εφαρµόστηκαν για 

 οµάδες και  παράγοντες. Τα αποτελέσµατα για όλα τα µοντέλα 

συνοψίζονται στον ακόλουθο πίνακα. 

1,..,5g = 1,...,5q =
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Πίνακας 5.2: Αποτελέσµατα κάθε µοντέλου της MMtFA οικογένειας για τα 
wine data των 13 µεταβλητών. 

Model g q BIC ICL 1ν  2ν  3ν  Adj. Rand 
Index 

UUU 3 2 -5294.4 -5296.3 117.4 8.4 152.6 0.96 
UUC 3 2 -5298.8 -5300.6 17.4 17.4 17.4 0.98 
UCU 3 2 -5504.0 -5505.8 33.5 6.6 27.9 0.93 
UCC 3 2 -5498.1 -5501.5 10.9 10.9 10.9 0.90 
CCU 3 4 -5442.0 -5443.3 77.7 7.0 45.7 0.95 
CCC 4 4 -5444.2 -5446.9 21.2 21.2 21.2 0.84 

 

 

 Από τον παραπάνω πίνακα φαίνεται ότι το καλύτερο µοντέλο είναι το UUU µε 

 και . To δεύτερο καλύτερο µοντέλο σύµφωνα και µε 

τα δύο κριτήρια είναι το UUC. Επίσης τα 5 από τα 6 µοντέλα ανιχνεύουν το σωστό 

αριθµό οµάδων (g=3). Γενικά λοιπόν, και µε βάση τον Adjusted Rand Index, η 

επίδοση της MMtFA οικογένειας είναι πολύ καλή για τα συγκεκριµένα δεδοµένα. Για 

το UUU µοντέλο οι διαφορές που παρατηρούνται στους βαθµούς ελευθερίας µεταξύ 

των οµάδων είναι σηµαντικές. Για την πρώτη και την τρίτη οµάδα, επειδή οι β.ε. είναι 

πολλοί, φαίνεται η πολυµεταβλητή κανονική κατανοµή να είναι κατάλληλη για να 

περιγράψει τα δεδοµένα των οµάδων αυτών. Για τη δεύτερη όµως οµάδα επειδή οι 

β.ε. είναι λίγοι, η πολυµεταβλητή t κατανοµή είναι περισσότερο κατάλληλη. 

Επιπλέον, αυτό που έχει ιδιαίτερο ενδιαφέρον εδώ είναι ότι παρ’ όλο που τα BIC και 

ICL προτείνουν το UUU ως το καλύτερο µοντέλο, αυτό που οµαδοποιεί πιο σωστά τα 

δεδοµένα είναι το UUC καθώς έχει υψηλότερο adjusted Rand Index. Για αυτό το 

λόγο τα κριτήρια αυτά δε συνιστούν παρά ενδείξεις για το πιο κατάλληλο µοντέλο 

και δε θα πρέπει να είµαστε απόλυτοι στη χρήση τους. Στον παρακάτω πίνακα 

φαίνεται η οµαδοποίηση που πετυχαίνουν τα δύο καλύτερα µοντέλα. Στην ουσία η 

διαφορά τους αφορά στην ταξινόµηση µίας µόνο παρατήρησης. 

BIC 5294.4= − ICL 5296.3= −

 
                           Πίνακας 5.3: Οµαδοποίηση βάσει των UUU και UUC  
                           µοντέλων για τα wine data δεδοµένα (13 µεταβλητές).  

UUU UUC  1 2 3 1 2 3 
Cluster 1 58 1  58 1  
Cluster 2 1 70   71  
Cluster 3   48   48 
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Στην 4.3 παράγραφο είχαµε δει την οµαδοποίηση των ίδιων δεδοµένων σύµφωνα 

µε τις MCLUST και PGMM οικογένειες καθώς και µε την τεχνική της variable 

selection. Μια σύγκριση όλων των µοντέλων που έχουν εφαρµοστεί µέχρι στιγµής για 

αυτά τα δεδοµένα µπορεί εύκολα να γίνει από τον παρακάτω πίνακα. 

 

Πίνακας 5.4: Σύγκριση µοντέλων για τα 
wine data (13 µεταβλητές). 

Model Adjusted Rand 
Index 

UUC 0.98 
UUU 0.96 
CCU 0.95 
UCU 0.93 
UCC 0.90 
CCC 0.84 

PGMM 0.79 
Variable Selection 0.78 

MCLUST 0.48 
 

Βλέπουµε ότι όλα τα µοντέλα της MMtFA οικογένειας δίνουν καλύτερες 

οµαδοποιήσεις για αυτά τα δεδοµένα απ’ ότι οι PGMM, MCLUST οικογένειες 

µοντέλων και η variable selection τεχνική. Το γεγονός ότι το UUC µοντέλο έδωσε 

καλύτερη οµαδοποίηση από το UUU, παρά τη µικρότερη τιµή των BIC και ICL 

κριτηρίων, µας δείχνει ότι αυτά τα κριτήρια δε διαλέγουν απαραίτητα το µοντέλο µε 

την καλύτερη οµαδοποίηση.   

 

 

5.7  Παρατηρήσεις 

 

Τα αποτελέσµατα της εφαρµογής της MMtFA οικογένειας µοντέλων σε  

προσοµοιωµένα και πραγµατικά δεδοµένα που πραγµατοποιήθηκε από τους Andrews 

and McNicholas (2011a) έδειξαν ότι τα µοντέλα µε περιορισµένους τους βαθµούς 

ελευθερίας οµαδοποιούν γενικά καλύτερα τα δεδοµένα απ’ ότι αυτά που επιτρέπουν 

διαφορετικούς βαθµούς ελευθερίας σε κάθε οµάδα. Αυτό προφανώς οφείλεται στο ότι 

η εκτίµηση των βαθµών ελευθερίας στην πρώτη περίπτωση είναι πιο αξιόπιστη 

καθώς βασίζεται σε περισσότερα δεδοµένα και αντιστοιχεί θα λέγαµε σε κάτι σαν  το 

µέσο όρο των βαθµών ελευθερίας για όλες τις οµάδες. 
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Υπάρχει η προοπτική και η δυνατότητα να τεθούν επιπλέον περιορισµοί στους 

πίνακες διακυµάνσεων οπότε και να προκύψει µια νέα πιο διευρυµένη MMtFA 

οικογένεια. Αυτή η νέα οικογένεια θα περιέχει 16 µοντέλα. Ωστόσο, το όφελος από 

µια τέτοια εξέλιξη θα πρέπει να συµβαδίσει µε µια ταυτόχρονη εξέλιξη στο τρόπο 

επιλογής του κατάλληλου µοντέλου. Όπως φάνηκε στο παραπάνω παράδειγµα τα 

BIC και ICL κριτήρια που χρησιµοποιούνται ως τώρα δε µας δίνουν απαραίτητα το 

µοντέλο µε την καλύτερη οµαδοποίηση. Οπότε θα ήταν ανούσιο να φτιάξουµε µια 

νέα οικογένεια από 16 µοντέλα χωρίς να έχουµε µια αποτελεσµατική τεχνική στο να 

διαλέγουµε το µοντέλο µε την καλύτερη οµαδοποίηση. 

Τα µοντέλα της MMtFA οικογένειας είναι κατάλληλα για εφαρµογή σε high-

dimensional δεδοµένα εξαιτίας της µείωσης των παραµέτρων προς εκτίµηση που 

απαιτούνται. Για να είναι όµως πιο αποδοτική από πλευράς χρόνου η όλη 

υπολογιστική διαδικασία είναι προτιµότερο τα µοντέλα της MMtFA να τρέχουν υπό 

το σύστηµα master-slave, το οποίο αναπτύχθηκε από τους McNicholas et al. (2010) 

για την περίπτωση των µοντέλων της PGMM οικογένειας. Ο παράλληλος και 

ταυτόχρονος υπολογισµός των διαφόρων µοντέλων µπορεί να εφαρµοστεί και σε 

αυτά τα µοντέλα της MMtFA οικογένειας.     

Το model-based clustering που έχουµε δει µέχρι στιγµής είναι µια ειδική 

περίπτωση του model-based classification. Πιο συγκεκριµένα, µέχρι στιγµής έχουµε 

δει µοντέλα οµαδοποίησης δεδοµένων όπου αγνοούµε εντελώς σε ποια οµάδα ανήκει 

κάθε µία από τις n παρατηρήσεις. Έστω τώρα η περίπτωση όπου για τις  

παρατηρήσεις γνωρίζουµε σε ποια οµάδα αυτές πραγµατικά ανήκουν. Ο σκοπός είναι 

να κατατάξουµε τις υπόλοιπες 

( )k k n<

n k−  παρατηρήσεις σε οµάδες, χρησιµοποιώντας τη 

γνώση της οµαδοποίησης των προηγούµενων k παρατηρήσεων. Η κλασική 

προσέγγιση θα ήταν να χρησιµοποιήσουµε αυτές τις k παρατηρήσεις για να 

εκτιµήσουµε τις παραµέτρους των οµάδων (µέσες τιµές, πίνακες διασπορών κτλ.) και 

κατόπιν να χρησιµοποιήσουµε αυτές τις εκτιµήσεις για να κατατάξουµε τις υπόλοιπες 

 παρατηρήσεις. Εναλλακτικά, η model-based προσέγγιση είναι να 

µοντελοποιούµε µαζί, τόσο τις παρατηρήσεις που γνωρίζουµε όσο και αυτές που δε 

γνωρίζουµε σε ποιες οµάδες ανήκουν κάτω από ένα κοινό µοντέλο. Οι εκτιµήσεις των 

παραµέτρων από αυτό το από κοινού µοντέλο µπορούν στη συνέχεια να 

χρησιµοποιηθούν για να κατατάξουµε τις 

n k−

n k−  παρατηρήσεις για τις οποίες δε 

γνωρίζουµε σε ποιες οµάδες πραγµατικά ανήκουν. Η τεχνική αυτή µπορεί να 
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εφαρµοστεί και για τα µείγµατα των factor analyzers της PGMM οικογένειας. 

Περιγραφή της model-based classification για τα µοντέλα της PGMM οικογένειας 

καθώς επίσης και παραδείγµατα σε πραγµατικά δεδοµένα παρέχεται από τον 

McNicholas (2010). Το Model-based classification όµως µπορεί να επεκταθεί και να 

εφαρµοστεί και στην περίπτωση του µείγµατος πολυµεταβλητών t-κατανοµών της 

οικογένειας MMtFA (Andrews and McNicholas (2011b), Andrews et al. (2011)). 

Αυτό είναι άλλο ένα πλεονέκτηµα της MMtFA οικογένειας. 

Ένα µειονέκτηµα της πολυµεταβλητής κανονικής κατανοµής που χρησιµοποιείται 

ευρέως στο model-based clustering όσο και της πολυµεταβλητής t κατανοµής, είναι 

πως υποθέτουν ότι έχουµε συµµετρικά δεδοµένα, κάτι το οποίο είναι αρκετά 

περιοριστικό και δεν ισχύει απολύτως στην πράξη. Είναι γνωστό ότι ασύµµετρα 

δεδοµένα µπορούν να προσεγγιστούν καλά από ένα µείγµα κατάλληλων κατανοµών 

όπως η κανονική. Ενώ αυτό µπορεί να είναι ιδιαίτερα χρήσιµο για σκοπούς 

µοντελοποίησης, µπορεί να είναι ιδιαίτερα παραπλανητικό στην περίπτωση της 

οµαδοποίησης δεδοµένων, καθώς κάποια πραγµατική οµάδα µπορεί να 

αναπαρασταθεί από περισσότερες µόνο και µόνο επειδή τα δεδοµένα της είναι µη 

συµµετρικά. Έτσι, θα καταλήξουµε να πάρουµε εσφαλµένα µεγαλύτερο αριθµό 

οµάδων από αυτόν που πραγµατικά υπάρχει. Η συνήθης πρακτική για ασύµµετρα 

δεδοµένα είναι να τα µετασχηµατίζουµε έτσι ώστε να γίνουν όσο πιο συµµετρικά 

γίνεται. Ωστόσο, οι Karlis and Santourian (2009) πρότειναν τη χρήση µείγµατος 

ασύµµετρων κατανοµών ώστε να αναπαραστήσουν καλύτερα ασύµµετρα δεδοµένα. 

Συγκεκριµένα, πρότειναν τη χρήση της αντίστροφης πολυµεταβλητής κανονικής 

κατανοµής (multivariate normal inverse Gaussian (MNIG)) η οποία είναι µη 

συµµετρική. Οι εκτιµήσεις των παραµέτρων του µοντέλου µπορούν να βρεθούν µε 

χρήση του ΕΜ αλγορίθµου. Έτσι αυτό το µοντέλο του µείγµατος τέτοιων κατανοµών 

προσφέρει ένα πλεονέκτηµα στην οµαδοποίηση ασύµµετρων δεδοµένων.      
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Κεφάλαιο 6: Εφαρµογή σε high-dimensional data 

 

 

6.1  Εφαρµογή και συζήτηση 

 

Στο τελευταίο αυτό κεφάλαιο θα γίνει µια προσπάθεια να εφαρµόσουµε το model-

based clustering σε δεδοµένα που προέρχονται από την microarray µελέτη των van 't 

Veer et al. (2002), προκειµένου να δούµε πως συµπεριφέρονται τα µοντέλα που 

περιγράφηκαν στα προηγούµενα κεφάλαια σε πραγµατικά high-dimensional 

δεδοµένα. Πιο συγκεκριµένα, τα δεδοµένα αφορούν τη γενετική έκφραση 24.182 

γονιδίων (µεταβλητών) όπως αυτή αποτυπώθηκε µέσω microarray µεθόδου για 78 

γυναίκες (παρατηρήσεις) µε καρκίνο του µαστού.  

Οι γυναίκες ασθενείς της µελέτης έπασχαν από πρωτογενές διηθητικό καρκίνο 

του µαστού, µεγέθους µικρότερο από 5cm, χωρίς να έχουν εµφανίσει κάποια 

µετάσταση και χωρίς προηγούµενο ιστορικό κακοήθειας. Κατά την ηµεροµηνία 

διάγνωσης όλες ήταν µικρότερες των 55 ετών. Όλες οι ασθενείς υποβλήθηκαν σε 

µαστεκτοµή ή σε συντηρητική θεραπεία µε εκτοµή του µασχαλικού λεµφαδένα 

ακολουθούµενη από ακτινοθεραπεία και παρακολουθήθηκαν για ένα διάστηµα 

τουλάχιστο 5 ετών.   

Από το σύνολο των 78 ασθενών, 34 εµφάνισαν µετάσταση µέσα στα 5 πρώτα έτη 

παρακολούθησης από την αρχική θεραπεία, ενώ 44 δεν εµφάνισαν. Στόχος της 

µελέτης ήταν να διερευνηθεί αν οι δύο οµάδες ασθενών, (την πρώτη οµάδα 

αποτελούν οι γυναίκες που εµφάνισαν µετάσταση είχαν δηλαδή "κακή πρόγνωση" 

και τη δεύτερη αυτές που παρέµειναν "καθαρές"), διαφέρουν ως προς τη γενετική 

τους έκφραση. Σε περίπτωση που η γενετική έκφραση διαφέρει, υπάρχουν δηλαδή 

γονίδια που εκφράζονται µε διαφορετικό τρόπο στη µία κατηγορία γυναικών απ΄ ότι 

στην άλλη, αυτό µπορεί να αποτελέσει πολύ χρήσιµη πληροφορία για µελλοντικές 

ασθενείς. Απώτερος στόχος είναι µελετώντας το γενετικό προφίλ µελλοντικών 

ασθενών, να αναγνωρίζεται σε ποια από τις δύο οµάδες ανήκουν, και αν ανήκουν 

στην οµάδα µε κακή πρόγνωση να ενισχύονται µε περεταίρω θεραπείες.   

Παρακάτω, θα προσπαθήσουµε να οµαδοποιήσουµε τις ασθενείς σε δύο οµάδες 

µέσω model-based clustering, χρησιµοποιώντας την πληροφορία που έχουµε για τη 
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γενετική έκφραση των 24.182 γονιδίων τους, αγνοώντας τη γνώση που έχουµε για 

την πραγµατική τους ταξινόµηση. Ωστόσο, η γνώση αυτή θα µας επιτρέψει να 

ελέγξουµε τα αποτελέσµατα της οµαδοποίησης του κάθε µοντέλου. Οι ελλείπουσες 

τιµές που υπήρχαν αντικαταστάθηκαν από τη διάµεσο κάθε µεταβλητής υποθέτοντας 

MCAR. 

 

6.1.1  Οµαδοποίηση µε 100 τυχαία γονίδια 

 

Σαν µια πρώτη προσέγγιση, εντελώς διερευνητικά, παίρνουµε τυχαία 100 

µεταβλητές (γονίδια). Λόγω του πολύ µεγάλου αριθµού µεταβλητών που έχουµε, τα 

µοντέλα της οικογένειας MCLUST δεν ενδείκνυνται. Έτσι, για αυτά τα δεδοµένα (78 

παρατηρήσεις και 100 µεταβλητές) εφαρµόζουµε model-based clustering 

χρησιµοποιώντας τα µοντέλα UUU της PGMM οικογένειας και UUC της MMtFA.  

Και τα 2 µοντέλα έτρεξαν για µια τυχαία αρχική διαµέριση των παρατηρήσεων στις 2 

οµάδες. Οι αρχικές τιµές των πινάκων B και D καθορίστηκαν σύµφωνα µε την 

περιγραφή που δόθηκε στη σελ. 54. Χρησιµοποιήθηκαν 5 παράγοντες και για τα δύο 

µοντέλα, ενώ για το µοντέλο UUC των t-factor analyzers χρησιµοποιήθηκαν 

αυθαίρετα 50 βαθµοί ελευθερίας. Ως συνθήκη τερµατισµού για το UUC 

χρησιµοποιήθηκε η 
( ) ( 1)

( )

k k

k

l l
l

ε
−−

<  µε 810ε −= ,  ενώ για το UUU η ( 1) ( 1)k kl l ε+ +
∞ − <  µε 

0.1ε = . Τα µοντέλα αυτά, όσο και τα υπόλοιπα που θα χρησιµοποιηθούν παρακάτω, 

έτρεξαν στο στατιστικό πακέτο R. Για το µοντέλο UUU χρησιµοποιήθηκε η έτοιµη 

συνάρτηση pgmmEM της pgmm βιβλιοθήκης, ενώ το UUC έτρεξε µέσω του κώδικα 

του παραρτήµατος. Τα αποτελέσµατα φαίνονται στον παρακάτω πίνακα: 

 

                Πίνακας 6.1: Αποτελέσµατα οµαδοποίησης των µοντέλων 
                 UUU (PGMM) & UUC (MMtFA) για 100 τυχαία γονίδια. 

 UUU (PGMM) UUC (MMtFA) 
 Cluster 1 Cluster 2 Cluster 1 Cluster 2 

Metastasis (0) 11 23 15 19 
Disease free (1) 14 30 23 21 

Rand Index 0.495 0.497 
Adj. Rand Index -0.011 -0.007 

BIC 2408.539 2628.368 
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Η πρώτη διαπίστωση που κάνει κανείς κοιτώντας τα αποτελέσµατα της 

οµαδοποίησης αυτών των δύο µοντέλων είναι ότι και τα δύο αποτυγχάνουν στο να 

επιτύχουν µια καλή οµαδοποίηση. Αυτό µπορεί να οφείλεται σε διάφορους λόγους. 

Μερικοί από αυτούς είναι: α) η τυχαία επιλογή των αρχικών τιµών µπορεί να µην 

ήταν η κατάλληλη, έχοντας ως αποτέλεσµα η λύση να µην αντιστοιχεί σε ολικό 

µέγιστο της πιθανοφάνειας αλλά σε τοπικό β) τα µοντέλα UUU και UUC των PGMM 

και MMtFA οικογενειών αντίστοιχα, µπορεί να µην είναι τα κατάλληλα για να 

περιγράψουν αυτά τα δεδοµένα γ) η αυθαίρετη επιλογή των 5 παραγόντων και για τα 

2 µοντέλα και των 50 βαθµών ελευθερίας για το UUC µπορεί να µην είναι η 

κατάλληλη δ) ίσως τα 100 γονίδια που χρησιµοποιήθηκαν να µην έχουν καλή 

διακριτική ικανότητα ως προς το διαχωρισµό των παρατηρήσεων στις 2 οµάδες.   

Ωστόσο, όπως παρατηρούµε οι οµαδοποιήσεις που επιτυγχάνονται είναι ιδιαίτερα 

κακές, όπως άλλωστε υποδεικνύεται και από τους Adjusted Rand Index, οδηγώντας 

µας στο συµπέρασµα ότι οι 3 πρώτοι λόγοι µάλλον δεν ευθύνονται για το αποτέλεσµα 

καθώς αν πράγµατι υπήρχε κάποια δοµή στα δεδοµένα αυτή θα έπρεπε να αναδειχτεί 

σε κάποιο έστω µικρό βαθµό παρά την όποια κακή επιλογή στα βήµατα α έως γ. 

Πράγµατι, για διαφορετικές εκτελέσεις των αλγορίθµων για διάφορες τυχαίες αρχικές 

τιµές και διαφορετικό αριθµό παραγόντων και βαθµών ελευθερίας, οι οµαδοποιήσεις 

που προκύπτουν είναι εξίσου κακές. Έτσι, οδηγούµαστε στο συµπέρασµα ότι αιτία 

της κακής οµαδοποίησης είναι µάλλον ότι τα 100 γονίδια που επιλέχθηκαν δεν έχουν 

κάποια πληροφορία σχετικά µε το διαχωρισµό των ασθενών στις 2 οµάδες.  

∆ύο στοιχεία που αξίζει να σηµειωθούν επιπλέον για αυτή την ανάλυση είναι: i)  

παρατηρούµε πόσο διαφορετικά είναι τα αποτελέσµατα µεταξύ των δεικτών Rand 

Index και Adjusted Rand Index. Είναι προφανές πως ο Rand Index στη συγκεκριµένη 

περίπτωση υπερεκτιµά την επίδοση της οµαδοποίησης των αλγορίθµων και γίνεται 

αντιληπτό γιατί αυτός ο δείκτης δεν είναι κατάλληλος για τη σύγκριση 

οµαδοποιήσεων. Αντίθετα, ο Adjusted Rand Index που διορθώνει τα προβλήµατα του 

Rand Index (παράγραφος 2.8) µας δίνει αποτέλεσµα πιο συµβατό στην 

πραγµατικότητα και πιο κοντά στο crosstabulation. ii) Επίσης αυτό που µπορεί να 

παρατηρήσει κανείς είναι την ελάχιστη υπεροχή που φαίνεται να έχει η χρήση της t 

κατανοµής έναντι της κανονικής, καθώς το UUC µοντέλο οδηγεί σε µεγαλύτερη τιµή 

BIC κριτηρίου και ελάχιστα υψηλότερης τιµής Adjusted Rand Index. Ωστόσο, η 

διαφορά στην τιµή του Adjusted Rand Index είναι ελάχιστη και µπορεί αυτή να 

οφείλεται στην επιλογή των αρχικών τιµών και µόνο. Έτσι, δεν µπορεί κανείς να είναι 
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σίγουρος για την υπεροχή της t κατανοµής για αυτά τα δεδοµένα κοιτώντας µόνο τα 

αποτελέσµατα αυτής της παραπάνω ανάλυσης. 

Θέλοντας κανείς να προχωρήσει σε οµαδοποίηση πιο σοβαρά, κανονικά δε θα 

έπρεπε να χρησιµοποιήσει µόνο 100 τυχαία γονίδια, όπως έγινε παραπάνω για 

εντελώς διερευνητικούς λόγους, αλλά θα έπρεπε να χρησιµοποιήσει όλο το πλήθος 

των γονιδίων για τα οποία υπάρχει διαθέσιµη πληροφορία. Επειδή όµως το πλήθος 

των γονιδίων (~25.000), άρα και µεταβλητών, στη συγκεκριµένη περίπτωση είναι 

πραγµατικά υπέρογκο για µια τέτοιου είδους ανάλυση, τεχνικές και τρόποι µείωσης 

των µεταβλητών που θα χρησιµοποιηθούν φαντάζουν κάτι παραπάνω από 

απαραίτητες. Μια τέτοια τεχνική περιγράφεται στην εργασία των McLachlan et al. 

(2002) και αφορά την EMMIX-GENE προσέγγιση όπως έχει αναφερθεί και 

προηγουµένως στην 3.1 παράγραφο. 

Πρέπει να τονιστεί ότι παρά τη µείωση των διαστάσεων που επιτυγχάνεται από τη 

χρήση των factor analyzers, ένα µέγεθος µεταβλητών της τάξης των 25.000 είναι 

εξαιρετικά µεγάλο ακόµα και για αυτές τις µεθόδους. Χρησιµοποιώντας ένα τόσο 

µεγάλο αριθµό µεταβλητών δηµιουργούνται άµεσα προβλήµατα υπολογιστικής 

φύσεως (numerical problems). Ένα από αυτά έχει να κάνει µε τον υπολογισµό της 

ορίζουσας του πίνακα D στον τύπο  ( ) 1
/ T T

qD D I B BB D B
−ΤΒΒ + = − + . Εάν ο 

αριθµός των µεταβλητών είναι πολύ µεγάλος και τύχει µεγάλος αριθµός των 

στοιχείων του πίνακα D να είναι µικρότερος της µονάδας (αυτό συµβαίνει κυρίως αν 

δεν ταξινοµηθούν περισσότερες από q παρατηρήσεις στην j οµάδα του µείγµατος 

πολυµεταβλητών κανονικών κατανοµών), επειδή ο πίνακας D είναι διαγώνιος και 

άρα η ορίζουσά του δίνεται ως το γινόµενο των διαγωνίων στοιχείων, επειδή πολλά 

από αυτά είναι µικρότερα της µονάδας, πολλαπλασιαζόµενα µεταξύ τους δίνουν έναν 

πολύ πολύ µικρό αριθµό ο οποίος ξεπερνά την ακρίβεια µέτρησης δεκαδικών ψηφίων 

του στατιστικού πακέτου, µηδενίζοντας έτσι την ορίζουσα. Αυτό όµως έχει ως 

συνέπεια η log-likelihood να γίνεται άπειρη και ο αλγόριθµος να κολλάει. Για την 

ακρίβεια, αυτό το πρόβληµα µπορεί να προκύψει για πολύ µικρότερο αριθµό από 

25.000 µεταβλητές, όπως της τάξης των 500 ή και παρακάτω µεταβλητών.  

Ακόµα όµως και σε περίπτωση που τύχει να µην έχουµε προβλήµατα τέτοιας 

φύσεως, για να τρέξει ένα µοντέλο µε τόσες πολλές µεταβλητές απαιτείται τεράστια 

υπολογιστική ισχύς. Καταλαβαίνει κανείς ότι από τη στιγµή που πρέπει να τρέξουµε 

ένα µοντέλο για διαφορετικό πλήθος τυχαίων αρχικών τιµών, διαφορετικό αριθµό 
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παραγόντων, οµάδων ή/και βαθµών ελευθερίας προκειµένου να πετύχουµε την 

καλύτερη οµαδοποίηση συγκρίνοντας τις BIC τιµές, ένα µεγάλο πλήθος µεταβλητών 

είναι απαγορευτικό. Έτσι, η οµαδοποίηση high-dimensional δεδοµένων, ακόµα και µε 

µοντέλα που µειώνουν τον αριθµό µεταβλητών παραµένει ένα εξαιρετικά δύσκολο 

πρόβληµα. 

 

6.1.2  Οµαδοποίηση µε "κατάλληλα" επιλεγµένα γονίδια 

 

Μετά από όσα αναφέρθηκαν παραπάνω, το να προχωρήσει κανείς σε 

οµαδοποίηση των δεδοµένων του παραδείγµατος χρησιµοποιώντας όλο το πλήθος 

γονιδίων, είναι ανέφικτο. Αντ’ αυτού θα επιλέξουµε "κατάλληλα" έναν µικρότερο 

αριθµό γονιδίων βασιζόµενοι στην ΕΜΜΙΧ-GENE διαδικασία των McLachlan et al. 

(2002) και θα προχωρήσουµε σε οµαδοποίηση µε αυτά. Η διαδικασία βάση της 

οποίας θα επιλέξουµε τα "κατάλληλα" γονίδια περιγράφεται παρακάτω. 

Για κάθε γονίδιο, δηλαδή για κάθε µεταβλητή, εφαρµόζουµε model-based 

clustering χρησιµοποιώντας µονοµεταβλητή κανονική κατανοµή (µέσω της 

συνάρτησης Mclust της βιβλιοθήκης mclust της R) και υπολογίζουµε την ποσότητα 

2 logλ− , όπου λ ο λόγος πιθανοφανειών για g=1 έναντι g=2 οµάδες. Αν η ποσότητα 

2 logλ−  είναι µεγαλύτερη από ένα προκαθορισµένο όριο b1, 12 log bλ− >   (6.1), τότε 

το γονίδιο επιλέγεται να χρησιµοποιηθεί περεταίρω, υπό την προϋπόθεση ότι  

(6.2), όπου s

min 2s b≥

min είναι ο αριθµός παρατηρήσεων που περιέχονται στο µικρότερο 

cluster. Εάν η 6.1 δεν ικανοποιείται το γονίδιο απορρίπτεται. Το γεγονός ότι ισχύει 

12 log bλ− >  σηµαίνει ότι οι 2 οµάδες πλεονεκτούν έναντι της µίας και άρα το γονίδιο 

είναι κατάλληλο να χρησιµοποιηθεί σε clustering 2 οµάδων. Η 2η συνθήκη , 

χρειάζεται διότι µπορεί ο λόγος πιθανοφανειών να υποδεικνύει οµαδοποίηση των 

δεδοµένων του γονιδίου σε 2 οµάδες, αλλά αν η µία οµάδα είναι πολύ µικρή, αυτή η 

οµάδα µπορεί να αποτελείται αποκλειστικά και µόνο από ακραίες παρατηρήσεις. 

∆ηλαδή, αν οι παρατηρήσεις ενός γονιδίου στην πραγµατικότητα συγκροτούν µία 

µόνο οµάδα, αλλά υπάρχουν και κάποια outliers, τότε ο λόγος πιθανοφανειών θα 

υποδεικνύει εσφαλµένα οµαδοποίηση σε 2 οµάδες, µε τη µία οµάδα να αποτελείται 

µόνο από τις ακραίες παρατηρήσεις. Έτσι, αυτή η συνθήκη µας προφυλάσσει από 

αυτήν την περίπτωση. Στο σηµείο αυτό πρέπει να τονιστεί ότι η χρήση t κατανοµής 

min 2s b≥

 99



θα ήταν πιο ενδεδειγµένη στη συγκεκριµένη περίπτωση, καθώς είναι πιο ανθεκτική 

σε ακραίες παρατηρήσεις. Ωστόσο, εδώ σε πρώτη φάση θα χρησιµοποιηθεί η 

κανονική.   

Εάν η 6.1 ισχύει αλλά δεν ισχύει η 6.2 τότε υπολογίζουµε ξανά την ποσότητα 

12 log bλ− > , αλλά τώρα όπου λ είναι ο λόγος πιθανοφανειών για g=2 έναντι g=3 

οµάδων. Αν η 6.1 ισχύει για αυτή την τιµή του 2 logλ− , το γονίδιο επιλέγεται ως 

"κατάλληλο", αρκεί 2 από τις 3 οµάδες που αφορούν την οµαδοποίηση για g=3 να 

περιέχουν τουλάχιστο b2 παρατηρήσεις. Σε διαφορετική περίπτωση το γονίδιο 

απορρίπτεται.  

Παρ’ ότι η κατανοµή της ποσότητας 2 logλ−  για g=1 vs g=2 δεν είναι ίδια µε  

g=2 vs g=3 θα χρησιµοποιήσουµε το ίδιο όριο b1. Επίσης η κατανοµή της ποσότητας 

2 logλ−  για g=g0 vs g=g1 δεν είναι γνωστή για µοντέλα µίξεων κατανοµών. Έτσι εδώ 

αυθαίρετα θα χρησιµοποιήσουµε 1 10b =  και 2 10b = . Είναι προφανές ότι όσο 

αυξάνονται οι τιµές των b1 και b2, δηλαδή όσο πιο αυστηρά κριτήρια θέτουµε τόσο 

λιγότερα γονίδια επιλέγουµε. 

Εκτελώντας λοιπόν την παραπάνω διαδικασία για 1 10b =  και  και 

υποθέτοντας ίση διασπορά µεταξύ των οµάδων κατά την εκτέλεση της οµαδοποίησης 

µέσω Mclust (µόνο και µόνο επειδή για κάποια γονίδια, µοντέλα µε άνισες διασπορές 

δε δουλεύουνε) καταλήγουµε σε έναν αριθµό 646 γονιδίων. Με βάση αυτά τα 646 

γονίδια προχωράµε σε οµαδοποίηση. 

2 10b =

Εφαρµόστηκε model-based clustering για όλα τα µοντέλα της PGMM οικογένειας 

µέσω της συνάρτησης pgmmEM της pgmm βιβλιοθήκης της R, για g=2 οµάδες, 

q=1,2,3,4,5,10,15,30 παράγοντες χρησιµοποιώντας ως αρχικές τιµές τα αποτελέσµατα 

του K-means αλγορίθµου. Τα αποτελέσµατα του καλύτερου µοντέλου για κάθε 

περίπτωση συνοψίζονται στον παρακάτω πίνακα. 
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Πίνακας 6.2: Αποτελέσµατα οµαδοποίησης  της PGMM οικογένειας 
για τα 646  "κατάλληλα" επιλεγµένα γονίδια. 

  q=1 q=2 q=3 q=4 
Best Model CCU UCU UCU CUU 

BIC 20655.51 18015.26 16889.74 21955.74* g=2 Adjusted  
Rand Index 0.082 0.067 0.067 0.082 

  q=5 q=10 q=15 q=30 
Best Model UCU CUU UCU CCC 

BIC 13898.14 17909.72 -10870.98 -39743.37 g=2 Adjusted  
Rand Index 0.067 0.082 0.082 0.082 

           *Μεγαλύτερη τιµή BIC 

 

 

Από τον πίνακα αυτό βλέπουµε ότι καλύτερο µοντέλο βάση του BIC κριτηρίου 

είναι το CUU για q=4 παράγοντες. Επίσης, το BIC συµφωνεί µε την καλύτερη 

οµαδοποίηση που επιτυγχάνεται ξανά για q=4 σε ισοδυναµία όµως µε q=1,10,15,30. 

Αυτή η καλύτερη οµαδοποίηση απεικονίζεται παρακάτω. 

 

Πίνακας 6.3: Καλύτερη οµαδοποίηση της PGMM 
οικογένειας για τα 646 γονίδια. 
 CUU, q=4 
 Cluster 1 Cluster 2 

Metastasis (0) 22 12 
Disease free (1) 39 5 

 

 

Παρ’ όλο που οι δείκτες συµφωνίας αυξήθηκαν σε σχέση µε την ανάλυση των 

100 τυχαίων γονιδίων, όλοι παραµένουν πολύ µικροί και υποδεικνύουν κακή 

οµαδοποίηση για όλες τις περιπτώσεις. Ο πιο πιθανός λόγος που συµβαίνει αυτό είναι 

ότι κατά την παραπάνω διαδικασία επιλογής των "κατάλληλων" γονιδίων δεν 

επιλέχθηκαν καλά γονίδια, δηλαδή γονίδια µε καλή διακριτική ικανότητα ως προς τις 

2 οµάδες. Αυτό µπορεί να συνέβη είτε γιατί χρησιµοποιήσαµε την κανονική 

κατανοµή η οποία δεν είναι ανθεκτική σε ακραίες παρατηρήσεις, είτε επειδή η 

επιλογή των ίσων διασπορών κατά την εκτέλεση της Mclust δεν ισχύει, είτε επειδή η 

µέθοδος δεν είναι κατάλληλη εκ κατασκευής, είτε επειδή δεν υπάρχουν γονίδια µε 

καλή διακριτική ικανότητα στο δείγµα. Ωστόσο, οδηγηθήκαµε σε καλύτερα 

αποτελέσµατα από την ανάλυση των 100 τυχαίων γονιδίων. 
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 Τέλος, για αυτά τα 646 γονίδια εφαρµόσαµε όλα τα µοντέλα της PGMM για 1 

έως 5 οµάδες για q=4 παράγοντες µε K-means αρχικές τιµές. Τα αποτελέσµατα 

φαίνονται παρακάτω. 

    

Πίνακας 6.4: Αποτελέσµατα οµαδοποιήσεων για τα 646 γονίδια 
για διάφορους αριθµούς οµάδων. 

  g=1 g=2 g=3 g=4 g=5 
Best Model CCU CUU CCU CCU CCU 

BIC 9495.513 21955.74* 20530.11 19528.05 17219.28 q=4 Adjusted 
Rand Index - 0.082 0.109 0.034 0.061 

       *Μεγαλύτερη τιµή BIC 

 

Από εδώ διαπιστώνουµε ότι ενώ το clustering αποτυγχάνει βάσει αυτών των 646 

γονιδίων, καθώς όλες οι οµαδοποιήσεις που παίρνουµε δεν είναι ικανοποιητικές, 

ωστόσο επιτυγχάνει στο να αναδείξει το σωστό αριθµό οµάδων, δηλαδή 2. 

Εάν για την επιλογή των "κατάλληλων" γονιδίων στη διαδικασία που 

περιγράφηκε προηγουµένως χρησιµοποιήσουµε την t κατανοµή (µέσω της 

συνάρτησης teigen της βιβλιοθήκης teigen της R), που είναι πιο κατάλληλη καθ’ ότι 

είναι πιο ανθεκτική σε ακραίες παρατηρήσεις και επιτρέψουµε ο αριθµός των βαθµών 

ελευθερίας να εκτιµάται από το µοντέλο και χρησιµοποιήσουµε τα ίδια κριτήρια b1 

και b2, τότε καταλήγουµε να επιλέξουµε έναν αριθµό 1904 γονιδίων. Ο αριθµός αυτός 

είναι αρκετά µεγάλος και τεχνικές περεταίρω µείωσης των διαστάσεων είναι 

απαραίτητες (π.χ. 2ο στάδιο της EMMIX-GENE διαδικασίας).  

  

6.1.3  Οµαδοποίηση µε βάση τα "καλύτερα" γονίδια 

 

Είδαµε προηγουµένως ότι τα 646 γονίδια που επελέγησαν µε τον τρόπο που 

αναφέρθηκε παραπάνω απέτυχαν να δώσουν καλή οµαδοποίηση. Αυτό, εκτός των 

άλλων (κατάλληλη οικογένεια κατανοµών, µοντέλο, αριθµός παραγόντων, αρχικές 

τιµές), οφείλεται και στο γεγονός ότι τα γονίδια που επελέγησαν δεν είχαν καλή 

διακριτική ικανότητα. Αν υπήρχε κάποιος πιο αποδοτικός τρόπος να µειώναµε τον 

αρχικό αριθµό διαστάσεων, επιλέγοντας γονίδια µε καλή διακριτική ικανότητα, αν 

φυσικά αυτά υπάρχουν στο δείγµα µας, τότε τα αποτελέσµατα του model-based 

clustering θα ήταν σίγουρα ανώτερα. Για να το διαπιστώσουµε αυτό ταξινοµούµε τα 
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γονίδια σε φθίνουσα σειρά διακριτικής ικανότητας  µε βάση το Lamda του Wilks. 

Αυτό µπορούµε να το κάνουµε καθώς γνωρίζουµε την πραγµατική ταξινόµηση των 

ασθενών. Η διαδικασία αυτή γίνεται απλά για να αξιολογήσουµε την οµαδοποίηση 

που θα επιτυγχάνονταν αν πραγµατικά γνωρίζαµε εκείνα τα γονίδια που 

συνεισφέρουν περισσότερο στην οµαδοποίηση. Ωστόσο, επειδή αυτά τα γονίδια σε 

πραγµατικές εφαρµογές δεν τα γνωρίζουµε η όλη προσέγγιση δεν έχει κάποιο 

ρεαλιστικό ενδιαφέρον.  

Έτσι, για τις πρώτες 646 καλύτερες µεταβλητές τρέχουµε όλα τα µοντέλα της 

PGMM οικογένειας (µέσω της pgmmEM συνάρτησης της R), για 2 οµάδες, για q=1 

έως 10 παράγοντες και χρησιµοποιώντας K-means αρχικές τιµές. Το καλύτερο 

µοντέλο βάση του BIC κριτηρίου βρέθηκε ότι είναι το CCU για 5 παράγοντες, το 

οποίο δίνει Adjusted Rand Index ίσο µε 0.157. Ωστόσο, η καλύτερη οµαδοποίηση 

επιτεύχθηκε για 3 παράγοντες υπό το CUU µοντέλο και είχε Adjusted Rand Index ίσο 

µε 0.31. ∆ηλαδή, ξανά παρά το ότι χρησιµοποιήσαµε τα 646 "καλύτερα" γονίδια η 

καλύτερη οµαδοποίηση που επετεύχθη, η οποία απεικονίζεται στον ακόλουθο πίνακα,  

δεν είναι ικανοποιητική.   

 

Πίνακας 6.5: Αποτελέσµατα οµαδοποίησης του CUU (PGMM) για 3 παράγοντες 
για τα 646 καλύτερα γονίδια βάση του Lamda Wilks. 

 CUU, q=3 
 Cluster 1 Cluster 2

Metastasis (0) 4 30 
Disease free (1) 31 13 

Adjusted Rand Index 0.309 
 

Επίσης, εδώ παρατηρούµε ότι το BIC κριτήριο δε συµβαδίζει µε την καλύτερη 

οµαδοποίηση, γεγονός που δηµιουργεί αµφιβολίες σχετικά µε τη χρησιµότητά του 

στην εύρεση του καταλληλότερου µοντέλου που αντιστοιχεί στην καλύτερη 

οµαδοποίηση. Για αυτό και κριτήρια όπως το BIC ή το ICL δεν πρέπει να θεωρούνται 

ότι διαλέγουν πάντα την καλύτερη οµαδοποίηση, όπως άλλωστε υποδεικνύουν και οι 

Andrews and McNicholas (2011a, page 370).  

Τέλος, επαναλαµβάνουµε την παραπάνω ανάλυση για τα 20 έως 80 πρώτα 

καλύτερα γονίδια. Η καλύτερη οµαδοποίηση βάση του adjusted Rand Index 

επιτεύχθηκε χρησιµοποιώντας τα 45 πρώτα γονίδια. Το καλύτερο µοντέλο για αυτή 

την περίπτωση βάση του BIC κριτηρίου βρέθηκε ότι είναι το CCU για 1 παράγοντα, 

το οποίο έχει Adjusted Rand Index ίσο µε 0.473. Βλέπουµε δηλαδή ότι εδώ η 
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οµαδοποίηση βελτιώθηκε αισθητά. Αυτό σηµαίνει ότι τα επιπλέον 601 γονίδια που 

χρησιµοποιήθηκαν προηγουµένως δεν έχουν καλή διακριτική ικανότητα και εισάγουν 

µάλλον θόρυβο στην ανάλυση, παρά βοηθούν στην οµαδοποίηση.  

Αυτό που γίνεται αντιληπτό από την εφαρµογή αυτή είναι η ανάγκη µείωσης του 

αρχικού αριθµού γονιδίων σε ένα λογικό αριθµό ο οποίος να µας επιτρέπει να 

προχωρήσουµε σε model-based clustering ξεπερνώντας υπολογιστικά προβλήµατα 

και προβλήµατα υπολογιστικής ισχύος. Ωστόσο, το ποια γονίδια θα επιλεγούν για να 

χρησιµοποιηθούν στο model-based clustering είναι κρίσιµο και ιδιαίτερα δύσκολο 

πρόβληµα και καθορίζει σε µεγάλο βαθµό την επιτυχία της οµαδοποίησης από εκεί 

και πέρα. Φυσικά η οικογένεια µοντέλων που θα χρησιµοποιηθεί, το ίδιο το µοντέλο, 

ο αριθµός παραγόντων και οι αρχικές τιµές παίζουν και αυτά ρόλο στην καλή 

οµαδοποίηση. 
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Σύνοψη 
 
 

Στα προηγούµενα κεφάλαια περιγράφηκε η µεθοδολογία του model-based 

clustering χρησιµοποιώντας µίξεις πολυµεταβλητών κανονικών και t κατανοµών ως 

µια εναλλακτική µέθοδος συσταδικής ανάλυσης έναντι των κλασικών distance-based 

µεθόδων οµαδοποίησης. Τα πλεονεκτήµατα του model-based clustering είναι ότι 

βασίζεται σε πιθανοθεωρητικά µοντέλα τα οποία λαµβάνουν υπ’ όψιν τη διακύµανση 

και συνδιακύµανση των µεταβλητών, σε αντίθεση µε τις προσεγγίσεις των distance-

based µεθόδων οµαδοποίησης οι οποίες είναι κυρίως µαθηµατικές. Ωστόσο, το πιο 

σηµαντικό πλεονέκτηµα είναι η δυνατότητα στατιστικής συµπερασµατολογίας που 

παρέχεται, κάτι που δεν είναι εφικτό µέσω των κλασικών αλγορίθµων οµαδοποίησης 

(hierarchical analysis, K-means) και καθιστά το model-based clustering ιδιαίτερα 

ελκυστικό. 

Ένα άλλο συγκριτικό πλεονέκτηµα είναι η δυνατότητα οµαδοποίησης high 

dimensional δεδοµένων µέσω της χρήσης των factor analyzers. Ειδικά στην 

περίπτωση των high dimensional δεδοµένων οι κλασικοί αλγόριθµοι οµαδοποίησης 

αποτυγχάνουν κυρίως εξαιτίας της τεράστιας υπολογιστικής ισχύος και του χρόνου 

που απαιτείται για να τρέξουν. Έτσι, στις περιπτώσεις αυτές η οµαδοποίηση µέσω 

model-based µεθόδων καθίσται όχι µόνο ελκυστική αλλά αποτελεί µονόδροµο. 

Επιπλέον των παραπάνω, οι διάφοροι περιορισµοί που µπορούν να τεθούν στους 

πίνακες διακύµανσης-συνδιακύµανσης των οµάδων µέσω των (2.11) και (3.4) 

οδηγούν στην παραγωγή ενός πλήθους διαφορετικών µοντέλων. Με τον τρόπο αυτό, 

παρέχεται κάθε φορά η δυνατότητα επιλογής του κατάλληλου µοντέλου, µέσα από 

µια οικογένεια διαφορετικών µοντέλων. Πέρα όµως από τη δυνατότητα επιλογής 

εκείνου του µοντέλου που οδηγεί σε καλύτερα αποτελέσµατα οµαδοποίησης, οι 

περιορισµοί που τίθενται παρέχουν και τη δυνατότητα µείωσης των παραµέτρων προς 

εκτίµηση, οδηγώντας σε πιο φειδωλά και ανθεκτικά µοντέλα. Αυτό το γεγονός είναι 

ιδιαίτερα χρήσιµο όταν ο αριθµός των µεταβλητών ή/και των οµάδων είναι πολύ 

µεγάλος.  

Επίσης, στο model-based clustering οι παρατηρήσεις κατατάσσονται σε οµάδες µε 

κάποια πιθανότητα και έτσι µπορούµε να έχουµε οµάδες οι οποίες 

αλληλοεπικαλύπτονται. Αυτό το αποτελέσµα είναι όχι µόνο ρεαλιστικό αλλά δεν 

µπορεί να επιτευχθεί µέσω µεθόδων αποστάσεων. Τέλος, παρέχεται η δυνατότητα για 
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καλύτερη µοντελοποίηση ακραίων παρατηρήσεων µέσω της χρήσης t 

πολυµεταβλητών κατανοµών, κάτι που δεν είναι επίσης εφικτό µέσω των distance-

based µεθόδων.  

Βάση όλων των ανωτέρω, το model-based clustering εµφανίζεται να είναι ένα 

ιδιαίτερα ισχυρό εργαλείο στην οµαδοποίηση δεδοµένων και κυρίως στην περίπτωση 

high-dimensional δεδοµένων. Ωστόσο, δεν παύει και αυτή η προσέγγιση να έχει 

µειονέκτηµατα καθώς εµφανίζονται αρκετά προβλήµατα κατά την εφαρµογή του.  

Ένα σοβαρό µειονέκτηµα είναι το γεγονός ότι οι αλγόριθµοι EM και AECM οι 

οποίοι χρησιµοποιούνται για την εκτίµηση των παραµέτρων των µοντέλων 

εξαρτώνται σε µεγάλο βαθµό από τις αρχικές τιµές. Κατά συνέπεια τα οποιαδήποτε 

αποτελέσµατα είναι ευαίσθητα στις αρχικές τιµές που χρησιµοποιούνται. Για το λόγο 

αυτό προτείνεται τα µοντέλα να χρησιµοποιούνται πολλές φορές για πλήθος 

διαφορετικών αρχικών τιµών ώστε να είναι πιο πιθανό να πετύχουµε τη βέλτιση 

λύση. Ωστόσο, και πάλι δεν εξασφαλίζεται ότι η χρήση πολλών διαφορετικών 

αρχικών τιµών θα οδγηγήσει σε καλύτερα αποτελέσµατα οµαδοποίησης. Εξαιτίας 

αυτής της ευαισθησίας στις αρχικές τιµές έχουν προταθεί διάφοροι τρόποι 

καθορισµού αυτών. Έτσι, οι αρχικές τιµές µπορεί να βασίζονται στα αποτελέσµατα 

κάποιου ευρετικού αλγόριθµου οµαδοποίησης, στην τυχαιότητα, στη φασµατική 

ανάλυση του πίνακα διασποράς-συνδιασποράς, να ορίζονται µέσω κάποιας 

προσοµοίωσης κ.α. Όλοι όµως αυτοί οι τρόποι είναι αυθαίρετοι και δεν υπάρχει 

κάποιο κριτήριο που να καθορίζει ποιος είναι ο καλύτερος τρόπος προσδιορισµού 

των αρχικών τιµών κάθε φορά. Έτσι, εναπόκεινται στον ερευνητή να καθορίσει µόνος 

του τις αρχικές τιµές ανάλογα µε το πρόβληµα που αντιµετωπίζει. Ωστόσο, αν οι 

οµάδες µέσω των δεδοµένων είναι ευδιάκριτες, ο τρόπος καθορισµού των αρχικών 

τιµών έχει µικρότερη σηµασία καθώς αναµένουµε η σωστή δοµή των δεδοµένων θα 

αναδειχτεί για οποιεσδήποτε αρχικές τιµές.       

Ένα άλλο πρόβληµα του model-based clustering είναι η µεγάλη υπολογιστική 

ισχύς που απαιτείται ιδιαίτερα στην περίπτωση high dimensional δεδοµένων. Όταν οι 

παρατηρήσεις είναι πολλές, αλλά κυρίως όταν ο αριθµός των µεταβλητών ή/και των 

οµάδων είναι µεγάλος, άρα και οι παράµετροι προς εκτίµηση είναι πολλοί, τότε ο 

χρόνος υπολογισµού και η υπολογιστική ισχύς που απαιτείται αυξάνονται δραµατικά. 

Ειδικά στην περίπτωση που πρέπει να εκτελεστεί ο ίδιος αλγόριθµος πολλές φορές 

για διαφορετικές αρχικές τιµές εκεί το πρόβληµα εντείνεται. Για το λόγο αυτό 
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απαιτείται η εξεύρεση τρόπων επιτάχυνσης των αλγορίθµων ώστε αυτοί να γίνουν 

λιγότερο υπολογιστικά απαιτητικοί. 

Παρ’ ότι το model-based clustering είναι ιδανικό για περιπτώσεις high-

dimensional δεδοµένων µέσω της χρήσης των factor analyzers, εντούτοις στην 

περίπτωση που ο αριθµός των µεταβλητών είναι της τάξης των χιλιάδων,  

δηµιουργούνται αριθµητικά προβλήµατα (spikes, singularities) κατά τον υπολογισµό 

της log-likelihood. Ένα παράδειγµα αφορά το µηδενισµό της ορίζουσας του πίνακα 

ιδιαιτεροτήτων των οµάδων όπως έχει ήδη αναφερθεί και στην παράγραφο 6.1.1. 

Ακόµα όµως και σε περίπτωση που τύχει να µην έχουµε αριθµητικά προβλήµατα, για 

να τρέξει ένα µοντέλο µε τόσες πολλές µεταβλητές απαιτείται τεράστια υπολογιστική 

ισχύς. Έτσι, είναι απαραίτητο να αναπτυχθούν πρωτογενώς, αποδοτικές τεχνικές 

µείωσης των αρχικών µεταβλητών σε ένα µικρότερο αριθµό (π.χ. EMMIX-GENE 

προσέγγιση), όπου η οµαδοποίηση θα µπορεί να επιτευχθεί εν συνεχεία µέσω της 

χρήσης των factor analyzers. 

Πέραν όλων των παραπάνω, το πιο σηµαντικό πρόβληµα αφορά την εξεύρεση 

ενός κριτηρίου το οποίο θα επιλέγει κάθε φορά το καλύτερο µοντέλο, εκείνο δηλαδή 

που επιτυγχάνει την σωστότερη οµαδοποίηση µέσα από όλα τα µοντέλα της εκάστοτε 

οικογένειας. Μέχρι στιγµής αν και η επίδοση των κριτηρίων όπως το BIC και το ICL 

έχει φανεί ικανοποιητική, καθώς τις περισσότερες φορές επιλέγουν σωστά το 

καταλληλότερο µοντέλο, εντούτοις αυτό δε συµβαίνει πάντα. Για αυτό και η χρήση 

τους µέχρις στιγµής είναι περισσότερο ενδεικτική παρά απόλυτη. Έτσι, η εξεύρευση 

κάποιου αποτελεσµατικού κριτηρίου το οποίο θα µπορεί να εφαρµοστεί καθολικά για 

την επιλογή µοντέλου είναι απαραίτητη και αποτελεί αντικείµενο µελλοντικής 

έρευνας.    

Τέλος, ένα άλλο πρόβληµα µε το model-based clustering έχει να κάνει µε το 

γεγονός ότι δεν έχει αναπτυχθεί ευρέως κατάλληλο λογισµικό το οποίο να υλοποιεί 

τα µοντέλα των διαφόρων οικογενειών. Τουλάχιστον προς το παρόν το model-based 

clustering µπορεί να εφαρµοστεί για συγκεκριµένες οικογένειες µοντέλων µόνο µέσω 

του στατιστικού πακέτου R, καθώς κανένα άλλο από τα ευρέως χρησιµοποιούµενα 

στατιστικά πακέτα (Stata, SAS, SPSS) δεν παρέχει ανάλογη δυνατότητα.  
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Περίληψη 
 
 

Η παρούσα εργασία αφορά τη µεθοδολογία του model-based clustering ως µια 

εναλλακτική προσέγγιση στο πρόβληµα οµαδοποίησης δεδοµένων έναντι των 

κλασικών µεθόδων που βασίζονται στην έννοια της απόστασης. Στην εργασία αυτή 

ιδιαίτερη έµφαση δίνεται στην περίπτωση εφαρµογής του model-based clustering σε 

high-dimensional δεδοµένα καθώς και στη χρήση της πολυµεταβλητής t κατανοµής 

αντί της πολυµεταβλητής κανονικής που χρησιµοποιείται ευρέως στην πράξη. Επίσης 

παρέχονται αρκετά παραδείγµατα και εφαρµογές για την καλύτερη επεξήγηση και 

κατανόηση των µεθόδων. 

Πιο συγκεκριµένα, πριν την περίπτωση των high-dimensional δεδοµένων και της t 

πολυµεταβλητής κατανοµής γίνεται µια εισαγωγή στη µεθοδολογία του model-based 

clustering. Περιγράφεται η θεωρία για µίξεις πολυµεταβλητών κανονικών κατανοµών 

και πως αυτές χρησιµοποιούνται στο πλαίσιο του model-based clustering καθώς 

επίσης γίνεται και µια εκτενής αναφορά στη χρήση του EM αλγορίθµου για την 

εκτίµηση των παραµέτρων των διάφορων µοντέλων. Επιπλέον, περιγράφονται 

πλήρως τα µοντέλα της GPCM οικογένειας και µελετώνται αµφιλεγόµενα ζητήµατα 

του model-based clustering όπως ο τρόπος επιλογής µοντέλου, σωστού αριθµού 

οµάδων, κατάλληλων αρχικών τιµών κ.α. 

Στη συνέχεια παρουσιάζεται η περίπτωση οµαδοποίησης high-dimensional 

δεδοµένων. Αναφέρονται τα προβλήµατα που υπάρχουν στην εφαρµογή της GPCM 

οικογένειας µοντέλων για αυτή την περίπτωση και εισάγεται η χρήση των factor-

analyzers για αυτό το σκοπό. Επίσης, περιγράφεται πλήρως η εφαρµογή του AECM 

αλγορίθµου για την εκτίµηση των παραµέτρων. 

Επιπρόσθετα, παρουσιάζονται δύο οικογένειες µοντέλων (PGMM και EPGMM) 

κατάλληλες για την οµαδοποίηση high-dimensional δεδοµένων, οι οποίες βασίζονται 

σε µίξεις πολυµεταβλητών κανονικών κατανοµών (στην ουσία πρόκειται για µία µόνο 

οικογένεια καθώς η PGMM είναι υποσύνολο της EPGMM). Παρέχονται 

παραδείγµατα εφαρµογών των µοντέλων αυτών των οικογενειών αλλά ταυτόχρονα  

αναλύονται τα πλεονεκτήµατα και µειονεκτήµατά τους.    

Κατόπιν, παρουσιάζεται η περίπτωση της χρήσης της t πολυµεταβλητής 

κατανοµής και τα οφέλη που αυτή παρέχει, τόσο για high-dimensional δεδοµένα όσο 

και για µη. Επίσης, περιγράφονται πλήρως οι αλγόριθµοι AECM και EM που 
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χρησιµοποιούνται για εκτίµηση των παραµέτρων αντίστοιχα. Επιπλέον, περιγράφεται 

και η MMtFA οικογένεια µοντέλων, η οποία είναι ανάλογη της EPGMM για την 

περίπτωση της t κατανοµής. 

Τέλος, περιγράφεται µια εφαρµογή των µοντέλων των PGMM και MMtFA 

οικογενειών σε high dimensional δεδοµένα από τη µελέτη έκφρασης γονιδίων των 

van 't Veer et al. (2002). Τα δεδοµένα αφορούν τη γενετική έκφραση 24.182 γονιδίων 

(µεταβλητών) όπως αυτή αποτυπώθηκε µέσω microarray µεθόδου για 78 γυναίκες 

(παρατηρήσεις) µε καρκίνο του µαστού. Αρχικά εφαρµόζονται τα µοντέλα UUU 

(PGMM) και UUC (MMtFA) για 100 τυχαία γονίδια. Στη συνέχεια επιλέγονται µέσω 

µιας τεχνικής παρόµοιας της EMMIX-GENE (χρησιµοποιώντας κανονική κατανοµή 

αντί t κατανοµής) 646 "κατάλληλα" γονίδια και η οµαδοποίηση προχωρά 

χρησιµοποιώντας όλα τα µοντέλα της PGMM οικογένειας. 

Εν κατακλείδει, το model-based clustering αποτελεί ένα πολύ ισχυρό εργαλείο 

στην οµαδοποίηση δεδοµένων και ειδικά στην περίπτωση high-dimensional 

δεδοµένων. Ωστόσο, υπάρχουν µερικά προβλήµατα που πρέπει να ξεπεραστούν µε 

πιο βασικό την εξεύρεση ενός αποδοτικού κριτηρίου για την επιλογή του µοντέλου µε 

την καλύτερη οµαδοποίηση. 
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Abstract 
 
 

This thesis concerns the methodology of model-based clustering as an alternative 

to the classical distance-based clustering techniques. Also, this thesis emphasize to the 

model-based clustering on high-dimensional data as well as in the use of multivariate 

t distribution instead of multivariate normal which is broadly in use. Moreover, there 

are plenty of examples and applications for the best understanding and explanation of 

the methods.  

In more detail, before the case of high-dimensional data and t distribution there is 

an introduction in the philosophy of model-based clustering. There is some theory 

about mixtures of multivariate normal distributions and how those mixtures are used 

in the frame of model-based clustering. An extensive reference in the use of the EM 

algorithm for the parameters estimation exists as well. Furthermore, the models of the 

GPCM family are described in detail and there is also a discussion around 

controversial issues of model-based clustering such as model selection techniques, 

proper number of groups, initial values etc. 

Then, the case of clustering of high-dimensional data is presented. Problems in the 

use of GPCM family for the case of high-dimensioanl data are discussed also and the 

use of factor-analyzers is proposed as an alternative. Also, there is a full description of 

the implementation of the AECM algorithm which is used for parameter estimation in 

that case. 

Furthermore, we present two families models (PGMM και EPGMM) which are 

appropriate for the clustering of high-dimensional data and are based on mixtures of 

multivariate normal distributions (more specifically PGMM is nested in EPGMM). 

Applications of those families are provided and at the same time their advantages and 

disadantages are discussed as well.    

Then, the case of multivariate t distribution and the benefits of its use is presented 

for the clustering of both high-dimensional data and not. Also, the AECM and EM 

algorithms respectively are fully described for this case. Moreover, the MMtFA 

family models is also presented for the case of t factor analyzers accordingly to the 

EPGMM family for the case of normal factor analyzers.   

At the end, there is an application of the PGMM and MMtFA family models on 

high-dimensional data from the gene expression study of van 't Veer et al. (2002). 
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Data concern the expression of 24.182 genes (variables) from 78 women 

(observations) suffered from breast cancer. Initially the UUU (PGMM) and UUC 

(MMtFA) models are implemented for 100 random genes. Then, we move to model-

based clustering using all models of PGMM family based on 646 genes, which were 

"appropriately" selected through a technique similar to EMMIX-GENE (by using the  

normal distribution instead of t) 

In summary, model-based clustering appears to be a powerful tool in the 

clustering problem and especially in the case of high-dimensional data. However, 

there are some problems to overcome and the most basic among them appears to be 

the development of an efficient criterion for model selection.  
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Παράρτηµα 
 
 
AECM_t<-function(X,p0,m0,S0,q,g,df){ 
 
#X είναι ο πίνακας των δεδοµένων 
#p0 είναι ένα διάνυσµα όπου σε κάθε θέση περιέχει την αρχική πιθανότητα  
#µια τυχαία παρατήρηση να ανήκει στην αντίστοιχη οµάδα 
 
#m0 είναι µια λίστα όπου κάθε θέση περιέχει την αρχική µέση τιµή (διάνυσµα)της 
#κάθε οµάδας 
 
#S0 είναι µια λίστα όπου κάθε θέση περιέχει τον αντίστοιχο αρχικό πίνακα 
#διασποράς-συνδιασποράς της κάθε οµάδας. 
 
#q είναι ο αριθµός των παραγόντων και είναι ίδιος για κάθε οµάδα. 
#g είναι ο αριθµός των οµάδων που επιθυµούµε να κατασκευάσουµε. 
#df είναι οι βαθµοί ελευθερίας της t κατανοµής. 
  
n<-nrow(X) 
p<-ncol(X) 
 
#Κατασκευάζω την D0 που είναι µια λίστα όπου σε κάθε θέση θα περιέχει τον αρχικό 
#πίνακα ιδιαιτεροτήτων της κάθε οµάδας. 
#Υπολογίζω τους πίνακες ιδιαιτεροτήτων ως τους πίνακες που περιέχουν τα διαγώνια 
#στοιχεία των αντίστοιχων αρχικών πινάκων διακύµανσης. 
 
D0<-S0 
for(i in 1:g){                                
D0[[i]]<-diag(diag(S0[[i]])) 
} 
  
#Παρακάτω υπολογίζω τον πίνακα επιβαρύνσεων Β (loadings) για την κάθε οµάδα 
#όπως περιγράφηκε στη σελίδα 54. 
 
B0<-as.list(rep(0,g)) 
 
for(i in 1:g){     #το i µετράει οµάδες 
help1<-matrix(numeric(p^2), nrow=p, byrow=T)      
vector<-diag(D0[[i]]) 
vector<-vector^(-0.5) 
help1<-diag(vector)%*%S0[[i]]%*%diag(vector) 
A<-as.matrix(eigen(help1)[[2]])       
A<-A[,1:q] 
eigenvalues<-eigen(help1)[[1]] 
Lamda<-diag(eigenvalues)        
Lamda<-Lamda[1:q,1:q] 
sigma<-sum(eigenvalues[(q+1):p])/(p-q)     
I<-diag(rep(1, times=q)) 
B0[[i]]<-sqrt(D0[[i]])%*%A%*%sqrt(Lamda-sigma*I) 
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} 
 
 
#Στις επόµενες 5 γραµµές υπολογίζεται ο αντίστροφος του πίνακα S για την κάθε 
#οµάδα όπου S=BB'+D. ∆ηλαδή υπολογίζεται ο αντίστροφος του πίνακα BB'+D, 
#καθώς θα χρησιµοποιηθεί στη συνέχεια µέσα στη log-likelihood. 
#Επίσης υπολογίζεται η ορίζουσα αυτού του πίνακα. 
 
 
invS<-as.list(rep(0, time=g))   #οι αντίστροφοι πίνακες αποθηκεύονται στη λίστα invS 
detS<-numeric(g)                #οι ορίζουσες των πινάκων αποθηκεύονται στο διάνυσµα 
#detS 
 
for(j in 1:g){ 
unique<-diag(rep(1, time=q)) 
Dsolve<-solve(D0[[j]]) 
inverse<-solve(unique+t(B0[[j]])%*%Dsolve%*%B0[[j]])  
invS[[j]]<-Dsolve-Dsolve%*%B0[[j]]%*%inverse%*%t(B0[[j]])%*%Dsolve 
 
#Παρακάτω υπολογίζεται η ορίζουσα 
 
detS[j]<-det(D0[[j]])/det(unique-t(B0[[j]])%*%invS[[j]]%*%B0[[j]]) 
} 
 
#Παρακάτω υπολογίζεται η τιµή της log-likelihood για τις αρχικές τιµές. 
logl<-numeric(n) 
 
#To logl είναι ένα διάνυσµα µε µήκος όσο ο αριθµός των παρατηρήσεων όπου κάθε 
#θέση περιέχει την τιµή την log-likelihood κάθε παρατήρησης.  
 
help2<-numeric(g)  #Σε κάθε θέση αυτού του διανύσµατος αποθηκεύεται η 
#πιθανοφάνεια µιας παρατήρησης για την κάθε οµάδα. 
 
constant<-lgamma((df+p)/2)-lgamma(df/2)-(p/2)*log(pi*df)    #είναι η σταθερά στον 
#υπολογισµό της πιθανοφάνειας µιας παρατήρησης που βγαίνει έξω από το 
#λογάριθµο. 
 
for(i in 1:n){   #το i µετράει παρατηρήσεις 
for(j in 1:g){   #το j µετράει οµάδες 
 
 
mahalanobis<-(X[i,]-m0[[j]])%*%invS[[j]]%*%as.matrix(X[i,]-m0[[j]]) 
 
numerator<-p0[j]*((detS[j])^(-0.5)) 
denominator<-(1+mahalanobis/df)^(0.5*(df+p)) 
help2[j]<-numerator/denominator  
} 
logl[i]<-log(sum(help2))+constant 
} 
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logL<-sum(logl)  #logL είναι η συνολική loglikelihood του µοντέλου µε βάση τις 
#αρχικές τιµές. 
 
#Το διάνυσµα loglikelihood θα περιέχει γενικά στην I θέση τη loglikelihood του 
#µοντέλου στο I βήµα και στην i+1 θέση την loglikelihood στο i+1 βήµα. Στην 1η 
#θέση υπάρχει το 0 και µετά η loglikelihood που προκύπτει από τις αρχικές τιµές. 
  
loglikelihood<-c(0,logL) 
 
tol<-0.00000001    #tol είναι η ανοχή και καθορίζει πότε θα σταµατήσει ο 
#αλγόριθµος. 
test<-abs((loglikelihood[2]-loglikelihood[1])/(loglikelihood[2])) 
 
#test είναι η συνάρτηση τερµατισµού. 
 
 
#Wij είναι ένας πίνακας στον οποίο θα φαίνεται σε ποια οµάδα θα ανήκει κάθε 
#παρατήρηση. Θα αποτελείται από n γραµµές (παρατηρήσεις) και g στήλες (οµάδες). 
#Σε κάθε γραµµή θα υπάρχουν οι πιθανότητες η i παρατήρηση (γραµµή) να ανήκει 
#στην j οµάδα. 
  
Wij<-matrix(numeric(n*g), nrow=n, byrow=T) 
 
#Varoi_ij είναι ένας πίνακας στον οποίο θα αποθηκεύονται τα βάρη κάθε 
#παρατήρησης για κάθε οµάδα. 
Varoi_ij<-matrix(numeric(n*g), nrow=n, byrow=T) 
 
iter<-0    #δείχνει τον αριθµό επαναλήψεων του αλγορίθµου 
 
while(test>tol){ 
 
iter<-iter+1 
 
#Ξεκινάµε µε τον πρώτο κύκλο της επανάληψης. 
 
for(i in 1:n){   #το i µετράει παρατηρήσεις 
 
#To help3 θα περιέχει σε κάθε θέση την πιθανοφάνεια (εκτός της σταθερής 
#ποσότητας) της i παρατήρησης για την κάθε οµάδα. 
 
help3<-numeric(g) 
 
for(j in 1:g){   #το j µετράει οµάδες 
mahalanobis<-(X[i,]-m0[[j]])%*%invS[[j]]%*%as.matrix(X[i,]-m0[[j]]) 
Varoi_ij[i,j]<-(df+p)/(df+mahalanobis) 
numerator<-p0[j]*((detS[j])^(-0.5))  
denominator<-(1+mahalanobis/df)^(0.5*(df+p)) 
help3[j]<-numerator/denominator 
} 
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for(j in 1:g){ 
Wij[i,j]<-help3[j]/sum(help3) 
} 
} #κλείνει το for που µετράει παρατηρήσεις 
 
#Παρακάτω υπολογίζεται το νέο διάνυσµα πιθανοτήτων p0(new)  
for(j in 1:g){ 
p0[j]<-sum(Wij[,j])/n 
} 
 
#Παρακάτω υπολογίζονται οι νέες µέσες τιµές κάθε οµάδας. 
 
for(j in 1:g){          #το j µετράει οµάδες 
numerator1<-numeric(p) 
if(sum(Wij[,j])!=0){    #Αυτό χρειάζεται γιατί αν όλες οι παρατηρήεις καταταχτούν 
 #σε µία οµάδα µόνο τότε για τις άλλες οµάδες η µέση τιµή είναι 0/0, δηλαδή δεν 
#ορίζεται και δηµιουργείται πρόβληµα στον αλγόριθµο. Οπότε αν σε µια οµάδα δεν 
#καταταχτεί καµία παρατήρηση αφήνω το διάνυσµα των µέσων αυτής της οµάδας 
#όπως είναι. 
 
for(i in 1:n){           
numerator1<-numerator1+Wij[i,j]*Varoi_ij[i,j]*X[i,] 
} 
denominator1<-sum(Wij[,j]*Varoi_ij[,j]) 
m0[[j]]<-numerator1/denominator1 
}      #κλείνει το if 
}       
 
#Εδώ ξεκινά ο 2ος κύκλος της επανάληψης 
#Πρέπει εδώ να υπολογιστούν οι νέες τιµές των πινάκων Β & D.  
 
for(i in 1:n){   
#Για την κάθε παρατήρηση υπολογίζεται η πιθανότητα να ανήκει στην κάθε οµάδα 
#αλλά για τις νέες τιµές των m0 και p0 πλέον. 
 
#To help4 θα περιέχει σε κάθε θέση την πιθανοφάνεια της i παρατήρησης για την  
#κάθε οµάδα. 
help4<-numeric(g) 
 
for(j in 1:g){    
mahalanobis<-(X[i,]-m0[[j]])%*%invS[[j]]%*%as.matrix(X[i,]-m0[[j]]) 
Varoi_ij[i,j]<-(df+p)/(df+mahalanobis) 
numerator<-p0[j]*((detS[j])^(-0.5))  
denominator<-(1+mahalanobis/df)^(0.5*(df+p)) 
help4[j]<-numerator/denominator                                                         
} 
 
for(j in 1:g){ 
Wij[i,j]<-help4[j]/sum(help4) 
} 
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}  
 
#Παρακάτω υπολογίζεται ο πίνακας V. O V έχει διάσταση pxp.   
#Για κάθε οµάδα έχω διαφορετικό πίνακα V. 
  
V<-as.list(rep(0,g)) 
for(j in 1:g){                   #το j µετράει οµάδες 
for(i in 1:n){                   #το i µετράει παρατηρήσεις 
V[[j]]<-V[[j]]+Wij[i,j]*Varoi_ij[i,j]*(as.matrix(X[i,]-m0[[j]])%*%(X[i,]-m0[[j]])) 
} 
V[[j]]<-V[[j]]/sum(Wij[,j]) 
}  
 
#Παρακάτω υπολογίζονται οι πίνακες gamma και wmega και έπειτα οι πίνακες B και 
#D. Κάθε οµάδα έχει το δικό της πίνακα gamma και wmega. 
 
#∆ηµιουργούνται όλοι οι gamma πίνακες 
gamma<-as.list(rep(0,g)) 
for(i in 1:g){ 
gamma[[i]]<-invS[[i]]%*%B0[[i]] 
}    
 
#∆ηµιουργούνται όλοι οι wmega πίνακες 
wmega<-as.list(rep(0,g)) 
for(i in 1:g){ 
wmega[[i]]<-diag(rep(1,time=q))-t(gamma[[i]])%*%B0[[i]] 
} 
 
#Παρακάτω υπολογίζονται οι νέοι πίνακες B για την κάθε οµάδα. 
for(i in 1:g){ 
solve<-solve(t(gamma[[i]])%*%V[[i]]%*%gamma[[i]]+wmega[[i]])   
B0[[i]]<-V[[i]]%*%gamma[[i]]%*%solve 
} 
 
# Παρακάτω υπολογίζονται οι νέοι πίνακες D για την κάθε οµάδα. 
for(i in 1:g){ 
D0[[i]]<-V[[i]]-V[[i]]%*%gamma[[i]]%*%t(B0[[i]]) 
D0[[i]]<-diag(diag(D0[[i]])) 
} 
 
#Παρακάτω υπολογίζεται η νέα loglikelihood. Πρώτα όµως υπολογίζονται οι νέοι 
#πίνακες inv(BB'+D) καθώς χρησιµοποιούνται στη log-likelihood. 
 
for(j in 1:g){ 
unique<-diag(rep(1, time=q)) 
Dsolve<-solve(D0[[j]]) 
inverse<-solve(unique+t(B0[[j]])%*%Dsolve%*%B0[[j]])   
invS[[j]]<-Dsolve-Dsolve%*%B0[[j]]%*%inverse%*%t(B0[[j]])%*%Dsolve 
 
detS[j]<-det(D0[[j]])/det(unique-t(B0[[j]])%*%invS[[j]]%*%B0[[j]]) 
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} 
 
#Παρακάτω υπολογίζεται η loglikelihood 
 
help5<-numeric(g) 
logl<-numeric(n) 
 
constant<-lgamma((df+p)/2)-lgamma(df/2)-(p/2)*log(pi*df)     #είναι η σταθερά στον 
#υπολογισµό της πιθανοφάνειας µιας παρατήρησης που βγαίνει έξω από το 
#λογάριθµο. 
 
for(i in 1:n){    
for(j in 1:g){  
mahalanobis<-(X[i,]-m0[[j]])%*%invS[[j]]%*%as.matrix(X[i,]-m0[[j]]) 
 
numerator<-p0[j]*((detS[j])^(-0.5)) 
denominator<-(1+mahalanobis/df)^(0.5*(df+p)) 
help5[j]<-numerator/denominator  
} 
logl[i]<-log(sum(help5))+constant 
} 
 
#logL είναι η loglikelihood του µοντέλου σε αυτή την επανάληψη. 
 
logL<-sum(logl) 
 
#Παρακάτω ανανεώνω την τιµή της loglkelihood. Αρχικά αυξάνω το µήκος του 
#διανύσµατος loglikelihood κατά µία θέση η οποία παίρνει την τιµή µηδέν (option 
#length.out). Σε αυτή τη θέση αποθηκεύω τη νέα τιµή της loglikelihood. 
 
mikos<-length(loglikelihood) 
loglikelihood<-rep(loglikelihood, length.out=(mikos+1)) 
loglikelihood[mikos+1]<-logL    
 
#Παρακάτω υπολογίζεται η τιµή της συνάρτησης τερµατισµού για αυτό το βήµα. 
mikos<-length(loglikelihood) 
test<-abs((loglikelihood[mikos]-loglikelihood[mikos-1])/(loglikelihood[mikos])) 
 
#Ο αλγόριθµος πρέπει σε κάθε επανάληψη να δίνει µεγαλύτερη loglikelihood. Οπότε 
#φτιάχνω την παρακάτω προειδοποίηση.  
 
if(loglikelihood[mikos]<loglikelihood[mikos-1]){ 
print(paste("Error: the log-likelihood in the",iter,"iteration is lower than the previous 
one")) 
break 
} 
 
}  #κλείνει το  while 
 
#Παρακάτω τυπώνονται τα αποτελέσµατα. 
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#Πρώτα τυπώνεται ένας πίνακας, ο result µε 2 στήλες. Η 1η περιέχει τον αριθµό 
#παρατήρησης και η 2η τον αριθµό της οµάδας στην οποία έχει ταξινοµηθεί. 
 
omada<-numeric(n) 
for(i in 1:n){ 
omada[i]<-which.max(Wij[i,]) 
} 
obs<-1:n 
result<-cbind(obs,omada) 
 
#Παρακάτω υπολογίζονται οι πίνακες διασποράς των οµάδων όπως έχουν 
#ταξινοµηθεί οι παρατηρήσεις. 
 
for(j in 1:g){ 
S0[[j]]<-B0[[j]]%*%t(B0[[j]])+D0[[j]] 
} 
 
#Παρακάτω υπολογίζεται το BIC.  
 
m<-g*(p*q-0.5*q*(q-1))+g*p+g*p+g-1   #m είναι ο αριθµός των ελεύθερων 
#παραµέτρων στο µοντέλο.  
 
BIC<-2*loglikelihood[mikos]-m*log(n) 
 
names(p0)<-c(paste(rep("p",g),1:g))   #∆ίνονται ετικέτες στο διάνυσµα p0 
names(test)<-c("Apotelesma synthikis termatismou") 
names(iter)<-c("number of iterations") 
names(BIC)<-c("BIC criterion") 
names(df)<-c("Degrees of freedom") 
 
return(list(result,p0,m0,S0,test,iter,BIC,loglikelihood[2:mikos],df)) 
 
}      #κλείνει η function 
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